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Abstract  

 

Throughout his life, man has learned to formulate hypotheses through the patterns analysis and 

thereby discover new rules.  In the digital age, the volume of data is invaluable to be observed on a 

reasonable time by humans. Humans are limited and that's what makes possible the patterns 

identification to frequently fail. There's a need to provide information and knowledge to the 

computers so that they can be able to detect new patterns in the data. 

Neural networks try, in a computing way, to simulate human brain, including its behavior, by 

making errors and learning and thereby making new discovers. Self-organizing maps are part of a 

neural network group based on competitive networks where competition is used as a way of 

learning. They try to find similarities between data, based only on input data, grouping similar data 

to each other and thereby forming clusters. Self-organizing maps learning it's unsupervised. It can 

adapt its behavior without any previous knowledge and also, without human intervention. The 

maps can make connections between the observations that were made and the expected result. Its 

result enables improvements in future decisions. 

The main point of this master thesis is the self-organizing maps speed improvement and a 

presentation of a possible way to visualize large dimensions maps, once the only way to  do it, it's 

by getting to know if the learning process was achieved. 
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Resumo 

 

Ao longo da sua vida, o ser humano aprendeu, através da análise de padrões a conseguir 

formular hipóteses e, deste modo, descobrir novas regras. Na era digital o volume de dados é 

incalculável para poder ser observado pelo homem num prazo razoável. Os humanos são seres 

limitados o que faz com que a identificação de padrões possa falhar com frequência. É necessário 

fornecer conhecimento aos computadores para que estes consigam detectar novos padrões entre os 

dados. 

As redes neuronais tentam simular de um modo computacional o cérebro humano, incluindo o 

seu comportamento, isto é, errando e aprendendo, fazendo descobertas. Os self-organizing maps 

fazem parte de um grupo de redes neuronais baseadas em redes competitivas e a competição é 

usada como forma de aprendizagem. Tentam encontrar semelhanças entre os dados, baseando-se 

apenas nos de entrada, agrupando os dados que são semelhantes entre si, formando clusters. A 

aprendizagem dos self-organizing maps é não supervisionada, ou seja, consegue adaptar o seu 

comportamento, sem ter a intervenção do ser humano e sem necessidade de haver conhecimento a 

priori . Os mapas conseguem fazer as associações entre as observações feitas e o resultado esperado. 

O seu resultado possibilita melhoramentos nas decisões futuras. 

Esta dissertação tem como objectivo melhorar a rapidez da aprendizagem dos self-organizing 

maps e a apresentação de um modo possível para visualizar mapas de grandes dimensões, já que 

esta é a única forma de se conseguir perceber se o processo de aprendizagem foi conseguido. 

 

Palavras-chave: Self-organizing maps, redes neuronais, clusters, data mining, visualização, 

aprendizagem. 
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1. Introdução  

 

1.1. Motivação  

 

! ÅÓÃÏÌÈÁ ÄÏ ÐÒÏÊÅÃÔÏ Ȱ4ïÃÎÉÃÁÓ ÄÅ 6ÉÓÕÁÌÉÚÁëÞÏ ÄÅ -ÁÐÁÓ !ÕÔÏ-/ÒÇÁÎÉÚÁÄÏÓȱ, como dissertação 

de mestrado, baseou-se no facto do principal objectivo ser o tratamento de informação de grandes 

dimensões e da elevada complexidade dos dados em questão. Sempre tive o fascínio pelas áreas do 

tratamento de informação e de bases de dados, desejando poder contribuir para o seu 

desenvolvimento. Desfrutei do prazer de contribuir com uma solução inovadora que permite 

reduzir o peso computacional da informação processada, sem comprometer a eficácia e a eficiência 

da aprendizagem com mapas auto-organizáveis. 

1.2. Enquadramento  

 

Os modelos de redes neuronais são actualmente utilizados como alternativas aos modelos 

tradicionais de agrupamento, devido às suas características de desempenho, face a dados 

incompletos e à sua capacidade de estabelecer relações entre eles. [1]  

Existem dois grupos principais nas técnicas de agrupamento: o grupo das supervisionadas e o 

das não supervisionadas. As supervisionadas consideram que existe um conhecimento prévio da 

informação, enquanto as não supervisionadas dividem as classes, sem necessitarem de tal 

conhecimento. A aprendizagem não supervisionada observa os dados introduzidos e adapta o seu 

comportamento sem necessitarem de tal conhecimento. [1] A aprendizagem não supervisionada 

observa os dados introduzidos e adapta o seu comportamento, sem necessidade de lhe indicar uma 

forma de fazer associações entre as observações feitas e o resultado esperado. Geralmente, 

produzem como resultado uma nova representação dos dados observados, permitindo melhorias 

nas respostas e decisões futuras. 

Os self-organizing maps foram introduzidos em 1982, por Teuvo Kohonen [2] e fazem parte de 

uma classe de redes neuronais, cuja aprendizagem é não supervisionada e o seu principal objectivo 

é a redução das dimensões dos dados, através do uso de uma rede auto-organizada. As aplicações 

dos self-organizing maps estendem-se a várias áreas, tais como pesquisas na internet [3] , 

bioinformática [4] , finanças [5]  e a sua importância continua a aumentar. A principal característica 

desta metodologia é a utilização de neurónios, que competem entre si para verificar qual o que gera 

maior saída. Em geral, o resultado dos self-organizing maps é uma malha bidimensional, em que 

podemos visualizar os neurónios mais activos e perceber as relações entre as variáveis. [1] A 

principal diferença do método dos self-organizing maps para os métodos estatísticos convencionais, 

como por exemplo, k-means, regressão logística (método supervisionado), é que estes não geram 

uma saída bidimensional. [6]  
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1.3. Objectivos  

 

O problema que se propõe resolver com esta dissertação é a visualização de informação de 

grandes dimensões utilizando os self-organizing maps. A única forma possível de ver se um self-

organizing maps concluiu a sua aprendizagem de forma correcta, é através da observação e 

verificar se não existem defeitos na rede. Não existido ainda forma de visualizar dados com mais de 

três dimensões utilizando os self-organizing maps, o objectivo principal desta tese é permitir suprir 

essa lacuna. 

Como se verá utiliza-se a visualização a duas dimensões como um equivalente credível e 

representativo dos dados originais com dimensões superiores. A forma como se desenvolve todo o 

tratamento dos dados convertendo as várias dimensões em apenas duas, através das médias dos 

pesos, provoca na primeira parte do processo de aprendizagem, agora a duas dimensões, uma 

redução do tempo de processamento sem perder a fiabilidade e mantendo um modelo 

representativo dos dados originais. 

1.4. Estrutura  

 

Esta dissertação de mestrado é constituída por seis capítulos: 

¶ Introdução ɀ introdução geral ao tema da dissertação; 

¶ Trabalho Relacionado ɀ fornece conceitos e ideias fundamentais sobre clustering 

necessárias para a compreensão do tema; Descreve detalhadamente os self-organizing 

maps; 

¶ Exemplos ɀ apresentação de diversos tipos de exemplos sobre os self-organizing maps e 

possíveis visualizações; 

¶ Modelo Proposto ɀ descrição do modelo proposto desta dissertação, e exposição da 

implementação da aplicação desenvolvida; 

¶ Experiências ɀ resultados das diversas experiências efectuadas, utilizando a aplicação 

desenvolvida aos três diferentes tipos de ficheiros; 

¶ Conclusão ɀ síntese do trabalho realizado e algumas considerações finais sobre o trabalho 

realizado.   
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2. Trabalho Relacionado  

2.1.  Clustering  

 

Clustering é uma técnica que permite agrupar um conjunto de objectos, físicos ou abstractos, de 

acordo com as suas semelhanças e é utilizado em data mining. [7,8] O seu principal objectivo é 

reduzir a dimensão dos dados, por isso, pode ser considerado como um tipo de compressão [9]. Um 

cluster, é um conjunto de objectos que são similares entre si e são diferentes de outros objectos que 

estejam noutros clusters. Podemos distinguir e classificar cada conjunto de objectos. Embora este 

método seja eficaz, demora muito tempo quando temos grandes conjuntos de dados, pelo que é 

preferível optar pelo método inverso, isto é: primeiro efectuamos a partição do conjunto de dados, 

de acordo com as suas parecenças (por exemplo, usando clustering ) e depois rotulamos ou 

classificamos cada um desses grupos. 

Podem dividir-se os métodos de clustering [10, 11, 12] em dois tipos: hierárquico e particional. 

No primeiro tipo, cada cluster que é gerado pode ser interpretado como um desvio em relação a um 

original, enquanto no segundo tipo é feita a separação por proximidade ao centroíde de cada 

cluster. [13] 

O conceito de cluster analysis, utilizado, pela primeira vez, por Tryon [14], consiste em vários 

métodos e algoritmos para agrupar objectos do mesmo tipo nas respectivas categorias, isto é, é uma 

ferramenta de análise que faz a distribuição de diferentes objectos em grupos, de modo a que o 

grau de semelhança entre dois objectos seja máxima caso se encontrem no mesmo grupo e mínima, 

caso contrário. 

A análise de clusters é um conjunto de técnicas estatísticas em que o seu objectivo é agrupar 

objectos, de acordo com as suas características, formando grupos ou aglomerados homogéneos. 

[15] Em cada aglomerado, os objectos tendem a ser idênticos entre si, mas diferentes dos outros 

objectos que se encontram noutro aglomerado. Os aglomerados obtidos, apresentam uma 

homogeneidade interna (dentro de cada aglomerado), bem como uma heterogeneidade externa 

(entre aglomerados). Assim, se a aglomeração for bem-sucedida, quando representados num 

gráfico, os objectos dentro dos aglomerados estarão muito perto uns dos outros e os aglomerados 

distintos estarão afastados. [15] 

As técnicas de clustering são muito vantajosas, pois não necessitam de conhecimento à partida 

dos dados a tratar mas, no entanto, possuem duas desvantagens aquando da sua aplicação: Antes de 

se iniciar o processo de clustering é necessário definir o número de clusters que queremos formar. 

Percebe-se facilmente que número de clusters diferentes, originam resultados diferentes. A segunda 

desvantagem é ser preciso o conhecimento do utilizador, para se conseguir perceber o que concluir 

dos resultados da operação de clustering. Os métodos mais conhecidos e mais usados para partição 

são os algoritmos k-means, k-medoids e a as suas variações. 
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2.2.  O Algoritmo k-means 

 

O algoritmo k-means, que foi, inicialmente, proposto por J. MacQueen [16], é um dos mais 

usados em clustering analysis e pertence à classe das técnicas de agrupamento não supervisionados. 

Começamos por escolher os k elementos que formam as sementes iniciais, podendo essa escolha 

ser feita de diferentes modos, tais como: 

¶ Seleccionando as k primeiras observações;  

¶ Seleccionando k observações aleatoriamente; 

¶ Escolhendo k observações em que os valores sejam muito diferentes. 

Em seguida, escolhem-se as sementes iniciais e calcula-se a distância de cada elemento às 

sementes, agrupando esse elemento ao grupo que possuir menor distância, isto é, o mais similar, e 

voltamos a recalcular o centro do mesmo. Este processo é repetido até que todos os elementos 

estejam agrupados, ou seja até que pertençam a um cluster. Após todos os elementos estarem 

agrupados, tenta-se encontrar uma solução melhor que a gerada arbitrariamente, calculando-se o 

grau de homogeneidade interna dos grupos, através da soma de quadrados residual.  

 

Soma de Quadrados Residual 

A soma de quadrados residual é a medida utilizada para avaliar o quão eficiente é uma partição 

e é dada pela seguinte fórmula: 

 

 Ὁ ȿὴ άȿ
ᶰ  

 (1) 

em que Ὁ representa a soma de quadrados residual no conjunto; ὴ é o ponto que representa o 

objecto analisado; ά  é a média do cluster ὅ (ambos ὴ e ά  são multidimensionais). Por outras 

palavras, para cada objecto, em cada cluster, a distância do objecto ao centro do seu cluster é 

somada e depois elevada ao quadrado. Esta fórmula faz com que os Ὧ clusters sejam os mais 

compactos e separados possíveis. 

Em seguida, move-se o primeiro objecto para os outros grupos e verifica-se se existe um ganho 

na soma de quadrados residual, isto é, se ocorre uma diminuição no valor da mesma. Se ocorrer, o 

objecto é movido para o grupo que produzir maior ganho e passa-se ao objecto seguinte. Caso não 

haja mais mudanças nos grupos, ou após um certo número de iterações, o processo é interrompido. 

[17] 

2.3.  Self-Organizing Maps  

 

A representação económica dos dados com todas as suas inter-relações, é um dos principais 

problemas nas ciências da informação e essa habilidade é, obviamente, uma característica existente 

no funcionamento do cérebro. No pensamento e no processamento de informação subconsciente, 
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existe uma tendência para comprimir informação, através de representações reduzidas dos factos 

mais relevantes, sem haver perda de conhecimento sobre as suas inter-relações. De uma forma 

geral, a finalidade do processamento inteligente de informação parece ser a criação de imagens 

simplificadas do mundo em vários níveis de abstracção em relação a um dado subconjunto 

específico dos dados recebidos. A capacidade do processamento de informação humana foi, durante 

muito tempo, um mistério e só recentemente foi possível obter provas concretas da capacidade do 

cérebro em formar representações neuronais, que são imagens de várias experiências sensoriais 

projectadas sobre diversas áreas corticais. 

Sabe-se há muito tempo que as diversas áreas do cérebro, principalmente as do córtex cerebral, 

estão organizadas de acordo com diferentes modalidades sensoriais: Existem áreas com funções 

especializadas, como por exemplo, o controlo da fala e a análise de sinais sensoriais (visuais, 

auditivos, órgãos sensoriais somáticos, etc.). Entre as principais áreas sensoriais, que constituem 

apenas 10% da área cortical, existem áreas associativas menos conhecidas para as quais convergem 

sinais de modalidades diferentes. O planeamento das acções é feito no lobo frontal. Várias 

pesquisas recentes revelaram que existe uma fina estrutura dentro das áreas: Os sinais de resposta 

dos órgãos sensoriais somáticos, visuais, etc., são obtidos no córtex pela mesma ordem topográfica 

que foram recebidos nos órgãos sensoriais. 

A ordem topológica das ligações neuronais é facilmente explicada: Os axónios das células 

neuronais quando crescem em direcção ao seu destino, podem ser separados por estruturas 

histológicas e o seu destino é encontrado seguindo a acção de controlo dos marcadores químicos 

[19]. As ligações não são sempre de um para um, visto que existem nos caminhos de transmissão de 

sinais, unidades de processamento (os núcleos), onde os sinais são misturados. Esta explicação 

falha nalguns mapas, onde os padrões do sinal de entrada são ordenados de um modo mais 

abstracto, como por exemplo, no córtex auditivo em que existe um mapa de frequências sonoras, 

onde a ordem espacial das respostas celulares corresponde à frequência dos tons acústicos 

percebidos. Há alguma confusão pelo facto dos sinais neuronais, correspondentes aos tons mais 

baixos não serem codificados pela sua posição de ressonância; contudo, o mapa acústico de 

frequências está perfeitamente ordenado no córtex auditivo e é quase logarítmico em relação à 

frequência. Existem mais provas disponíveis sobre mapas abstractos, que são formados noutras 

partes do sistema cerebral de acordo com as experiências sensoriais. Alguns mapas dos ambientes 

geográficos foram medidos no hippocampus, que é uma parte do mesencéfalo; Quando um rato 

aprendeu a sua localização dentro de um labirinto, foi possível obter resposta de algumas células do 

córtex do hippocampus, quando o rato se encontrava num canto em específico [19]. Pensa-se que 

existem muitos outros tipos de mapas no hippocampus e noutras partes do sistema cerebral. 

A possibilidade que a representação do conhecimento pode assumir a forma de um feature map 

que é, geometricamente organizado, sobre a parte do cérebro correspondente é motivada por uma 

série de investigações teóricas, vistas mais à frente. Os resultados obtidos têm gradualmente 

conduzido para a existência de um único princípio funcional, que pode ser responsável pela auto-

organização das diferentes representações de informação. Além disso, os resultados reportados 

apontam que o princípio funcional opera num nível médio uniforme, que é capaz de representar 
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hierarquicamente dados relacionados, através da atribuição de diferentes subáreas para os 

diferentes níveis abstractos de informação. As representações sobre esses mapas são semelhantes 

às estruturas em árvore que são obtidas pelos métodos convencionais de clustering. Este resultado 

é teoricamente muito importante, pois revela um novo aspecto das relações hierárquicas, isto é, não 

é necessário, e nem sempre é possível, organizar as unidades de processamento, em vários níveis 

subsequentes. No entanto, esses níveis podem existir numa organização hierárquica, que pode 

seguir uma ocupação estruturada e uma utilização uniforme do território de memória. 

Ir -se-ão abordar os processos básicos da auto-organização como fenómenos adaptativos que 

ocorrem em sistemas físicos simples. Ocorrem nos mapeamentos de toda a actividade sensorial, 

algo semelhante aos fenómenos adaptativos, que são feitos por rotulagem química, durante o 

crescimento do tecido [19]. Esta discussão está relacionada com a hipotética estrutura neuronal, 

que é afectada por sinais sensoriais e que o seu objectivo é mostrar que tipos de propriedades 

estruturais e funcionais dos sistemas são suficientes para a auto-organização. É no processo que se 

está interessado e não na sua aplicação específica, e se se tivesse conhecimento suficiente sobre os 

fenómenos químicos, os mesmos princípios poderiam ser comprovados num modelo puramente 

químico. Contudo, parece que as redes neuronais têm muitos detalhes, que são particularmente 

favoráveis para a formação de mapas com uma alta resolução e num nível arbitrário de abstracção. 

Recentemente, em certas investigações, verificou-se que certas redes laminares, que consistem 

em unidades adaptativas interligadas, têm uma capacidade de mudar as suas respostas, de tal 

forma que a localização da célula na rede onde é obtida, torna-se especifica para uma determinada 

característica no conjunto dos sinais de entrada. Esta especificação ocorre na mesma ordem 

topológica que está presente nas relações métricas dos padrões dos sinais de entrada. As células, ou 

as unidades não se movem para qualquer lugar, é um conjunto dos seus parâmetros internos que 

definem essa especificidade e que permitem que seja feita essa mudança. Uma vez que essas redes 

são geralmente matrizes (bidimensionais), este resultado significa que existem mapeamentos que 

são capazes de preservar as relações topológicas, enquanto é feita uma redução das dimensões do 

espaço de representação. 

Este comportamento será demonstrado por meio de alguns modelos básicos que foram 

discutidos por Kohonen em [19]. A diferença mais significativa reside no tipo de feedback que é 

feito para depender da distância de acordo com uma função de lateral feedback que, muitas vezes, 

se encontram nas redes neuronais. 

2.3.1.  Formação de respostas localizadas pelo lateral feedback  

 

Antes de se introduzir um novo fenómeno de adaptação é necessário demonstrar-se uma função 

de processamento, que modifica a excitação da entrada primária através de um lateral feedback. A 

maioria das redes neuronais do cérebro, especialmente as do neocórtex cerebral, são 

essencialmente níveis de unidades de processamento a duas dimensões (células ou módulos 

celulares), nas quais as unidades estão densamente interligadas, através de um lateral feedback. 

Alguns estudos revelam que existem em cada célula principal do neocórtex cerca de 10 000 ligações 
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emergentes e convergentes. Na Figura 1 encontra-se uma matriz, que pode ser bidimensional, com 

vários neurónios, em que cada um recebe uma entrada • e um vasto número de ligações laterais 

das saídas das outras unidades. 

 

 

Figura 1 ɀ Neurónios lateralmente interligados.  (Imagem retirada de [1 9]).  

Existem evidências anatómicas e fisiológicas no cérebro dos mamíferos para que haja um tipo de 

lateral interaction entre as células. A forma da lateral interaction é, geralmente, descrita através da 

ÆÕÎëÞÏ ȰÃÈÁÐïÕ ÍÅØÉÃÁÎÏȱ ɉMexican Hat), como se pode ver na Figura 2. 

 

Figura 2 ɀ &ÕÎëÞÏ ȰÃÈÁÐïÕ ÍÅØÉÃÁÎÏȱ ÄÁ lateral interaction . (Imagem retirada de [19]).  

A Figura 2 mostra a forma da função lateral interaction utilizada nas simulações. A transferência de 

sinal na rede é descrita pela seguinte expressão: 

 – „‰ ὸ ‎– Ὧὸ ρ (2) 

onde cada feedback tem um pequeno atraso normalizado à unidade; os coeficientes ‎ foram 

definidos por amostragem discreta, como se vê na Figura 3. O simbolo „Ȣ representa um tipo de 

sigmóide não linear para o qual (um pouco arbitrariamente) se escolhe:  

 

 „ᾀ π ὴὥὶὥ ᾀ πȟ„ᾀ ᾀ ὴὥὶὥ π ᾀ ρπȟὩ „ᾀ ρπ ὴὥὶὥ ᾀ π (3) 

   

Suponha-se que a função excitação de entrada ‰ ὸ é uma função de índice Ὥ e que, por 

exemplo, é feita para durar uma unidade de tempo. Na Figura 4 pode-se ver a distribuição – –ὸ 
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para os instantes de tempo seguintes. Os clusters são centrados em torno do local máximo da 

excitação da entrada ‰ ὸ. 

Neste modelo, os clusters são estabilizados permanentemente, portanto é fácil adicionar 

algumas funções ao modelo, ÔÁÉÓ ÃÏÍÏ ÅÆÅÉÔÏÓ ÄÅ ȰÆÁÄÉÇÁȱȟ ÏÕ ÅÎÆÒÁÑÕÅÃÉÍÅÎÔÏ ÔÅÍÐÏÒÜÒÉÏ ÄÁÓ 

ligações em actividade persistente. Estes efeitos são muito comuns nos sistemas neuronais e se 

forem realizados os clusters podem ser feitos para se decomporem passado algum tempo, estando a 

rede livre pronta para receber novas excitações. 

A Figura 5 representa um cluster bidimensional numa matriz de 21 por 21 unidades de 

processamento, em que a função lateral interaction é bidimensional e do tipo da Figura 3. 

 

 

Figura 3 ɀ Lateral Interaction  usada nas 
simulações. (Imagem retirada de [19]).  

 

Figura 4 ɀ Clustering  numa matriz 
unidimensional.  (Imagem retirada de [19]).  

 

Figura 5 - Cluster numa matriz bidimensional. (a) Feedback positivo forte. (b) Feedback 
negativo forte.  (Imagem retirada de [19]).  

5ÍÁ ȰÂÏÌÈÁ ÄÅ ÁÃÔÉÖÉÄÁÄÅȱ ï ÎÏÖÁÍÅÎÔÅ ÏÂÔÉÄÁ ÎÕÍ ÌÏÃÁÌ ÏÎÄÅ Á ÅØÃÉÔÁëÞÏ ÐÒÉÍÜÒÉÁ ÔÅÍ ÕÍ 

máximo. Demonstra-se aqui outro efeito bastante importante: A largura da bolha depende da força 

do acoplamento lateral, em particular da relação que existe entre a excitação e as interligações 

inibitórias. Na simulação que usamos na Figura 4, os integrais do feedback positivo e negativo são 

iguais; por outro lado nas simulações bidimensionais utilizou-se um ligeiro desequilíbrio. Se o 

feedback ÐÏÓÉÔÉÖÏ ÆÏÒ ÍÁÉÓ ÆÏÒÔÅȟ ÆÁÚ ÃÏÍ ÑÕÅ Á ȰÂÏÌÈÁȱ ÆÉÑÕÅ ÍÁÉÓ ÁÍÐÌÁȟ ÅÎÑÕÁÎÔÏ ÓÅ Ï feedback 

ÎÅÇÁÔÉÖÏ ÆÏÒ ÍÁÉÓ ÆÏÒÔÅȟ ÔÅÒÜ ÔÅÎÄðÎÃÉÁ Á ÆÁÚÅÒ ȰÂÏÌÈÁÓȱ ÍÁÉÓ ÎþÔÉÄÁÓȢ O ÎÅÃÅÓÓÜÒÉÏ ÁÃÒÅÓÃÅÎÔÁÒ ÑÕÅ ÓÅ 

o feedback for muito negativo não irá haver efeitos de clustering. Estes efeitos descritos são de 

extrema importância para os processos de auto-organização. 
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%ÍÂÏÒÁ ÎÅÎÈÕÍ ÄÏÓ ÐÒÏÃÅÓÓÏÓ ÁÎÔÅÒÉÏÒÅÓ ÓÅÊÁ ÍÕÉÔÏ ȰÆÒÜÇÉÌȱȟ ÉÓÔÏ ïȟ ÏÓ ÅÆÅÉÔÏÓ ÎÞÏ ÓÞÏ ÓÅÎÓþÖÅÉÓ 

a pequenas alterações nos seus parâmetros, é necessária alguma paciência para encontrar as 

combinações certas. Por exemplo, os fenómenos de clustering podem ser realizados com ganhos de 

feedback que, numa escala relativa de valores, podem variar entre 1 a 10. Por outro lado, a precisão 

da relação entre os ganhos positivos e negativos poderá ter que ser definida com uma precisão de 

10 a 20%. 

É importante salientar que os modelos devem ser restritos a redes espacialmente limitadas, 

onde normalmente ocorrem vários tipos de efeitos de fronteira, mas como as redes neuronais são 

muito grandes estes efeitos não são tidos em conta. 

É esta a razão pela qual se utilizou uma forma particular de ‰ ὸ, com derivada zero nas 

fronteiras. Se a função de excitação não for suave, por exemplo se os ganhos de entrada variarem de 

forma aleatória, ÁÓ ȰÂÏÌÈÁÓȱ ÔÅÒÞÏ ÆÏÒÍÁÓ ÉÒÒÅÇÕÌÁÒÅÓȟ ÍÁÓ ÁÉÎÄÁ ÁÓÓÉÍ ÐÏÄÅÍ ÓÅÒ ÏÂÔÉÄas num 

máximo de ‰ ὸȢ !Ó ȰÂÏÌÈÁÓȱ ÆÉÃÁÍ ÍÁÉÓ ÎþÔÉÄÁÓ ÓÅ Á ÆÕÎëÞÏ ÄÅ ÔÒÁÎÓÆÅÒðÎÃÉÁ „Ȣ for convexa no 

seu centro, em vez de ser seleccionada linearmente. 

2.3.2.  Simplificação computacional do processo  

 

! ÆÏÒÍÁëÞÏ ÄÅ ÕÍÁ ȰÂÏÌÈÁ ÄÅ ÁÃÔÉÖÉÄÁÄÅȱ ï ÒÅÓÐÏÎÓÜÖÅÌ ÐÅÌÁ auto-organização dessa área. Como 

Á ȰÂÏÌÈÁȱ ï ÆÏÒÍÁÄÁ ÎÏ ÌÏÃÁÌ ÍÜØÉÍÏ ÄÁ ÁÃÔÉÖÉÄÁÄÅ ÐÏÄÅ-se definir o algoritmo computacional como 

sendo composto pelas seguintes etapas:  

¶ Procurar o máximo de actividade. 

¶ Definir na matriz um subconjunto de unidades em torno deste máximo. 

É útil definir -ÓÅ Ï ÒÁÉÏ ÄÁ ȰÂÏÌÈÁȱ ÃÏÍÏ ÓÅÎÄÏ ÕÍÁ ÆÕÎëÞÏ ÑÕÅ, inicialmente, é grande e que vai 

ÄÉÍÉÎÕÉÎÄÏ ÇÒÁÄÕÁÌÍÅÎÔÅ ÁÏ ÌÏÎÇÏ ÄÏ ÔÅÍÐÏȢ ! ÆÏÒÍÁ ÅØÁÃÔÁ ÄÁ ȰÂÏÌÈÁȱ ÎÕÎÃÁ ÔÅÍ ÕÍ ÇÒÁÎÄÅ 

efeito sobre a ordenação dos resultados. 

2.3.3.  Definição da  topologia de preservação do mapeamento  

 

Nos processos de auto-organização procura-se mapeamentos que transformem um sinal de 

dimensão arbitrária numa matriz de uma ou duas dimensões. Percebe-se que a entrada para a 

matriz não pode ser tão simples como a que vimos na Figura 1, pois essa apenas foi usada para 

definir o valor inicial da actividade de cada unidade. Devia-se ter substituído ‰ ὸ por uma soma 

ponderada dos sinais primários. Cada unidade tem os seus próprios pesos que devem ser 

adaptáveis para se implementar a auto-organização. 

Na maior parte dos casos as matrizes de unidades adaptativas recebem o seu sinal de entrada 

através de uma rede de distribuição, como se pode ver na Figura 6. Os sinais da rede de distribuição 

podem ser misturados, mas o que é importante é que os sinais de saída desta matriz permaneçam 

correlacionados. Por exemplo, se os três vectores de entrada ὼ, ὼ e ὼ puderem ser ordenados de 

acordo com uma dada métrica então os vectores de saída ώ, ώ e ώ deverão manter a mesma 

ordem relativa a uma outra métrica (pode ser a mesma ou não). 
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Figura 6 ɀ Rede de distribuição num sistema auto -organizado.  (Imagem retirada de [19]).  

Consideremos um sistema físico que recebe um conjunto de sinais de entrada em simultâneo e que 

estes são transformados em respostas. (Figura 7) Uma das características dos sistemas abordados é 

a existência de um mecanismo pelo qual a resposta activa está concentrada em torno de uma 

localização no plano de saída, logo, para diferentes conjuntos de sinais de entrada, a sua localização 

é diferente. A resposta localizada vista na Figura 7 pode ser pensada para representar o centro de 

ÕÍÁ ȰÂÏÌÈÁ ÄÅ ÁÃÔÉÖÉÄÁÄÅȱȢ 

 

Figura 7 ɀ Resposta Localizada. (Imagem retirada de [19]).  

O sistema mais simples para produzir respostas localizadas é uma matriz linear de unidades 

funcionais (linha), em que cada um recebe em paralelo o mesmo conjunto de sinais de entrada. 

Suponha-se que uma unidade Ὥ produz uma resposta diferente para os diferentes padrões de 

entrada: – ȟ– ȟȣȢ O próximo passo é definir uma transformação que é uma característica 

presente nos sistemas auto-organizados. Imagine-se que se tem um conjunto de padrões de entrada 

ὼȡὭ ρȟςȟȣ  que pode ser ordenado de acordo com uma dada métrica do tipo ὼὙὼὙὼȣ, em 

que R é uma relação de ordenação. 
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Definição:  

O sistema deve produzir uma topology-preserving mapping unidimensional se para 
Ὥ Ὥ Ὥ Ễ 

 

 

– ὼ ÍÁØ–ὼ ȡὭ ρȟςȟȣȟὲȟ 

– ὼ ÍÁØ–ὼ ȡὭ ρȟςȟȣȟὲȟ 

– ὼ ÍÁØ–ὼ ȡὭ ρȟςȟȣȟὲ ὩὸὧȢ 

(4) 

Esta definição é facilmente generalizável para matrizes de unidades de processamento com duas ou 

mais dimensões. A topologia da matriz é definida pela definição dos seus vizinhos para cada 

unidade. Pode-se definir uma métrica ou uma ordem topológica para os padrões ὼ da mesma 

forma que se fez para os sinais de entrada, induzindo mais do que uma relação de ordenação em 

relação aos diferentes atributos. Se, por exemplo, a forma das unidades for uma matriz 

bidimensional e a unidade com a resposta máxima a um dado padrão de entrada é imagem deste, 

então o mapeamento é ordenado se as relações topológicas das imagens e os padrões forem 

semelhantes. Como a dimensionalidade do espaço de entrada pode ser arbitrária e muito maior que 

dois (nos neurónios do córtex principal podem existir até 104), podem obter-se mais explicações 

relacionadas com a topologia. 

Se as médias bidimensionais formam um tipo de projecção de imagem de uma distribuição de 

sinal de dimensões superiores, caso existam clusters nessa distribuição, eles serão projectados 

como clusters. Contudo, o mapeamento actual não pode ser paralelo, nem ortogonal à projecção, 

terá que procurar automaticamente uma orientação óptima para cada parte do mapa, como se pode 

observar na Figura 8. Na mesma figura pode observar-se ÑÕÅ ÈÜ ÕÍÁ ÄÉÓÔÒÉÂÕÉëÞÏ ȰÔÏÒÃÉÄÁȱ, 

limitada por linhas sólidas, que serão mapeadas numa estrutura planar de pontos ligados por linhas 

auxiliares (tracejado). 

 

Figura 8 ɀ Ilustração da projecção.  (Imagem retirada de [19]).  
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2.3.4.  Sistema bidimensional de auto -organização  

Para se concretizar o processo de auto-organização devemos usar a matriz da Figura 9. As 

unidades podem ser dispostas em qualquer configuração planar como, por exemplo, numa malha 

rectangular ou hexagonal. 

 

Figura 9 ɀ Sistema bidimensiona l de auto-organização.  (Imagem retirada de [19]).  

Cada unidade irá receber os mesmos sinais escalares ‚ȟ‚ȟȣȟ‚ᶰὙ. Antes da formação de 

clusters a unidade Ὥ forma uma função linear que é descrita por:  

 – ‘‚ (5) 

em que ‘ ᶰὙ são parâmetros variáveis (adaptativos). Cada conjunto ordenado ‘ ȟ‘ȟȣȟ‘  

pode ser considerado como um tipo de imagem que deve ser emparelhado com um conjunto 

ordenado ‚ȟ‚ȟȣȟ‚ . O objectivo é conceber processos adaptativos, nos quais os parâmetros de 

todas as unidades convergem para uns determinados valores, em que cada unidade se torna 

correspondida ou sensível a um determinado domínio de sinais de entrada. Em vez de 

considerarmos a máxima resposta, a localização do máximo pode ser definida como a melhor 

correspondência entre os vectores ὼ ‚ȟ‚ȟȣȟ‚  e ά ‘ ȟ‘ȟȣȟ‘ . O critério de 

similaridade aplicado em (5) é o produto interno de ὼ e ά . Outro critério que pode ser aplicado é a 

distância euclidiana entre vectores, se se definir a melhor correspondência para a unidade com o 

índice ὧ, pode-se determinar o ὧ pela condição: 

 ᴁὼ άᴁ ÍÉÎᴁὼ άᴁ (6) 

Uma vantagem de se utilizar (6) é que permite uma abordagem matemática mais simples. Várias 

leis de adaptação tendem a normalizar os vectores de pesos para um tamanho constante e, nesses 

casos, os critérios usados em (5) e (6) são idênticos. ‌ deve ser uma função decrescente no tempo, 

de forma a garantir a convergência para um limite único. As equações de adaptação poderão ser da 

seguinte forma: 

 
Ὠ‘

Ὠὸ
‌ὸ–ὸϽ‚ὸ ‎–ὸ Ͻ‘ ὸ  (7) 

Ir -se-á ter em conta agora o processo que faz clusters ou bolhas. Em torno da unidade ὧ com 

resposta máxima foi definida uma vizinhança topológica ὔ, para que todas as unidades que se 
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encontrem dentro de um determinado raio, a partir da unidade c, se encontram em ὔ. Todas as 

unidades que estão dentro de ὔ tomam o valor –ὸ ρ (ou outra constante qualquer) e as que 

estão fora o valor –ὸ π. Sem perda de informação pode-se assumir que ‎π π, ‎ρ ρ e a 

equação (6) pode ser escrita do seguinte modo: 

 

Ὠ‘

Ὠὸ
‌ὸ‚ὸ ‘ ὸ   ὴὥὶὥ Ὥɴ ὔ 

Ὠ‘

Ὠὸ
π   ὴὥὶὥ Ὥɵ ὔ 

(8) 

Finalmente, o algoritmo pode ser escrito em tempo discreto e na forma vectorial como o seguinte 

conjunto de equações, onde ὸ  representa o índice de tempo discreto (que, normalmente, é um 

inteiro):  

Similarity Matching:  

 ᴁὼὸ ά ὸᴁ ÍÉÎᴁὼὸ ά ὸᴁ (9) 

Updating:  

 
ά ὸ ρ ά ὸ ‌ὸ ὼὸ ά ὸ    ὴὥὶὥ Ὥɴ ὔ 

ά ὸ ρ ά   ὧὥίέ ὧέὲὸὶÜὶὭέ 
(10) 

 

O algoritmo acima expresso pode ser representado de diversas formas, contudo, esta é, talvez, a 

forma mais simples possível, porque caso contrário os cálculos tornavam-se intoleravelmente 

pesados. A vizinhança topológica ὔ ὔ ὸ , também pode ser definida de várias formas. Várias 

simulações mostram que os melhores resultados na auto-organização são obtidos se a vizinhança 

seleccionada for muito ampla ao início e for diminuindo com o tempo. (Figura 10) 

A sequência de ganho ‌ὸȠὸ πȟρȟȣȠπ ‌ὸ ρ é uma função que decresce lentamente ao 

longo do tempo. Pode-se suspeitar que ‌ὸ  deve satisfazer as condições semelhantes à 

aproximação estocástica, por exemplo: 

 ‌ί Њȟ ‌ί Њ (11) 

 

Figura 10 ɀ Sistema bidimensional de auto -organização.  (Imagem retirada de [19]).  

mas verificou-se que o problema do ganho óptimo é muito subtil, especialmente na fase inicial da 

ordenação. Nos cálculos ‌ὸ  pode ser escolhido como uma função linear decrescente ὸ que pára 

automaticamente quando  ‌ὸ π. 
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Uma escolha adequada de ‌ὸȠὸ πȟρȟȣ  e ὔ ὸȠὸ πȟρȟȣ  pode ser mais facilmente 

determinÁÄÁ ÐÅÌÁ ÅØÐÅÒÉðÎÃÉÁ Å ÁÌÇÕÍÁÓ Ȱregras de ouroȱ podem ser facilmente inventadas. Além 

disso, pode ser útil perceber que existem duas fases na formação dos mapas, que têm naturezas 

diferentes, isto é, a formação inicial da ordem correcta e a convergência final do mapa numa forma 

assimptótica. Para termos bons resultados, a última fase pode demorar 10 a 100 vezes mais do que 

a primeira fase, onde um baixo valor de ‌ὸ  é usado. Após várias experiências, foram concluídas 

as seguintes regras para formar a base da auto-organização de vários processos: 

¶ Localizar a melhor unidade. 

¶ Aumentar a correspondência dessa unidade e dos seus vizinhos topológicos. 
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3. Exemplos 

3.1.  Demonstrações de mapas topológicos simples  

3.1.1. Imagens de várias distribuições de vectores de entrada  

 

As primeiras simulações vão mostrar o efeito que os vectores de peso têm em aproximar-se, de 

uma forma ordenada, da distribuição dos vectores de entrada. Nos primeiros exemplos, e para fins 

de visualização, os vectores de entrada escolhidos são bidimensionais e a sua função densidade de 

probabilidade é uniforme ao longo da área demarcada pela sua fronteira. Os vectores ὼὸ  foram 

desenhados ao acaso, a partir da sua função densidade. Independentemente do sítio onde foram 

desenhados, estes vectores causaram alterações adaptativas nos vectores de pesos ά .  

Os vectores ά  são representados como pontos no mesmo sistema de coordenadas em que ὼὸ  

está representado. De modo a indicar a qual unidade cada ά  corresponde, cada ponto foi ligado 

por uma malha de linhas, que está em conformidade com a topologia da matriz de unidades de 

processamento. A linha que liga os dois vectores de pesos ά  e ά  serve, apenas para indicar que as 

duas unidades correspondentes Ὥ e Ὦ são adjacentes na matriz. 

 

Figura 11 ɀ Distribuição dos vectores de 
pesos numa matriz rectangular.  (Imagem 

retirada de [19]).  

 

Figura 12 ɀ Distribuição dos vectores de 
pesos numa matriz hexagonal.  (Imagem 

retirada de [19]).  

Os dois exemplos mostrados na Figura 11 e na Figura 12 representam o estado final dos vectores de 

pesos, o primeiro para uma topologia rectangular e o segundo para uma topologia hexagonal. Há 

um vector de pesos em cada cruzamento e ponto terminal das linhas. De uma forma ordenada, as 

diferente unidades tornaram-se sensíveis aos diferentes vectores. É, também observável um efeito 

de contorno que provoca uma ligeira contracção no mapa, embora possa ser diminuída com o 

aumento do tamanho da matriz. A densidade dos vectores de pesos é maior nas zonas de fronteira. 

Nas Figura 13 e na Figura 14 os vectores de entrada têm uma distribuição uniforme sobre uma área 

triangular, e no caso da primeira a matriz é bidimensional. Os resultados são particularmente 

interessantes se a distribuição e a matriz tiverem dimensões diferentes: Na Figura 14 pode 

observar-se um caso em que a distribuição é bidimensional, mas a matriz tem apenas uma 
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dimensão (linear). As matrizes lineares tendem a aproximar-se de distribuições com maiores 

dimensões, através de curvas de Peano. [19] 

 

Figura 13 ɀ Distribuição dos vectores de 
pesos numa matriz triangular.  (Imagem 

retirada de [19]).  

 

Figura 14 ɀ Distribuição dos vectores de 
pesos numa matriz linear.  (Imagem retirada 

de [19]).  

A explicação matemática para este efeito de auto-ordenação é bastante delicada. [20]  A prova segue 

as propriedades gerais dos processos de Markov, em especial a do estado absorvente para a qual a 

probabilidade da transição é a unidade. Neste caso, o estado ordenado corresponde ao estado 

absorvente. Se a partir de valores iniciais arbitrários um estado é atingido por uma sequência de 

entradas independentes, que tem probabilidade positiva, então, com uma sequência de aleatórias 

de entradas esse estado é também atingido. É necessário salientar-se que como não há um factor 

presente que defina uma determinada orientação no mapa de saída, este pode ser feito através de 

um processo de inversão simétrica/espelhada de pontos. 

Se uma determinada orientação tem que ser favorecida, a maneira mais simples de se chegar a esse 

resultado é através da escolha assimétrica dos valores iniciais de ά π nos parâmetros do sistema. 

A Figura 15 mostra alguns exemplos de fases intermédias de processos de auto-organização. Os 

valores iniciais de ά π foram seleccionados aleatoriamente a partir de uma base de valores 

(circular) e como se pode observar, a rede torna-se visível após algum tempo. Nestas 

demonstrações ‌ὸ  foi a função do raio da ``bolha'' que é uma função Gaussiana, com uma largura 

que decresce ao longo do tempo. 

 

Figura 15 ɀ Processo de ordenação dos vectores de pesos. (Imagem retirada de [19]).  
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Na Figura 16 temos uma função densidade mais complexa, em que se mostra que a distribuição dos 

vectores de pesos é muito flexível na aproximação a estruturas. Este exemplo assemelha-se 

bastante aos cladograms da taxonomia numérica. 

 

Figura 16 ɀ Distribuiçã o dos vectores de pesos para uma função densidade de vectores de 
entrada.  (Imagem retirada de [19]).  

 

3.1.2. The Magic TV 

 

A demonstração da Figura 17 mostra um exemplo mais realista de auto-organização. Nesse 

exemplo descreve-se um hipotético sistema de transferência de imagem (The Magic TV), em que 

não há nenhum mecanismo de controlo para a codificação da posição dos elementos das imagens, 

mas onde a ordem dos pontos na tela de saída resulta num processo automático de aprendizagem, 

através de auto-organização. O resultado é o mapeamento um para um dos pontos do plano de 

entrada para o plano de saída, embora na transmissão de sinais essa ordem nunca tenha sido 

explicitamente especificada. A ordem das relações que estão implícitas nos sinais transmitidos é 

deduzida gradualmente pelo sistema. Este sistema é constituído por uma simples ``câmara de 

televisão'' e por um sistema adaptativo. Esta câmara foi pensada de modo a que o seu sistema 

óptico seja bastante pobre, para que sempre que apareça um ponto de luz no plano de entrada, este 

formará um foco muito difuso no fotocátodo. Suponha-se que o cátodo tem três sectores, em que 

cada um produz um sinal directamente proporcional à área que é iluminada pelo foco. Deixa-se que 

o ponto de luz se mova de forma aleatória em diferentes pontos do plano de entrada, com uma 

função densidade de probabilidade que é uniforme sobre uma área quadrada. Os sinais resultantes 

‚ȟ‚ȟ‚ são transmitidos para a matriz de unidades de processamento, onde causam mudanças 

adaptativas. Deixa-se que este processo continue por um tempo suficiente, após o qual é executado 

um teste sobre o sistema. Este teste é realizado, por exemplo, através da gravação da saída de cada 

unidade e tentando localizar esse ponto no plano de entrada, onde deve ser posto um ponto de luz 

para provocar a resposta máxima da unidade que se está a analisar. 
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Figura 17 ɀ The Magic TV (a) O sistema, (b) O plano de saída. Os pares de letras 
correspondem às unidades de processamento classificadas pelas imagens dos vectores de 
teste (com as coordenadas definidas em (c)), (c) Plano de entrada mostrando todos os 
pontos aos quais as unidades de processamento se mostraram mais sensíveis.  (Imagem 
retirada de [19]).  

Os mapas de saída resultantes podem ser testados de uma das seguintes maneiras: 

¶ Pode-se tentar perceber a qual das unidades de processamento é que cada vector de teste 

se torna a melhor escolha, e chamar a essa unidade a imagem do vector de teste. A partir 

daí, classifica-se a matriz de acordo com esses resultados. 

¶ Pode-se testar para qual dos vectores cada uma das unidades se tornou mais sensível 

fazendo assim a melhor escolha para cada um. 

É óbvio que estes testes estão relacionados, mas os mapas de saída são ligeiramente diferentes. 

Com o teste 1, dois ou mais vectores podem ser mapeados para a mesma unidade, enquanto a 

classificação de algumas unidades pode ser deixada indefinida. O teste 2 define uma única entrada a 

cada unidade de saída, mas por vezes acontece que alguns dos vectores de entrada perto das bordas 

são Ȱesquecidosȱ. 

3.1.3. Mapa de fonemas 

 

Os mapas auto-organizados podem representar estruturas hierárquicas bastante complicadas e 

de várias dimensões, em apenas duas. Esta experiência foi realizada com dados naturais do 

reconhecimento da fala, e apesar de apenas terem sido usados fonemas de língua finlandesa cuja 

frequência de espectro foi possível ser transcrita, a sua finalidade é visualizar as relações 

topológicas ou métricas entre fonemas [19] . A entrada para as unidades de processamento consiste 

num espectro de fala natural com 15 canais de diferentes frequências.  

O mapa da Figura 18 (a) mostra em qual unidade de processamento cada fonema obteve resposta 

máxima. Já na Figura 18 (b) foi testado para que fonema, uma unidade se tornava mais sensível e 

classificou-se essa unidade com o fonema mais semelhante. 
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Figura 18 ɀ Mapa de fonemas. (Imagem retirada de [19]).  

A partir deste exemplo é possível verificar que os métodos de auto-organização fazem de uma 

forma bastante simples, o que seria muito complicado ser feito com os métodos de clustering, ou 

seja, mostrar as relações de similaridade de uma forma métrica a duas dimensões. Por este motivo, 

os mapas auto-organizados podem ser usados para visualizar topologias e estruturas hierárquicas 

de grandes dimensões. 
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4. Modelo Proposto  

 

Anteriormente mostrou-se que os self-organizing maps são uma técnica de visualização de 

dados, que permite reduzir o número de dimensões dos dados através do uso de uma rede neuronal 

auto-organizável. O problema da visualização de dados com várias dimensões existe devido à 

inexistência da capacidade humana para observar mais do que três dimensões, sendo que o modelo 

proposto permite visualizar e compreender esses dados. A redução do número de dimensões é feita 

através do uso de um mapa de uma ou duas dimensões, que agrupa os dados semelhantes criando 

clusters dos mesmos. Através deste modelo consegue-se resolver o problema da visualização de 

vectores de peso que tenham mais que três dimensões, isto é, em que o espaço de entrada possua 

vectores com mais de três dimensões. A visualização é necessária para se verificar se um mapa está 

correctamente desenvolvido, e é indispensável que o mesmo não tenha defeitos na sua 

representação visual. 

 

Figura 19 ɀ Espaço de entrada com três 
dimensões. 

 

Figura 20 ɀ Vector de pesos com três 
dimensões. 

 

Na Figura 19 está reproduzido um exemplo a três dimensões de um espaço de entrada e como 

se pode concluir, se as dimensões forem superiores a três é impossível ver tal representação, pois 

não é possível fazer a projecção dos pontos num espaço para além do tridimensional. Na Figura 20 

encontra-se um vector de pesos com três dimensões em que cada ponto na Figura 19 é 

representado por um vector de pesos. 

O modelo proposto para a resolução deste problema é a utilização da média para se fazer a 

redução do número de dimensões do espaço de entrada, de modo a que o número de dimensões 

seja possível de ser visualizado. O modelo tem duas fases distintas, uma primeira fase que irá ser 

ÃÈÁÍÁÄÁ ÄÅ Ȱfase Aȱȟ ÅÍ ÑÕÅ Á ÒÅÄÅ ÁÕÔÏ-organizável aprende apenas com duas dimensões. Para tal, 

e partindo de um exemplo em que os vectores de pesos tenham 16 dimensões, faz-se a média dos 

mesmos para que se fique apenas com duas dimensões, isto é: 

 ὢ
ὼ Ễ ὼ

ψ
           ὢ

ὼ Ễ ὼ

ψ
 (12) 
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Pode usar-se o valor médio por que, para dados uniformemente distribuídos e para uma função 

de distância euclidiana, a melhor função para o mapeamento é a projecção ortogonal que 

corresponde ao cálculo do valor médio dos pontos projectados (projecção sobre a linha que divide). 

A prova para esta afirmação pode ser feita dado um vector ὼᴆ de dimensão ά  e determinando-se 

o vector ὥᴆ ὥȟὥȟȣȟὥȟȣȟὥ  com ὥ ὥ Ễ ὥ ‌, de acordo com a função da distância 

euclidiana. Percebe-se assim que cada componente é igual no vector ὥᴆȢ Como é que podemos 

escolher o valor de ‌ȩ Como se minimizar a distância de Ὠὼᴆȟὥᴆȡ 

 ÍÉÎὼ ‌ ὼ ‌ Ễ ὼ ‌  (13) 

   

 π
‬Ὠὼᴆȟὥᴆ

‬‌

άϽ‌ В ὼ

άϽ‌ В ὼ ςϽ‌ϽВ ὼ
 (14) 

Assim a solução é: 

 ‌
В ὼ

ά
 (15) 

Que é o valor médio ou a média do vector ὼᴆ e a distância no espaço reduzido de duas dimensões 

corresponde a [26, 27, 28]: 

 
ά

ς
ϽὨ ὼȟώ Ὠ ὼȟώ (16) 

Pode-se observar na Figura 21 a representação gráfica do modelo proposto e como através 

deste método é possível obter o equivalente a uma visualização para vectores de peso com 

dimensões superiores às visíveis pelo olho humano. 

 

Figura 21 ɀ Vector de pesos da equação. 

.Á ÓÅÇÕÎÄÁ ÆÁÓÅ ÄÏ ÍÏÄÅÌÏ ÐÒÏÐÏÓÔÏȟ ÃÈÁÍÁÄÁ ÄÅ ȰÆÁÓÅ Bȱȟ ÆÁÚ-se a substituição dos vectores de 

peso por outros de dimensão igual aos originais em que cada metade é substituída pela média. 

0ÁÒÔÉÎÄÏ ÁÉÎÄÁ ÄÏ ÅØÅÍÐÌÏ ÑÕÅ ÆÏÉ ÕÓÁÎÄÏ ÎÁ Ȱfase Aȱ ÄÏ ÍÏÄÅÌÏ ÐÒÏÐÏÓÔÏ, pode-se observar na 

Figura 22 (a) os vectores utilizados para a primeira fase e na Figura 22 (b) têm-se os vectores de 

ÐÅÓÏ ÃÏÍ ÏÓ ÑÕÁÉÓ ÓÅ ÉÒÜ ÅØÅÃÕÔÁÒ Á Ȱfase Bȱ ÄÁ Áprendizagem. 
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Figura 22 ɀ (a) Vector de peso de uma equação, (b) Vector de pesos após a expansão para a 
ȰÆÁÓÅ "ȱȢ 

É possível perceber melhor as diferenças entre os dois métodos olhando para a Figura 23. O 

algoritmo de Kohonen utiliza as mesmas dimensões na sua primeira fase, na fase de aprendizagem, 

e na segunda fase, na fase de classificação. O modelo proposto reduz a dimensão dos vectores de 

ÐÅÓÏ ÎÁ ÐÒÉÍÅÉÒÁ ÆÁÓÅȟ ȰÆÁÓÅ !ȱȟ ÆÁÚÅÎÄÏ ÄÅÓÔÅ ÍÏÄÏ com que seja possível representá-lo 

ÖÉÓÕÁÌÍÅÎÔÅ Å ÄÅ ÓÅÇÕÉÄÁ ÆÁÚ Á ÅØÐÁÎÓÞÏ ÐÁÒÁ Á ÓÕÁ ÓÅÇÕÎÄÁ ÆÁÓÅȟ ȰÆÁÓÅ "ȱȟ ÕÔÉÌÉÚÁÎÄÏ ÁÓ ÍïÄÉÁÓ ÄÏÓ 

valores dimensionadas às dimensões originais. 

 

Figura 23 ɀ Explicação do modelo proposto.  

Na segunda fase do modelo proposto não seria possível visualizar o resultado pois possui as 

dimensões originais, e se se tomar em conta o exemplo anterior, ter-se-ia 16 dimensões, em que a 

primeira metade é composta por ὼ e a segunda metade é composta por ὼ. De modo a ser possível 

a visualização faz-se a média de metade das dimensões totais, ficando apenas duas dimensões, que 

assim é possível representar e visualizar. 
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Figura 24 ɀ Algoritmo de Kohonen.  

Através do modelo proposto conseguem-se obter três resultados interessantes. O primeiro é a 

visualização de dados com dimensão superior a três; o segundo é a optimização do algoritmo de 

Kohonen; por último a organização da rede é mais perceptível. 

4.1.  Implementação  

 

Para se implementar este modelo utilizou-se a linguagem de programação JAVA que permite a 

portabilidade entre os diferentes sistemas. Optou-se por criar-se uma applet 1para que o acesso 

através da web fosse possível e assim poder abranger o maior número de utilizadores sem 

dificuldades de maior. 

O programa permite testar o modelo proposto para todos os ficheiros que se encontram no 

capítulo seguinte desta tese, podendo ser personalizados todos os parâmetros do mesmo, sendo os 

mais importantes o tempo que demora cada uma das fases e o momento em que ocorre a transição 

ÄÁ ȰÆÁÓÅ !ȱ ÐÁÒÁ Á ȰÆÁÓÅ "ȱȢ %ØÉÓÔÅÍ ÁÉÎÄÁ ÍÕÉÔÏÓ ÏÕÔÒÏÓ ÐÁÒÝÍÅÔÒÏÓ ÐÅÒÓÏÎÁÌÉÚÜÖÅÉÓ ÑÕÅ ÓÅ 

encontram no capítulo seguinte na Tabela 2. Admite ainda o teste do algoritmo original de Kohonen 

nesses mesmos ficheiros, sendo possível que todos os parâmetros anteriores sejam também 

modificados, excepto a fase de transição, pois não se aplica. 

Puramente a título de investigação decidiu-se incluir uma parte em que permite testar quer o 

modelo proposto, quer o algoritmo de Kohonen em ficheiros gerados aleatoriamente entre dois 

valores parametrizáveis. Contém ainda uma parte em que permite gravar esse mesmo ficheiro 

gerado aleatoriamente num ficheiro para que ele possa ser testado diversas vezes com os mais 

variados parâmetros pretendidos para que assim todas as experiências a nível de investigação 

sejam possíveis. 

                                                                    
1 É possível de ser acedida em: http://web.tagus.ist.utl.pt/~frederico.fernandes/thesis/ 
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O tempo de execução do programa é permanentemente visualizado à medida que vai sendo 

executado e está também presente a percentagem da execução total do algoritmo escolhido. Esta 

opção revela-se importante em termos de investigação, para a comparação de tempos ser possível. 

Através da percentagem é possível ter uma noção de quando é que o programa irá terminar, o que é 

muito vantajoso em testes que tem um tempo de execução muito longo. 

É possível escolher no interface do programa o número de screenshots que se deseja. São 

repartidos uniformemente pelo tempo de execução mas possuem duas imagens fixas que variam 

consoante o algoritmo seleccionado. Caso seja o algoritmo de Kohonen é sempre possível ter uma 

imagem no final da fase de aprendizagem e da fase de classificação. Caso seja o modelo proposto, é 

ÐÏÓÓþÖÅÌ ÔÅÒ ÕÍÁ ÉÍÁÇÅÍ ÎÏ ÆÉÎÁÌ ÄÁ ȰÆÁÓÅ !ȱ Å ÄÁ ȰÆÁÓÅ "ȱȢ 

O aspecto final do interface de que se falou anteriormente apresenta-se na figura seguinte: 

  

 

Figura 25 ɀ Imagem do programa em execução.   
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5. Experiências  

 

Neste capítulo são apresentados os resultados dos testes realizados após a implementação do 

modelo proposto. Para a realização destes testes utiliz aram-se três tipos de ficheiros de dados 

diferentes, para que a abrangência dos testes fosse maior e assim os resultados fossem mais 

conclusivos. Os dois primeiros ficheiros usados são a representação de reconhecimento de voz de 

alta dimensão e o último é composto por descrições scale-invariant feature transform (SIFT). Cada 

padrão corresponde a um vector de elevadas dimensões. Em cada tipo de ficheiro fizeram-se vários 

testes utilizando o algoritmo original de Kohonen e o do modelo proposto. Para se realizar a 

aprendizagem usando ambos os algoritmos, utilizaram-se parâmetros normalizados para a 

realização dos testes, de modo a que fossem possíveis de serem comparados.  

No programa desenvolvido a aprendizagem segundo o algoritmo de Kohonen é feita através da 

implementação de uma função que decresça ao longo do tempo. A função de aproximação pode ser 

vista na Figura 26. 

 

 

 

(a) 

 

(b) 

Figura 26 ɀ (a) Função original (b) Função utilizada como de aproximação  e utilizada no 
algoritmo do modelo proposto.  

Os valores Ft0, Ft1 e Ftmax, correspondem aos valores da função de aproximação e 

respectivamente aos pontos da Figura 26 (b), ὥȟὦ Ὡ ὧ. Ht0 é o valor que a função tem no ponto ὥ, e 

que decresce até ao ponto ὦ, onde terá de ter o valor de Ht1. Do mesmo modo, a função no ponto ὧ 

terá que ter o valor de Htmax, e decresce de Ht1 até Htmax de ὦ para ὧ. Os valores utilizados nas 

experiências empíricas podem ser vistos nas tabelas seguintes: 

Step Tmax Transition Phase Ft0 Ht0 Ft1 Ht1 Ftmax Htmax 

40 5000  10 0,9 3 0,02 0 0,001 

40 10000  10 0,9 3 0,02 0 0,001 

40 20000  10 0,9 3 0,02 0 0,001 

Tabela 1 ɀ Valores utilizados para a aprendizagem utilizando o algoritmo de Kohonen . 
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Step Tmax Transition Phase Ft0 Ht0 Ft1 Ht1 Ftmax Htmax 

40 5000 1000 10 0,9 3 0,02 0 0,001 

40 5000 3000 10 0,9 3 0,02 0 0,001 

40 5000 4000 10 0,9 3 0,02 0 0,001 

40 10000 2000 10 0,9 3 0,02 0 0,001 

40 10000 6000 10 0,9 3 0,02 0 0,001 

40 10000 8000 10 0,9 3 0,02 0 0,001 

40 20000 4000 10 0,9 3 0,02 0 0,001 

40 20000 12000 10 0,9 3 0,02 0 0,001 

40 20000 16000 10 0,9 3 0,02 0 0,001 

Tabela 2 ɀ Valores utilizados para a aprendizagem utilizando o modelo proposto.  

Na Tabela 2, ÅØÉÓÔÅ ÕÍÁ ÃÏÌÕÎÁ ÃÈÁÍÁÄÁ ÄÅ ȰÔÒÁÎÓÉÔÉÏÎ ÐÈÁÓÅȱ, que é utilizada como sendo uma 

entrada no programa, de modo a que este saiba quando é que a transição da fase de aprendizagem 

para a fase de classificação do algoritmo de Kohonen deve ser feita. Utilizando a primeira linha da 

Tabela 2 como exemplo, percebe-se que sendo o tempo máximo de aprendizagem 5000 unidades, a 

fase de aprendizagem, isto é, ÎÁ ÑÕÁÌ Ï ÁÌÇÏÒÉÔÍÏ ÉÒÜ ÁÐÒÅÎÄÅÒ Á ȰÄÕÁÓ ÄÉÍÅÎÓėÅÓȱ ï Á ÄÅ ρπππ 

unidades, e que a fase de classificação do algoritmo é de 4000 unidades. Resumindo, durante 1000 

ÕÎÉÄÁÄÅÓ Á ȰÆÁÓÅ !ȱ ÄÏ ÍÏÄÅÌÏ ÐÒÏÐÏÓÔÏ ï ÅØÅÃÕÔÁÄÁ Å Á ȰÆÁÓÅ "ȱ ÄÕÒÁÎÔÅ τπππ ÕÎÉÄÁÄÅÓȢ 

Em cada um dos tipos de ficheiros foram utilizadas três diferentes dimensões de mapas de 

Kohonen, para que os resultados pudessem ser mais explícitos e as conclusões tiradas fossem mais 

válidas. As dimensões utilizadas variam consoante o número de neurónios que se quer para cada 

mapa, assim foram usados mapas com 100, 225 e 400 neurónios, o que faz com que o mapa de 

Kohonen tenha as dimensões de 10x10, 15x15 e 20x20, respectivamente. As tabelas 1 e 2 foram 

ambas utilizadas para cada uma das dimensões de cada mapa, para que a abrangência dos testes 

fosse maior. Por motivos de dimensão da dissertação, decidiu-se não se incluir todos os testes feitos 

e só apenas alguns2. 

Ir -se-á apenas demonstrar nesta secção o final dos teste feitos a cada um dos tipos de ficheiros, 

porque caso se mostrasse o processo todo iria ficar muito denso e não é necessário para se 

perceber a aprendizagem da rede, embora as imagens de todos os testes expostos na dissertação se 

encontrem no Anexo A. 

5.1. Primeir o tipo de ficheiro  

 

Este primeiro tipo de ficheiro usado é a representação vocal através de quatro oradores 

diferentes das palavras de zero até nove. As palavras são representadas por 19 frequências e estão 

normalizadas para 26 instantes de tempo. Existem 100 vectores em que cada um tem 494 

dimensões (19x26). Em seguida são mostrados os testes da aprendizagem deste tipo de ficheiro 

usando o algoritmo de Kohonen e uma rede de dimensão 10x10. 

                                                                    
2 Todos os testes feitos podem ser acedidos em: http://web.tagus.ist.utl.pt/~frederico.fernandes/thesis/ 
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(a) 

 

(b) 

Figura 27 ɀ Última iteração do processo de aprendizagem do algoritmo de Kohonen numa 
rede de 10x10. Na figura (a) o tempo máximo é de 5000 unidades e na (b) é de 10000 
unidades.  A rede não conseguiu aprender de forma correcta em nenhuma das imagens.  

 

Figura 28 ɀ Última iteração do processo de aprendizagem do algoritmo de Kohonen numa 
rede de 10x10 com um tempo máximo  de 20000 unidades.  A rede não aprendeu de forma 
correcta.  

Analisando-se as imagens finais, percebe-se que a rede não conseguiu aprender de forma correcta, 

formando muitas imperfeições não se conseguindo ver nitidamente a separação entre os diversos 

clusters. 

 

(a) 

 

(b) 

Figura 29 ɀ Última iteração do processo de aprendizagem u ti li zando o modelo proposto 
numa rede de 10x10 com um tempo máximo de 5000 unidades. Na figura (a)  Á ȰÔÒÁÎÓÔÉÏÎ 
ÐÈÁÓÅȱ é de 1000 unidades, enquanto na (b)  é de 4000. A rede não conseguiu aprender de 
forma correcta na imagem (a) , mas conseguiu na imagem (b).  



38 
 

 

(a) 

 

(b) 

Figura 30 ɀ Última iteração do processo de aprendizagem utilizando o modelo proposto 
numa rede de 10x10 com um tempo máximo de 10000 unidades. Na figura (a)  Á ȰÔÒÁÎÓÔÉÏÎ 
ÐÈÁÓÅȱ é de 2000 unidades, enquanto na (b) é de 8000. A rede não conseguiu aprender de 
forma correcta na imagem (a) , mas conseguiu na imagem (b).  

 

(a) 

 

(b) 

Figura 31 ɀ Última iteração do processo de aprendizagem utilizando o modelo proposto 
numa rede de 10x10 com um tempo  máxim o de 20000 unidades. Na figura (a) Á ȰÔÒÁÎÓÔÉÏÎ 
ÐÈÁÓÅȱ é de 4000 unidades, enquanto na (b) é de 16000.  A rede não conseguiu aprender de 
forma correcta na imagem (a) , mas conseguiu na imagem (b).  

Analisando a Figura 29, Figura 30 e Figura 31 percebe-se que os resultados obtidos pelo algoritmo 

do modelo proposto nesta dissertação são melhores. Em todas as imagens (b) no modelo proposto 

os resultados da aprendizagem são bastante mais satisfatórios do que os resultados utilizando o 

algoritmo de Kohonen. Após a análise da Tabela 3 conclui-se ainda que o tempo da aprendizagem 

reduz significativamente, embora o mapa utilizado, 10x10, tenha dimensões reduzidas para o 

desempenho do algoritmo poder ser o máximo.  
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Ficheiro Algoritmo Tmax Transition Phase Tempo (minutos) 

Figura 27 (a) Kohonen 5000  00:09:538 

Figura 28 (b) Kohonen 10000  00:17:880 

Figura 28 Kohonen 20000  00:33:440 

Figura 29 (a)  Modelo Proposto 5000 1000 00:08:453 

Figura 29 (b)  Modelo Proposto 5000 4000 00:07:146 

Figura 30 (a) Modelo Proposto 10000 2000 00:17:521 

Figura 30 (b) Modelo Proposto 10000 8000 00:14:141 

Figura 31 (a) Modelo Proposto 20000 4000 00:31:480 

Figura 31 (b) Modelo Proposto 20000 16000 00:27:297 

Tabela 3 ɀ Resultados de tempo numa rede de 10x10 utilizando ambos os algoritmos.  

De seguida, ir-se-á analisar o desempenho do algoritmo do modelo proposto para um mapa de 

maiores dimensões, a fim de se conseguir perceber as alterações drásticas que este algoritmo usado 

possuí em relação ao algoritmo original de Kohonen. 

 

(a) 

 

(b) 

Figura 32 ɀ Última iteração do processo de aprendizagem do algoritmo de Kohonen numa 
rede de 20x20. Na figura (a) o tempo máximo é de 5000 unidades e na (b) é de 10000 
unidades.  A rede não conseguiu aprender de forma correcta em ne nhuma das imagens.  

 

 

Figura 33 - Última iteração do processo de aprendizagem do algoritmo de Kohonen numa 
rede de 20x20 com um tempo máximo de 20000 unidades.  A rede não aprendeu de forma 
correcta.  

A aprendizagem utilizando o algoritmo de Kohonen, foi feita de um modo deficitário não sendo 

possível obter resultados da aprendizagem do mesmo. Pode-se ainda ver que, à medida que o 
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número de neurónios aumenta, o tempo que o algoritmo demora até à sua conclusão é bastante 

maior que na primeira aprendizagem. 

 

 

(a) 

 

(b) 

Figura 34 ɀ Última iteração do processo de aprendizagem utilizando o modelo proposto 
numa rede de 20x20 com um tempo máximo de 5000 unidades. Na figura da esquerda a 
ȰÔÒÁÎÓÔÉÏÎ ÐÈÁÓÅȱ ÆÏÉ ÄÅ 1000 unidades, enquanto na da direita foi de 4000.  A rede não 
conseguiu aprender de forma correcta na imagem (a) , mas conseguiu na imagem (b).  

 

 

(a) 

 

(b) 

Figura 35 ɀ Última iteração do processo de aprendizagem utilizando o modelo proposto 
numa rede de 20x20 com um tempo máximo de 10000 unidades. Na figura da esquerda a 
ȰÔÒÁÎÓÔÉÏÎ ÐÈÁÓÅȱ ÆÏÉ ÄÅ ςπππ ÕÎÉÄÁÄÅÓȟ ÅÎÑÕÁÎÔÏ ÎÁ ÄÁ ÄÉÒÅÉÔÁ ÆÏÉ ÄÅ ψπππȢ A rede não 
conseguiu aprender de forma correcta na imagem (a) , mas conseguiu na imagem (b).  
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(a) 

 

(b) 

Figura 36 ɀ Última iteração do processo de aprendizagem utilizando o modelo proposto 
numa rede de 20x20 com um tempo máximo de 20000 unidades. Na f igura da esquerda a 
ȰÔÒÁÎÓÔÉÏÎ ÐÈÁÓÅȱ ÆÏÉ ÄÅ τπππ ÕÎÉÄÁÄÅÓȟ ÅÎÑÕÁÎÔÏ ÎÁ ÄÁ ÄÉÒÅÉÔÁ ÆÏÉ ÄÅ ρφπππȢ A rede não 
conseguiu aprender de forma correcta na imagem (a) , mas conseguiu na imagem (b).  

Novamente os resultados conseguidos pelo modelo proposto são muito mais satisfatórios que os do 

algoritmo original de Kohonen. É possível ver um melhoramento do tempo como já tinha sido 

possível verificar anteriormente, mas desta vez muito mais significativo porque o número de 

clusters é bastante superior. Na Tabela 4 podem-se comparar os resultados obtidos por ambos os 

algoritmos. 

Ficheiro Algoritmo Tmax Transition Phase Tempo (minutos) 

Figura 32 (a) Kohonen 5000  00:29:969 

Figura 32 (b) Kohonen 10000  01:04:870 

Figura 33 Kohonen 20000  02:39:390 

Figura 34 (a) Modelo Proposto 5000 1000 00:30:993 

Figura 34 (b) Modelo Proposto 5000 4000 00:11:963 

Figura 35 (a) Modelo Proposto 10000 2000 00:50:481 

Figura 35 (b) Modelo Proposto 10000 8000 00:23:447 

Figura 36 (a) Modelo Proposto 20000 4000 01:38:184 

Figura 36 (b) Modelo Proposto 20000 16000 00:44:581 

Tabela 4 ɀ Resultados de tempo numa rede de 20x20 utilizando ambos os algoritmos.  

Verifica-se que no caso, por exemplo, da Figura 34 (b) a redução do tempo do algoritmo de Kohonen é 

muito significativa, pois através do modelo proposto o tempo total de aprendizagem é reduzido para 

menos de metade e com resultados finais bastante mais satisfatórios. 

5.2. Segundo tipo de ficheir o 

 

Este primeiro tipo de ficheiro usado é a representação vocal dos números de zero a nove falados 

por um orador em Inglês (Americano). É constituído por 320 padrões e cada padrão de voz é 

representado por uma matriz binária de dimensão 16x16 correspondendo a 16 frequências em 16 

intervalos de tempo. Se a amplitude da banda k+1 for maior do que a banda k, então k é posto com o 

valor um, caso contrário utiliza-se o valor zero. Existem 320 vectores cada um com 256 dimensões 
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(16x16). Partindo do princípio do tipo de ficheiro anterior, para este tipo de ficheiro utilizamos os 

mesmos testes para que houvesse alguma coerência nesta dissertação, e assim sendo, utiliza-se 

uma rede de 10x10 para se executarem os testes de aprendizagem usando o algoritmo de Kohonen 

e o modelo proposto. 

 

(a) 

 

(b) 

Figura 37 ɀ Última iteração do processo de aprendizagem do algoritmo de Kohonen numa 
rede de 10x10. Na figura (a) o tempo máximo é de 5000 unidades e na (b) é de 10000 
unidades.  A rede não conseguiu aprender de forma correcta em nenhuma das imagens.  

 

 

Figura 38 - Última iteração do processo de aprendizagem do algoritmo de Kohonen numa 
rede de 10x10 com um tempo máximo de 20000 unidades.  A rede não aprendeu de forma 
correcta.  

Como vimos no tipo de ficheiro anterior a organização do mapa de Kohonen utilizando o próprio 

algoritmo é deficitária, pois a rede ficou com defeitos e não ficou organizada da melhor forma no 

tempo utilizado. De seguida são mostradas as imagens da execução do mesmo teste, mas desta vez 

com a aprendizagem a ser feita através do modelo proposto. 
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(a) 

 

(b) 

Figura 39 ɀ Última iteração do processo de aprendizagem utilizando o modelo proposto 
numa rede de 10x10 com um tempo máx imo de 5000 unidades. Na figura (a)  Á ȰÔÒÁÎÓÔÉÏÎ 
ÐÈÁÓÅȱ é de 1000 unidades, enquanto na  (b) é de 4000.  A rede não conseguiu aprender de 
forma correcta na imagem (a) , mas conseguiu na imagem (b).  

 

(a) 

 

(b) 

Figura 40 ɀ Última iteração do processo de aprendizagem utilizando o modelo proposto 
numa rede de 10x10 com um tempo máximo de 10000 unidades. .Á ÆÉÇÕÒÁ ɉÁɊ Á ȰÔÒÁÎÓÔÉÏÎ 
ÐÈÁÓÅȱ ï ÄÅ ςπππ ÕÎÉÄÁÄÅÓȟ ÅÎÑÕÁÎÔÏ ÎÁ ɉÂɊ ï ÄÅ ψπππȢ A rede não conseguiu aprender de 
forma co rrecta na imagem (a) , mas conseguiu na imagem (b).  

 

(a) 

 

(b) 

Figura 41 ɀ Última iteração do processo de aprendizagem utilizando o modelo proposto 
numa rede de 10x10 com um tempo máximo de 20000 unidades. Na figura (a) Á ȰÔÒÁÎÓÔÉon 
ÐÈÁÓÅȱ é de 4000 uni dades, enquanto na (b) é  de 16000. A rede não conseguiu aprender de 
forma correcta na imagem (a) , mas conseguiu na imagem (b).  
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Até aqui os resultados são muito semelhantes ao primeiro tipo de ficheiro, o algoritmo proposto 

executa a aprendizagem de forma mais rápida e tem sempre resultados bem mais satisfatórios que 

o algoritmo de Kohonen. Na Tabela 5 é possível ver de forma bem mais clara as diferenças de tempo 

entre as aprendizagens dos diferentes algoritmos. 

Ficheiro Algoritmo Tmax Transition Phase Tempo (minutos) 

Figura 37 (a) Kohonen 5000  00:07:280 

Figura 37 (b) Kohonen 10000  00:13:516 

Figura 38 Kohonen 20000  00:26:569 

Figura 39 (a) Modelo Proposto 5000 1000 00:07:191 

Figura 39 (b) Modelo Proposto 5000 4000 00:07:493 

Figura 40 (a) Modelo Proposto 10000 2000 00:13:949 

Figura 40 (b) Modelo Proposto 10000 8000 00:13:655 

Figura 41 (a) Modelo Proposto 20000 4000 00:26:490 

Figura 41 (b) Modelo Proposto 20000 16000 00:27:180 

Tabela 5 ɀ Resultados de tempo numa rede de 10x10 utilizando ambos os algoritmos.  

Do mesmo modo que foi feito no tipo de ficheiro anterior, utiliza-se agora um mapa de maior 

dimensão para se fazer a aprendizagem. Os mapas utilizados têm dimensões de 20x20 e as imagens 

seguintes mostram a aprendizagem dos mesmos utilizando o algoritmo de Kohonen. 

 

(a) 

 

(b) 

Figura 42 ɀ Última iteração do processo de aprendizagem do algoritmo de Kohonen numa 
rede de 20x20. Na figura (a) o tempo máximo é de 5000 unidades e na (b) é de 10000 
unidades.  A rede não conseguiu aprender de forma correcta em nenhuma d as imagens.  
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Figura 43 ɀ Última iteração do processo de aprendizagem do algoritmo de Kohonen numa 
rede de 20x20 com um tempo máximo de 20000 unidades.  A rede não aprendeu de forma 
correcta.  

Da análise da Figura 42 e Figura 43 percebe-se que a primeira não teve tempo suficiente para a 

aprendizagÅÍȟ ÐÏÒÑÕÅ ÍÕÉÔÏÓ ÄÏÓ ÐÏÎÔÏÓ ÎÞÏ ÃÏÎÓÅÇÕÉÒÁÍ ÓÅÒ ȰÐÕØÁÄÏÓȱ ÐÁÒÁ Á ÉÍÁÇÅÍ, 

provocando assim uma aprendizagem bastante defeituosa. A última imagem conseguiu fazer a 

aprendizagem ainda que de um modo muito deficitário já que é difícil a visualização dos clusters da 

mesma. Nas imagens seguintes a aprendizagem é feita através do modelo proposto utilizando as 

dimensões do mapa anterior. 

 

(a) 

 

(b) 

Figura 44 ɀ Última iteração do processo de aprendizagem utilizando o modelo proposto 
numa ÒÅÄÅ ÄÅ ςπØςπ ÃÏÍ ÕÍ ÔÅÍÐÏ ÍÜØÉÍÏ ÄÅ υπππ ÕÎÉÄÁÄÅÓȢ .Á ÆÉÇÕÒÁ ɉÁɊ Á ȰÔÒÁÎÓÔÉÏÎ 
ÐÈÁÓÅȱ ï ÄÅ ρπππ ÕÎÉÄÁÄÅÓȟ ÅÎÑÕÁÎÔÏ ÎÁ ɉÂɊ ï ÄÅ τπππȢ A rede não conseguiu aprender de 
forma correcta em nenhuma das imagens.  
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(a) 

 

(b) 

Figura 45 ɀ Última iteração do processo de aprendizagem utilizando o modelo proposto 
numa rede de 20x20 com um tempo máximo de 10000 unidades. .Á ÆÉÇÕÒÁ ɉÁɊ Á ȰÔÒÁÎÓÔÉÏÎ 
ÐÈÁÓÅȱ ï ÄÅ ςπππ ÕÎÉÄÁÄÅÓȟ ÅÎÑÕÁÎÔÏ ÎÁ ɉÂɊ ï ÄÅ ψπππȢ A rede não conseguiu aprender de 
forma correcta na imagem (a) , mas conseguiu na imagem (b).  

 

(a) 

 

(b) 

Figura 46 ɀ Última iteração do processo de aprendizagem utilizando o modelo proposto 
numa rede de 20x20 com um tempo máximo de 20000 unidades. .Á ÆÉÇÕÒÁ ɉÁɊ Á ȰÔÒÁÎÓÔÉÏÎ 
ÐÈÁÓÅȱ ï ÄÅ τπππ ÕÎÉÄÁÄÅÓȟ ÅÎÑÕÁÎÔÏ ÎÁ ɉÂɊ ï ÄÅ ρφπππȢ A rede não conseguiu aprender de 
forma c orrecta na imagem (a) , mas conseguiu na imagem (b).  

 Na Tabela 6 pode-se analisar e comparar de forma rigorosa o tempo que cada um dos 

algoritmos demora, sendo os resultados novamente favoráveis quando se utiliza o método proposto 

nesta dissertação. 

Ficheiro Algoritmo Tmax Transition Phase Tempo (minutos) 

Figura 42 (a) Kohonen 5000  00:23:409 

Figura 42 (b) Kohonen 10000  00:43:191 

Figura 43 Kohonen 20000  01:22:642 

Figura 44 (a) Modelo Proposto 5000 1000 00:20:785 

Figura 44 (b) Modelo Proposto 5000 4000 00:14:284 

Figura 45 (a) Modelo Proposto 10000 2000 00:38:536 

Figura 45 (b) Modelo Proposto 10000 8000 00:25:383 

Figura 46 (a) Modelo Proposto 20000 4000 01:25:257 

Figura 46 (b) Modelo Proposto 20000 16000 00:54:319 

Tabela 6 ɀ Resultados de tempo numa rede de 2 0x20 utilizando ambos os algoritmos.  
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5.3. Terceiro tipo de ficheiro  

 

O último tipo de ficheiro usado nos testes desta dissertação é composto por vectores SIFT3 que 

estão construídos como histogramas de imagens concatenadas. Possui 10000 vectores em que cada 

um é constituído por 128 dimensões. O tipo de testes utilizados é igual aos dos ficheiros anteriores 

e nas imagens abaixo pode-se ver o resultado da aprendizagem utilizando o algoritmo de Kohonen 

numa rede de 10x10. 

 

 

(a) 

 

(b) 

Figura 47 ɀ Última iteração do processo de aprendizagem do algoritmo de Kohonen numa 
rede de 10x10. Na figura (a) o tempo máximo é de 5000 unidades e na (b) é de 10000 
unidades.  A rede não conseguiu aprender de forma correcta em nenhuma das imagens.  

 

Figura 48 ɀ Última iteração do processo de aprendizagem do  algoritmo de Kohonen numa 
rede de 10x10 com um tempo máximo de 20000 unidades.  A rede não aprendeu de forma 
correcta.  

Novamente se conclui que a aprendizagem mesmo utilizando uma rede de pequenas dimensões não 

é satisfatória quando se utiliza o algoritmo de Kohonen. O mesmo teste é agora feito para o modelo 

proposto com uma rede com as mesmas dimensões. 

                                                                    
3 Os ficheiros foram descarregados em: http://corpus-texmex.irisa.fr/  
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(a) 

 

(b) 

Figura 49 ɀ Última iteração do processo de aprendizagem utilizando o modelo proposto 
numa rede de 10x10 com um tempo máximo de 5000 unidades. .Á ÆÉÇÕÒÁ ɉÁɊ Á ȰÔÒÁÎÓÔÉÏÎ 
ÐÈÁÓÅȱ ï ÄÅ ρπππ ÕÎÉÄÁÄÅÓȟ ÅÎÑÕÁÎÔÏ ÎÁ ɉÂɊ ï ÄÅ τπππȢ A rede não conseguiu aprender de 
forma cor recta na imagem (a) , mas conseguiu na imagem (b).  

 

(a) 

 

(b) 

Figura 50 ɀ Última iteração do processo de aprendizagem utilizando o modelo proposto 
numa rede de 10x10 com um tempo máximo de 10000 unidades. Na figura (a) a ȰÔÒÁÎÓÔÉÏÎ 
ÐÈÁÓÅȱ ï ÄÅ ςπππ ÕÎÉÄÁÄÅÓȟ ÅÎÑÕÁÎÔÏ ÎÁ ɉÂɊ ï ÄÅ ψπππȢ A rede não conseguiu aprender de 
forma correcta na imagem (a) , mas conseguiu na imagem (b).  

 

(a) 

 

(b) 

Figura 51 ɀ Última iteração do processo de aprendizagem utili zando o modelo proposto 
numa rede de 10x10 com um tempo máximo de 20000 unidades. .Á ÆÉÇÕÒÁ ɉÁɊ Á ȰÔÒÁÎÓÔÉÏÎ 
ÐÈÁÓÅȱ ï ÄÅ τπππ ÕÎÉÄÁÄÅÓȟ ÅÎÑÕÁÎÔÏ ÎÁ ɉÂɊ ï ÄÅ ρφπππȢ A rede não conseguiu aprender de 
forma correcta na imagem (a) , mas conseguiu na imagem (b).  
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As conclusões que se podem tirar são em tudo semelhantes a todas as que já foram tiradas com o 

tipo de ficheiro anterior. A aprendizagem usando o algoritmo proposto é mais eficaz e de forma 

mais rápida. Pode-se analisar isso mesmo na tabela seguinte: 

Ficheiro Algoritmo Tmax Transition Phase Tempo (minutos) 

Figura 47 (a) Kohonen 5000  00:06:763 

Figura 47 (b) Kohonen 10000  00:11:731 

Figura 48 Kohonen 20000  00:24:926 

Figura 49 (a) Modelo Proposto 5000 1000 00:06:424 

Figura 49 (b) Modelo Proposto 5000 4000 00:07:338 

Figura 50 (a) Modelo Proposto 10000 2000 00:14:234 

Figura 50 (b) Modelo Proposto 10000 8000 00:13:591 

Figura 51 (a) Modelo Proposto 20000 4000 00:25:934 

Figura 51 (b) Modelo Proposto 20000 16000 00:25:831 

Tabela 7 ɀ Resultados de tempo numa rede de 10x10 utilizando ambos os algoritmos.  

Os testes seguintes utilizam uma rede de 20x20 para que a complexidade dos cálculos seja maior e 

assim se consiga ver o melhor desempenho do algoritmo proposto. As imagens seguintes contêm os 

dados da aprendizagem através do algoritmo de Kohonen. 

 

(a) 

 

(b) 

Figura 52 ɀ Última iteração do processo de aprendizagem do algoritmo de Kohonen numa 
rede de 20x20. Na figura (a) o tempo máximo é de 5000 unidades e na (b) é de 10000 
unidades.  A rede não conseguiu aprender de forma correcta em nenhuma das imagens.  

 

 

 

 

 

 

 

 

 

 

 
























