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Resumo 

 

 

Nesta dissertação propõe-se uma metodologia híbrida para resolução de um problema de 

optimização combinatória muito conhecido na literatura, o problema da mochila. A metodologia 

implementada é utilizada para resolver duas variantes multicritério deste problema, o problema 

da mochila multicritério com uma restrição e o problema da mochila multicritério com várias 

restrições. Este problema está presente em muitas situações práticas, como por exemplo, na 

selecção de projectos de investimento e no controlo orçamental. Além disso, o problema em 

estudo pode ser visto como um subproblema em diversos modelos, como por exemplo, na 

partição e concepção de circuitos electrónicos e na constituição de tripulações de um voo. 

Tipicamente, para resolver este problema, utilizam-se os algoritmos exactos, que permitem 

obter soluções exactas, ou as técnicas metaheurísticas/heurísticas, que não garantem a 

obtenção das soluções exactas, mas que em geral, permitem obter ñboasò soluções 

aproximadas. Apesar dos métodos exactos garantirem a obtenção de soluções exactas, a sua 

aplicação é limitada, dada à dimensão das instâncias do problema e os recursos 

computacionais. Em geral, tal não se verifica nas metaheurísticas, dado que estas permitem 

obter solu»es de ñqualidadeò utilizando recursos computacionais razoáveis para instâncias de 

grande dimensão. A metodologia que se propõe neste trabalho consiste em combinar duas 

técnicas metaheurísticas, que têm revelado bons desempenhos em diversos problemas de 

natureza combinatória: a optimização através das colónias de formigas e a pesquisa por 

dispersão. Para avaliar o desempenho deste método, comparam-se os resultados obtidos com 

outros calculados por alguns métodos da literatura. O modelo proposto revelou-se claramente 

superior. 

 

 

Palavras-chave: Metaheurísticas, Optimização através das Colónias de Formigas, Pesquisa 

por Dispersão, Problema da Mochila Multicritério, Optimização Combinatória Multicritério. 
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Abstract 

 

 

In this thesis, we propose a hybrid methodology for solving a very well known combinatorial 

optimization problem, the knapsack problem. The implemented methodology is used to solve 

two multi-objective variants of this problem, the multi-objective knapsack problem with one 

constraint, and the multi-objective knapsack problem with more than one constraint. This 

problem appears in many practical situations, such as the selection of investment projects and 

budgetary control. Moreover, this problem can be seen as a subproblem in several models, 

such as the partition and design of electronic circuits or the choice of a flight crew. Typically, to 

solve this problem we can use exact algorithms, which give us exact solutions, or 

metaheuristic/heuristic techniques that do not guarantee exact solutions, but in general, allow 

us to obtain ñgoodò approximate solutions. However, the application of the exact methods is 

limited by the size of the instances of the problem and by the available computational 

resources, while on metaheuristics we can obtain ñqualityò solutions for large instances using 

reasonable computational resources. The proposed methodology in this work consists of 

combining two metaheuristics techniques that have shown good performances in several 

problems of combinatorial nature: the ant colony optimization and the scatter search method. To 

evaluate the performance of this method, we compared the results with others calculated by 

some methods from literature, and the new model has been clearly superior. 

 

 

Keywords: Metaheuristics, Ant Colony Optimization, Scatter Search, Multi-objective Knapsack 

Problem, Multi-objective Combinatorial Optimization. 
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1. Introdução 
 

 

Neste capítulo apresenta-se, em primeiro lugar, a definição básica do caso de estudo, a seguir 

faz-se uma breve revisão bibliográfica sobre a área em que se insere a temática da 

investigação, bem como, os motivos que levaram à implementação do método descrito ao 

longo do trabalho e a descrição dos objectivos pretendidos. Por fim, apresenta-se uma visão 

geral da dissertação. 

 

1.1 Estado da Arte 

Suponha-se que dispomos de um conjunto de itens cujos valores e pesos são conhecidos, e de 

um saco com uma capacidade limitada. Preencher o saco com os itens de modo que o valor 

total destes seja o maior possível, sem que a capacidade do saco seja excedida, corresponde 

a resolver o chamado problema da mochila. Este problema é muito conhecido na literatura e 

tem sido extensivamente estudado por muitos autores (consultar por exemplo, Martello & Toth, 

1990 e Pisinger, 1995).  

 Muitos problemas reais podem ser formulados como o problema da mochila ou como suas 

variantes, por exemplo: problemas de corte de materiais; problemas de controlo orçamental; 

problemas de embalagem; problemas de carregamento de equipamentos; problemas de 

selecção de projectos de investimento. Além destes exemplos, o problema da mochila também 

é interessante, uma vez que, pode ser visto como um subproblema de muitos problemas reais, 

como por exemplo, na constituição de tripulações de um voo, na partição e na concepção de 

circuitos electrónicos (Ehrgott & Ryan, 2002; Martello & Toth, 1990; Fréville, 2004). 

 Sendo um problema de natureza combinatória, a sua resolução pode ser feita através da 

enumeração de todas as soluções admissíveis, procedendo-se posteriormente a uma 

comparação entre elas e à identificação da melhor solução. No entanto, a determinação de 

todas as soluções admissíveis do problema é um processo complexo, visto que requer um 

grande esforço computacional, e a partir de determinadas dimensões do problema, o processo 

torna-se inexequível (por exemplo com apenas 20 itens o problema pode possuir até 1.048.576 

soluções admissíveis). Assim, para problemas de grandes dimensões, a sua resolução por 

enumeração exaustiva não é viável. 

 A primeira resolução do problema da mochila, aplicando técnicas mais eficientes, data do 

início da década 50, onde através da programação dinâmica se aplicou a função recursiva de 

Bellman. E a partir daí, foram propostos diversos melhoramentos: em 1957, Dantzig definiu o 

limite superior para o valor óptimo da função objectivo; dez anos mais tarde, Kolesar resolveu o 

problema pela técnica separação e avaliação progressivas; nos anos 70, igualmente pela 
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técnica de separação e avaliação progressivas, Harowitz e Sahni procederam à resolução de 

problemas de grandes dimensões; em 1973, Ingargiola e Korsh procederam à redução da 

dimensão do problema (por fixação do valor de algumas variáveis); quatro anos mais tarde, 

Martello e Toth apresentam um novo limite superior; em 1980, surge o algoritmo de Balas e 

Zemel, baseado na ordenação de apenas um subconjunto de itens; na década 90, surge um 

novo algoritmo de Martello e Toth que permite resolver instâncias difíceis (Pisinger, 1995; 

Martello & Toth, 1998). Para uma revisão mais detalhada consultar Gomes da Silva et al. 

(2003). 

 A maior parte destes estudos foram dedicados ao problema da mochila simples, isto é, ao 

problema da mochila com um único critério. No entanto, muitos problemas de decisão reais 

requerem uma análise considerando mais do que um único critério, como por exemplo: a 

selecção de projectos de investimentos com critérios e decisores múltiplos (Kwark et al., 1996); 

a selecção de projectos de investimentos independentes em transportes (Teng & Tzeng, 1996); 

a geração da fronteira eficiente (discreta) na selecção de projectos de investimento (Rosenblatt 

& Sinnuany-Stern, 1989) e o planeamento de tratamento de zonas de faróis contaminados 

(Jenkins, 2002). Nestes problemas, em geral, não existe uma solução que optimize 

simultaneamente todos os critérios envolvidos, mas sim um conjunto de soluções admissíveis 

(soluções não dominadas), uma vez que os critérios são conflituosos entre si. 

 Toda a classe de problemas da mochila pertence à família dos problemas NP - Difíceis, o 

que implica a sua resolução, na maior parte dos casos, em tempos pseudo-polinomiais. Estes 

tempos estão directamente relacionados com as dimensões dos problemas (número de 

critérios, tamanho da mochila/mochilas e número de itens envolvidos). Também é característica 

destes problemas, o aumento significativo do número de soluções com o aumento do número 

de critérios, o que dificulta a sua resolução. Existem várias abordagens para se lidar com este 

género de problemas: a enumeração exaustiva de todas as soluções não dominadas; a 

pesquisa de um conjunto reduzido de soluções não dominadas, ou a pesquisa interactiva de 

soluções mediante um protocolo do tipo questão-resposta, onde se incorporam 

progressivamente e de modo interactivo as preferências do decisor durante o processo de 

decisão, que em geral, consiste na escolha da ñmelhor solu«o de compromissoò. 

 Tipicamente, os métodos utilizados são classificados em exactos ou aproximados. As 

soluções obtidas pelos métodos exactos são soluções exactas (soluções efectivamente não 

dominadas), ao passo que as soluções obtidas pelos métodos aproximados são apenas 

potencialmente não dominadas. 

 Nos métodos exactos são utilizadas as técnicas da soma ponderada, Ů - restrição e a 

minimização da distância a um ponto de referência para obtenção das soluções não dominadas 

(Steuer, 1986). Nos últimos 15 anos foram propostos muitos métodos para o cálculo de todas 

as soluções não dominadas para o caso bicritério e também multicritério, nomeadamente o 

método de Visée et al. (1998), o método de Captivo et al. (2003), o método de Luila (2008), o 

método Bazgan et al. (2009) e o método de Figueira et al. (2010). O método proposto por Visée 

et al. (1998) é conhecido pelo método das duas fases, segundo o nome, encontra-se 
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estruturado em duas fases: na primeira, determinam-se todas as soluções suportadas 

extremas e não extremas da envolvente convexa da região admissível, com recurso a um 

problema da soma ponderada dos critérios; na segunda fase, são analisadas, com recurso à 

técnica de separação e avaliação progressivas, todas as soluções suportadas adjacentes, com 

o objectivo de obter o conjunto das soluções não suportadas. O método proposto por Captivo 

et al. (2003) converte o problema da mochila bicritério numa rede acíclica sobre a qual aplica 

um algoritmo de etiquetagem. O problema é transformado num problema de caminho mais 

longo bicritério. Este método calcula indistintamente as soluções suportadas e as soluções não 

suportadas. O método de Bazgan et al. (2009a) utiliza uma abordagem baseada na 

programação dinâmica, cuja ideia principal é a utilização de várias relações de dominância 

complementares, para eliminação das soluções parciais que não conduzem a novas soluções 

não dominadas. Os métodos de Luila (2008) e Figueira et al. (2010) resultam de uma 

generalização do método de Captivo et al. (2003) do caso bicritério para o caso multicritério. 

 Apesar de insistências na investigação sobre esta temática, o cálculo de todas as 

soluções não dominadas do problema da mochila multicritério, continua uma tarefa difícil. Os 

algoritmos exactos têm uma aplicação limitada, uma vez que, permitem o cálculo de todas as 

soluções não dominadas para um determinado tipo de instâncias do problema, mais 

precisamente, só é possível determinar o conjunto de todas as soluções exactas (isto é, 

conjunto de soluções efectivamente não dominadas) para instâncias geradas aleatoriamente 

com um máximo de 500 itens (Visée et al., 1998; Captivo et al., 2003). Por exemplo, o 

algoritmo proposto por Luila (2008) permite determinar rapidamente todas as soluções não 

dominadas do problema da mochila bicritério e multicritério, mas, devido às limitações 

computacionais às quais está sujeito (memória e velocidades dos processadores), o seu 

desempenho é limitado: para o caso bicritério, o algoritmo é aplicável apenas às instâncias com 

um máximo de 70 itens; para o caso multicritério, mais precisamente, num caso que envolva 9 

critérios, este método poderá ser aplicado às instâncias com um número máximo de 30 itens; o 

maior número de critérios aplicável é de 15, neste caso, as instâncias devem conter no máximo 

30 itens (Luila, 2008). 

 Para contornar estas barreiras, várias investigações têm sido feitas no campo das 

heurísticas e metaheurísticas em busca de métodos alternativos. Estes métodos, embora não 

permitam o cálculo de todas as soluções não dominadas, têm-se revelado eficientes em lidar 

com situações que envolvem critérios múltiplos, restrições múltiplas, maior número de soluções 

e itens (Ghosh, 2004), permitindo assim, em muitos casos, obter resultados que nos métodos 

exactos seriam praticamente impossíveis. Dentre estes métodos, destacam-se os métodos 

evolutivos, como os algoritmos genéticos (Schaffer, 1985; Hajela & Lin, 1992; Fonseca & 

Fleming, 1993; Horn et al., 1994; Srinivas & Deb, 1994; Chu & Beasley, 1998 e outros), a 

optimização através das colónias de formigas (Dorigo & Stützle, 2004; Stützle & Hoos, 2000), o 

método de arrefecimento simulado (Czyzak & Jaskiewicz, 1998; Ulungu et al., 1999), a 

pesquisa tabu (Ben Abdelaziz & Krichen, 1997; Gandibleux et al., 1997; Gandibleux & Fréville, 

2000), o método da pesquisa por dispersão (Gomes da Silva et al., 2004, 2006), os métodos 
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baseados em aproximações polinomiais (Bazgan et al., 2009b; Erlebach et al., 2002) e os 

métodos híbridos que resultam na combinação de dois ou mais métodos (Ben Abdelaziz et al., 

1999; Laumanns et al., 2004, 2006; Gomes da Silva et al., 2007, 2008 e Mavrotas et al., 2009). 

Outras referências aos métodos aproximados e exactos podem ser encontradas em Ehrgott e 

Gandibleux (2002), Fréville (2004) e Ghosh (2004).  

 Nos métodos aproximados, pretende-se estabelecer um compromisso entre a qualidade 

das soluções obtidas e o tempo necessário para as calcular. A qualidade das soluções 

aproximadas é medida na aproximação destas à fronteira das soluções exactas e na dispersão 

ou distribuição ao longo da mesma. Dos métodos atrás referenciados, a metaheurística das 

colónias de formigas e o método da pesquisa por dispersão têm-se revelado particularmente 

eficientes na resolução de problemas da mochila multicritério multidimensionais (com várias 

restrições), obtendo-se soluções de qualidade (maior dispersão e boas aproximações ao 

conjunto das soluções exactas) e consumos de recursos computacionais razoáveis (ver, por 

exemplo, Alaya et al., 2004, Alaya et al., 2007 e Gomes da Silva et al., 2004, 2006).  

 A metaheurística das colónias de formigas é uma metodologia estocástica desenvolvida a 

partir da observação do comportamento das formigas reais na natureza e foi utilizada pela 

primeira vez na resolução do problema do caixeiro-viajante (Stützle & Hoos, 2000; Dorigo & 

Stützle, 2004 e Infante, 2004). Este algoritmo explora o carácter comunicativo e cooperativo 

das formigas ñartificiaisò para encontrar boas soluções em problemas discretos de optimização 

combinatória. Com as potencialidades reveladas após a sua aplicação na resolução do 

problema do caxeiro viajante, o método das colónias de formigas, chamou a atenção de muito 

investigadores. Desde então, tem sido largamente aplicado em vários problemas de 

optimização combinatória não só a nível académico, como também em aplicações reais, como 

por exemplo: nos problemas da mochila (Alaya et al., 2004, 2007 e Ke et al., 2008); nos 

problemas de afectação quadrática (Dorigo & Stützle, 2004 e Infante, 2004); na optimização de 

rotas de veículos (Gambardella et al., 1999; Bullnheimer et al., 1999; Barán & Schaerer, 2003); 

no escalonamento da fundição contínua de alumínio (Gravel et al., 2002); na inteligência 

artificial (Dorigo & Stützle, 2004); na concepção de redes distribuição de águas para irrigação 

(Mariano & Morales, 1999) e em outras aplicações encontrados na literatura (ver, por exemplo, 

Doerner et al., 2003, 2004, e McMullen, 2001). Uma revisão recente e mais detalhada deste 

método poderá ser encontrada em Dorigo e Stützle (2004) e Infante (2004).  

 O método da pesquisa por dispersão é um método evolucionário que foi formalmente 

introduzido por Glover (1977) num estudo heurístico para a resolução de problemas de 

programação linear inteira. Em comum com outros métodos evolucionários, a pesquisa por 

dispersão, opera sobre uma população de soluções e usa procedimentos heurísticos de 

combinação de soluções que permitem a obtenção de novas soluções. No entanto, 

contrariamente aos outros métodos evolucionários, o método da pesquisa por dispersão não 

utiliza abordagens baseadas em selecções aleatórias para obtenção de novas soluções, 

limitando o uso da aleatoriedade a procedimentos de diversificação. Deste modo, este método 

não explora as soluções de uma forma aleatória, como é o caso dos algoritmos genéticos e a 
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optimização através das colónias de formigas, antes pelo contrário, explora regiões pré-

seleccionadas em cada iteração, operando sobre conjuntos de soluções de referências para 

obter novas soluções. Estes conjuntos são compostos pelas ñmelhoresò solu»es escolhidas na 

população ou amostra principal. Neste caso, tratando-se de um problema com critérios 

múltiplos, o conceito de ñmelhoresò apenas leva em considera«o a diversidade das solu»es 

em relação a outras pertencentes a amostra principal. As aplicações deste método têm 

atestado a sua eficiência na resolução de problemas em diversas áreas, dentre estas 

destacam-se: os problemas da mochila bicritério (Gomes da Silva et al., 2004, 2006, 2007); os 

problemas de escalonamento (Beausoleil, 2001; Yamashita et al., 2006); os problemas de 

optimização de rotas veículos (Corberán et al., 2002; Rochat & Taillard, 1995); problemas de 

afectação de supervisores para exames (Martí et al., 2000) e os problemas de afectação 

quadrática (Cung et al., 1996). 

 

1.2 Objectivos 

No presente trabalho, pretende-se implementar uma metodologia híbrida, isto é, um algoritmo 

baseado na combinação do algoritmo das colónias de formigas com o método da pesquisa por 

dispersão, para a resolver duas variantes do problema da mochila, ou seja, o problema da 

mochila multicritério com uma restrição e o problema da mochila multicritério com várias 

restrições, aplicados a instâncias de grande dimensão, assim como a respectiva 

implementação informática em linguagem programação C.  

 A ideia consiste em introduzir algumas melhorias/alterações no algoritmo baseado na 

optimização através das colónias de formiga apresentado em Alaya et al. (2007) de modo a 

obter-se uma melhor performance, isto é, aumentar a qualidade das soluções produzidas 

através do aumento da diversidade das soluções, a redução da distância do conjunto de 

soluções aproximadas (soluções potencialmente não dominadas) em relação às soluções 

exactas (soluções efectivamente não dominadas) e a melhoria de outros factores. Estas 

alterações consistem em primeiro lugar, na redefinição de alguns parâmetros algorítmicos, tais 

como, o número de ciclos, o número de colónias, entre outros factores. A seguir o algoritmo é 

combinado com o método da pesquisa por dispersão. Por outras palavras, pretende-se utilizar 

o algoritmo das colónias de formigas para gerar um conjunto de soluções que deverá ser 

utilizado como a população inicial do método da pesquisa por dispersão, de modo a obter-se 

um conjunto de soluções com maior diversidade e a redução da distância em relação ao 

conjunto das soluções exactas.  

Para se atingir estes objectivos, propõe-se três possibilidades de combinação. Na primeira 

possibilidade, os dois métodos são implementados em ciclos separados, isto é, aplica-se a 

optimização através das colónias de formigas num ciclo e posteriormente implementa-se o 

método da pesquisa por dispersão no segundo ciclo. Na segunda possibilidade, os dois 

métodos são implementados num ciclo comum, mais precisamente, o método da pesquisa por 

dispersão é inserido no ciclo dedicado ao método das colónias de formigas. A terceira 
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possibilidade consiste na extensão da segunda alternativa, isto é, para além de existir um ciclo 

comum dedicado a ambos os métodos, adiciona-se um segundo ciclo, no qual o método da 

pesquisa por dispersão é implementado pela segunda vez. Após estas implementações, as três 

propostas são comparadas no sentido de se determinar a melhor, que por sua vez é 

comparada com outros algoritmos existentes na literatura. 

 

1.3 Organização da Dissertação 

No capítulo que se segue, apresentam-se os conceitos teóricos fundamentais sobre a 

optimização combinatória multicritério, a definição formal das duas variantes multicritério do 

problema da mochila, os aspectos fundamentais deste problema de natureza combinatória, 

bem como as principais metodologias utilizadas na sua resolução. O capítulo 3 é dedicado ao 

estudo das metaheurísticas das colónias de formigas e pesquisa por dispersão. Inicialmente 

faz-se uma descrição pormenorizada dos dois métodos aplicados as duas variantes do 

problema em estudo. A seguir, apresentam-se as diferentes estratégias de combinação dos 

dois métodos, assim como, a descrição pormenorizada de cada estratégia e os respectivos 

pseudo-códigos. No capítulo 4 comparam-se as diferentes estratégias com vista a determinar 

as melhores nas duas variantes do problema da mochila, e no final, comparam-se as melhores 

alternativas com outros algoritmos propostos na literatura. Finalmente, no capítulo 5, 

apresentam-se as conclusões tiradas dos modelos implementados, assim como, algumas 

pistas para investigações futuras. 
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2. Optimização Combinatória Multicritério 
 

 

Este capítulo tem como finalidade introduzir alguns conceitos teóricos fundamentais e 

definições relacionados com a optimização combinatória multicritério, assim como a definição 

do problema da mochila multicritério nas suas versões com uma e várias restrições. Em 

primeiro lugar, introduz-se alguns conceitos sobre os problemas de optimização combinatória, 

seguidamente, faz-se uma abordagem multicritério dos referidos problemas e a definição dos 

conceitos de dominância e óptimos de Pareto. Finalmente, apresenta-se a definição 

matemática do problema da mochila, com especial ênfase para duas variantes multicritério 

deste problema: o problema da mochila multicritério com uma restrição e o problema da 

mochila multicritério com várias restrições, que por sua vez, são objectos de estudos desta 

dissertação. 

 

2.1 Optimização Combinatória 

A Optimização Combinatória (OC) é o ramo da ciência da computação e da matemática 

aplicada que estuda problemas de optimização em conjuntos discretos e finitos, e que tem 

como objectivo encontrar uma ou mais soluções segundo uma determinada função objectivo 

dentro de um espaço ou região admissível definida para o problema em estudo. Nos 

Problemas de Optimização Combinatória (POCs), a palavra ñcombinat·riaò refere-se ao facto 

de existir apenas um número finito de soluções admissíveis e que qualquer solução tem uma 

propriedade combinatória que pode ser uma permutação, um arranjo, uma partição de itens, 

um subconjunto que corresponde à uma selecção de um conjunto de itens (que é o caso dos 

problemas da mochila), árvore ou grafo que indica a relação entre os itens (Ehrgott & 

Gandibleux, 2004; Garey & Johnson 1979).  

 Segundo Garey e Johnson (1979), um POC define-se da seguinte maneira: 

¶ Um conjunto de instâncias;  

¶ Um conjunto ὢ de soluções admissíveis, para cada instância; 

¶ E uma função objectivo Ὢ que atribui um valor da função objectivo a cada solução 

admissível de uma determinada instância. 

 Em qualquer processo de optimização, o objectivo é encontrar, para cada instância, uma 

solução admissível denominada por solução óptima global, que maximiza (ou minimiza) a 

função objectivo em questão. Por outras palavras, dado um POC cuja função objectivo deve 

ser maximizada (ou minimizada), uma solução ὼɴ ὢ  será considerada como um óptimo global, 

se e só se, não existir uma outra solução ώᶰὢ, tal que, Ὢώ > Ὢὼ (ou Ὢώ < Ὢὼ, no caso 

de um POC de minimização). 
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 Problemas deste género podem ser encontrados em muitos ramos da gestão, como por 

exemplo, nas finanças, no marketing, na produção, no escalonamento, nos controlos de 

inventário, nas localizações de fábricas, e também estão presentes em muitos problemas de 

engenharia, como por exemplo, na concepção de circuitos para minimizar a área dedicada a 

fios, na produção de placas de circuitos no sentido de minimizar o tempo de produção, em 

modelos de planeamento de recursos, no transporte de energia, entre outros exemplos. 

 

2.2 Optimização Combinatória Multicritério 

Em muitos POC reais existe mais do que um único objectivo a optimizar (ver por exemplo 

Kwark et al., 1996 e Teng & Tzeng, 1996). Estes problemas são comummente designados por 

Problemas de Optimização Combinatória Multicritério/Multi-objectivo (POCM). São 

caracterizados por possuírem uma multiplicidade de soluções, isto é, não existe apenas uma 

única solução (óptimo global), mas sim, um conjunto de soluções admissíveis particulares (os 

óptimos de Pareto) que s«o ñmelhoresò do que as outras segundo alguns critérios, e são 

ñpioresò segundo outros critérios.  

 A multiplicidade de soluções deve-se ao facto dos critérios serem conflituosos entre si. Por 

exemplo, na compra de um automóvel diversos objectivos podem ser considerados. Por um 

lado, é desejável adquirir um automóvel que apresente um bom desempenho (em termos de 

velocidade de ponta e capacidade de aceleração). Por outro lado, o automóvel deve ser 

seguro, económico e apresentar o menor custo de aquisição possível. Estas situações tornam 

os POCMs particularmente difíceis de resolver, uma vez que, o número de óptimos de Pareto 

do problema poderá aumentar com a dimensão das instâncias envolvidas e em muitos casos 

não é possível a sua determinação através da aplicação das técnicas mais comuns (Ehrgott & 

Gandibleux, 2004; Gosh, 2004).  

 Analogamente aos POCs, as soluções admissíveis de um POCM têm algumas 

propriedades combinatórias e o seu número é finito. Formalmente, um POCM (para um 

problema de maximização) pode ser apresentado da seguinte maneira: 

  άὥὼ  ᾀ1 ὼ = ὧ1ὼ       (2.1) 

  άὥὼ  ᾀ2 ὼ = ὧ2ὼ 
   . 
   . 
   . 

   άὥὼ ᾀὭὼ = ὧὭὼ 
    . 
    . 
    . 
   άὥὼ  ᾀά ὼ = ὧάὼ 

   ίόὮὩὭὸέ ὥ: 

   ὼɴ ὢ= ὼᶰᴓὲ:ὼ 0, ὃὼ= ὦ,ὦɴ ᴓὬ      (2.2) 
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onde: 

¶ ά é o número de funções objectivos; 

¶ ὧὭ representa o vector de valores associado a função objectivo  Ὥɴ {1,2,ȣ. ,ά}; 

¶ ὲ é o número de variáveis de decisão; 

¶ Ὤ é o número de restrições do POCM; 

¶ ὢ representa a região admissível no espaço de variáveis de decisão; 

¶ ὼ é o vector das variáveis de decisão, isto é, ὼ= (ὼ1, ὼ2,ȣ,ὼὲ)
Ὕ; 

¶ ὃ é a matriz dos coeficientes tecnológicos (Ὤ× ὲ);  

¶ ὦ representa o vector dos termos independentes das restrições. 

A região admissível no espaço das funções objectivo (espaço dos critérios de optimização), isto 

é, o conjunto de todas as imagens dos pontos de ὢ, define-se da seguinte forma: 

   ὤ= {ᾀɴ ᴓά: ᾀ= ᾀ1 ὼ,ᾀ2 ὼ,ȣ,ᾀά ὼ ,ὼɴ  ὢ}    (2.3) 

 No nosso caso, resolver um POCM significa encontrar o conjunto de todas as soluções 

admissíveis que ñoptimizemò o vector de funções objectivos do problema. Dado que, podendo 

existir inúmeras soluções admissíveis dentro da região admissível, torna-se relevante conhecer 

o tipo de soluções que se pretende encontrar, isto é, é necessário entender a definição do 

conjunto de soluções admissíveis que ñoptimizamò o vector de funções objectivos. Por outras 

palavras, é importante introduzir-se a definição de um conceito fundamental da optimização 

multicritério, isto é, o conceito da dominância. 

Definição 2.1 (Dominância). Seja ᾀ1 = ᾀ1 ὼ,ᾀ2 ὼ,ȣ,ᾀά ὼ ᶰὤ e 

ᾀ2 = ᾀ1 ώ,ᾀ2 ώ,ȣ,ᾀά ώ ᶰὤ, dois vectores de valores de funções objectivos de duas 

soluções admissíveis ὼ Ὡ ώ ᶰὢ. Diz-se que ᾀ1 domina ᾀ2 se ᾀὭὼ ᾀὭώ para todo Ὥɴ

1,2,ȣ,ά  e ᾀὭὼ > ᾀὭώ para algum Ὥɴ 1,2,ȣ,ά , e escreve-se ᾀ1 ḷ ᾀ2 e ᾀ1  ᾀ2. 

 Uma forma de visualizar o conceito da dominância é apresentada na Figura 2.1, onde está 

representado no espaço dos objectivos: a região dominada por uma solução ὼ, a região que 

domina esta solução e a região que não é comparável a ὼ, para um problema bicritério.  
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Figura 2.1 - Representação do conceito de dominância no espaço dos objectivos 

 

Definição 2.2 (Solução Não Dominada). Um vector ᾀ1 ᶰὤ diz-se não dominado, se e só se, 

não existir um outro vector ᾀ2 ᶰὤ tal que ᾀ2 ḷ ᾀ1 e ᾀ2  ᾀ1. Caso contrário ᾀ1 é um vector 

dominado. 

 Ao conjunto de todas as soluções não dominadas de um POCM denomina-se conjunto de 

soluções não dominadas ou conjunto óptimo de Pareto (Pareto, 1896). Entre quaisquer duas 

soluções não dominadas ao passar de uma para outra, verifica-se uma melhoria em pelo 

menos um dos critérios e uma degradação em pelo menos um dos restantes. 

Definição 2.3 (Solução Eficiente). Uma solução admissível ὼ ᶰὢ diz-se eficiente se não for 

possível encontrar uma outra solução admissível ώᶰὢ que seja, pelo menos, tão boa como ὼ 

em todos os critérios, e que seja estritamente melhor que ὼ em pelo menos um critério, isto é, a 

solução ὼ diz-se eficiente, se e só, não existir uma outra solução admissível ώᶰὢ que domine 

ὼ. 

 Com base nas definições atrás apresentadas, conclui-se que o conceito de solução não 

dominada refere-se às soluções do POCM no espaço dos objectivos, e o conceito de solução 

eficiente refere-se as soluções no espaço das variáveis de decisão. Por outras palavras, as 

soluções não dominadas correspondem as imagens das soluções eficientes no espaço dos 

objectivos, conforme se pode verificar através da Figura 2.2. 
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Figura 2.2 - Conjunto eficiente e conjunto não dominado 

 

 Dada a característica discreta um POCM, geralmente existem dois tipos de soluções não 

dominadas: suportadas e não suportadas (Steuer, 1986). 

Teorema 2.1. Uma solução admissível ὼ ᶰὢ diz-se eficiente, se e só se, existir um ‗ɴ ɤ=

ʇɴ ᴓά: ‗> 0,В ‗Ὥ
ά
Ὥ= 1  tal que ὼ maximize o problema soma ponderada άὥὼ{В ‗ὭᾀὭὼ

ά
Ὥ= 1 :ὼ ᶰ

ὢ }. 

Definição 2.4. (Solução Não Dominada Suportada). Uma solução não dominada ◑ɴ ╩ diz-se 

não dominada suportada, se e só se, pertencer a envolvente convexa de todos os pontos no 

espaço dos objectivos. Caso contrário, ◑ é uma solução não dominada não suportada. 

 As soluções não dominadas suportadas podem ser obtidas através de técnicas baseadas 

na soma ponderada de critérios (Teorema 2.1). 

Definição 2.5. (Solução Não Dominada Suportada Extrema). Seja ᾀ ᶰὤ uma solução não 

dominada suportada. Então, diz-se que ᾀ é uma solução não dominada suportada extrema, se 

e só se, for um ponto extremo da envolvente convexa de todos os pontos no espaço dos 

objectivos. Caso contrário, ᾀ é uma solução suportada não extrema. 

 As imagens inversas das soluções não dominadas suportadas são chamadas de soluções 

eficientes suportadas, e as imagens inversas das soluções não dominadas não suportadas são 

soluções eficientes não suportadas. 

 O conceito de solução suportada e não suportada pode ser visualizado através da Figura 

2.3, onde se apresenta um conjunto de soluções não dominadas (pontos azuis, verdes e 

pretos) e as soluções dominadas (pontos vermelhos), para um problema bicritério. Todas as 

soluções não dominadas que pertencem a envolvente convexa (pontos azuis e verdes) são não 
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dominadas suportadas, e as que não pertencem (pontos pretos) são não dominadas não 

suportadas, por outras palavras, os pontos (1, 14), (6, 11), (7, 10), (10, 7), (11, 4) e (12, 1) são 

não dominados suportados, enquanto os pontos (2, 12) e (8, 8) são não dominados não 

suportados. Dentre as soluções não dominadas suportadas, destacam-se: as suportadas 

extremas (pontos azuis) e suportadas não extremas (pontos verdes). 

 

Figura 2.3 - Soluções suportadas e não suportadas 

 

 Uma solução de um POCM deve ser eficiente ou não dominada, para que seja aceitável 

como solução final do processo de decisão, deste modo, é apenas sobre o conjunto de 

soluções eficientes / não dominadas (espaço da decisão ou espaço dos critérios), que deve 

recair a atenção do analista e do decisor. O conhecimento de todas as soluções óptimas de 

Pareto (suportadas e não suportadas) permite ao decisor estar consciente dos ñtrade-offsò 

entres os diferentes critérios durante o processo da tomada de decisão.  

 

2.3 Problemas da Mochila 

O Problema da Mochila (PM) é um POC cujo nome resulta de uma situação em que é 

necessário preencher uma mochila com objectos de diferentes pesos e valores, com o 

objectivo de preenchê-la com o maior valor possível sem exceder o peso máximo admissível 

(Figura 2.4). É um problema bem conhecido na literatura e tem sido extensivamente estudado 

por diversos autores (ver, por exemplo, Martello & Toth, 1990 e Pisinger, 1995). 
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Figura 2.4 - Problema da mochila simples 

 

 No capítulo introdutório foi apresentada uma revisão bibliográfica e as diferentes 

aplicações deste tipo problemas. Nas secções que se seguem apresenta-se a sua definição 

formal, a formulação matemática e algumas características peculiares. 

 

2.3.1 Problema da Mochila Simples 

Um Problema da Mochila Simples (PMS) que também é conhecido por Problema da Mochila 

Monocritério pode ser definido da seguinte maneira (Martello & Toth, 1990): dada uma 

instância do problema da mochila com um conjunto ὔ, contendo ὲ objectos (ou itens) Ὦ, cada 

um com o valor (ou lucro) ὧὮ, peso ύὮ, e uma mochila de capacidade ὡ, em que ὼὮ é a variável 

de decisão associada um item Ὦ. Seleccionar o subconjunto de ὔ cujo peso não excede a 

capacidade ὡ, que maximiza o valor total dos objectos seleccionados. Matematicamente é 

formulado da seguinte maneira: 

   άὥὼ В ὧὮὼὮ
ὲ
Ὦ= 1             (2.4) 

   ίόὮὩὭὸέ ὥ: 

   В ύὮὼὮ ὡὲ
Ὦ= 1         (2.5) 

   ὼὮ  ɴ 0,1 ;  ὧὮ,ύὮ,ὡ > 0 Ὡ ὭὲὸὩὭὶέί ᶅ   Ὦɴ ὔ= 1,2,ȣ,ὲ  (2.6) 

  
 Sendo um POC com apenas uma única função objectivo, a sua resolução consiste em 

determinar, em geral, a solução que optimiza o critério em causa, isto é, a solução óptima 

global. Esta solução é representada pelo vector de objectos ὼᶻ= (ὼ1
ᶻ,ὼ2
ᶻ,ȣ,ὼὲ

ᶻ)  e pela sua 

respectiva imagem no espaço do objectivo ᾀᶻ.  
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 Muitas aplicações práticas de PMs têm como restrições, pedidos de urgências, 

prioridades, pacotes de pequeno peso mas de grande volume, tempos, entre outros 

constrangimentos, o que conduz a diversidade de variantes deste problema. Algumas variantes 

tornaram-se um padrão nos problemas em que são aplicáveis, como exemplo: o problema da 

mochila inteiro; o problema da mochila restrito; o problema da soma de subconjuntos; o 

problema da troca; o problema da mochila quadrático; o problema de múltiplas mochilas; o 

problema de afectação generalizada; o problema de empacotamento; o problema da mochila 

multicritério e outros exemplos existentes na literatura.  

 Nas duas próximas secções fazem-se as descrições pormenorizadas de duas variantes 

multicritério do PM, que são objectos de estudo desta dissertação: o problema da mochila {0-1} 

multicritério com uma restrição e o problema da mochila {0-1} multicritério com várias 

restrições. 

 

2.3.2 Problema da Mochila {0,1} Multicritério com uma Restrição 

O Problema da Mochila {0,1} Multicritério com uma restrição (PMM-1) é a variante do PM em 

que se pretende maximizar mais do que um simples critério, sem exceder a restrição imposta, 

isto é, sem ultrapassar a capacidade da mochila. A designação {0,1} deve-se ao facto dos itens 

do problema tomarem dois valores, zero ou um. Neste caso, se um item é adicionado na 

mochila, a variável de decisão associada a este toma valor um, caso contrário, toma valor zero. 

A sua formulação matemática é dada da seguinte maneira: 

  άὥὼ ᾀ1 ὼ1,ὼ2, . . . ,ὼὲ =  В ὧὮ
1ὼὮ

ὲ
Ὦ= 1       (2.7) 

  άὥὼ ᾀ2 ὼ1,ὼ2, . . . ,ὼὲ =  В ὧὮ
2ὼὮ

ὲ
Ὦ= 1  

    . 
    . 
    . 

  άὥὼ ᾀὭὼ1,ὼ2, . . . ,ὼὲ =  В ὧὮ
ὭὼὮ

ὲ
Ὦ= 1  

    . 
    . 
    . 
  άὥὼ ᾀά ὼ1,ὼ2, . . . ,ὼὲ =  В ὧὮ

άὼὮ
ὲ
Ὦ= 1  

 

  ίόὮὩὭὸέ ὥ: 

  В ύὮὼὮ ὡὲ
Ὦ= 1         (2.8) 

  ὼὮᶰ 0,1 ; ὧὮ
Ὥ, ύὮ, ὡ > 0 Ὡ ὭὲὸὩὭὶέί ᶅ  Ὦɴ 1,2,ȣ,ὲ,Ὥɴ 1,2,ȣ,ά   (2.9) 

onde: 

¶ ὲ é o número de itens; 

¶ ά é o número de critérios a maximizar; 

¶ ὧὮ
Ὥ representa o  lucro do item Ὦ relativamente ao critério Ὥ, sendo Ὥ ᶰ 1,2,ȣ,ά  e 

Ὦ ᶰ 1,2,ȣ,ὲ; 

¶ ύὮ é o peso (ou custo) do objecto Ὦ; 



15 
 

¶ ὡ representa a capacidade da mochila, isto é, o peso limite suportado pela 

mochila. 

Em que ὼὮ= 1, se e somente se, o objecto Ὦ é incluído na mochila, caso contrário ὼὮ= 0. 

Assume-se ainda que, ὡ, ὧὮ
Ὥ e ύὮsão valores inteiros e positivos, e que ύὮ ὡ, com В ύὮ>ὲ

Ὦ= 1

ὡ, para todo Ὦɴ 1,2,ȣ,ὲ e Ὥɴ 1,2,ȣ,ά . 

Mais sucintamente o problema pode ser reescrito do seguinte modo: 

  άὥὼ  ᾀ1 ὼ = ὧ1ὼ       (2.10) 

  άὥὼ  ᾀ2 ὼ = ὧ2ὼ 
   . 
   . 
   . 

   άὥὼ  ᾀὭὼ = ὧὭὼ 
    . 
    . 
    . 
   άὥὼ  ᾀά ὼ = ὧάὼ 

   ίόὮὩὭὸέ ὥ: 

   ύὼ ὡ        (2.11) 

   ὼɴ  {0,1}ὲ; ὧὭ, ύ, ὡ > 0 Ὡ ὭὲὸὩὭὶέί ᶅ  Ὥ ᶰ 1,2,ȣ,ά    (2.12) 

Em que: 

   ὧ1 = ὧ1
1,ὧ2

1,ȣ,ὧὲ
1 ,ὧ2 = ὧ1

2,ὧ2
2,ȣ,ὧὲ

2 ,ȣ,ὧά = ὧ1
ά,ὧ2

ά,ȣ,ὧὲ
ά   (2.13) 

   ύ= ύ1,ύ2,ȣ,ύὲ               (2.14) 

   ὼ= (ὼ1,ὼ2,ȣ,ὼὲ)
Ὕ              (2.15) 

 

2.3.3 Problema da Mochila {0,1} Multicritério com várias Restrições 

O Problema da Mochila {0,1} Multicritério com várias restrições (PMM-2) resulta numa 

generalização do PMM-1 em que se considera mais do que uma única restrição. 

Matematicamente um PMM-2 pode ser definido da seguinte maneira (Zitzler, 1999): 

  άὥὼ ᾀ1 ὼ1,ὼ2, . . . ,ὼὲ =  В ὧὮ
1ὼὮ

ὲ
Ὦ= 1       (2.16) 

  άὥὼ ᾀ2 ὼ1,ὼ2, . . . ,ὼὲ =  В ὧὮ
2ὼὮ

ὲ
Ὦ= 1  

    . 
    . 
    . 

  άὥὼ ᾀὭὼ1,ὼ2, . . . ,ὼὲ =  В ὧὮ
ὭὼὮ

ὲ
Ὦ= 1  

    . 
    . 
    . 
  άὥὼ ᾀά ὼ1,ὼ2, . . . ,ὼὲ =  В ὧὮ

άὼὮ
ὲ
Ὦ= 1  

  ίόὮὩὭὸέ ὥ: 

  В ύὮ
ὭὼὮ ὡὭ

ὲ
Ὦ= 1          (2.17) 

  ὼὮ ᶰ 0,1 ; ὧὮ
Ὥ, ύὮ

Ὥ, ὡὭ> 0 Ὡ ὭὲὸὩὭὶέί ᶅ  Ὦɴ 1,2,ȣ,ὲ,Ὥ ᶰ 1,2,ȣ,ά   (2.18) 



16 
 

onde: 

¶ ὲ  é o número de objectos; 

¶ ά é o número de critérios / restrições; 

¶ ὧὮ
Ὥ representa o  lucro do item Ὦ no critério Ὥ, sendo Ὥɴ 1,ȣ,ά  e Ὦɴ 1,ȣ,ὲ; 

¶ ύὮ
Ὥ representa o  peso do item Ὦ no critério Ὥ, sendo Ὥɴ 1,ȣ,ά  e Ὦɴ 1,ȣ,ὲ; 

¶ ὡὭ é a capacidade da mochila Ὥ, isto é, o termo independente da restrição Ὥ, 

sendo Ὥɴ 1,ȣ,ά . 

Considera-se que ὼὮ= 1, se e somente se, o objecto Ὦ é incluído numa mochila, caso contrário 

ὼὮ= 0. Assume-se ainda que ύὮ
Ὥ, ὧὮ

Ὥ e ὡὭ são valores inteiros e positivos e que ύὮ
Ὥ ὡὭ, com 

В ύὮ
Ὥ> ὡὭ

ὲ
Ὦ= 1 , para todo Ὦɴ 1,2,ȣ,ὲ e Ὥɴ 1,2,ȣ,ά . 

Mais sucintamente, o problema pode ser reescrito como se segue: 

  άὥὼ  ᾀ1 ὼ = ὧ1ὼ       (2.19) 

  άὥὼ  ᾀ2 ὼ = ὧ2ὼ 
   . 
   . 
   . 

   άὥὼ  ᾀὭὼ = ὧὭὼ 

    . 
    . 
    . 
   άὥὼ  ᾀά ὼ = ὧάὼ 

   ίόὮὩὭὸέ ὥ: 

   ύ1ὼ ὡ1,ύ2ὼ ὡ2,ȣ,ύὭὼ ὡὭ,ȣ,ύάὼ ὡά  (2.20) 

   ὼɴ  {0,1}ὲ; ὧὭ, ύὭ, ὡὭ> 0 Ὡ ὭὲὸὩὭὶέί ᶅ  Ὥ ᶰ 1,2,ȣ,ά    (2.21) 

Em que: 

  ὧ1 = ὧ1
1,ὧ2

1,ȣ,ὧὲ
1 , ὧ2 = ὧ1

2,ὧ2
2,ȣ,ὧὲ

2 ,ȣ,ὧά = ὧ1
ά,ὧ2

ά,ȣ,ὧὲ
ά   (2.22) 

  ύ1 = ύ1
1,ύ2

1,ȣ,ύὲ
1 ,ύ2 = ύ1

2,ύ2
2,ȣ,ύὲ

2 , ȣ,ύά = ύ1
ά,ύ2

ά,ȣ,ύὲ
ά   (2.23) 

  ὼ= (ὼ1,ὼ2,ȣ,ὼὲ)
Ὕ            (2.24) 
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2.4 Metodologias de Resolução de Problemas de Optimização 

Combinatória Multicritério 

Na resolução de um POCM, duas fases distintas podem ser consideradas: a procura e a 

tomada de decisão. A fase da procura, refere-se ao processo de optimização que permite 

encontrar as soluções do POCM, ou seja, as soluções óptimas de Pareto, ou pelo menos, uma 

aproximação a estas. A tomada de decisão corresponde à selecção de uma solução (que é um 

compromisso entre os objectivos do problema) a partir do conjunto de soluções encontradas na 

primeira fase. Esta tarefa, muitas vezes difícil, é efectuada por um decisor humano com o apoio 

de um analista.  

 Dependendo da forma como as duas fases são combinadas, os métodos para a resolução 

de POCMs podem ser classificados em três categorias distintas (Yoon & Hwang, 1995): 

¶ Tomada de decisão antes da procura - neste caso, os objectivos de um POCM 

são agregados num único objectivo que inclui informação de preferência fornecida 

pelo decisor antes de se fazer a procura; 

¶ Procura antes da tomada de decisão - nesta situação, a procura é feita sem 

nenhuma informação de preferência fornecida pelo decisor. O decisor faz uma 

escolha a partir do resultado da procura, que, corresponde a um conjunto de 

soluções de compromisso; 

¶ Tomada de decisão durante a procura - neste último caso, o decisor pode 

articular as suas preferências durante o processo de procura, de uma forma 

interactiva. Este processo é feito por passos, e, no final dos quais, um conjunto de 

soluções de compromisso é apresentado ao decisor, que fornece informações de 

preferência, das quais, permitem orientar a procura nos passos subsequentes. 

 Os algoritmos para a resolução do PMM-1/PMM-2 que se pretende implementar neste 

trabalho pertencem à segunda categoria, isto é, numa primeira fase a procura de soluções é 

efectuada sem nenhum contacto com o decisor, cabendo de seguida a este, proceder a 

escolha das soluções de preferência.  

 Existem várias abordagens que são utilizadas na procura de soluções de compromisso de 

um POCM. Estas abordagens são classificadas em duas classes principais: os métodos 

exactos e métodos aproximados ou heurísticos. Nos métodos exactos a procura é efectuada 

em toda a região admissível, e por conseguinte, as soluções obtidas através destes são 

soluções exactas, isto é, soluções efectivamente não dominadas ou soluções óptimas de 

Pareto. Ao passo que, nos métodos aproximados apenas uma fracção da região admissível é 

percorrida, o que, não garante a obtenção de soluções exactas. No entanto, em geral, 

permitem obter resultados de boa ñqualidadeò. As soluções obtidas através dos métodos 

heurísticos são denominadas por soluções aproximadas ou soluções potencialmente não 

dominadas ou soluções potencialmente eficientes.  
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 Na Figura 2.5 é apresentada uma classificação geral dos diferentes métodos utilizados na 

resolução dos POCM. Outras referências aos métodos aproximados e exactos poderão ser 

encontradas em Ehrgott e Gandibleux (2002), Fréville (2004) e Ghosh (2004). 

 

Figura 2.5 - Métodos para resolução de problemas de optimização combinatória multicritério 

 

 A utilização dos métodos exactos implica um grande consumo de recursos computacionais 

(memória e velocidade dos processadores), e, em particular no caso de problemas de grandes 

dimensões, a exigência é tão eleva que é impossível a sua resolução através destes métodos. 

Devido a estas limitações os métodos heurísticos tornaram-se uma alternativa viável para a 

resolução deste tipo de problemas. Nos métodos heurísticos procura-se equilibrar o esforço 

computacional e a qualidade da solução obtida, uma vez que, renuncia-se a garantia das 

soluções óptimas de Pareto para ganhar em velocidade, possibilitando a resolução de 

problemas de grande dimensão em tempos aceitáveis. Estes métodos tendem a direccionar as 

soluções para os óptimos de Pareto, mas não garantem os óptimos de Pareto e/ou no caso de 

encontrarem um óptimo de Pareto, em geral, não há maneira de as comprovar. 

 Para a resolução de problemas em estudo (PMM-1 e PMM-2), o ideal seria a aplicação de 

um método exacto, uma vez que, através deste, tem-se a garantia da obtenção dos óptimos de 

Pareto. No entanto, isto só seria possível para problemas de pequena/média dimensão, mais 

precisamente, para instâncias bicritério com um máximo de 500 itens (Visée et al., 1998; 

Captivo et al., 2003), e, para instâncias multicritério (até 15 objectivos) com um máximo de 30 

itens (Luila, 2008). O que não é o propósito deste trabalho, uma vez que, se pretende 

implementar uma técnica que permita a obten«o de solu»es de ñqualidadeò para instâncias 

de grande dimensão do PMM-1 e PMM-2. Para isso, propõe-se um método baseado na 
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combinação de duas metaheurísticas: as colónias de formigas e a pesquisa por dispersão 

(Figura 2.5). Por outras palavras, pretende-se desenvolver uma metaheurística híbrida que 

permita a obtenção das soluções potencialmente não dominadas / eficientes de ñqualidadeò das 

inst©ncias do problema em estudo, quer em termos da ñaproxima«oò ¨s fronteiras de Pareto, 

quer em termos da dispersão ao longo das mesmas. Estes métodos são implementados no 

capítulo seguinte.  
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3. Resolução de Problemas da Mochila 
Multicritério 

 

 

Uma metaheurística consiste num conjunto de conceitos que podem ser usados para a 

definição de métodos heurísticos que, por sua vez, são aplicados na resolução de vários 

problemas de optimização combinatória. A utilização das metaheurísticas tem-se revelado cada 

vez mais como uma alternativa para obtenção de soluções de ñqualidadeò em muitos 

problemas complexos de optimização. Este capítulo é dedicado ao estudo de duas 

metaheurísticas particularmente interessantes, dado que, têm revelado bons desempenhos na 

resolução de diversos POCs, em particular, os PMs. Estas metaheurísticas são comummente 

conhecidas por metaheurísticas das colónias de formigas e pesquisa por dispersão. Conforme 

referido nos capítulos precedentes, o propósito desta dissertação é cruzar os dois métodos, 

isto é, implementar um algoritmo híbrido, baseada na combinação da metaheurística das 

colónias de formigas e do método da pesquisa por dispersão, que permita a resolução do caso 

de estudo, de maneira a alcançar resultados satisfatórios. Para cada um dos métodos, em 

primeiro lugar, faz-se uma descrição geral, assim como, a explicação do funcionamento dos 

respectivos mecanismos fundamentais, e, a aplicação destes na resolução do caso de estudo. 

Seguidamente, apresenta-se os respectivos pseudo-códigos, bem como, a descrição 

pormenorizada dos procedimentos principais. E finalmente, apresenta-se três pseudo-códigos 

dos algoritmos resultantes da combinação dos dois métodos, cujos desempenhos, são 

estudados no próximo capítulo. 

 

3.1 Metaheurística das Colónias de Formigas 

A Metaheurística das Colónias de Formigas ou Optimização através das Colónias de Formigas 

(do inglês Ant Colony Optimization - ACO) tem a origem nos trabalhos de Marco Dorigo, que 

em Dorigo et al. (1991), propôs o algoritmo Ant System para a resolução do problema do 

caixeiro-viajante. Este algoritmo consiste em um sistema ñmulti-agenteò, no qual o 

comportamento de cada ñagenteò ® inspirado no comportamento de formigas na natureza. A 

partir de então, diversas variantes deste algoritmo passaram a ser reportadas na literatura em 

diversas áreas de aplicação. Além disso, é importante realçar que, bianualmente, os principais 

trabalhos sobre este tema são apresentados no evento ANTS - International Workshop on Ant 

Colony Optimization (disponíveis em http://iridia.ulb.ac.be/ants - sítio da Universidade Livre de 

Bruxelas). Uma revisão mais recente sobre este método poderá ser encontrada em Dorigo e 

Stützle, 2004. 

 A essência dos algoritmos baseados na metaheurística ACO está na combinação de um 

conjunto de informações sobre a estrutura de um problema (conhecidas a priori e de natureza 
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constante ao longo do processo de resolução) com as informações obtidas a partir dos 

resultados gerados durante o processo de resolução (conhecidas a posteriori e de natureza 

dinâmica). Esta combinação de informações ajuda na convergência dos resultados e torna o 

processo auto-catalítico, ou seja, o m®todo ACO ñalimenta-seò dos dados gerados para orientar 

a procura para regiões mais promissoras, permitindo assim, a obtenção de boas soluções. 

 As formigas atraíram a atenção de investigadores devido ao elevado nível de organização 

que uma colónia pode atingir, especialmente quando comparado à simplicidade relativa do 

comportamento de cada membro da colónia.  

 Segundo Bonabeau et al. (1999), os algoritmos baseados na metaheurística ACO são uns 

dos mais bem sucedidos exemplos de inteligência colectiva e têm sido largamente aplicados 

em vários POCs académicos e reais (ver o capítulo introdutório). 

 

3.1.1 Comportamento de Formigas Reais 

De acordo com Hölldobler e Wilson (1990), as formigas mesmo sendo praticamente cegas, são 

capazes de estabelecer o caminho mais curto entre o formigueiro e a fonte de alimento, através 

da cooperação entre indivíduos da colónia, usando uma comunicação indirecta por 

modificações no ambiente. 

 Também é estudado em Beckers et al. (1992) a capacidade das formigas se adaptarem a 

mudanças no ambiente, como por exemplo, encontrar um novo caminho mais curto, a partir do 

momento que o antigo se torna inviável. 

 A Figura 3.1 ilustra uma experiência feita por Goss et al. (1989) para estudar o 

comportamento de formigas reais. Inicialmente, exploram aleatoriamente a área ao redor do 

formigueiro a procura de alimento. Enquanto se deslocam, depositam sobre os caminhos por 

onde passam, algumas substâncias voláteis chamadas feromonas, que as auxilia a encontrar o 

caminho de volta ao formigueiro. Desta forma, quando uma formiga estabelece um caminho 

entre a fonte de alimento e o formigueiro, o caminho percorrido fica marcado com rastros de 

feromonas. Assim, quando as demais formigas detectam a presença de feromonas tendem a 

não mais seguirem caminhos aleatórios, seguindo os caminhos com maior concentração de 

feromonas, e, se por ventura encontrarem algum alimento retornam ao formigueiro reforçando 

feromonas nestes caminhos, tornando-os assim mais atractivos paras as restantes formigas da 

colónia. As formigas que escolherem o caminho mais curto farão o percurso em menor tempo 

e, os rastos de feromonas serão reforçados com maior frequência que nos caminhos mais 

longos. Assim, os caminhos mais eficientes, isto é, de menor distância, receberão maior 

quantidade de feromonas e tenderão a ser os mais escolhidos. Por ser uma substância volátil, 

a evaporação do feromonas evita que, com o tempo, um caminho que não é muito utilizado 

continue a influenciar a decisão das formigas. 
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Figura 3.1 - Comportamento de formigas reais  

 (Goss et al., 1989) 

 

 Observando-se então a Figura 3.1, pode-se constatar o seguinte: em (a), as formigas 

chegam a um ponto de decisão; em (b), as formigas escolhem de uma maneira aleatória o 

caminho a seguir; em (c), as formigas que escolhem o caminho mais curto (caminho de baixo) 

e alcançam o outro lado mais rapidamente e em (d), as feromonas (representadas pelas linhas) 

acumulam-se mais rapidamente no caminho mais curto. 

 

3.1.2 Comportamento de Formigas Artificiais 

O propósito do método ACO é modelar um problema, no nosso caso o problema da mochila 

(PMM-1/PMM-2), como se fosse um problema de identificação dos caminhos eficientes num 

grafo, e, utilizar o comportamento auto-organizado e cooperativo das formigas artificiais/virtuais 

para encontrar estes caminhos (Dorigo & Stützle, 2004 e Alaya et al., 2007).  

 O procedimento de formigas artificiais é muito parecido com o procedimento de formigas 

reais: depositam feromonas sobre elementos de um grafo (vértices ou arcos); constroem 

caminhos no referido grafo de acordo uma probabilidade que depende da quantidade de 

feromonas que foi previamente depositada por outras formigas da colónia; a quantidade de 

feromonas depositadas diminui progressivamente por evaporação, o que lhes permite obter 

informações sobre a qualidade dos caminhos.  

 Entretanto, como é de esperar, também existem diferenças entre formigas reais e 

artificiais, as principais são: nas formigas reais os movimentos são contínuos, enquanto nas 

artificiais são discretos; as formigas artificiais possuem uma estrutura de memória que lhes 
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impede de realizar certos movimentos e que lhes possibilita aplicar procedimentos locais de 

melhoria das soluções encontradas; o depósito de feromonas ocorre com base na qualidade da 

solução ou do caminho encontrado e, em muitos casos, é efectuado somente depois que todas 

formigas da colónia identificarem os respectivos caminhos; a probabilidade de uma formiga 

artificial escolher um arco ou vértice, muitas vezes, não depende apenas da quantidade de 

feromonas, mas também de informação heurística específica do problema em estudo. 

 

3.1.3 Aplicação aos Problemas da Mochila 

Consideremos a transformação do PM num grafo conexo e não orientando Ὃ= (ὠ,Ὁ) , onde, o 

conjunto de vértices ὠ representa os itens do problema (Ὦ= 1,2,ȣ,ὲ) e, o conjunto de arcos Ὁ 

a interligação (conexão) entre estes. Segundo Alaya et al. (2007), em cada iteração (ciclo), 

uma formiga artificial decide qual o caminho a seguir, isto é, escolhe os vértices mais 

atractivos, dentre aqueles não seleccionados. Cada formiga possui uma memória, uma espécie 

de lista tabu, que armazena os percursos descritos por cada uma e previne que um vértice seja 

seleccionado mais do que uma vez. Por outras palavras, em cada iteração, cada formiga de 

uma colónia, escolhe um item dentro de uma lista de itens candidatos, uma lista que contém 

todos itens não seleccionados, e, adiciona-os à mochila, respeitando a restrição imposta. Após 

estes procedimentos, procede-se à actualização de feromonas presente em cada vértice. 

 Neste caso, a solução do problema, isto é, o conjunto das soluções potencialmente 

eficientes / não dominadas, será composto pelo conjunto de todos vértices pertencentes aos 

cominhos eficientes previamente identificados por cada formiga e/ou pelos respectivos valores 

das funções objectivo. 

 A selecção de um vértice, isto é, um item Ὦ ᶰ 1,ȣ,ὲ, obedece a uma regra que resulta 

da ponderação da quantidade de feromonas e da informação heurística associada a este 

vértice, definida pela seguinte expressão (Alaya et al., 2007): 

    ὴὮ=
†Ὦ
 ᶻ–Ὦ



В †ώ
ᶻ–ώ


 ᶅώ ɴ  ὅὥὲὨ 

      (3.1) 

    0 < ὴὮ 1; †Ὦ,–Ὦ> 0;  , 0     (3.2) 

onde: 

¶ †Ὦ é a quantidade de feromonas presente no vértice (item) Ὦ; 

¶ –Ὦ representa a informação heurística, isto é, a relação lucro/custo (eficiência) 

associada ao item Ὦ.  

¶  e  são os parâmetros de controlo das influências de †Ὦ e –Ὦ, respectivamente;  

¶ ὅὥὲὨ é a lista que contém todos os vértices candidatos (vértices não visitados), 

sendo ώ um elemento genérico desta lista. 

 A actualização de feromonas associada a um item Ὦ é feita através da expressão:  

    †Ὦ= (1 ”) †zὮ+ ɝ†Ὦ      (3.3) 
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onde: 

¶ ” é a taxa de evaporação das feromonas (igual para cada item), sendo ” [ɴ0,1]; 

¶ ɝ†Ὦ representa a taxa de actualização de feromonas presente em Ὦ, sendo ɝ†Ὦ> 0. 

 

3.1.4 Descrição do Algoritmo ACO Aplicado aos Problemas da Mochila 

Multicritério 

O algoritmo implementado nesta dissertação resulta de uma adaptação do algoritmo ACO 

proposto em Alaya et al. (2007). Basicamente, este algoritmo segue o procedimento MAX-MIN 

Ant System (Stützle e Hoos, 1997), que por sua vez, resulta de uma modificação do algoritmo 

Ant System padrão apresentado por Dorigo et al. (1991).  

 A principal modificação consiste na imposição de limites, para as quantidades de 

feromonas presentes em cada objecto, ou seja, a quantidade de feromonas †Ὦ, presente num 

objecto Ὦ, deve cumprir a condição †άὭὲ †Ὦ †άὥὼ, para todo Ὦ ᶰ 1,2,ȣ,ὲ, e que, †άὥὼ >

†άὭὲ >  0. Além disso, o algoritmo de Alaya et al. (2007) é caracterizado pelos seguintes 

aspectos: utiliza apenas uma colónia de formigas, em vez de várias colónias, como acontece 

com outras variantes de ACO; a cada objecto é associado um tipo de feromonas, que é função 

do número de objectivos ou critérios, por outras palavras, todo objecto Ὦ ᶰ 1,2,ȣ,ὲ, possui a 

quantidade de feromonas †Ὦ
Ὥ para cada Ὥ ᶰ 1,2,ȣ,ά ; de igual modo, para todo Ὦɴ 1,2,ȣ,ὲ, 

existe uma informação heurística (eficiência) –Ὦ
Ὥ para cada Ὥ ᶰ 1,2,ȣ,ά ; e por fim, o depósito 

de feromonas é efectuado apenas nos itens que fazem parte das melhores soluções 

encontradas, ou seja, remuneram-se os itens que correspondem aos maiores valores de 

funções objectivo. 

 Estas modificações têm como finalidade evitar a rápida convergência dos resultados e/ou 

a possibilidade de que a pesquisa fique presa em óptimos locais. Segundo os resultados 

experimentais apresentados em Alaya et al. (2007), este algoritmo revela bons desempenhos 

quando comparado com alguns algoritmos da literatura. 

 O algoritmo ACO, para a resolução do PMM-1 e PMM-2 que se propõe nesta dissertação, 

segue os seguintes procedimentos principais: 

1) Inicialização das varáveis do problema, isto é, inicialização dos factores de 

feromonas de cada item e inicialização da lista que armazena o conjunto de todas 

as soluções potencialmente não dominadas / eficientes; 

2) Cada formiga da colónia selecciona aleatoriamente um critério de optimização, e 

com base neste, faz uma selecção probabilística dos itens mais atractivos; 

3) Actualização das quantidades de feromonas presentes em cada item e actualização 

da lista que armazena as soluções potencialmente não dominadas / eficientes; 

4) Apresentação dos resultados finais. 
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 Para uma melhor percepção do funcionamento deste algoritmo, consideremos a seguinte 

notação: 

¶ Ὂ - conjunto de funções objectivos, em que Ὂ= Ὢ1, Ὢ2,ȣ,ὪὭ,ȣ,Ὢά  e ȿὊȿ= ά, onde 

ὪὭ= ᾀὭὼ para cada Ὥ ᶰ 1,2,ȣ,ά ; 

¶ ὃ - conjunto ou colónia de formigas, em que ὃ= 1,2,ȣ,Ὧ,ȣ, |ὃ| ; 

¶ ɬ - matriz de estruturas de feromonas, em que ɬ= †1, †2,ȣ,†Ὥ,ȣ,†ά  e ȿɬȿ= m, 

sendo †1 = †1
1,†2

1,ȣ,†Ὦ
1,ȣ,†ὲ

1 , †2 = †1
2,†2

2,ȣ,†Ὦ
2,ȣ,†ὲ

2 , é, †Ὥ= †1
Ὥ,†2
Ὥ,ȣ,†Ὦ

Ὥ,ȣ,†ὲ
Ὥ , 

é, †ά = †1
ά,†2

ά,ȣ,†Ὦ
ά,ȣ,†ὲ

ά , com |†1ȿ= |†2ȿȣ= |†Ὥȿȣ= |†άȿ= ὲ. Onde †Ὦ
Ὥ é 

quantidade de feromonas associado ao objecto Ὦ segundo o critério Ὥ, para todo 

Ὥ ᶰ 1,2,ȣ,ά  e Ὦ ᶰ 1,2,ȣ,ὲ; 

¶ ɠ - matriz de informação heurística, em que ɠ= –1, –2,ȣ,–Ὥ,ȣ,–ά  e |ɠ| = ά, 

sendo –1 = –1
1,–2

1,ȣ,–Ὦ
1,ȣ,–ὲ

1 , –2 = –1
2,–2

2,ȣ,–Ὦ
2,ȣ,–ὲ

2 , é, 

–Ὥ= –1
Ὥ,–2
Ὥ,ȣ,–Ὦ

Ὥ,ȣ,–ὲ
Ὥ, é, –ά = –1

ά,–2
ά,ȣ,–Ὦ

ά,ȣ,–ὲ
ά , com |–1ȿ= |–2ȿȣ=

|–Ὥȿȣ= |–άȿ= ὲ. Onde –Ὦ
Ὥ é a informação heurística (eficiência) do item Ὦ 

relativamente ao critério Ὥ, para todo Ὥ ᶰ 1,2,ȣ,ά  e Ὦ ᶰ 1,2,ȣ,ὲ. Segundo 

Alaya et al., 2007, a eficiência –Ὦ
Ὥ de um item Ὦ pode ser calculada através das 

seguintes expressões, respectivamente para o PMM-1 e PMM-2: 

    –Ὦ
Ὥ=

ὧὮ
Ὥ

ύὮ
       (3.4) 

    –Ὦ
Ὥ=

ὧὮ
Ὥ

ύὮ
Ὥ       (3.5) 

¶ ίὯ - lista que contém o conjunto de todos itens \ vértices seleccionados por uma 

formiga Ὧ e o correspondente vector de valores objectivos, ou seja,   lista que 

contém a solução encontrada pela formiga Ὧ, em que ίὯ= ᾀὯ,ὼὯ , sendo ᾀὯ o 

vector de valores objectivos (dominados ou não) e ὼὯ a respectiva solução 

admissível (eficiente ou não). Onde ᾀὯ= (ᾀ1 ὼ
Ὧ ,ᾀ2 ὼ

Ὧ ,ȣ,ᾀὭὼ
Ὧ ,ᾀά ὼ

Ὧ )  e 

ὼὯ= (ὼ1
Ὧ,ὼ2

Ὧ,ȣ,ὼὮ
Ὧ,ὼὲ

Ὧ)   ɴ {0,1}ὲ, para todo Ὥ ᶰ 1,2,ȣ,ά , Ὦ ᶰ 1,2,ȣ,ὲ e Ὧ=

1,2,ȣ, |ὃ| ; 

¶ Ὓ - lista que armazena o conjunto de todas soluções potencialmente não dominados 

\ eficientes encontradas durante a execução do algoritmo, em que 

Ὓ= ί1,ί2,ȣ,ίό,ȣ,ίȿὛȿ, sendo ί1 = ᾀ1,ὼ1 , ί2 = ᾀ2,ὼ2 , é, ίό= ᾀό,ὼό, é, 

ί|Ὓ| = ᾀȿὛȿ,ὼȿὛȿ. Onde ᾀό é o vector de valores objectivos não dominados e ὼό a 

respectiva solução potencialmente eficiente, ou seja, 

ᾀό= (ᾀ1 ὼ
ό ,ᾀ2 ὼ

ό ,ȣ,ᾀὭὼ
ό ,ᾀά ὼ

ό )  e ὼό= (ὼ1
ό,ὼ2

ό,ȣ,ὼὮ
ό,ὼὲ

ό) (ὼὮ
ό  ɴ {0,1}ὲ), para 

todo Ὥ ᶰ 1,2,ȣ,ά , Ὦ ᶰ 1,2,ȣ,ὲ e ό= 1,2,ȣ,ȿὛȿ. 
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 Abaixo, apresenta-se o pseudo-código do algoritmo ACO aplicado ao PMM-1/PMM-2 e 

seguidamente a descrição pormenorizada de cada um dos procedimentos principais. 

Algoritmo 3.1: Método ACO 

(1) BEGIN 

(2) †Ὦ
Ὥᴺ†άὥὼ {Inicialização da matriz de feromonas}; 

(3) ὛN  ɲ{Lista que armazena todas soluções potencialmente não dominadas / eficientes}; 

(4) Gerar a população de formigas ὃ; 

(5) REPEAT 

(6)      FOR (Ὧ= 1) TO |ὃ| DO 

(7)  BEGIN 

(8)         ὪὭN  Seleccionar aleatoriamente (Ὂ); 

(9)          ίὯᴺ  ɲ   {Lista que armazena a solução encontrada pela formiga Ὧ};  

(10)         ὅὥὲὨ ᴺ 1,2,ȣ. ,Ὦ,ȣ. ,ὲ {Lista de itens candidatos à solução ίὯ}; 

(11)         WHILE (ὅὥὲὨ ‰) DO 

(12)             ὮN  Seleccionar aleatoriamente (ὅὥὲὨ);  

(13)             ίὯᴺίὯ {᷾Ὦ} {i.e., ὼὮ
Ὧ= 1, se não violar ὡ ou ὡὭ, caso contrario, ὼὮ

Ὧ= 0}; 

(14)             Actualizar ὅὥὲὨ {Remover Ὦ previamente seleccionado}; 

(15)          END WHILE 

(16)  END 

(17)      END FOR 

(18)      FOR (Ὥ =1) TO ά  DO 

(19)  FOR (Ὦ =1) TO ὲ  DO 

(20)          †Ὦ
Ὥᴺ 1 ”†Ὦ

Ὥ  {Evaporação de feromonas}; 

(21)          †Ὦ
Ὥᴺ †Ὦ

Ὥ+ Ў†Ὦ
Ὥ  {Ὦ pertencente a ίὯ com maior valor de ᾀὭ}; 

(22)           IF (†Ὦ
Ὥ< †άὭὲ  ) THEN 

(23)     †Ὦ
Ὥᴺ†άὭὲ; 

(24)           END IF 

(25)          IF (†Ὦ
Ὥ> †άὥὼ) THEN 

(26)    †Ὦ
Ὥᴺ†άὥὼ; 

(27)          END IF 

(28)  END FOR 

(29)      END FOR 

(30)      Ὓ ᴺὛ ẕ ίὯ
|ὃ|
Ὧ= 1  {ίὯ potencialmente não dominada \ eficiente}; 

(31) UNTIL (Completar o número máximo de ciclos ou tempo limite de execução) 

(32) END 

 

a) Inicialização das Variáveis do Problema 

O primeiro procedimento do algoritmo ACO consiste na inicialização das variáveis do problema 

e a definição dos parâmetros do algoritmo, ou seja, em primeiro lugar definem-se: os limites 

para as quantidades de feromonas (†άὭὲ e †άὥὼ); a taxa de evaporação ”; os parâmetros de 

controlo da influência de feromonas e da informação heurística ( e ); o número de iterações 

(ciclos) e/ou o tempo máximo requerido para a execução do algoritmo. Em segundo lugar, 

inicializa-se a matriz de feromonas, isto é, coloca-se †Ὦ
Ὥᴺ†άὥὼ para todo Ὥɴ {1,2,ȣ,ά} e 

Ὦɴ {1,2,ȣ,ὲ}; e por fim, inicializa-se a lista que armazena todas as soluções potencialmente 

não dominadas / eficientes Ὓ. 
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b) Selecção de Itens 

Após a inicialização das variáveis do problema dá-se início ao procedimento da construção de 

soluções. Para isso, cada formiga Ὧ ᶰ 1,2,ȣ,ȿὃ|} selecciona um conjunto de itens e adiciona-

os à restrição (ou restrições, no caso de um PMM-2) seguindo os seguintes passos: 

1) Escolha aleatória de um critério ὪὭɴ Ὢ1,Ὢ2,ȣ,Ὢά , e, com base neste seleccionam-

se os itens mais atractivos; 

2) Inicialização da lista ίὯ (ίὯᴺ  ɲ ); 

3) Inicialização da lista de objectos candidatos (ὅὥὲὨ), isto é, adiciona-se à lista ὅὥὲὨ 

todos itens candidatos a solução a ίὯ; 

4) Da lista ὅὥὲὨ, cada formiga Ὧ escolhe os itens mais atractivos e adiciona-os à sua 

lista ίὯ, respeitando as restrições impostas, isto é, para cada ὼὯᶰίὯ coloca-se 

ὼὮ
Ὧ= 1, se В ύὮὮɴίὯ ὡ (PMM-1) ou В ύὮ

Ὥ
ὮɴίὯ ὡὭ (PMM-2), e, ὼὮ

Ὧ= 0, caso 

contrário. Um objecto Ὦɴ ὅὥὲὨ  é seleccionado aleatoriamente com base na 

expressão (Alaya et al., 2007): 

ὴὮ=  
(†Ὦ
Ὥ)z (–Ὦ

Ὥ)

В (†ώ
Ὥ)z (–ώ

Ὥ) ᶅώ ɴ  ὅὥὲὨ 
     (3.6) 

    0 < ὴὮ 1; †Ὦ
Ὥ,–Ὦ
Ὥ> 0;  , 0     (3.7) 

em que –Ὦ
Ὥ é definida através das equações (3.4) e (3.5) para o PMM-1 e PMM-2, 

respectivamente; 

5) Actualização da lista ὅὥὲὨ, removendo os itens seleccionados no passo 4; 

6) Enquanto a lista ὅὥὲὨ não for vazia, repetem-se os passos 4 à 5. 

Este procedimento termina quando todas as formigas Ὧ ᶰ 1,2,ȣ,ȿὃ|} tiverem completado as 

respectivas soluções ίὯ. 

c) Actualização das Estruturas de Feromonas 

Uma vez completadas as soluções ίὯ (Ὧ {ɴ1,2,ȣ, |ὃ|}), segue-se a actualização de 

feromonas presentes em cada item Ὦɴ {1,2,ȣ,ὲ}. Para isso, em primeiro lugar, faz-se a 

simulação da evaporação de feromonas, e, de seguida, escolhem-se as ά melhores soluções 

para cada um dos critérios Ὥɴ {1,2,ȣ,ά} optimizados, ou seja, dentro do conjunto de todas 

soluções ẕ ίὯ
|ὃ|
Ὧ= 1  encontradas em cada ciclo, escolhem-se as soluções ίὯ que apresentam 

melhores desempenhos (valores de função objectivo) em cada um dos critérios Ὥɴ {1,2,ȣ,ά}, 

e, a seguir acrescenta-se uma certa quantidade de feromonas em cada um dos itens 

pertencentes as estas soluções. Por outras palavras, o procedimento da actualização 

(evaporação e acréscimo) de feromonas presentes em cada item Ὦɴ {1,2,ȣ,ὲ} segue os 

seguintes passos: 

1) Para cada estrutura de feromonas †Ὥ, processa-se a evaporação de feromonas 

associadas a cada item Ὦ aplicando-se a equação †Ὦ
Ὥᴺ 1 ” †Ὦ

Ὥ, para todo 

Ὥ ᶰ 1,2,ȣ,ά  e Ὦ ᶰ 1,2,ȣ,ὲ, onde, a taxa de evaporação ” deve satisfazer a 

condição 0 ” 1 (Alaya et al., 2007); 
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2) Para cada estrutura de feromonas †Ὥ, actualizam-se as feromonas associadas a 

cada item Ὦ, aplicando-se a expressão †Ὦ
Ὥᴺ †Ὦ

Ὥ+ Ў†Ὦ
Ὥ, para todo Ὥ ᶰ 1,2,ȣ,ά  e 

Ὦ ᶰ 1,2,ȣ,ὲ, onde, a taxa de actualização Ў†Ὦ
Ὥ (i.e., a quantidade de feromonas a 

ser depositada num item Ὦ), é calculada através da expressão (Alaya et al., 2007): 

     Ў†Ὦ
Ὥ=  

1

(1+ᾀὭ
ᴂ  ᾀὭ

ᴂᴂ)
      (3.8) 

     0 < Ў†Ὦ
Ὥ 1       (3.9) 

onde, ᾀὭ
ᴂᴂ é o maior lucro (valor de função objectivo) alcançado no critério Ὥ num 

ciclo, e, ᾀὭ
ᴂ é o maior valor alcançado no critério Ὥ em todos os ciclos; 

3) Após a evaporação e acréscimo de feromonas, verifica-se se os limites †άὥὼ e †άὭὲ 

não foram excedidos, isto é, para todo Ὥ ᶰ 1,2,ȣ,ά  e Ὦ ᶰ 1,2,ȣ,ὲ, verifica-se 

se †άὭὲ †Ὦ
Ὥ †άὥὼ. Se †Ὦ

Ὥ< †άὭὲ coloca-se †Ὦ
Ὥ= †άὭὲ, e, se †Ὦ

Ὥ< †άὥὼ coloca-se 

†Ὦ
Ὥ= †άὥὼ. 

 

d) Condição de Paragem do Algoritmo 

O algoritmo termina quando é satisfeita a condição de paragem, mais precisamente, quando é 

atingido o número máximo de ciclos pretendidos e/ou o tempo limite de execução (ou uma 

outra condição). A seguir são apresentadas todas soluções potencialmente não dominadas / 

eficientes armazenam na lista Ὓ. 

 

3.2 Metaheurística da Pesquisa por Dispersão 

A Metaheurística Pesquisa por Dispersão (do inglês Scatter Search - SS) é um método 

evolucionário (isto é, um método baseado em populações) que obtém novas soluções através 

da combinação de um conjunto de soluções. O método foi formalmente introduzido por Glover 

(1977) num estudo heurístico para a resolução de problemas de programação linear inteira. 

Recentes aplicações deste método têm mostrado resultados satisfatórios em diversas 

aplicações (consultar o capítulo introdutório). 

 Analogamente a outros métodos evolucionários, o método da pesquisa por dispersão 

opera sobre uma população de soluções e utiliza procedimentos heurísticos de combinação 

que permitem a obtenção de novas soluções. Contrariamente aos outros métodos 

evolucionários, não utiliza abordagens baseadas em selecções aleatórias para obtenção de 

novas soluções (que é o caso do método ACO e algoritmos genéticos), limitando o uso da 

aleatoriedade a procedimentos de diversificação. 

 Para combinar as soluções, o método SS explora regiões pré-seleccionadas da região 

admissível, operando sobre conjuntos de soluções designados Conjuntos de Referências, que, 

geralmente, são compostos pelas ñmelhoresò solu»es de uma população/amostra. 

Normalmente o conceito de ñmelhoresò solu»es refere-se as soluções de ñqualidadeò e 

diversas, ou seja, solu»es de maior valor de fun»es objectivo e ñdiferentesò. No nosso caso, 
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tratando-se de problemas com vários critérios (PMM-1/PMM-2), o conceito de ñmelhoresò, 

apenas leva em consideração a diversidade das soluções (conforme se poderá observar mais 

adiante).  

 

3.2.1 Descrição Geral do Método 

A metaheurística SS é basicamente composta por 5 etapas (ou métodos) que a seguir 

passamos a descrever de forma resumida, e, mais adiante (na secção 3.2.2) explicaremos 

cada uma das etapas no contexto de uma metaheurística desenvolvida para ser combinada 

com o Algoritmo 3.1. De acordo com Glover (1998), o método SS consiste de seguintes etapas: 

1) Método de geração de soluções diversas - consiste em gerar o conjunto inicial de 

soluções, isto é, amostra/população inicial. Este método deve gerar soluções distantes 

entre si de forma a garantir a diversidade. 

2) Método de melhoria - nesta etapa aplicam-se técnicas de pesquisa local para a 

melhoria das soluções encontradas na etapa 1, mais precisamente, no caso de uma 

solução não admissível, o método transforma-a numa solução admissível, e, no caso 

de uma solução admissível, o método tenta melhorá-la, aplicando uma heurística de 

melhoria de soluções. 

3) Método de criação e actualização do conjunto de referência - consiste em criar um 

conjunto composto pelas ñmelhoresò solu»es da amostra principal, onde, o conceito de 

ñmelhoresò solu»es corresponde ¨ diversidade e à qualidade das soluções desta 

amostra. Por outras palavras, de uma amostra principal, extraem-se as soluções que 

apresentam o melhor desempenho em termos do valor da função objectivo e de 

diversidade, e, com estes se formam o conjunto de referência, isto é, o conjunto de 

soluções que serão combinadas para obtenção de novas soluções. A actualização do 

conjunto de referência ocorre quando são encontradas novas soluções que satisfazem 

os requisitos necessários para sua inserção neste conjunto, e, dependendo da maneira 

como esta é efectuada, a actualização pode ser de natureza estática ou dinâmica. 

Durante o processo de busca, o tamanho do conjunto de referência (cerca de 10 a 20 

elementos) permanece constante, no entanto, a qualidade das soluções contidas neste 

melhora. 

4) Método de geração de subconjuntos - divide o conjunto de referência em 

subconjuntos de soluções que serão utilizados pelo método da combinação;  

5) Método de combinação das soluções - este método combina as soluções dos 

subconjuntos criados na etapa anterior para obtenção novas soluções, e, em caso de 

necessidade, poderá ser necessário a aplicação do método de melhoria, para 

aumentar a qualidade das novas soluções.  

  

 As soluções resultantes poderão ser imediatamente inseridas no conjunto de referência 

(actualização dinâmica) ou armazenadas temporariamente em uma lista, até que sejam 
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realizadas todas as combinações, e, a partir daí proceder-se à sua inserção no conjunto de 

referência (actualização estática).  

 Um conjunto de referência poderá ter o aspecto semelhante ao exemplo apresentado na 

Figura 3.2 (para um problema bicritério), onde, as soluções A, B e C (circunferências azuis) 

formam o conjunto de referência inicial. Após combinação das soluções A e B, obtém-se, por 

exemplo, a solução 1, e, de igual modo, após a combinação das soluções de referência inicias 

com novas soluções obtidas, obtêm-se as soluções 2, 3 e 4 (extraído de Laguna, 1999). 

 A Figura 3.3 mostra um esquema/fluxograma básico das 5 etapas principais da 

metaheurística SS aplicado a um POC genérico. 

 

Figura 3.2 - Combinação de soluções de um conjunto de referência 

(adaptado de Laguna, 1999) 



31 
 

 

Figura 3.3 - Fluxograma básico das etapas do método da pesquisa por dispersão 

 

3.2.2 Aplicação aos Problemas da Mochila Multicritério 

O método SS implementado nesta dissertação resulta duma adaptação do método SS proposto 

em Gomes da Silva et al. (2006). O novo método consiste numa generalização do método SS 

aplicado a um PM bicritério para um PM multicritério, que por sua vez, é combinado com 

método ACO descrito anteriormente. O objectivo é melhorar a performance do referido 

algoritmo (ACO), por intermédio da combinação deste com o método SS. Por outras, pretende-

se utilizar o algoritmo ACO para gerar um conjunto de soluções potencialmente não dominadas 

/ eficientes que deverá ser utilizado como população inicial do método SS, e, através deste, 

obter-se um melhor desempenho (isto é, um conjunto de soluções potencialmente não 

dominado maior, mais diversificado e mais próximo da fronteira de Pareto).  

 Existem poucas publicações sobre a aplicação deste método aos PMs, os trabalhos mais 

recentes sobre este tema poderão ser encontrados em Gomes da Silva et al. (2004), Gomes da 

Silva et al. (2006) e Gomes da Silva et al. (2007), onde, o método SS é aplicado apenas aos 

PMs bicritério. Portanto, do nosso conhecimento, será a primeira vez que este método é 

aplicado a um PM multicritério. 

 O método SS aplicado ao PMM-1 e PMM-2 que se propõe nesta dissertação está 

organizado de acordo com a estrutura usual do método SS descrito na secção anterior (3.2.1), 

com, algumas modificações que descrevemos a seguir. Para isso, consideremos a seguinte 

notação: 

¶ Ὑ - conjunto de referência, isto é,  conjunto de todas soluções que serão 

combinados para obtenção de novas soluções, em que Ὑ= Ὑ1,Ὑ2,ȣ,Ὑὶ,ȣ,ὙȿὙȿ, 
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sendo Ὑ1 = ᾀ1,ὼ1 , Ὑ2 = ᾀ2,ὼ2 , é, Ὑὶ= ᾀὶ,ὼὶ, é, Ὑ|Ὑ| = ᾀȿὙȿ,ὼȿὙȿ. Onde ᾀὶ é o 

vector de valores objectivos potencialmente não dominados e ὼὶ a respectiva 

solução eficiente, ou seja, ᾀὶ= (ᾀ1 ὼ
ὶ ,ᾀ2 ὼ

ὶ ,ȣ,ᾀὭὼ
ὶ ,ȣ,ᾀά ὼ

ὶ )  e ὼὶ=

(ὼ1
ὶ,ὼ2
ὶ,ȣ,ὼὮ

ὶ,ȣ,ὼὲ
ὶ)  (ὼὮ

ὶ  ɴ {0,1}ὲ), para todo Ὥ ᶰ 1,2,ȣ,ά , Ὦ ᶰ 1,2,ȣ,ὲ e 

ὶ= 1,2,ȣ,ȿὙȿ; 

¶ Ὕὥὦό - lista que armazena todas soluções de Ὑ previamente combinadas. 

 

1. Método de Geração de Soluções Diversas 

Conforme referido anteriormente, este método consiste em criar a população inicial do método 

SS, para o nosso caso, utilizaremos o algoritmo ACO implementado na 3.1.4, como método de 

geração de soluções diversas. Assim, o conjunto soluções diversas, isto é, a 

população/amostra inicial, será composta pelo conjunto de soluções potencialmente não 

dominadas / eficientes obtidas através do método ACO.  

2. Método de Melhoria 

Dado que, as soluções geradas através do método ACO são potencialmente não dominadas / 

eficientes e tendo em conta os resultados experimentais apresentados em Alaya et al. (2007), 

os quais, revelam bons desempenhos quando comparados com alguns algoritmos da literatura. 

Então, para a economia do tempo de execução, o método de melhoria será aplicado 

unicamente às soluções geradas através do método de combinação, mais precisamente, será 

incorporado no método de combinação. Neste caso, o método de melhoria consistirá na 

aplicação de uma heurística de melhoria local de soluções, que por sua vez, consistirá na 

identificação dos itens de menor eficiência (relação lucro/custo), e, na substituição destes por 

outros de maior eficiência (Gomes da Silva et al., 2006). 

3. Método de Geração e Actualização do Conjunto de Referência 

De acordo com Gomes da Silva et al. (2006), geralmente, a construção do conjunto de 

referência Ὑ leva em consideração todas as soluções obtidas nas etapas anteriores. No nosso 

caso, o conjunto de soluções potencialmente não dominados / eficientes Ὓ gerado através do 

método ACO. Dado que, este conjunto pode tornar-se muito maior depois de algumas 

iterações, torna-se necessário fazer uma escolha selectiva, isto é, decidir que soluções de Ὓ 

devem ser incluídas no conjunto Ὑ.  

 Normalmente, o critério de selecção tem a ver com a qualidade e diversidade das 

soluções contidas em Ὓ. No entanto, para o caso multicritério, não é possível fazer-se uma 

distinção, a priori, sobre a qualidade de qualquer solução, então, o critério de selecção das 

soluções candidatos ao conjunto de referência basear-se-á apenas na diversidade destas.  

 A ideia consiste em seleccionar soluções diversificadas, ou seja, soluções que não sejam 

muito próximas ou muito distantes no espaço dos objectivos, para garantir a possibilidade de 

obtenção de novas soluções após a aplicação do método de combinação. Assim, cada solução 

ίόᶰὛ é ordenada (por ordem crescente) segundo o valor de dissimilaridades (diferenças) 

definidas da seguinte maneira (Gomes da Silva et al., 2006): 
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  Ὠό
ὶὩὪ

= ίὶὩὪ ίό = В ὼὮ
ὶὩὪ

ὼὮ
όὲ

Ὦ= 1 , ό= 1,2,ȣ, |Ὓ|   (3.10) 

onde ίὶὩὪ é a solução de referência, ou seja, a solução a partir da qual são calculadas os 

valores de dissimilaridades das restantes soluções de Ὓ, a qual, corresponde a solução com o 

maior valor de В ᾀὭὼ
όά

Ὥ= 1 , para ό= 1,2,ȣ, |Ὓ|.  

 Após a ordenação, o conjunto Ὓ é dividido em grupos com aproximadamente iguais 

número de elementos, onde, os elementos médios de cada grupo são seleccionados para 

formar o conjunto Ὑ, cuja, dimensão máxima é de 20 elementos (Gomes da Silva et al., 2006). 

4. Método de Selecção dos Subconjuntos 

Os subconjuntos de Ὑ definem as soluções que devem ser combinadas para obtenção de 

novas soluções. Dado que, o método de combinação baseia-se na exploração das diferenças 

entre duas soluções, então, não se podem combinar soluções muito diferentes dentro do 

conjunto de referência. Assim, os subconjuntos serão compostos pelos pares consecutivos de 

soluções do conjunto Ὑ, resultando em ȿὙȿ 1 combinações (Gomes da Silva et al., 2006).  

 Para se evitar uma combinação repetitiva de soluções, cria-se uma lista tabu, na qual, se 

armazenam todos os pares de combinações previamente efectuadas. Assim, um subconjunto 

será candidato ao procedimento de combinação, se e só se, os elementos deste não fizerem 

parte da referida lista. 

5. Método de Combinação 

Dada uma solução potencialmente eficiente ὼ ᶰὢ, segundo Gomes da Silva et al. (2006), 

variando apenas uma pequena quantidade de objectos pertencentes a esta solução, é possível 

obter-se uma outra solução potencialmente eficiente ώ ᶰὢ. O método de combinação utiliza 

esta propriedade para criar caminhos entre as soluções de um subconjunto.  

 Seja ί0 = ᾀ0,ὼ0  e ί1 = ᾀ1,ὼ1  duas soluções de um subconjunto; segundo a 

nomenclatura de Glover (1999), ί0 é denominado por solução inicial (initiating solution) e ί1 é 

denominado por solução orientadora (guiding solution). A solução orientadora é utilizada para 

identificar as variáveis de decisão cujos valores devem ser alterados na solução inicial para 

torná-la igual a solução orientadora, ou seja, a partir da solução ί0 obtêm-se novas soluções 

inserindo nesta as características/propriedades de ί1. Para isto, procede-se da seguinte 

maneira: 

1) Identificam-se as variáveis de decisão cujos valores diferem nas duas soluções (ί0 

e ί1), isto é, identificam-se os itens que devem ser removidos da solução inicial ί0, 

mais precisamente, itens com ὼὮ
0 = 1 para todo Ὦ ᶰ 1,2,ȣ,ὲ, e, os itens que 

devem ser inseridos em ί0, mais precisamente, itens com ὼὮ
0 = 0 para todo Ὦ ᶰ

1,2,ȣ,ὲ; 

2) Após a identificação dos itens que devem ser removidos e inseridos na solução 

inicial, procede-se a ordenação destes itens. Por outras palavras, os itens que 

devem ser removidos são organizados por ordem crescentes de eficiências e os 

itens que devem ser inseridos são organizados por ordem decrescente de 
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eficiências, permitindo, assim, a remoção dos itens com menor eficiência e a 

inserção dos itens com maior eficiência. Estas eficiências são definidas através das 

seguintes expressões (respectivamente, para um PMM-1 e PMM-2): 

   –Ὦ
Ὥ= άὥὼὭ= 1

ά ὧὮ
Ὥ

ύὮ
      (3.11) 

   –Ὦ
Ὥ= άὥὼὭ= 1

ά ὧὮ
Ὥ

ύὮ
Ὥ     (3.12) 

3) Uma vez, identificados e organizados os itens candidatos a remoção e inserção na 

solução inicial, então, dá-se início ao processo da combinação e obtenção de novas 

soluções, ou seja, dá-se início ao processo da remoção dos itens de menor 

eficiência e inserção dos itens de maior eficiência na solução ί0, respeitando as 

restrições impostas (ὡ no caso do PMM-1, e ὡὭ no caso do PMM-2). 

 A aplicação do método da combinação poderá dar resultado a novas soluções 

potencialmente não dominadas / eficientes, soluções dominadas / não eficientes, ou, até 

mesmo originar soluções não dominados / eficientes que poderão dominar qualquer uma das 

solu»es ñprogenitorasò (ί0 e ί1) e/ou dominar outras soluções pertencentes ao conjunto Ὓ. A 

exploração do espaço das decisões é limitada, dado que, só é possível a remover e inserir um 

único item de cada vez, portanto, apenas uma pequena vizinhança de ί0 é analisada. 

 Uma vez que, o caminho entre ί0 e ί1 é diferente do caminho entre ί1 e ί0, então, as 

soluções são trocadas, e, mais uma vez o procedimento da combinação é aplicado, passando 

então, ί1 a ser solução inicial, e, ί0 a solução orientadora.  

 O Algoritmo 3.2 corresponde ao pseudo-código do método de combinação que mais a 

frente será utilizado no pseudo-código do método SS. Note-se que, este algoritmo tem como 

variáveis de entrada duas soluções de um subconjunto (ί0 e ί1), e como varáveis de saída, o 

resultado da combinação destas soluções, que por sua vez, é armazenado numa lista auxiliar 

¢. 
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Algoritmo 3.2: Método de combinação (▼, ▼) 

(1) BEGIN 

(2) Ὕ1
0 ᴺ Ὦ: ὼὮ

0 ὼὮ
1,ὼὮ

0 = 1  {Lista de itens que devem ser removidos de ὼ0}; 

(3) Ὕ0
0 ᴺ Ὦ: ὼὮ

0 ὼὮ
1,ὼὮ

0 = 0  {Lista de itens que devem ser inseridos em ὼ0}; 

(4) Ordenar Ὕ1
0 por ordem crescente de eficiências; 

(5) Ordenar Ὕ0
0 por ordem decrescente de eficiências; 

(6) ίᶻᴺ { }ɲ {Lista auxiliar que armazena uma cópia da solução inicial ί0}; 

(7) ¢N { }ɲ {Lista que armazena todas soluções resultantes da combinação de ί0 e ί1}; 

(8) FOR (ὰ= 1) TO |Ὕ1
0| DO 

(9)  ίᶻᴺί0 {copiar ί0 para ίᶻ}; 

(10)  ὸᴂ  N {elemento ὰ da lista Ὕ1
0}; 

(11)  Remover o item Ὦ= ὸᴂ  da solução ίᶻ {i.e., ὼὮ
ᶻ= 0}; 

(12)  FOR (ή= 1) TO |Ὕ0
0| DO 

(13)   ὸᴂᴂ  N{Elemento ή da lista Ὕ0
0}; 

(14)   Inserir o item Ὦ= ὸᴂᴂ  na solução ίᶻ {i.e., ὼὮ
ᶻ= 1, se não violar ὡ ou ὡὭ}; 

(15)  END FOR 

(16)  ¢N  ¢ ᷾ίᶻ; 

(17)  ίᶻᴺ { }ɲ {Reinicialização de ίᶻ}; 

(18) END FOR 

(19) END 

 

3.2.3 Descrição do Algoritmo SS Aplicado aos Problemas da Mochila 

Multicritério 

O algoritmo SS, para a resolução do PMM-1 e PMM-2 que se propõe nesta dissertação, segue 

os seguintes procedimentos principais: 

1) Definição dos parâmetros e inicialização das varáveis problema; 

2) Obtenção da população inicial através do algoritmo ACO; 

3) Definição e actualização do conjunto de referência, definição dos subconjuntos e 

aplicação do método de combinação para a obtenção de novas soluções; 

4) Actualização da lista que armazena todas as soluções finais; 

5) Apresentação dos resultados finais. 
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 Abaixo, apresentamos o pseudo-código do algoritmo SS aplicado ao PMM-1/PMM-2, bem 

como, a descrição pormenorizada de cada um dos procedimentos principais. 

Algoritmo 3.3: Método SS 

(1) BEGIN 

(2) ὛN  ɲ{Lista / Conjunto de soluções potencialmente não dominadas / eficientes}; 

(3) ¢N { }ɲ {Lista que armazena todas soluções resultantes do método de combinação}; 

(4) Ὕὥὦόᴺ  ɲ {Lista tabu, i.e., lista que armazena combinações previamente efectuadas}; 

(5) Ὓ  Nobter o conjunto potencialmente não dominado / eficiente (Algoritmo ACO); 

(6) REPEAT  

(7)  Ὑ ᴺ  ɲ{Inicialização do conjunto de referência}; 

(8)  ίὶὩὪ  NEncontrar ίό com maior valor de В ᾀὭὼ
όά

Ὥ= 1  (╢) {Solução de referência}; 

(9)  FOR (ό= 1) TO |Ὓ| DO 

(10)   Ὠό
ὶὩὪ
ᴺВ ὼὮ

ὶὩὪ
ὼὮ
όὲ

Ὦ= 1  {Valor de dissimilaridade}; 

(11)  END FOR  

(12)  Ordenar Ὓ por ordem crescente de dissimilaridades; 

(13)  Ὑ ᴺ  Ὑ ẕ ίό
|S|
ό= 1  {Adicionar ίό candidatos ao conjunto de referência}; 

(14)  FOR (ὶ= 1) TO (ȿὙȿ 1) DO 

(15)   IF ({Ὑὶ,Ὑὶ+ 1}  ɵὝὥὦό) THEN 

(16)    ¢N ¢᷾ {Método de combinação (Ὑὶ, Ὑὶ+ 1)};  

(17)    ¢N ¢᷾ {Método de combinação (Ὑὶ+ 1, Ὑὶ)}; 

(18)    ὝὥὦόᴺὝὥὦό᷾  {Ὑὶ,Ὑὶ+ 1} {Actualizar a lista tabu}; 

(19)    Ὓ ᴺὛ᷾ ¢ {Adicionar ¢ não dominados / eficientes}; 

(20)   END IF 

(21)  END FOR 

(22) UNTIL (Completar o número máximo de ciclos ou tempo limite de execução) 

(23) END 

 

a) Inicialização das Variáveis do Problema 

Tal como no algoritmo ACO, o primeiro procedimento do algoritmo SS também consiste na 

inicialização das variáveis do problema e definição dos parâmetros do algoritmo, ou seja: 

definição do número de iterações ou ciclos e/ou o tempo máximo de requerido para executar o 

algoritmo SS; definição do tamanho máximo do conjunto de referência |Ὑ|; inicialização da lista 

que armazena todas as soluções potencialmente não dominadas / eficientes, obtidas através 

do método ACO e calculadas durante a execução do algoritmo SS; e por fim, inicialização da 

lista Ὕὥὦό, isto é, a lista que guarda todas as combinações previamente efectuadas. 

 

b) Obtenção do Conjunto Potencialmente Não Dominado / Eficiente 

Após a inicialização e definição das varáveis do problema executa-se o algoritmo ACO 

(Algoritmo 3.1) para obtenção da população inicial, isto é, o conjunto de soluções 

potencialmente não dominadas, o qual, é guardado na lista Ὓ. 
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c) Definição do Conjunto de Referência 

Uma vez, obtidas as soluções potencialmente não dominadas / eficientes, dá-se início ao 

procedimento da construção do conjunto de referência, que por sua vez, deverá conter no 

máximo o número de elementos previamente definido no primeiro procedimento. Para isso, 

segue-se os seguintes passos: 

1) Inicialização da lista Ὑ, isto é, Ὑᴺ ;ɲ 

2) Da lista Ὓ selecciona-se a solução com maior valor da soma de objectivos, ou seja, 

selecciona-se ίόᶰὛ, tal que В ᾀὭὼ
όά

Ὥ= 1  (solução de referência ou ίὶὩὪ) para todo 

Ὥ ᶰ 1,2,ȣ,ά  e ό ᶰ 1,2,ȣ, |Ὓ| ; 

3) Após a identificação de ίὶὩὪ, calculam-se as distâncias das restantes soluções em 

relação a esta, isto é, calculam-se as diferenças ou dissimilaridades, através da 

expressão (3.10); 

4) Ordenam-se os elementos de Ὓ segundo a ordem crescentes dos valores de 

dissimilaridades calculadas no passo anterior; 

5) De acordo com valor de |Ὑ| previamente definido, seleccionam-se os elementos 

de Ὓ segundo os valores de dissimilaridades, de maneira a construir um conjunto de 

referência diversificada, garantido assim, a possibilidade de obtenção de novas 

soluções (Gomes da Silva et al., 2006). 

 

d) Obtenção de Novas Soluções 

Dado que os subconjuntos são formados pelos pares consecutivos de soluções do conjunto de 

referência, então, percorre-se o conjunto de referência aplicando o método de combinação aos 

pares consecutivos de soluções deste. Por outras palavras, para obtenção de novas soluções, 

percorre-se o conjunto Ὑ, executando os seguintes passos: 

1) Seleccionar um par consecutivo de soluções do conjunto Ὑ e verificar se este não 

faz parte da lista Ὕὥὦό; 

2) Se o resultado da avaliação efectuada no passo 1 for sim, então, aplica-se o método 

da combinação (Algoritmo 3.2) nos dois sentidos (isto é, invertendo os papéis de 

cada solução do par seleccionado), e, actualiza-se a lista Ὕὥὦό, adicionando-se 

nesta, o par seleccionado, isto é, o par previamente utilizado no método de 

combinação; 

3) Se o resultado da avaliação efectuada no passo 1 for não, então, é porque, o par de 

soluções seleccionado já foi utilizado no método de combinação, e, assim sendo, 

avança-se para o próximo par; 

4) Os passos de 1 à 4 são repetidos ȿὙȿ 1 vezes. 

 

e) Condição de Paragem do Algoritmo 

O algoritmo termina quando é satisfeita a condição de paragem, isto é, quando é atingido o 

número máximo de ciclos pretendidos e/ou o tempo limite de execução (ou uma outra 
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condição). Seguidamente são apresentadas todas soluções potencialmente não dominadas / 

eficientes, armazenas na lista Ὓ. 

 

3.3 Estratégias de Combinação ACO e SS 

Nas secções anteriores (3.1 e 3.2) foram apresentados dois algoritmos aplicados aos 

problemas de mochila (PMM-1 e PMM-2), onde o segundo algoritmo (SS) é executado 

somente depois do primeiro (ACO). 

 Para além deste tipo de combinação, ainda podem ser consideradas outras formas de 

combinar os dois métodos, como por exemplo, a combinação SS-ACO, em que, primeiramente, 

se executa o método SS e só depois é que se executa o método ACO. No entanto, esta 

combinação implicaria a implementação de um novo método de geração de soluções diversas, 

já que o método ACO seria executado depois do SS. Pelo que, propomos, então, as seguintes 

estratégias/alternativas: 

a) Combinação ACO-SS1 (Algoritmo 3.4) - esta combinação corresponde às 

implementações já efectuadas nas secções precedentes. Neste caso, os dois 

métodos são implementados em ciclos separados, ou seja, o algoritmo tem dois 

ciclos: no primeiro implementa-se o método ACO e no segundo o método SS. O 

objectivo é utilizar o método SS para melhorar a performance do algoritmo ACO. 

b) Combinação ACO-SS2 (Algoritmo 3.5) - neste caso, os dois métodos são 

implementados num ciclo comum, mais precisamente, o método SS (Algoritmo 3.3) 

é incorporado dentro do ciclo ACO (Algoritmo 3.1). A ideia é utilizar os dois métodos 

para a melhoria recíproca dos resultados produzidos individualmente. Por outras 

palavras, em primeiro lugar implementa-se o método ACO e em cada ciclo deste 

executa-se o algoritmo SS, ou seja, após a construção das soluções por todas as 

formigas da colónia (num determinado ciclo) utiliza-se o método SS para melhorar 

ou encontrar novas soluções. Assim, as novas soluções encontradas serão utilizada 

para dar novas ñpistasò as formigas, nos ciclos subsequentes, permitindo assim, a 

possibilidade destas encontrar outras (boas) soluções através do método ACO. 

c) Combinação ACO-SS3 (Algoritmo 3.6) - corresponde a uma extensão da 

combinação ACO-SS2 (Algoritmo 3.5), ou seja, após a combinação ACO-SS2, 

torna-se a aplicar o método SS (Algoritmo 3.3). Apesar de se saber de antemão que 

esta extensão poderá resultar num maior consumo de recursos computacionais 

(tempo e memória), ainda assim, é uma alternativa plausível, uma vez que, aumenta 

a possibilidade de se obter novas soluções. 

 É de salientar que, as três alternativas permitem o cálculo tanto das soluções 

potencialmente não dominadas / eficientes suportadas como as não suportadas.  

 A seguir, apresentam-se os pseudo-códigos dos algoritmos correspondentes às 3 

estratégias/alternativas de combinação do método ACO-SS. No próximo capítulo, faz-se a 

comparação dos três algoritmos, cada um, aplicado ao PMM-1/PMM-2. A seguir, faz-se a 
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comparação dos algoritmos correspondentes às melhores estratégias com outros algoritmos 

propostos na literatura. 

Algoritmo 3.4: Combinação ACO-SS1 

(1) BEGIN 

(2) †Ὦ
Ὥᴺ†άὥὼ {Inicialização da matriz de feromonas}; 

(3) ὛN  ɲ{Lista que armazena todas soluções potencialmente não dominadas \ eficientes}; 

(4) Gerar a população de formigas ὃ; 

(5) REPEAT 

(6)      FOR (Ὧ= 1) TO |ὃ| DO 

(7)  BEGIN 

(8)         ὪὭN  Seleccionar aleatoriamente (Ὂ); 

(9)          ίὯᴺ  ɲ   {Lista que armazena a solução encontrada pela formiga Ὧ};  

(10)         ὅὥὲὨ ᴺ 1,2,ȣ. ,Ὦ,ȣ. ,ὲ {Lista de itens candidatos à solução ίὯ}; 

(11)         WHILE (ὅὥὲὨ ‰) DO 

(12)             ὮN  Seleccionar aleatoriamente (ὅὥὲὨ);  

(13)             ίὯᴺίὯ {᷾Ὦ} {i.e., ὼὮ
Ὧ= 1, se não violar ὡ ou ὡὭ, caso contrario, ὼὮ

Ὧ= 0}; 

(14)             Actualizar ὅὥὲὨ {Remover Ὦ previamente seleccionado}; 

(15)          END WHILE 

(16)  END 

(17)      END FOR 

(18)      FOR (Ὥ =1) TO ά  DO 

(19)  FOR (Ὦ =1) TO ὲ  DO 

(20)          †Ὦ
Ὥᴺ 1 ”†Ὦ

Ὥ  {Evaporação de feromonas}; 

(21)          †Ὦ
Ὥᴺ †Ὦ

Ὥ+ Ў†Ὦ
Ὥ  {Ὦ pertencente a ίὯ com maior valor de ᾀὭ}; 

(22)           IF (†Ὦ
Ὥ< †άὭὲ  ) THEN 

(23)     †Ὦ
Ὥᴺ†άὭὲ; 

(24)           END IF 

(25)          IF (†Ὦ
Ὥ> †άὥὼ) THEN 

(26)    †Ὦ
Ὥᴺ†άὥὼ; 

(27)          END IF 

(28)  END FOR 

(29)      END FOR 

(30)      Ὓ ᴺὛ ẕ ίὯ
|ὃ|
Ὧ= 1  {ίὯ potencialmente não dominada \ eficiente}; 

(31) UNTIL (Completar o número máximo de ciclos ou tempo limite de execução) 

(32) Aplicar o Método SS {i.e., executar o SS depois de ACO}; 

(33) END 
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Algoritmo 3.5: Combinação ACO-SS2 

(1) BEGIN 

(2) †Ὦ
Ὥᴺ†άὥὼ {Inicialização da matriz de feromonas}; 

(3) ὛN  ɲ{Lista que armazena todas soluções potencialmente não dominadas \ eficientes}; 

(4) Gerar a população de formigas ὃ; 

(5) REPEAT 

(6)      FOR (Ὧ= 1) TO |ὃ| DO 

(7)  BEGIN 

(8)         ὪὭN  Seleccionar aleatoriamente (Ὂ); 

(9)          ίὯᴺ  ɲ   {Lista que armazena a solução encontrada pela formiga Ὧ};  

(10)         ὅὥὲὨ ᴺ 1,2,ȣ. ,Ὦ,ȣ. ,ὲ {Lista de itens candidatos à solução ίὯ}; 

(11)         WHILE (ὅὥὲὨ ‰) DO 

(12)             ὮN  Seleccionar aleatoriamente (ὅὥὲὨ);  

(13)             ίὯᴺίὯ {᷾Ὦ} {i.e., ὼὮ
Ὧ= 1, se não violar ὡ ou ὡὭ, caso contrario, ὼὮ

Ὧ= 0}; 

(14)             Actualizar ὅὥὲὨ {Remover Ὦ previamente seleccionado}; 

(15)          END WHILE 

(16)  END 

(17)      END FOR 

(18)       Aplicar o Método SS {i.e., executar o SS antes da actualização de feromonas}; 

(19)      FOR (Ὥ =1) TO ά  DO 

(20)  FOR (Ὦ =1) TO ὲ  DO 

(21)          †Ὦ
Ὥᴺ 1 ”†Ὦ

Ὥ  {Evaporação de feromonas}; 

(22)          †Ὦ
Ὥᴺ †Ὦ

Ὥ+ Ў†Ὦ
Ὥ  {Ὦ pertencente a ίὯ com maior valor de ᾀὭ}; 

(23)           IF (†Ὦ
Ὥ< †άὭὲ  ) THEN 

(24)     †Ὦ
Ὥᴺ†άὭὲ; 

(25)           END IF 

(26)          IF (†Ὦ
Ὥ> †άὥὼ) THEN 

(27)    †Ὦ
Ὥᴺ†άὥὼ; 

(28)          END IF 

(29)  END FOR 

(30)      END FOR 

(31)      Ὓ ᴺὛ ẕ ίὯ
|ὃ|
Ὧ= 1  {ίὯ potencialmente não dominada \ eficiente}; 

(32) UNTIL (Completar o número máximo de ciclos ou tempo limite de execução) 

(33) END 
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Algoritmo 3.6: Combinação ACO-SS3 

(1) BEGIN 

(2) †Ὦ
Ὥᴺ†άὥὼ {Inicialização da matriz de feromonas}; 

(3) ὛN  ɲ{Lista que armazena todas soluções potencialmente não dominadas \ eficientes}; 

(4) Gerar a população de formigas ὃ; 

(5) REPEAT 

(6)      FOR (Ὧ= 1) TO |ὃ| DO 

(7)  BEGIN 

(8)         ὪὭN  Seleccionar aleatoriamente (Ὂ); 

(9)          ίὯᴺ  ɲ   {Lista que armazena a solução encontrada pela formiga Ὧ};  

(10)         ὅὥὲὨ ᴺ 1,2,ȣ. ,Ὦ,ȣ. ,ὲ {Lista de itens candidatos à solução ίὯ}; 

(11)         WHILE (ὅὥὲὨ ‰) DO 

(12)             ὮN  Seleccionar aleatoriamente (ὅὥὲὨ);  

(13)             ίὯᴺίὯ {᷾Ὦ} {i.e., ὼὮ
Ὧ= 1, se não violar ὡ ou ὡὭ, caso contrario, ὼὮ

Ὧ= 0}; 

(14)             Actualizar ὅὥὲὨ {Remover Ὦ previamente seleccionado}; 

(15)          END WHILE 

(16)  END 

(17)      END FOR 

(18)       Aplicar o Método SS {i.e., executar o SS antes da actualização de feromonas}; 

(19)      FOR (Ὥ =1) TO ά  DO 

(20)  FOR (Ὦ =1) TO ὲ  DO 

(21)          †Ὦ
Ὥᴺ 1 ”†Ὦ

Ὥ  {Evaporação de feromonas}; 

(22)          †Ὦ
Ὥᴺ †Ὦ

Ὥ+ Ў†Ὦ
Ὥ  {Ὦ pertencente a ίὯ com maior valor de ᾀὭ}; 

(23)           IF (†Ὦ
Ὥ< †άὭὲ  ) THEN 

(24)     †Ὦ
Ὥᴺ†άὭὲ; 

(25)           END IF 

(26)          IF (†Ὦ
Ὥ> †άὥὼ) THEN 

(27)    †Ὦ
Ὥᴺ†άὥὼ; 

(28)          END IF 

(29)  END FOR 

(30)      END FOR 

(31)      Ὓ ᴺὛ ẕ ίὯ
|ὃ|
Ὧ= 1  {ίὯ potencialmente não dominada \ eficiente}; 

(32) UNTIL (Completar o número máximo de ciclos ou tempo limite de execução) 

(33) Aplicar o Método SS {i.e., tornar a executar o SS após a execução do ACO+SS}; 

(34) END 
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4. Experiências Computacionais e 
Comentários 

 

 

Este capítulo é dedicado às experiências computacionais realizadas com as três 

variantes/alternativas do algoritmo ACO-SS propostas nesta dissertação. Em primeiro lugar, 

definem-se os aspectos fundamentais dos modelos informáticos implementados, 

nomeadamente, a estrutura de dados de entrada e saída, e, definem-se também os parâmetros 

algorítmicos utilizados em cada variante. A seguir, apresentam-se os indicadores utilizados 

para medir o desempenho de cada variante, ou seja, de modo a compararem-se os modelos 

implementados, definem-se as medidas de avaliação utilizadas. Na última parte do capítulo, 

faz-se uma comparação dos modelos implementados, aplicados aos problemas da mochila 

(PMM-1 e PMM-2). E finalmente, as variantes/alternativas do algoritmo ACO-SS com os 

melhores desempenhos em termos dos indicadores previamente definidos são comparadas 

com outros métodos evolucionários propostos na literatura. 

 

 

4.1 Implementação Informática 

As variantes do algoritmo ACO-SS, isto é, as diferentes estratégias de combinação dos 

métodos ACO e SS apresentados no capítulo precedente (Algoritmo 3.4, Algoritmo 3.5 e 

Algoritmo 3.6) formam codificadas e testadas em Linguagem de programação C, utilizando um 

computador com um processador Intel Core 2 Duo a 2.40 GHz, com 2GB de memória RAM e 

250 GB de disco rígido, sob plataforma Mac OS X 10.5.8. 

 Para uma boa gestão dos recursos computacionais, foram utilizadas estruturas de dados 

dinâmicas, isto é, inicialmente, em cada um dos modelos implementados, efectua-se uma 

alocação eficiente da memória segundo a dimensão da instância do problema recorrendo a 

utilização de ponteiros, e, durante a execução do respectivo modelo (isto é, nas iterações 

subsequentes do modelo/algoritmo) libertam-se os espaços (memória) fora de utilização, 

permitindo o uso eficiente da memória disponível. O que não sucederia com o uso de 

vectores/matrizes, embora estes ofereçam maior facilidade de manipulação. O acesso aos 

elementos de um ponteiro é feito da mesma maneira que num vector, sendo, no entanto, mais 

vantajoso para o nosso caso, o uso de ponteiros, dado que, permitem o uso dinâmico de 

memórias, embora, exija uma maior cautela devido à complexidade envolvida na sua utilização 

(Damas, 1999; Guerreiro, 2006). 
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4.1.1 Dados de Entrada 

Os dados de entrada dos modelos implementados, isto é, as instâncias do PMM-1/PMM-2 e os 

parâmetros algorítmicos (número de ciclos, número de formigas, entre outros) devem inseridos 

em dois ficheiros de texto. No primeiro ficheiro devem ser inseridos os parâmetros algorítmicos 

e no segundo os dados do PMM-1/PMM-2. Para uma melhor percepção, consideremos o 

seguinte exemplo do PMM-2: 

   άὥὼ ᾀ1 ὼ = 87ὼ1 +  82ὼ2 + 85ὼ3 + 37ὼ4 + 47ὼ5 + 66ὼ6 

   άὥὼ ᾀ2 ὼ = 52ὼ1 +  82ὼ2 + 98ὼ3 + 34ὼ4 + 96ὼ5 + 12ὼ6 

   άὥὼ ᾀ3 ὼ = 17ὼ1 +  27ὼ2 + 56ὼ3 + 31ὼ4 + 54ὼ5 + 49ὼ6 

  ίόὮὩὭὸέ ὥ: 

  73ὼ1 +  66ὼ2 + 54ὼ3 + 72ὼ4 + 65ὼ5 + 86ὼ6 208 

  66ὼ1 +  46ὼ2 + 59ὼ3 + 43ὼ4 + 95ὼ5 + 83ὼ6 196 

  31ὼ1 +  46ὼ2 + 72ὼ3 + 40ὼ4 + 53ὼ5 + 29ὼ6 135 

  ὼὮ ᶰ 0,1  ὴὥὶὥ ᶅ  Ὦɴ 1,2,ȣ,6  

 Neste caso, os dados do problema acima apresentado devem ser inseridos no segundo 

ficheiro de entrada (isto é, o ficheiro que contém a instância do PMM-2), cuja extensão poderá 

ser do tipo ñ.txtò ou ñ.knpò. Estes dados devem ser dispostos conforme se pode observar na 

Figura 4.1, onde: ñὧò representa os coment§rios ou as entrelinhas; ñὲò é o número de itens (isto 

é, o n¼mero de vari§veis de decis«o); ñὰò ® o n¼mero de fun»es objectivo ou restrições; ñὡò 

representa os limites impostos em cada mochila (isto é, os termos independentes das 

restri»es); ñὭò representam as linhas das matrizes transpostas dos coeficientes das restri»es 

e funções objectivo. 
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Figura 4.1 - Estrutura de dados no ficheiro de entrada (instância do PMM-2) 

 

 Os parâmetros algorítmicos devem inseridos no primeiro ficheiro de entrada que também 

poderá ser do formato ñ.txtò ou ñ.knpò, cujos dados devem dispostos  conforme a Figura 4.2, 

onde: ñὧò representa os coment§rios; ñὭò ® o par©metro ; ñὮò ® par©metro ; ñὯò representa o 

n¼mero de ciclos usados no m®todo ACO; ñάò ® o n¼mero de formigas; ñὲò ® a taxa de 

evaporação ”; ñέò representa o limite inferior da quantidade de feromonas; ñὴò representa o 

limite superior da quantidade de feromonas; ñήò ® o n¼mero de itera»es/ciclos usados no 

m®todo SS; ñὶò ® o tamanho m§ximo do conjunto de refer°ncia. 
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Figura 4.2 - Estrutura de dados no ficheiro de entrada (parâmetros algorítmicos) 
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4.1.2 Dados de Saída 

Após a execução do modelo, os dados de saída, isto é, os resultados retornados pelo método 

ACO-SS são impressos num terceiro ficheiro, cujo nome e formato deverá ser previamente 

indicados pelo utilizador antes de executar o modelo. No caso do exemplo em análise, definiu-

se ñn6l3p2_output.knpò, conforme se pode observar na Figura 4.3. 

 

Figura 4.3 - Estrutura de dados no ficheiro de saída 

 

 

 Da Figura 4.3 pode extrair-se que a execução do modelo informático com os dados de 

entradas apresentados nas duas figuras precedentes, isto é, a resolução do problema exemplo 

apresentado na secção 4.1.1, resulta em 4 soluções potencialmente não dominadas / 

eficientes. Estas soluções estão representadas por um conjunto de número entre parêntesis 

seguido de uma sequência de números binários. Mais precisamente, os números entre 

parêntesis representam as soluções potencialmente não dominadas e os números binários que 

surgem a seguir, representam as respectivas soluções potencialmente eficientes. Por exemplo, 

a solução 167 180 83 , indica que ᾀ1 ὼ = 167, ᾀ2 ὼ = 180 e ᾀ3 ὼ = 83, o número binário 

011000 (solução eficiente) indica que as variáveis de decisão associadas aos itens Ὦ= 2 e 

Ὦ= 3 tomam valores iguais a 1 (i.e., ὼ2 = 1 e ὼ3 = 1), ou seja, são incluídas nas restrições, e, 

os restantes itens não são incluídas (i.e., ὼ1 = 0, ὼ4 = 0, ὼ5 = 0 e ὼ6 = 0). Ainda no ficheiro de 

saída são apresentadas: o número de soluções potencialmente não dominadas encontradas; a 
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memória alocada durante a resolução do problema (em Mega bytes) e o tempo consumido (em 

segundos). Mais abaixo, são apresentados os valores de parâmetros algorítmicos e alguns 

dados importantes da instância do PMM-2. 

 

4.2 Parâmetros Algorítmicos 

Conforme já referido nos capítulos precedentes, na resolução de um POC através de técnicas 

metaheurísticas, geralmente, é necessário estabelecer-se um compromisso entres dois 

objectivos: por um lado, é necessário intensificar a busca em torno de regiões mais 

promissoras, que, geralmente, correspondem as §reas mais pr·ximas das ñmelhoresò solu»es 

encontradas até então, e, por outro lado, é fundamental diversificar a pesquisa de maneira a 

descobrir novas regiões de busca de maior sucesso.  

 No caso do algoritmo ACO, o comportamento das formigas em relação a 

intensificação/diversificação pode ser influenciado através da modificação dos parâmetros 

algorítmicos. Em particular, a diversificação pode ser enfatizada através da redução do factor 

de controlo de feromonas (isto é., o factor ) ï fazendo com que as formigas se tornarem 

menos sensíveis as feromonas ï ou, através da redução da taxa de evaporação (isto é, o factor 

”) ï causando uma evaporação mais lenta e, portanto, possibilitando o aumento da capacidade 

explorativa das formigas. Geralmente, estes procedimentos conduzem ¨s ñmelhoresò solu»es. 

Porém, o tempo necessário para as encontrar é maior. De acordo com as experiências de 

Alaya et al. (2004 e 2007), ao dar-se uma maior ñimportânciaò a feromonas, como por exemplo, 

escolhendo valores tais como = 2 e ”= 0.02, o algoritmo ACO rapidamente consegue 

encontrar algumas soluções, no entanto, falha em encontrar solu»es de boa ñqualidadeò. Ao 

passo que, a escolha de valores que enfatizem a exploração, isto é, valores de = 1 e 

”= 0.01, permitem a obtenção de soluções com qualidades superior a situação anterior, no 

entanto, são necessários mais ciclos/iterações para se convergir a estas soluções. No caso do 

algoritmo ACO, o melhor compromisso entre a qualidade das soluções e o tempo de 

computação é estabelecido quando = 1, ”= 0.01 e = 4. A intensificação pode ser 

enfatizada através do aumento de número de formigas ou ciclos, enquanto, os valores limites 

das quantidades de feromonas (†άὭὲ e †άὥὼ), permitem evitar a rápida convergência dos 

resultados e/ou a possibilidade de que a pesquisa fique presa em óptimos locais (Alaya et al., 

2007). 

 Para o método SS, a intensificação pode ser enfatizada com aumento do número de 

iterações e também pelo tamanho do conjunto de referência, enquanto a diversificação 

depende do método da geração do conjunto de referência, mais precisamente, a diversificação 

é influenciada pelo critério de selecção das soluções candidatas aos conjuntos de referência, 

uma vez que, estes conjuntos devem conter soluções diversificadas, de forma, a permitir a 

obtenção de soluções diversificadas.  

 Normalmente, a condição de paragem utilizada (em ambos os métodos) é o número de 

iterações/ciclos (ver, por exemplo, Alaya et al., 2007 e Gomes da Silva et al., 2006), ou seja, 
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repetem-se os procedimentos principais até que se atinjam os valores limite de iterações 

previamente estabelecidos. Contudo, sabe-se que a fixação do número de iterações poderá 

consumir muito tempo ou causar uma paragem prematura do algoritmo, e, por outro lado, em 

geral, quanto maior for o número de ciclos, maior será o tempo e o número de soluções 

encontradas. Além disso, sabe-se também que, quanto maior for a dimensão da instância do 

problema, maior número de iterações/ciclos são necessárias para se encontrar uma boa 

aproximação aos óptimos de Pareto. Para além do número de iterações, existem outras 

condições de paragem, como por exemplo, o tempo necessário para efectuar uma pesquisa e 

a qualidade pretendida para as soluções, infelizmente, para o nosso caso, não temos, a priori, 

uma boa estimativa destes dois factores. Assim sendo, nesta dissertação, utiliza-se apenas o 

número de iterações/ciclos como a condição de paragem nos dois métodos.  

 Os parâmetros algorítmicos foram definidos com base nas experiências realizadas em 

Alaya et al. (2004 e 2007) e Gomes da Silva et al. (2006), no entanto, com algumas 

adaptações, dado que o algoritmo implementado resulta da combinação dos dois métodos. 

Portanto, para todas experiências/testes realizadas nesta dissertação, foram utilizados os 

seguintes parâmetros algorítmicos (comum em todas variantes do algoritmo ACO-SS): = 1; 

= 4; ”= 0,01; †άὭὲ = 0,01; †άὥὼ = 6; o número de formigas foi fixado para 100; o tamanho 

máximo do conjunto de referência é de 20 elementos. Os restantes parâmetros, mais 

precisamente o número de ciclos ACO e SS, foram definidos de acordo com tempo de 

execução necessário. Assim, para o número de ciclos dos métodos ACO e SS, foram utilizados 

os seguintes valores (respectivamente, para as variantes ACO-SS1, ACO-SS2 e ACO-SS3): 

4000 e 60 ciclos; 2500 e 8; 2000 e 10 ciclos. Por outras palavras, para a variante ACO-SS1 

deu-se maior ênfase ao método ACO, uma vez que nesta variante os dois métodos são 

implementados em ciclos separados, e, nas restantes variantes reduziu-se este número, dado 

que o método SS é executado em cada ciclo ACO.  

 

4.3 Indicadores de Desempenho 

Para a avaliação das performances dos algoritmos implementados, utilizaram-se os seguintes 

indicadores, correspondentes a cada execução dos respectivos algoritmos:  

1) Tempo de execução - tempo (em segundos) que o algoritmo leva para encontrar 

um conjunto de soluções potencialmente não dominadas / eficientes. 

2) Memória utilizada - memória utilizada pelo algoritmo durante a sua execução, ou 

seja, memória alocada pelo algoritmo durante a pesquisa. 

3) Número de soluções - dimensão/tamanho do conjunto de soluções potencialmente 

não dominadas /eficientes. 

4) Cobertura entre dois conjuntos - relação de dominância entre dois conjuntos de 

soluções potencialmente não dominadas. Mais precisamente, se Ὓǋ e Ὓǋǋ forem dois 

conjuntos de soluções potencialmente não dominados produzidos por dois métodos, 

então, a cobertura entre eles é definida através do indicador (Zitzler & Thiele, 1999): 
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    ╒╢ǋ, ╢ǋǋ=
| ◑ǋǋɴ ╢ǋǋ: ɱ  ◑ǋ ɴ  ╢ǋ; ◑ǋṍ ◑ǋǋ|

|╢ǋǋ|
    (4.1) 

Onde, a relação ᾀǋṍ ᾀǋǋ, quer dizer que o vector ᾀǋǋ é fracamente dominado pelo 

vector ᾀǋ, ou seja, ᾀὭ
ǋǋ ᾀὭ

ǋ para todo Ὥ ᶰ 1,2ȣ,ά . Se ὅὛǋ,Ὓǋǋ= 1, significa que 

todos os pontos pertencentes ao conjunto Ὓǋǋ são dominados ou iguais as soluções 

pertencentes a Ὓǋ, enquanto, se ὅὛǋ,Ὓǋǋ= 0, quer dizer que nenhum ponto em Ὓǋǋ é 

coberto pelo conjunto Ὓǋ. Note-se que é necessário considerar também o indicador 

ὅὛǋǋ,Ὓǋ, uma vez que, ὅὛǋ,Ὓǋǋ 1 ὅὛǋǋ,Ὓǋ. 

5) Percentagem de soluções óptimas de Pareto - percentagem de soluções exactas 

contidas num conjunto de soluções potencialmente não dominadas, ou seja, 

proporção de soluções óptimas de Pareto fracamente dominadas por um conjunto 

específico de soluções potencialmente não dominadas (Ulungu et al., 1999). Este 

indicador será utilizado apenas no caso de instâncias cujos óptimos de Pareto são 

conhecidos. 

 

4.4 Comparação entre Variantes do Algoritmo ACO-SS 

Nesta secção procede-se a avaliação do desempenho das variantes do algoritmo ACO-SS, 

aplicados ao PMM-1 e PMM-2, respectivamente. As instâncias do PMM-1 foram geradas 

aleatoriamente, através de um gerador de instâncias aleatório proposto por Klingman et al. 

(1974). Para obtenção dos óptimos de Pareto das referidas instâncias, recorreu-se ao algoritmo 

implementado por Luila (2008). No caso do PMM-2, foram utilizadas as instâncias definidas em 

Zitzler (1999). Estas instâncias, assim como os resultados experimentais realizados com outros 

algoritmos evolucionários da literatura e os respectivos conjuntos de óptimos de Pareto, estão 

disponíveis em http://www.tik.ee.ethz.ch/sop/download/supplementary/testProblemSuite/ (sítio 

do Instituto de Tecnologias de Zurique). As avaliações são feitas em termos dos valores 

obtidos com os indicadores apresentados na secção anterior, num total de 10 execuções. 

4.4.1 Problema da Mochila Multicritério com uma Restrição 

A Tabela 4.1 compara as três variantes do algoritmo ACO-SS em termos de valores obtidos 

através dos indicadores ὅὛᴂ,Ὓᴂᴂ e ὅὛᴂᴂ,Ὓᴂ, isto é, em termos da relação de dominância entre 

os conjuntos de soluções produzidas em diferentes execuções de dois métodos. Nesta tabela 

são comparadas cinco tipos de instâncias PMM-1, isto é, quatro instâncias bicritério com 100, 

250, 500 e 750 objectos (instâncias ὲ100ὰ2, ὲ250ὰ2, ὲ500ὰ2, e ὲ750ὰ2, respectivamente) e uma 

instância com três critérios e 100 objectos (ὲ100ὰ3), uma vez que, os recursos computacionais 

disponíveis não permitem testar instâncias de dimensão maior.  
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      Variantes do algoritmo ACO-SS comparadas 

  Instância   C (1, 2) C (2, 1) C (1, 3) C (3,1) C (2, 3) C (3, 2) 

Médias n100l2   0,776 0,757 0,783 0,786 0,742 0,774 

Max     0,846 0,831 0,883 0,929 0,914 0,903 

Min     0,724 0,613 0,667 0,636 0,571 0,651 

Desvios     0,052 0,070 0,073 0,091 0,088 0,077 

                  

Médias n100l3   0,425 0,713 0,398 0,718 0,623 0,660 

Max     0,498 0,779 0,494 0,758 0,680 0,722 

Min     0,378 0,628 0,356 0,647 0,535 0,555 

Desvios     0,042 0,053 0,040 0,032 0,051 0,053 

                  

Médias n250l2   0,661 0,437 0,649 0,465 0,501 0,610 

Max     0,888 0,750 0,876 0,629 0,856 0,884 

Min     0,357 0,169 0,497 0,222 0,218 0,281 

Desvios     0,164 0,209 0,126 0,120 0,206 0,197 

                  

Médias n500l2   0,396 0,413 0,433 0,364 0,508 0,461 

Max     0,618 0,646 0,628 0,452 0,863 0,801 

Min     0,201 0,185 0,302 0,202 0,200 0,145 

Desvios     0,146 0,157 0,106 0,095 0,239 0,241 

                  

Médias n750l2   0,286 0,346 0,322 0,296 0,550 0,374 

Max     0,457 0,504 0,427 0,411 0,913 0,646 

Min     0,151 0,213 0,163 0,057 0,294 0,054 

Desvios     0,086 0,112 0,090 0,107 0,194 0,179 

Tabela 4.1 - Relação de dominância entre variantes do algoritmo ACO-SS (PMM-1) 

  

 Comparando o desempenho (em termos do indicador ὅ) das três variantes na instância 

ὲ100ὰ2, constata-se que, o algoritmo ACO-SS3 é a variante que produz melhores resultados, 

isto é, ACO-SS3 é a melhor alternativa em relação a ACO-SS2 e ACO-SS1, dado que, cerca 

de 77,4% das soluções de ACO-SS2 são cobertas ou fracamente dominadas pelas soluções 

de ACO-SS3, ao passo que, apenas 74,2% soluções de ACO-SS3 são cobertas por ACO-SS2, 

e, 78,6% das soluções de ACO-SS1 são cobertas pelas soluções de ACO-SS3, enquanto 

apenas 78,3% soluções de ACO-SS3 são encobertos pelo resultado produzido por ACO-SS1. 

 De igual modo, comparando as três variantes na instância ὲ100ὰ3, observa-se que, o 

algoritmo ACO-SS3 continua a ser melhor alternativa (cerca de 71,8% soluções de ACO-SS1 e 

66% soluções de ACO-SS2 são fracamente dominadas pelas soluções produzidas por ACO-

SS3, ao passo que, apenas 39,8% e 62,3% soluções de ACO-SS3 são encobertas pelas 

soluções produzidas por ACO-SS1 e ACO-SS2, respectivamente).  

 Na instância ὲ250ὰ2, o algoritmo ACO-SS1 revela melhores desempenhos do que ACO-

SS2 e ACO-SS3. Já, nas instâncias ὲ500ὰ2 e ὲ750ὰ2, a versão ACO-SS2 é estritamente melhor 

do que as restantes variantes. Portanto, nota-se um certo equilíbrio entre as variantes ACO-

SS2 e ACO-SS3, no sentido que, ambas são estritamente melhores do que as restantes em 

dois tipos de instâncias, isto é, ACO-SS3 é estritamente melhor do que ACO-SS1 e ACO-SS2 
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nas instâncias ὲ100ὰ2 e ὲ100ὰ3, enquanto, ACO-SS2 é estritamente melhor do que ACO-SS1 e 

ACO-SS3 nas instâncias ὲ500ὰ2 e ὲ750ὰ2. 

 Na Tabela 4.2 comparam-se as três variantes em termos do número de soluções 

potencialmente não dominadas encontradas, o tempo de execução (em segundos) e memória 

usada (em Megabytes) para as variantes ACO-SS1 (coluna 1), ACO-SS2 (coluna 2) e ACO-

SS3 (coluna 3), cada uma aplicadas a instâncias ὲ100ὰ2, ὲ100ὰ3, ὲ250ὰ2, ὲ500ὰ2 e ὲ750ὰ2, 

respectivamente. Desta tabela, observa-se que a variante ACO-SS3 apresenta um consumo 

memória mais eficiente em relação as restantes variantes em todas instâncias. ACO-SS3 é 

igualmente a melhor alternativa em termos do número de soluções potencialmente dominadas 

encontradas em todas as instâncias, com a excepção da instância ὲ750ὰ2, onde a variante 

ACO-SS2 é a que revela melhor desempenho. Porém, em termos do tempo de execução, 

torna-se a verificar um certo equilíbrio: ACO-SS1 apresenta um consumo mais eficiente na 

instância ὲ100ὰ3; ACO-SS2 é a melhor alternativa nas instâncias ὲ100ὰ2 e ὲ250ὰ2; sendo, 

ACO-SS3 a melhor alternativa nas instâncias ὲ500ὰ2 e ὲ750ὰ2. 
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      Número soluções   Tempo de execução (s)   Memória usada (Mb) 

  Instância (1) (2) (3)   (1) (2) (3)   (1) (2) (3) 

Médias n100l2   58,00 56,50 58,30   17,79 14,81 19,41   469,39 463,91 408,08 

Max     62,00 63,00 66,00   17,87 15,49 20,00   469,49 472,28 414,05 

Min     55,00 48,00 55,00   17,74 13,99 18,04   469,33 446,62 398,67 

Desvios     2,58 5,19 3,23   0,03 0,50 0,66   0,05 8,87 5,50 

                            

Médias n100l3   1104,10 1383,10 1418,30   19,71 197,68 301,78   476,10 777,02 725,73 

Max     1199,00 1491,00 1551,00   20,03 216,86 349,53   476,33 802,47 757,71 

Min     1009,00 1274,00 1333,00   19,53 163,31 276,80   475,90 751,32 707,82 

Desvios     62,52 74,68 74,95   0,17 15,97 23,18   0,16 17,07 16,52 

                            

Médias n250l2   196,50 182,70 198,30   86,12 71,54 92,39   1165,84 1164,18 1022,70 

Max     209,00 210,00 227,00   86,57 74,41 96,29   1166,61 1170,74 1028,47 

Min     186,00 159,00 178,00   85,62 68,81 88,88   1164,92 1157,89 1017,48 

Desvios     7,74 13,96 14,99   0,26 2,02 2,34   0,57 3,77 3,36 

                            

Médias n500l2   343,70 452,80 456,00   315,01 262,05 244,40   2335,95 2359,27 2068,64 

Max     405,00 526,00 488,00   315,72 275,68 330,15   2339,94 2388,00 2081,91 

Min     302,00 390,00 414,00   313,88 256,67 215,93   2332,20 2344,15 2058,83 

Desvios     31,21 36,84 24,47   0,62 6,56 44,00   2,83 13,03 7,90 

                            

Médias n750l2   341,00 607,40 588,30   683,59 555,40 461,27   3497,28 3567,75 3123,29 

Max     381,00 714,00 690,00   684,70 580,36 496,04   3502,06 3615,70 3181,37 

Min     274,00 556,00 413,00   683,01 531,88 417,19   3488,63 3526,22 3036,44 

Desvios     36,10 56,72 79,55   0,51 18,13 22,77   3,65 31,02 41,14 

Tabela 4.2 - Número de soluções, tempo de execução e memória usadas (PMM-1) 
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 Assim sendo, dos resultados apresentados na Tabela 4.1 e Tabela 4.2, pode concluir-se 

que, a variante ACO-SS3 é alternativa que apresenta, de uma maneira geral, melhores 

desempenhos no caso de um PMM-1, dado que, é aquela que apresenta o maior número de 

casos favoráveis. Do ponto de vista da distribuição/dispersão do conjunto de todas soluções 

potencialmente não dominadas no espaço dos objectivos, nas instâncias bicritério com 100 

objectos, nota-se um pequeno equilíbrio entre os resultados retornados pelos métodos ACO-

SS2 e ACO-SS3, que por sua vez são melhores que ACO-SS1 (Figura 4.4). Nas restantes 

instâncias bicritério, as soluções obtidas através da variante ACO-SS2 aparentam estar 

ligeiramente melhor distribuídas/dispersas em relação aos resultados retornados pelas 

restantes variantes (Figura 4.5, Figura 4.6 e Figura 4.7). É de salientar que, não foi possível 

analisar a dispersão/distribuição dos referidos conjuntos ao longo das fronteiras de Pareto, uma 

vez que para o tipo de instâncias testadas, o método de geração dos óptimos de Pareto (isto é, 

o método de Luila, 2008) não é aplicável.  

 Para além destes testes, as três variantes foram igualmente testadas em instâncias do de 

pequena dimensão (isto é, instâncias do PMM-1 com um número de itens inferior a100), onde o 

algoritmo ACO-SS1 destacou-se em termos de tempos de execução e memória, sendo ACO-

SS2 a melhor alternativa em termos de número de soluções e percentagem de soluções 

exactas. É de salientar que as três variantes revelaram bons desempenhos em termos da 

percentagem de soluções óptimas de Pareto, onde as médias variaram entre 61,36% e 97,63% 

(consultar os anexos A3).  

 Para demonstrar a melhoria alcançada com a implementação do método ACO-SS, 

compararam-se os resultados obtidos através deste com os outros obtidos através do método 

ACO básico (ver anexos A4). 
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Figura 4.4 - Representação gráfica: instância com 100 objectos (PMM-1) 

 

 

Figura 4.5 - Representação gráfica: instância com 250 objectos (PMM-1) 
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Figura 4.6 - Representação gráfica: instância com 500 objectos (PMM-1) 

 

 

Figura 4.7 - Representação gráfica: instância com 750 objectos (PMM-1) 
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4.4.2 Problema da Mochila Multicritério com várias Restrições 

Nesta secção comparam-se as três variantes do algoritmo ACO-SS utilizando seis tipos de 

instâncias do PMM-2, das quais, quatro são instâncias bicritério de 100, 250, 500 e 750 itens 

(i.e., instâncias ᾀὸὲ100ὰ2, ᾀὸὲ250ὰ2, ᾀὸὲ500ὰ2, e ᾀὸὲ750ὰ2, respectivamente), e, as duas 

restantes são instâncias de 3 critérios com 100 e 250 objectos (i.e., instâncias ᾀὸὲ100ὰ3 e 

ᾀὸὲ250ὰ3).   

 Começa-se por analisar o desempenho de cada variante de acordo com os valores 

calculados através do indicadores ὅὛǋ,Ὓǋǋ e ὅὛǋǋ,Ὓǋ, apresentados na Tabela 4.3, onde, se 

pode apurar que, nenhuma das três variantes é estritamente melhor do que as outras em todas 

instâncias testadas. Pode constatar-se também o equilíbrio entre as variantes ACO-SS1 e 

ACO-SS2, em que, ambas apresentam boas performances em igual número de instâncias 

testadas. Mais precisamente, a variante ACO-SS1 é estritamente melhor que as variantes 

ACO-SS2 e ACO-SS3, nas instâncias ᾀὸὲ250ὰ2, ᾀὸὲ500ὰ2 e ᾀὸὲ750ὰ2, respectivamente, 

enquanto, a variante ACO-SS2 apresenta melhores desempenhos simultaneamente nas 

instâncias ᾀὸὲ100ὰ2, ᾀὸὲ100ὰ3, ᾀὸὲ250ὰ3, respectivamente. 

  


















































