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Nota prévia

Atrevo-me a dizer que a leccionação e o desempenho d@s alun@s da disciplina de

Complementos de Probabilidades e Estat́ıstica beneficiarão com estas notas de apoio. Elas

pressupõem que o registo das aulas seja teórico-prático e respeite a filosofia aprender por

exemplos e fazendo. Assim, a matéria é tendencialmente motivada, as definições e os

resultados enunciados (estes são ocasionalmente demonstrados no quadro) e, de um modo

geral, ilustrados com exemplos ou exerćıcios trabalhados em conjunto com @s alun@s.

Importa fazer alguns reparos sobre estas notas de apoio. Para já, o ponto de partida

destas notas são, sem sombra de dúvida, os slides da autoria do meu colega Prof. Paulo

Soares, dispońıveis em http://www.math.ist.utl.pt/∼psoares/cpe/. Decidi complementá-

los com material de diversas fontes. De entre elas destacaria:

• as notas de apoio quer de Probabilidades e Estat́ıstica, quer de

Teoria da Probabilidade, ambas da minha autoria e dispońıveis em

http://www.math.ist.utl.pt/∼mjmorais/materialPEMCM.htm (e em papel na

Secção de Folhas da AEIST) e https://fenix.ist.utl.pt/disciplinas/tp/2009-2010/1-

semestre/material-didactico, respectivamente;

• as notas manuscritas da disciplina de Probabilidades e Estat́ıstica II, gentilmente

cedidas pela minha colega Profa. Rosário Oliveira;

• e, sobretudo, Rohatgi (1976), cuja leitura recomendo vivamente.

As definições, os resultados, etc. são acompanhados por um cabeçalho e, por vezes,

por uma referência que serviu de fonte. Estou em crer que a exposição ganha com

estes cabeçalhos e que a identificação das fontes é não só de elementar justiça, como

absolutamente essencial em qualquer texto de apoio.

A resolução dos exemplos/exerćıcios das notas de apoio é apresentada em pequenas

secções com cabeçalho, logo com um carácter aparentemente repetitivo que se tem revelado
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útil para que @s alun@s aprendam a estruturar devidamente a resolução de qualquer

exerćıcio da disciplina de Complementos de Probabilidades e Estat́ıstica.

Os erros e imprecisões eventualmente existentes nestas notas são, naturalmente,

aleatórios — muitas das vezes fruto de operações de copy/paste — e da inteira

responsabilidade do autor, que muito agradece que eles lhe sejam comunicados pelo e-

mail maj@math.ist.utl.pt.

Não posso deixar de expressar os meus mais sinceros agradecimentos aos meus

colegas Profa. Rosário de Oliveira e Prof. Paulo Soares, que leccionaram as disciplinas

de Probabilidades e Estat́ıstica II e Complementos de Probabilidades e Estat́ıstica

(respectivamente), por terem directa e indirectamente contribúıdo para estas notas de

apoio.

Por fim, não resisto a referir que se há coisa que cerca de duas décadas de leccionação

de disciplinas da área de Probabilidades e Estat́ıstica me ensinaram é não acreditar que

haja um método ideal para ensinar estas disciplinas. Apenas sei que nos devemos sentar,

deixar que a matéria, os exemplos, os exerćıcios e @s alun@s falem por si e esforçarmo-

nos pela maior clareza de exposição posśıvel. Com o pragmatismo de uma troca e sem

qualquer presunção.

Boa leitura e um excelente semestre...

Manuel Cabral Morais

Lisboa/ Frankfurt (Oder), 15 de Fevereiro de 2010.
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Caṕıtulo 1

Variáveis aleatórias unidimensionais

Em algumas situações os resultados das experiências aleatórias (e.a.) são numéricos,

como é o caso de medições, contagens, etc. Noutras os resultados posśıveis constituem

um espaço não numérico; basta pensar na classificação de 2 artigos, seleccionados da

produção de uma fábrica, quanto a serem defeituosos ou não defeituosos.

Ao realizar esta e outras e.a. é frequente não estarmos interessados nos resultados

detalhados da mesma mas somente numa quantidade numérica determinada pelo resultado

da e.a., por exemplo, o número de artigos defeituosos.

Antes de apresentarmos uma definição rigorosa de variável aleatória (v.a.) passaremos

em revista alguns conceitos básicos na secção seguinte. São eles:

• experiência aleatória;

• espaço de resultados;

• evento;

• σ − álgebra (de Borel);

• espaço mensurável;

• espaço de probabilidade;

• probabilidade.
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Posto isto reveremos as definições de v.a. discreta e (absolutamente) cont́ınua e

acrescentaremos a noção de

• v.a. mista.

Procurar-se-á ilustrar cada um dos três tipos de v.a., nos dois primeiros casos com algumas

distribuições já conhecidas mas também com algumas novidades.

A exposição será pontuada pela apresentação de exemplos e a resolução de exerćıcios

que requerem uma modelação probabiĺıstica mais sofisticada que aquela a que estamos

habituados na disciplina de Probabilidades e Estat́ıstica.

1.1 Conceitos básicos. Novas famı́lias de

distribuições

Na maioria dos ramos do conhecimento, fazer experiências é um modo de vida.

De um modo geral, conhecemos de antemão todos os resultados posśıveis da

experiência que realizaremos, pese embora o facto de desconhecermos à partida qual o

resultado de qualquer realização espećıfica da experiência...

Definição 1.1 — Experiência aleatória (Rohatgi, 1976, p. 19)

Uma experiência diz-se aleatória se:

• se conhecer de antemão todos os resultados posśıveis da mesma;

• não for posśıvel predizer o seu resultado exacto antes da realização da mesma; e

• a experiência puder ser repetida nas mesmas condições. •

Nota 1.2 — Ao repetir-se a e.a. um grande número de vezes, em condições semelhantes,

os resultados globais apresentam certa regularidade estat́ıstica... •
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Exemplo 1.3 — Experiências aleatórias

Designação Experiência aleatória (E.a.)

E1 Registo do número de viaturas que atingem os 100Km/h em menos

de 6 segundos, em 7 viaturas testadas

E2 Contagem do número anual de acidentes de automóvel na A1

E3 Medição da resistência de uma mola da suspensão de uma viatura

•

Definição 1.4 — Espaço de resultados

Conjunto de todos os resultados posśıveis de uma E.A. É conhecido antes de a E.A. se

realizar e é usualmente representado pela letra grega Ω. •

Nota 1.5 — Ω diz-se:

• discreto — caso #Ω seja finito ou infinito numerável;

• cont́ınuo — se #Ω for infinito não numerável. •

Exemplo 1.6 — Espaços de resultados

Na tabela seguinte figuram os espaços de resultados das três experiências aleatórias

apresentadas no Exemplo 1.3:

E.a. Espaço de resultados (Ω) Classificação de Ω

E1 {0, 1, 2, 3, 4, 5, 6, 7} Discreto (finito)

E2 {0, 1, 2, · · ·} Discreto (infinito numerável)

E3 IR+ Cont́ınuo (infinito não numerável)

•

Definição 1.7 — Acontecimento (evento)

Designação dada a qualquer subconjunto do espaço de resultados. •
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Nota 1.8 — Em relação a uma dada E.A. diz-se que o evento A ocorreu sse o resultado

da E.A. pertencer a A. •

Exemplo 1.9 — Eventos

De seguida apresentam-se alguns eventos associados às três experiências aleatórias

descritas no Exemplo 1.3:

E.a. Evento

E1 A = nenhuma das 7 viaturas testadas atingiu os 100Km/h

em menos de 6 segundos

= {0}

B = pelo menos 4 das 7 viaturas testadas atingiram os 100Km/h

em menos de 6 segundos

= {4, 5, 6, 7}

E2 C = registo de mais de 5 acidentes anuais na A1

= {6, 7, · · ·}

E3 D = resistência superior a 8 unidades

= (8,+∞)

•

Nota 1.10 — O evento A diz-se:

• elementar — quando constitúıdo por um único elemento de Ω, i.e., #A = 1;

• certo — se A = Ω;

• imposśıvel — caso A = ∅. •

A noção de probabilidade deve ser precedida pela apresentação da noção de σ−álgebra

de eventos (probabilizáveis).
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Definição 1.11 — σ−álgebra (Resnick, 1999, p. 12)

A diz-se uma σ−álgebra caso se trate de

• uma colecção não vazia de subconjuntos de Ω,

classe esta fechada para

• uniões numeráveis,

• intersecções numeráveis e

• complementação.

Eis um conjunto mı́nimo de caracteŕısticas que garantem que A seja uma σ−álgebra de

eventos de Ω:

1. Ω ∈ A;

2. A ∈ A⇒ Ac ∈ A;

3. A1, A2, · · · ∈ A⇒ ⋃+∞
i=1 Ai ∈ A. •

Nota 1.12 — σ−álgebra e evento

É curioso notar que Rohatgi (1976, p. 21) define evento como sendo qualquer conjunto

A ∈ A. •

Exemplo 1.13 — σ−álgebra

• A1 = {∅, Ω};

• A2 = IP (Ω) que representa as partes de Ω (ou power set), i.e., a colecção de todos

os subconjuntos de Ω. •

Um dos exemplos mais importantes de um espaço de resultados infinito não numerável

é Ω = IR (ou então um intervalo de IR). Neste caso pretendemos que todos os conjuntos

singulares ou numeráveis de Ω, bem como os intervalos (fechados, abertos ou semi-

fechados) sejam eventos pertencentes a uma σ−álgebra.
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Definição 1.14 — σ−álgebra de Borel (Karr, 1993, p. 22)

A σ−álgebra de Borel definida sobre IR é denotada por B(IR) e gerada pela classe de

intervalos semi-fechados

{(a, b] : −∞ < a < b < +∞}. (1.1)

Gerada na medida em que coincide com a menor das σ−álgebras que se obtém à custa da

intersecção de todas as σ−álgebras que contêm a classe de intervalos semi-fechados (a, b].

Os elementos de B(IR) são designados por conjuntos de Borel. •

Nota 1.15 — σ−álgebra de Borel (Karr, 1993, p. 22; Rohatgi, 1976, p. 21)

• Qualquer conjunto razoável de IR — tais como conjuntos singulares ou numeráveis,

intervalos fechados, abertos ou semi-fechados, semi-rectas, etc. — pertencem a

B(IR). Por exemplo:

{a} =
⋂+∞

n=1(a− 1/n, a];

(a, b) = (a, b]\{b} = (a, b] ∩ {b} =
⋃+∞

n=1(a, b− 1/n];

[a, b] = {a} ∪ (a, b];

[a, b) = {a} ∪ (a, b]\{b};

(−∞, a] =
⋃+∞

n=1(−n, a];

(a, +∞) = (−∞, a].

• Mais, B(IR) também pode ser gerada pela classe de intervalos {(−∞, a] : −∞ <

a < +∞} ou pela de intervalos {(b, +∞) : −∞ < b < +∞}.

• B(IR) )= IP (IR).1 •

Definição 1.16 — Espaço mensurável (Resnick, 1999, p. 74)

O par (Ω,A), constitúıdo pelo espaço de resultados Ω dotado da σ−álgebra A, é designado

de espaço mensurável.

Aos conjuntos pertencentes a A damos o nome de conjuntos (eventos) mensuráveis

(probabilizáveis). •
1B(IR) é tão ampla que parece inconceb́ıvel que algum subconjunto de IR não pertença a esta

σ−álgebra. Contudo, é posśıvel criar tais conjuntos um deles deve-se ao matemático russo Nikolai
Nikolaevich Luzin (1883–1950). Para mais detalhes consulte-se http://en.wikipedia.org/wiki/Non-
Borel set.
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A probabilidade é uma função definida sobre eventos; deve ser σ−aditiva, i.e., a

probabilidade de uma união numerável de eventos disjuntos deve coincidir com a soma

das suas probabilidades individuais.

Definição 1.17 — Função de probabilidade (Rohatgi, 1976, p. 24)

Seja (Ω,A) um espaço mensurável. Uma função definida sobre A diz-se uma função de

probabilidade se satisfizer os seguintes...

Axiomas

1. P (A) ≥ 0, ∀A ∈ A.

2. P (Ω) = 1.

3. Seja {A1, A2, · · ·} uma colecção numerável de eventos disjuntos de A (i.e. Ai∩Aj =

∅, i )= j). Então

P

(
+∞⋃

i=1

Ai

)

=
+∞∑

i=1

P (Ai). (1.2)

•

Proposição 1.18 — Consequências elementares dos axiomas (Rohatgi, 1976, p.

26)

Os axiomas não nos ensinam a calcular probabilidades mas estabelecem regras para o seu

cálculo — muito em particular algumas das suas seguintes consequências elementares:

1. P (∅) = 0;

2. P (A) = 1− P (A);

3. A ⊂ B ⇒ P (A) ≤ P (B);

4. P (B\A) = P (B)− P (A ∩B);

5. P (A ∪B) = P (A) + P (B)− P (A ∩B). •

Nota 1.19 — Um evento pode ainda ser classificado de:

• quase-certo — se P (A) = 1 no entanto A )= Ω;

• quase-imposśıvel — caso P (A) = 0 mas A )= ∅. •
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Definição 1.20 — Espaço de probabilidade (Rohatgi, 1976, p. 25)

O trio (Ω,A, P ) é designado de espaço de probabilidade. •

1.1.1 Uma definição rigorosa de variável aleatória

Definição 1.21 — Variável aleatória (Rohatgi, 1976, p. 53)

Seja (Ω,A) um espaço mensurável. Uma função X finita (e uńıvoca) que transforme Ω

em IR é denominada de variável aleatória (v.a.) unidimensional se a imagem inversa de

qualquer conjunto de Borel de IR for um evento pertencente a A, i.e., se

X−1(B) = {ω ∈ Ω : X(ω) ∈ B} ∈ A, ∀B ∈ B(IR). (1.3)

•

Teorema 1.22 — Variável aleatória (Rohatgi, 1976, p. 53)

X diz-se uma v.a. sse

X−1((−∞, x]) = {ω ∈ Ω : X(ω) ≤ x} = {X ≤ x} ∈ A, ∀x ∈ IR. (1.4)

•

O teorema anterior mantém-se válido caso se substitua {X ≤ x} por {X > x},
{X < x} ou {X ≥ x}.

Notas 1.23 — Variável aleatória (Rohatgi, 1976, pp. 53 e 56)

• Caso X seja uma v.a., os conjuntos {X = a}, {a < X ≤ b}, {X < a}, {a ≤ X < b},
{a < X < b} e {a ≤ X ≤ b} são eventos pertencentes à σ−álgebra A, logo

probabilizáveis (mensuráveis).

• Importa referir que a noção de probabilidade não está envolvida na definição de v.a.,

no entanto, pode adiantar-se que a probabilidade de ocorrência do evento {X ≤ a}
é igual a P [X−1((−∞, a])].

Com efeito, a v.a. X definida no espaço de probabilidade (Ω,A, P ) induz um outro

espaço de probabilidade (IR,B(IR), Q) por intermédio da relação

Q(B) = P [X−1(B)] = P ({ω ∈ Ω : X(ω) ∈ B}), ∀B ∈ B(IR). (1.5)

• Uma variável aleatória não passa de uma função mensurável de um espaço de

probabilidade (Ω,A, P ) para um espaço mensurável (IR,B(IR)). •
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Exemplo 1.24 — Variável aleatória

• Experiência aleatória

Lançamento de um dado equilibrado e observação do número de pontos.

• Espaço de resultados

Ω = {1, 2, 3, 4, 5, 6}

• σ−álgebra definida sobre Ω

Considere-se uma não trivial:

A = {∅, {1, 3, 5}, {2, 4, 6}, Ω}

• Candidata a variável aleatória

X : Ω → IR tal que X(1) = X(3) = X(5) = 0 e X(2) = X(4) = X(6) = 1.

• Imagens inversas

Tome-se B ∈ B(IR). Então

X−1(B) =






∅, se 0 )∈ B, 1 )∈ B

{1, 3, 5}, se 0 ∈ B, 1 )∈ B

{2, 4, 6}, se 0 )∈ B, 1 ∈ B

Ω, se 0 ∈ B, 1 ∈ B

∈ A, ∀B ∈ B(IR). (1.6)

Logo X é uma v.a. definida em A. •

Motivação 1.25 — Função de distribuição

A função Q (ou P ) está definida sobre eventos, pelo que não é de trato fácil. Posto

isto introduza-se uma função definida em IR tendo em atenção que X se diz uma v.a. se

X−1((−∞, x]) ∈ A, ∀x ∈ IR, e que deveremos ser capazes de calcular a probabilidade de

a v.a. tomar valores não superiores a um real arbitrário x. •
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Definição 1.26 — Função de distribuição (Rohatgi, 1976, pp. 57–58)

Seja X uma v.a. definida em (Ω,A, P ) e defina-se uma função FX(x) em IR do seguinte

modo:

FX(x) = PX((−∞, x]) = P (X−1((−∞, x]) = P (X ≤ x), x ∈ IR. (1.7)

A função FX(x) é denominada de função de distribuição (f.d.) de X. •

Notas 1.27 — Função de distribuição (Rohatgi, 1976, pp. 56–58)

• Importa notar que qualquer função real F (x) definida em IR que seja não decrescente

e cont́ınua à direita e que satisfaça F (−∞) = 0 e F (+∞) = 1 é uma f.d.

• A função definida em (1.7) é de facto uma f.d.2 •

Proposição 1.28 — Algumas propriedades da f.d. (decorrentes da definição e não

só)

• 0 ≤ FX(x) ≤ 1, ∀x ∈ IR.

• FX(x) ≤ FX(x + h), ∀h > 0, x ∈ IR (função monótona não decrescente).

• FX(−∞) = limx→−∞ FX(x) = 0.

• FX(+∞) = limx→+∞ FX(x) = 1.

• FX(x+) = FX(x), ∀x ∈ IR (função cont́ınua à direita).3

• P (X = x) = FX(x)− FX(x−), ∀x ∈ IR. •

Teorema 1.29 — Pontos de descontinuidade da f.d. (Rohatgi, 1976, p. 57)

O conjunto dos pontos de descontinuidade de FX(x), DX , é quando muito numerável. •
2A demonstração deste resultado pode encontrar-se em Rohatgi (1976, pp. 58–59).
3FX(x+) representa o limite à direita da f.d., num ponto real x arbitrário. Recorde-se que este limite

é definido por FX(x+) = limh→0 FX(x + h), h > 0. Note-se também que este limite nem sempre é igual
ao limite à esquerda no ponto x, FX(x−) = limh→0 FX(x− h), h > 0.
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Ao conjugar a cardinalidade de DX e a probabilidade de X tomar valores em DX

somos capazes de classificar — embora de modo informal — as v.a. quanto ao seu tipo:

discretas, (absolutamente) cont́ınuas e mistas.

Notas 1.30 — Classificação informal das v.a.

Seja DX conjunto dos pontos de descontinuidade da f.d. da v.a. X.

• DX = ∅ ⇒ v.a. cont́ınua

• DX )= ∅, P (X ∈ DX) = 1 ⇒ v.a. discreta

• DX )= ∅, P (X ∈ DX) < 1 ⇒ v.a. mista. •

Exerćıcio 1.31 — Classificação informal das v.a.

Escreva as expressões gerais das três f.d. cujos gráficos se encontram abaixo4 e classifique

as v.a. a elas associadas.

1. Variáveis aleatórias unidimensionais

1.1. Conceitos básicos. Novas famílias de distribuições.

Definição 1
Seja (Ω,A ,P) um espaço de probabilidade. Uma função X : Ω → IR diz-se uma
variável aleatória se

X−1 (]−∞,r]) ∈ A ,∀r ∈ IR.

!! uma variável aleatória transporta o cálculo de probabilidades de (Ω,A) para
(IR,B), em que B é a σ-álgebra dos borelianos de R, gerada, por exemplo, pelas
semi-rectas ]−∞,r].

!! P(X ∈ A) = P(X−1(A)), ∀A ∈ B .

1

Definição 2
Seja X uma variável aleatória. A função de distribuição de X é definida por

FX(x) = P(X ≤ x), ∀x ∈ IR.

Algumas propriedades da função de distribuição

" 0≤ FX(x)≤ 1, ∀x ∈ IR

# ∀(x,y) ∈ IR2 : x < y⇒ FX(x)≤ FX(y) (função não decrescente)

$ lim
x→−∞

FX(x) = 0 e lim
x→+∞

FX(x) = 1

% lim
x→x+

0

FX(x) = FX(x+
0 ) = FX(x0), ∀x0 ∈ IR (função contínua à direita)

& P(X = x) = FX(x)−FX(x−), ∀x ∈ IR

2

Teorema 1
O conjunto dos pontos de descontinuidade de FX(x), D, não sendo vazio, é finito
ou numerável.

Tipos de variáveis aleatórias!! D = ∅⇒ a variável aleatória diz-se contínua.

!! D '= ∅ e P(X ∈ D) = 1⇒ a variável aleatória diz-se discreta.

!! D '= ∅ e P(X ∈ D) < 1⇒ a variável aleatória diz-se mista.

3

Definição 3
A função (massa) de probabilidade de X é definida por

fX(x) =

{
P(X = x), x ∈ D
0, x /∈ D

= P(X = x)ID(x).

Caracterização de uma função de probabilidade

" fX(x)≥ 0, ∀x ∈ IR

# ∑
x∈D

fX(x) = P(Ω) = 1

4
•

1.1.2 Variáveis aleatórias discretas revisitadas e uma novidade

Definição 1.32 — V.a. discreta (Rohatgi, 1976, p. 61)

Uma v.a. X definida em (Ω,A, P ) diz-se discreta, caso exista um conjunto numerável

IRX ⊆ IR, tal que

P (X ∈ IRX) = 1. (1.8)

Os pontos de IRX com probabilidade positiva correspondem a pontos em que ocorrem

saltos da f.d. de X. •

4Fonte: Soares (2007).
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Nota 1.33 — V.a. discreta (Rohatgi, 1976, p. 61)

Note que o conjunto IRX ∈ B(IR) já que se trata da reunião (eventualmente) numerável

de conjuntos singulares. Assim sendo, {X ∈ IRX} é um evento probabilizável.

Mais, a v.a. X toma valor xi ∈ IRX com probabilidade

pi = P (X = xi) = P ({ω : X(ω) = xi}), i = 1, 2, · · · . (1.9)

•

Definição 1.34 — Função de probabilidade (Rohatgi, 1976, p. 61)

A colecção de números {pi}, que satisfazem

• pi = P (X = xi) ≥ 0, i = 1, 2, · · ·

• ∑
i pi =

∑
i P (X = xi) =

∑
x∈IRX

P (X = x) = P (Ω) = 1

é designada de função de probabilidade (f.p.) de X.

Representá-la-emos doravante por:

P (X = x) = P ({ω ∈ Ω : X(ω) = x}) =





P (X = xi), se x = xi ∈ IRX

0, c.c.
(1.10)

•

Proposição 1.35 — Propriedades da f.d. de uma v.a. discreta

Para além das propriedades já mencionadas na Proposição 1.28, a f.d. da v.a. discreta X,

FX(x), é uma:

• função em escada que possui tantos pontos de descontinuidade quantos os valores

distintos de IRX ;

• P (X < x) = FX(x−) = limh→0 FX(x− h), h > 0;

• P (X ≥ x) = 1− FX(x−);

e ainda, para a < b,

• P (a < X ≤ b) = FX(b)− FX(a)

• P (a < X < b) = FX(b−)− FX(a)
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• P (a ≤ X < b) = FX(b−)− FX(a−)

• P (a ≤ X ≤ b) = FX(b)− FX(a−).

Relembre-se por fim que, a f.p. da v.a. discreta X, P (X = x), pode escrever-se à custa da

f.d. de X:

P (X = x) = FX(x)− FX(x−). (1.11)

•

Importa notar que todas as propriedades aqui referidas — à excepção da primeira e de

(1.11) — são igualmente satisfeitas pela f.d. de qualquer v.a. cont́ınua. Refira-se também

que algumas destas propriedades serão rescritas de modo a reflectir o carácter cont́ınuo

da v.a.

Definição 1.36 — Distribuição degenerada (Rohatgi, 1976, p. 181)

A mais simples das distribuições discretas corresponde à da v.a. X degenerada num ponto

x0, i.e., X possui f.p. igual a

P (X = x) =





1, x = x0

0, c.c.
(1.12)

e f.d. dada por

FX(x) =





0, x < x0

1, x ≥ x0.
(1.13)

É evidente que E(Xr) = xr
0, r = 1, 2, · · ·. Em particular V (X) = 0, propriedade que

caracteriza uma v.a. degenerada. •

Nota 1.37 — Distribuição degenerada (Rohatgi, 1976, p. 181)

Teremos ocasião de constatar no Caṕıtulo 3, as v.a. degeneradas desempenham um papel

importante no estudo da convergência de sucessões de variáveis aleatórias. •

É altura de passarmos então em revista algumas distribuições discretas já nossas

conhecidas e adiantarmos uma novidade.
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Distribuição Uniforme Discreta

Motivação 1.38 — Distribuição Uniforme Discreta

Esta distribuição é razoável quando a v.a. discreta toma n valores distintos, todos com

a mesma probabilidade. Sem perda de generalidade considere-se que esta v.a. toma n

valores distintos, x1, x2, · · · , xn, em que x1 < x2 < · · · < xn. •

Definição 1.39 — Distribuição Uniforme Discreta

A v.a. discreta X diz-se ter distribuição uniforme discreta no conjunto {x1, x2, · · · , xn},
caso a sua f.p. seja igual a

P (X = x) =






1
n , x = x1, x2, · · · , xn

0, c.c.
(1.14)

Uniforme Discreta

Notação X ∼ Uniforme({x1, x2, · · · , xn})

Parâmetro {x1, x2, · · · , xn} (xi ∈ IR, i = 1, · · · , n)

Contradomı́nio {x1, x2, · · · , xn}

F.p. P (X = x) =






1
n , x = x1, x2, · · · , xn

0, c.c.

Valor esperado E(X) = 1
n

∑n
i=1 xi

Variância V (X) =
(

1
n

∑n
i=1 x2

i

)
−

(
1
n

∑n
i=1 xi

)2

•

Nota 1.40 — F.d. da Uniforme Discreta

A f.d. de X ∼ Uniforme({x1, x2, · · · , xn}) pode escrever-se à custa de (n + 1) ramos

(como?), ou de modo um pouco mais sofisticado à custa da função de Heaviside5

FX(x) =
1

n

n∑

i=1

H(x− xi). (1.15)

É curioso notar que H(x− xi) é a f.d. de uma v.a. degenerada no ponto xi. •

5H(x) = 0, se x < 0, e H(x) = 1, se x ≥ 0.
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Exemplo 1.41 — F.p. e f.d. da Uniforme Discreta

Na figura que se segue podem encontrar-se os gráficos das f.p. e f.d. da v.a.

X ∼ Uniforme({a, a + 1, · · · , b− 1, b}), onde a ∈ IR, b = a + 4 e n = b− a + 1 = 5.6

•

Exemplo 1.42 — Distribuição Uniforme discreta

Um conjunto de n amostras de solo — das quais só uma está contaminada por uma

perigosa substância qúımica — chega a um laboratório. Admita ainda que a amostra de

solo contaminado não foi etiquetada previamente. Considere agora a v.a. X que representa

o número total de amostras inspeccionadas sem reposição até ser identificada a amostra

de solo contaminado.

(a) Identifique a distribuição de X.

• V.a.

X = número de amostras inspeccionadas sem reposição até à detecção da

amostra contaminada

• Contradomı́nio de X

IRX = {1, 2, · · · , n}

• F.p. de X

P (X = 1) = 1
n

P (X = 2) = n−1
n × 1

n−1 = 1
n

P (X = 3) = n−1
n × n−2

n−1 ×
1

n−2 = 1
n

...
6Fonte: http://en.wikipedia.org/wiki/Uniform distribution (discrete).
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P (X = x) =






1
n , x = 1, 2, · · · , n
0, c.c.

De notar que se teve em consideração que a inspecção é feita sem reposição e

que:

X = 1 se a 1a. amostra inspeccionada estiver contaminada;

X = 2 se a 1a. amostra inspeccionada não estiver contaminada mas a 2a.

estiver contaminada; etc.

• Distribuição de X

X ∼ Uniforme({1, 2, · · · , n})

(b) Obtenha a f.d. de X.

• F.d. de X

FX(x) = P (X ≤ x) =






0, x < 1
1
n , 1 ≤ x < 2
2
n , 2 ≤ x < 3
...
n−1

n , n− 1 ≤ x < n

1, x ≥ n

=






0, x < 1
[x]
n , 1 ≤ x < n

1, x ≥ n,

onde [x] representa a parte inteira do real x.7

(c) Calcule o valor esperado e a variância desta v.a. e de Y = X−1, que corresponde ao

número de “insucessos” que precedem a detecção da amostra de solo contaminado.

[TPC]

• Nota

Relembra-se para o efeito que:
n∑

x=1

x =
n(n + 1)

2
;

n∑

x=1

x2 =
n(n + 1)(2n + 1)

6
.

7Relembre-se que a parte inteira do real x corresponde ao maior inteiro menor ou igual a x. Assim,
[0.3] = 0, [2.8] = 2, [−0.7] = −1.
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• Valor esperado de X

E(X) =
n∑

x=1

x× P (X = x)

=

∑n
x=1 x

n

=
n(n + 1)/2

n

=
n + 1

2

• Variância de X

V (X) = E(X2)− E2(X)

=

∑n
x=1 x2

n
−

(
n + 1

2

)2

=
n(n + 1)(2n + 1)/6

n
− (n + 1)2

4

=
n + 1

2

(
2n + 1

3
− n + 1

2

)

=
n + 1

2

4n + 2− 3n− 3

6

=
n2 − 1

12

• Nova v.a.

Y = X − 1

• Valor esperado de Y

E(Y ) = E(X − 1) = E(X)− 1 = n+1
2 − 1 = n−1

2

• Variância de Y

V (Y ) = V (X − 1) = V (X) = n2−1
12 . •

Exerćıcio 1.43 — Distribuição Uniforme Discreta

São seleccionados dez números do conjunto {1, 2, 3, · · · , 30}, selecção esta feita de modo

uniforme e sem reposição.

Obtenha o valor esperado da soma dos números seleccionados.8

8Fonte: Walrand (2004, p. 63). Seja Xi o i−ésimo número seleccionado (i = 1, · · · , 10). Deduza a
f.p. de X1, para de seguida obter a de X2, usando a lei das probabilidades totais e tirando partido da
distribuição de X1. Tente generalizar este resultado para X3, etc., usando não só a lei das probabilidades
totais como a lei das probabilidades composta.
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Distribuição Binomial

Motivação 1.44 — Distribuição Binomial

A distribuição binomial é particularmente útil na caracterização probabiĺıstica do

número de sucessos em n provas de Bernoulli realizadas de forma independente e com

probabilidade de sucesso comum p. •

Definição 1.45 — Distribuição Binomial

A v.a.

• X = número de sucessos num conjunto de n provas de Bernoulli independentes com

probabilidade de sucesso comum e igual a p

diz-se com distribuição binomial de parâmetros (n, p) e possui f.p. igual a

P (X = x) =






(
n
x

)
px (1− p)n−x, x = 0, 1, 2, · · · , n

0, c.c.,
(1.16)

onde
(

n
x

)
= n!

x!(n−x)! representa as combinações de n elementos tomados x a x.

Binomial

Notação X ∼ Binomial(n, p)

Parâmetros n =número de provas de Bernoulli (n ∈ IN)

p = P (sucesso) (p ∈ [0, 1])

Contradomı́nio {0, 1, 2, · · · , n}

F.p. P (X = x) =






(n
x

)
px (1− p)n−x, x = 0, 1, 2, · · · , n

0, c.c.

Valor esperado E(X) = n p

Variância V (X) = n p (1− p)

•

A v.a. X ∼ Binomial(n, p) está também associada à contagem do número de elementos

com determinada caracteŕıstica (sucesso), num total de n elementos extráıdos ao acaso e

com reposição.

Pode também ser entendida como a generalização natural da distribuição de Bernoulli.
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Nota 1.46 — F.d. da v.a. binomial

A f.d. da v.a. X ∼ Binomial(n, p) é dada por

FX(x) = P (X ≤ x) =






0, x < 0
∑[x]

i=0

(
n
i

)
pi (1− p)n−i, 0 ≤ x < n

1, x ≥ n,

(1.17)

onde [x] representa a parte inteira do real x. Esta função está tabelada para alguns pares

de valores de n e p; refira-se que os valores de n e p não excedem (nas tabelas dispońıveis

para esta disciplina) 20 e 0.5, respectivamente. •

Exemplo 1.47 — F.p. e f.d. da distribuição Binomial

Na figura que se segue encontram-se os gráficos da f.p. (resp. f.d.) de X ∼ Binomial(n, p),

onde (n, p) = (20, 0.5), (20, 0.7), (40, 0.5) da esquerda para a direita.9

•

Exemplo 1.48 — Utilização das tabelas da f.d. da v.a. binomial

V.a. x Valor tabelado de FX(x) = P (X ≤ x)

X ∼ Binomial(n = 5, p = 0.05) 0 FX(0) = 0.7738

X ∼ Binomial(n = 10, p = 0.4) 8 FX(8) = 0.9983

X ∼ Binomial(n = 20, p = 0.5) 11 FX(11) = 0.7483

•
9Fonte: http://en.wikipedia.org/wiki/Binomial distribution.
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Proposição 1.49 — A distribuição binomial e a fiabilidade de estruturas k-de-n

com componentes independentes

Uma estrutura k − de − n funcionará sse funcionarem pelo menos k das suas n

componentes.10

Caso a fiabilidade (ou probabilidade de funcionamento) de cada uma das n

componentes seja igual a p e estas sejam independentes, a estrutura k − de − n possui

fiabilidade dada por

r(p) = P (funcionarem pelo menos k das n componentes)

=
n∑

i=k

(
n

i

)

pi(1− p)n−i

= 1− FBinomial(n,p)(k − 1). (1.18)

•

Exemplo/Exerćıcio 1.50 — Considere-se uma aeronave com 4 motores. Suponha-se

que ela só será capaz de voar se possuir pelo menos 2 dos motores a funcionar.

Determine a probabilidade de a aeronave estar em condições de voar (i.e., a fiabilidade),

caso a fiabilidade de cada motor seja de p = 99%.

• V.a.

X = número de motores a funcionar em 4 existentes

• Distribuição de X

X ∼ Binomial(n, p)

• Parâmetros

n = 4 motores

p = fiabilidade de cada motor = 0.99

• F.p. de X

P (X = x) =
(

4
x

)
0.99x (1− 0.99)4−x, x = 0, 1, 2, 3, 4

10De notar que uma estrutura em série (resp. paralelo) corresponde a uma estrutura n− de− n (resp.
1− de− n).
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• Probabilidade pedida

r(0.99) = P (X ≥ 2)

= 1− FBinomial(4,0.99)(2− 1)

= 1−
[
(1− 0.99)4 + 4× 0.99× (1− 0.99)3

]

1 0.999996.

•

Proposição 1.51 — Uma propriedade da distribuição binomial

Seja X o número de sucessos em n provas de Bernoulli independentes com probabilidade

de sucesso p, i.e., X ∼ Binomial(n, p). Então o número de insucessos nessas mesmas n

provas de Bernoulli, Y , verifica:

1. Y = n−X ∼ Binomial(n, 1− p);

2. FY (y) = 1− FX(n− y − 1). •

Exemplo/Exerćıcio 1.52 — Demonstre a segunda das propriedades da Proposição 1.51

e ilustre a sua utilização recalculando a probabilidade pedida no Exerćıcio 1.50, fazendo

uso das tabelas dispońıveis.

• V.a.

X ∼ Binomial(n, p)

Y = n−X ∼ Binomial(n, 1− p)

• Demonstração da 2a. propriedade

FY (y) = P (Y ≤ y)

= P (n−X ≤ y)

= P (X ≥ n− y)

= 1− P (X ≤ n− y − 1)

= 1− FX(n− y − 1)

• Ilustração da 2a. propriedade

r(0.99) = 1 − FBinomial(4,0.99)(1) = 1 − [1 − FBinomial(4,1−0.99)(4 − 1 − 1)]
tabela1 1− (1− 1.0000) = 1.0000. •
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Proposição 1.53 — Somas de v.a. independentes com distribuição binomial

Sejam Xi ∼indep Binomial(ni, p), i = 1, · · · , k. Então

k∑

i=1

Xi ∼ Binomial

(
k∑

i=1

ni, p

)

. (1.19)

•

Proposição 1.54 — Aproximações da distribuição binomial

v.a. original v.a. aproximativa Condições aprox. Obs.

X ∼ Binomial(n, p) X̃ ∼ Poisson(np) n > 20 e p < 0.1 (1)

X ∼ Binomial(n, p) X̃ ∼ Normal(np, np(1− p)) np > 5 e n(1− p) > 5 (2)

Estas aproximações encontram justificação em resultados de convergência:

(1) X ∼ Binomial(n, p) → X̃ ∼ Poisson(np)

lim
n → +∞

p → 0

np = λ fixo

(
n

x

)

px (1− p)n−x = e−np (np)x

x!
. (1.20)

(2) X ∼ Binomial(n, p) → X̃ ∼ Normal(np, np(1− p))

Teorema do Limite Central (TLC): Xi ∼i.i.d. Bernoulli(p), i = 1, · · · , n →
Sn =

∑n
i=1 Xi ∼ Binomial(n, p) → Sn−np√

np(1−p)

a∼ Normal(0, 1), como, aliás, ilustra

a figura seguinte:11

um histograma das proporções de caras observadas em bastantes sequências de

lançamentos de um dado equilibrado. •

11Fonte: http://en.wikipedia.org/wiki/Binomial distribution.
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Exerćıcio 1.55 — Um erro de cálculo combinatório (Righter, 2—)

Foram colocadas as seguintes questões a uma série de pessoas:

1. Quantas comissões distintas de duas pessoas podemos constituir a partir de um grupo

de dez pessoas?

2. Quantas comissões distintas de oito pessoas podemos constituir a partir de um grupo

de dez pessoas?

Curiosamente, a mediana das respostas à primeira questão foi de 70 e das respostas à

segunda igual a 20.

Qual a resposta correcta de ambas as questões? •

Exerćıcio 1.56 — Distribuição binomial e questões de discriminação (Righter,

2—)

No caso EEOC12 vs. United Virginia Bank (1980), a argumentação da EEOC assentava

no facto de num total de 53 pessoas contratadas por um gestor somente 2 das pessoas

contratadas para determinados cargos eram afro-americanas, ao passo que a percentagem

de pessoas desta etnia contratadas para cargos similares na região era de 4.8%.

(a) Qual a probabilidade de quando muito duas pessoas afro-americanas serem

contratadas pelo banco para tais cargos, caso as 53 pessoas sejam escolhidas ao acaso?

Ao invés de recorrer às tabelas de que dispõe, recorra à calculadora on-line dispońıvel

em http://www.stat.tamu.edu/∼west/applets/binomialdemo.html por forma a obter

a probabilidade pedida.

(b) Recorra à mesma calculadora on-line para obter a moda e a mediana da v.a. com que

lidámos em (a).

Haverá certamente discriminação na região mas não necessariamente neste banco em

particular. Comente esta afirmação. •

12Equal Employment Opportunity Commission.
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Distribuição Hipergeométrica

Motivação 1.57 — Distribuição Hipergeométrica

A distribuição Binomial(n, p) está associada à

• contagem do número de sucessos, em n extracções ao acaso com reposição.

Ao considerar-se um

• processo de extracção casual sem reposição,

passamos a lidar com uma v.a. discreta com distribução distinta da binomial. •

Definição 1.58 — Distribuição Hipergeométrica

Considere-se que

• N = número total de elementos de uma população (dimensão da pop.);

• M = número de elementos dessa população que possuem certa caracteŕıstica

(sucesso);

• n = número de extracções sem reposição.

Então a v.a.

• X = número de elementos com certa caracteŕıstica (sucesso), em n extráıdos ao

acaso sem reposição da população acima

diz-se com distribuição hipergeométrica com parâmetros (N, M, n) e a sua f.p. é dada por

P (X = x) =






(M
x ) (N−M

n−x )
(N

n)
, x = max{0, n− (N −M)}, · · · , min{n, M}

0, c.c.
(1.21)

X corresponde ao número de sucessos num conjunto de n provas de Bernoulli

dependentes com probabilidade de sucesso comum e igual a p = M/N . •

Exerćıcio 1.59 — F.p. da v.a. hipergeométrica

Suponha que foram abertas três vagas numa companhia, tendo-se candidatado oito

homens e sete mulheres para as mesmas.

Assuma que qualquer d@s candidat@s está igual qualificado para qualquer das vagas.

Qual a probabilidade de as três vagas virem a ser ocupadas somente por homens?13 •

13Fonte: www.stat.ufl.edu/∼berg/sta5325/files/sta5325-12.pdf.
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Na tabela seguinte podem encontrar-se a f.p. bem como outras caracteŕısticas da

distribuição hipergeométrica.

Hipergeométrica

Notação X ∼ Hipergeométrica(N, M,n)

Parâmetros N (N ∈ IN)

M (M ∈ IN,M ≤ N)

n (n ∈ IN, n ≤ N)

Contradomı́nio {max{0, n− (N −M)}, · · · ,min{n, M}}

F.p. P (X = x) =






(M
x ) (N−M

n−x )
(N

n) , x = max{0, n− (N −M)}, · · · ,min{n, M}

0, c.c.

Valor esperado E(X) = n M
N

Variância V (X) = n M
N

(
1− M

N

)
N−n
N−1

Exerćıcio 1.60 — Valor esperado da distribuição hipergeométrica

Deduza o valor esperado da distribuição hipergeométrica, tirando partido das seguintes

igualdades:14

x

(
M

x

)

= M

(
M − 1

x− 1

)

(1.22)

(
N

n

)

=
N

n

(
N − 1

n− 1

)

. (1.23)

•

Nota 1.61 — Distribuição Hipergeométrica

E(X) e V (X) fazem lembrar o valor esperado e a variância da distribuição Binomial(n, p)

com factores de correcção que se devem à não reposição das extracções. Com efeito, sob

certas condições, a (f.p./f.d. da) v.a. Hipergeométrica(N, M, n) pode ser aproximada pela

(f.p./f.d. d)a v.a. Binomial(n, M
N ):

v.a. original v.a. aproximativa Condições aprox. Obs.

X ∼ Hipergeométrica(N, M,n) X̃ ∼ Binomial(n, M/N) n < 0.1N (1)

14Para mais detalhes consulte-se: www.stat.ufl.edu/∼berg/sta5325/files/sta5325-12.pdf.
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Com efeito, fazer ou não reposição deixa de ser relevante quando a dimensão da amostra

é muito pequena quando comparada com a dimensão da população. Esta aproximação

também encontra justificação num resultado de convergência:

lim
N → +∞

n fixo

M/N fixo

(
M
x

) (
N−M
n−x

)

(
N
n

) =

(
n

x

) (
M

N

)x (
1− M

N

)n−x

. (1.24)

•

Distribuição Geométrica

Motivação 1.62 — Distribuição Geométrica

A distribuição Binomial(n, p) está associada à contagem do número de sucessos em n

provas de Bernoulli independentes que possuem em qualquer dos casos probabilidade de

sucesso igual a p. Caso estejamos interessados em contabilizar o

• o número total de provas de Bernoulli realizadas até ao registo do primeiro sucesso,

passamos a lidar com uma v.a. discreta com distribuição distinta da binomial. •

Definição 1.63 — Distribuição Geométrica

Seja

• X = número de provas de Bernoulli (independentes com probabilidade de sucesso

comum e igual a p) realizadas até à ocorrência do primeiro sucesso.

Então a v.a. X diz-se com distribuição geométrica com parâmetro p e a sua f.p. é dada

por

P (X = x) =





(1− p)x−1 p, x = 1, 2, 3, · · ·
0, c.c.

(1.25)

•

A distribuição geométrica é por vezes designada por distribuição discreta do tempo de

espera pelo primeiro sucesso.
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Da tabela que se segue constam não só a f.p. mas também outras caracteŕısticas da

distribuição geométrica.

Geométrica

Notação X ∼ Geométrica(p)

Parâmetro p = P (sucesso) (p ∈ [0, 1])

Contradomı́nio IN = {1, 2, 3, · · ·}

F.p. P (X = x) =





(1− p)x−1 p, x = 1, 2, 3, · · ·

0, c.c.

Valor esperado E(X) = 1
p

Variância V (X) = 1−p
p2

Nota 1.64 — F.d. da v.a. geométrica

A f.d. da v.a. X ∼ Geométrica(p) não está tabelada pois obtém-se sem grande dificuldade,

por estar a lidar-se com uma série geométrica. Com efeito,

FX(x) = P (X ≤ x) =





0, x < 1
∑[x]

i=1(1− p)i−1 p = 1− (1− p)[x], x ≥ 1,
(1.26)

onde [x] representa novamente a parte inteira do real x. •

Exemplo 1.65 — F.p. e f.d. da distribuição Geométrica

Na figura seguinte podem encontram-se os gráficos da f.p. (resp. f.d.) de X ∼
Geométrica(p), onde p = 0.2, 0.5, 0.8 de baixo para cima.15

•

15Fonte: http://en.wikipedia.org/wiki/Geometric distribution.
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Nota 1.66 — Definição alternativa da v.a. geométrica

A v.a. geométrica é frequentemente definida à custa do número de insucessos que

precedem o primeiro sucesso numa sucessão de provas de Bernoulli i.i.d. com

probabilidade de sucesso p. Representemos esta v.a. por Y . Y toma valores 0, 1, · · ·,
escreve-se Y ∼ Geométrica∗(p) e lida-se agora com a f.p.

P (Y = y) =





(1− p)y p, y = 0, 1, 2, 3, · · ·
0, c.c.

Ao considerar-se X ∼ Geométrica(p), tem-se Y = X − 1 ∼ Geométrica∗(p), pelo que

E(Y ) = E(X − 1) = 1
p − 1 = 1−p

p e V (Y ) = V (X) = 1−p
p2 . •

Exemplo 1.67 — Distribuição Geométrica

Estudos preliminares indicaram que a probabilidade de ser detectada a presença de alto

teor de metais pesados numa amostra de solo proveniente de certo local é de 0.01.16

(a) Obtenha o valor esperado do número total de amostras seleccionadas ao acaso até

que seja detectada a primeira amostra de solo com alto teor de metais pesados.

• V.a.

X = número total de amostras seleccionadas até que seja detectada a

primeira amostra de solo com alto teor de metais pesados

• Distribuição de X

X ∼ Geométrica(p)

• Parâmetro

p = 0.01

• F.p. de X

P (X = x) = (1− 0.01)x−1 × 0.01, x = 1, 2, 3, · · ·

• Valor esperado de X

E(X)
form.
=

1

p

=
1

0.01
= 100 amostras.

16Adaptado do Exame de PE de 2a. Época, 4 de Fevereiro de 2003.
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(b) Determine a probabilidade de serem inspeccionadas mais de 100+50 amostras até à

detecção da primeira amostra de solo com alto teor de metais pesados, sabendo que

já foram inspeccionadas mais de 100 amostras sem que semelhante detecção tivesse

ocorrido.

• Probabilidade pedida

Tirando partido da expressão geral da f.d. da v.a. geométrica tem-se

sucessivamente:

P (X > 100 + 50|X > 100) =
P (X > 100 + 50, X > 100)

P (X > 100)

=
P (X > 100 + 50)

P (X > 100)

=
1− P (X ≤ 100 + 50)

1− P (X ≤ 100)

=
1− [1− (1− 0.01)100+50]

1− [1− (1− 0.01)100]

=
(1− 0.01)100+50

(1− 0.01)100

= (1− 0.01)50

= P (X > 50).

Este resultado deve-se a uma propriedade desta distribuição que será enunciada

de seguida. •

Proposição 1.68 — Falta de memória da distribuição geométrica

Seja X ∼ Geométrica(p). Então

P (X > k + x|X > k) = P (X > x), ∀k, x ∈ IN, (1.27)

Equivalentemente, a v.a. (X−k|X > k), que representa o número de provas de Bernoulli

adicionais sabendo que já foram efectuadas mais de k provas, também possui distribuição

geométrica com parâmetro p:

(X − k|X > k) ∼ Geométrica(p), ∀k ∈ IN. (1.28)

Esta propriedade é denominada de “falta de memória”uma vez que (1.28) sugere um

recomeço probabiĺıstico. Não surpreende que a distribuição geométrica seja considerada

o análogo discreto da distribuição exponencial. •
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Importa notar que a “falta de memória” é uma propriedade que caracteriza a

distribuição Geométrica, i.e.,

X ∼ Geométrica(p) ⇔ P (X > n + m|X > n) = P (X > m), n, m ∈ IN. (1.29)

No exerćıcio seguinte demonstrar-se-á a implicação da direita para esquerda (condição

necessária).

Exerćıcio 1.69 — Falta de memória da distribuição geométrica

Mostre que, caso a v.a. X seja inteira, positiva e goze da propriedade de falta de memória,

X possui distribuição geométrica.17 •

Proposição 1.70 — Relação entre as distribuições geométrica e exponencial

Para além de serem as duas únicas distribuições com falta de memória, a geométrica e a

exponencial relacionam-se do seguinte modo. Seja Z ∼ Exponencial(λ). Então a parte

inteira de Z, [Z], possui distribuição Geométrica∗(p = 1− e−λ). •

Exerćıcio 1.71 — Relação entre as distribuições geométrica e exponencial

Demonstre a proposição 1.70. •

Proposição 1.72 — Outra propriedade da distribuição geométrica

Sejam Xi∼indep.Geométrica(pi), i = 1, · · · , n. Então

min
i=1,···,n

Xi ∼ Geométrica

(

p = 1−
n∏

i=1

(1− pi)

)

. (1.30)

•

Exerćıcio 1.73 — Demonstre e interprete a proposição 1.72. •

17Sugestão: considere n, m ∈ IN e P (X > n) = an; note que a propriedade de “falta de memória” se
escreve an+m = an × am, pelo que am = am

1 ; por fim reescreva a f.p. à custa da função de sobrevivência
do seguinte modo P (X = m) = P (X > m− 1)− P (X > m) = am−1 − am.
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Distribuição de Poisson

Motivação 1.74 — Distribuição de Poisson

A distribuição de Poisson é frequentemente usada na contagem de ocorrências de certo tipo

de evento em peŕıodos fixos de tempo, eventos tais como: chegadas, partidas, acidentes,

falhas de equipamento, testemunhos verdadeiros em tribunal, número de excedências de

ńıveis elevados de pluviosidade/ondas/marés, número de colisões de detritos espaciais

com diâmetro superior a 1cm num satélite numa região orbital abaixo dos 2.000Km de

altitude, etc.

A distribuição de Poisson foi originalmente introduzida em 1838 por Siméon Dennis

Poisson (1781–1840) na sua obra Recherches sur la probabilité des jugements en matiére

criminelle et en matiére civile. Esta obra centra-se em v.a. que contabilizam o número

de certas occurrências (por vezes denominadas de “chegadas”) em peŕıodos de amplitude

fixa.18 Anos mais tarde von Bortkiewicz (1898) recorre à distribuição de Poisson para

descrever o comportamento probabiĺıstico do número de mortes por coices de cavalo no

exército prussiano. •

Definição 1.75 — Distribuição de Poisson

A v.a. X com distribuição tem a particularidade de possuir o valor esperado e a variância

iguais ao parâmetro que define a distribuição, λ, e f.p. na tabela abaixo

Poisson

Notação X ∼ Poisson(λ)

Parâmetro λ (λ ∈ IR+)

Contradomı́nio IN0

F.p. P (X = x) =





e−λ λx

x! , x = 0, 1, 2, · · ·

0, c.c.

Valor esperado E(X) = λ

Variância V (X) = λ

•
18Para mais detalhes veja-se: http://en.wikipedia.org/wiki/Poisson distribution.
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Nota 1.76 — F.d. da v.a. de Poisson

A f.d. da v.a. X ∼ Poisson(p),

FX(x) = P (X ≤ x) =





0, x < 0
∑[x]

i=0 e−λ λi

i! , x ≥ 0
(1.31)

(onde [x] é a parte inteira do real x) está tabelada para alguns valores de λ. •

Exemplo 1.77 — Utilização das tabelas da f.d. da v.a. de Poisson

V.a. x Valor tabelado de FX(x) = P (X ≤ x)

X ∼ Poisson(λ = 0.05) 0 FX(0) = 0.9512

X ∼ Poisson(λ = 3) 1 FX(1) = 0.1991

X ∼ Poisson(λ = 20) 14 FX(14) = 0.1049

•

Exemplo 1.78 — F.p. e f.d. da distribuição de Poisson

Nos gráficos abaixo representam-se a f.p. e a f.d. de X ∼ Poisson(λ), onde λ = 1, 4, 10 de

cima para baixo.19

19Fonte: http://en.wikipedia.org/wiki/Poisson distribution.
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Exemplo 1.79 — Distribuição de Poisson

A procura semanal de uma luxuosa marca de automóvel segue uma lei de Poisson. Sabe-se

ainda que a probabilidade de numa semana não existir procura é igual a e−3.20

(a) Determine a probabilidade de a procura semanal exceder pelo menos 2 automóveis.

• V.a.

X = procura semanal de automóveis da referida marca

• Distribuição de X

X ∼ Poisson(λ)

• F.p. de X

P (X = x) = e−λ λx

x! , x = 0, 1, 2, · · ·

• Parâmetro

λ : P (X = 0) = e−3

e−λ λ0

0!
= e−3

λ = 3

• Probabilidade pedida

P (X ≥ 2) = 1− P (X < 2)

= 1− P (X ≤ 1)

= 1− FPoisson(3)(1)
tabela= 1− 0.1991

= 0.8009

(b) Qual a probabilidade de a procura em 4 semanas ser de pelo menos 2 automóveis?

• V.a.

Y = procura de automóveis da referida marca em 4 semanas

• Distribuição de Y

Y ∼ Poisson(4× λ)

20Adaptado do Exame de 2a. Época, 21 de Julho de 2001.
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• F.p. de Y

P (Y = y) = e−12 12y

y! , y = 0, 1, 2, · · ·

• Probabilidade pedida

P (Y ≥ 2) = 1− FPoisson(12)(1)
tabela= 1− 0.0001

= 0.9999.

Esta aĺınea ilustra o fecho da famı́lia de distribuições de Poisson para a soma

de v.a. independentes. •

Proposição 1.80 — Somas de v.a. independentes com distribuição de Poisson

Sejam Xi ∼indep Poisson(λi), i = 1, · · · , k. Então

k∑

i=1

Xi ∼ Poisson

(
k∑

i=1

λi

)

. (1.32)

•

Exemplo 1.81 — Somas de v.a. independentes com distribuição de Poisson

Os números de “kits” de teste vendidos semanalmente por duas sucursais de uma empresa

de biotecnologia são duas v.a. independentes com distribuição de Poisson cujas variâncias

são iguais a 10 e 15, respectivamente.21 Obtenha o valor exacto para a probabilidade de

o número total de “kits”de teste vendidos semanalmente pelas duas sucursais da empresa

exceder 25 unidades.

• V.a.

Xi = número de “kits”vendidos semanalmente pela sucursal i (i = 1, 2)

• Distribuição de Xi

Xi
indep∼ Poisson(λi), i = 1, 2

• Parâmetros

λ1 = E(X1) = V (X1) = 10

λ2 = E(X2) = V (X2) = 15

21Adaptado do Exame de PE de 4 de Fevereiro de 2003.
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• Nova v.a.

Y = X1 + X2 = número total de “kits” de teste vendidos semanalmente pelas duas

sucursais

• Distribuição de Y

Tratando-se da soma de duas v.a. independentes com distribuição de Poisson, pode

afirmar-se que

Y ∼ Poisson(E(Y )).

• Parâmetro

E(Y ) = E(X1) + E(X2) = 10 + 15 = 25

• Probabilidade pedida

P (Y > 25) = 1− P (Y ≤ 25)

= 1− FPoisson(25)(25)
tabela= 1− 0.5529

= 0.4471.

Proposição 1.82 — Aproximação normal da distribuição de Poisson

v.a. original v.a. aproximativa Condições aprox. Obs.

X ∼ Poisson(λ) X̃ ∼ Normal(λ, λ) λ > 5 (1)

Atente-se que existem tabelas da f.d. da v.a. X ∼ Poisson(λ) para diversos valores de

λ > 5, e nesses casos não há qualquer necessidade de efectuar a aproximação. Esta

aproximação encontra justificação no TLC: Xi ∼i.i.d. Poisson(λ/n), i = 1, · · · , n →
Sn =

∑n
i=1 Xi ∼ Poisson(λ) → Sn−λ√

λ

a∼ Normal(0, 1). •

Proposição 1.83 — Relação entre as distribuições exponencial e de Poisson /

Processo de Poisson

Sejam:
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• X o tempo entre duas ocorrências consecutivas de um evento;

• Nx o número de ocorrências do evento no intervalo (0, x].

Então

Nx ∼ Poisson(λ× x) ⇔ X ∼ Exponencial(λ) (1.33)

e a colecção de v.a. {Nx, x > 0} diz-se um processo de Poisson de taxa λ. •

Exemplo 1.84 — Relação entre as distribuições exponencial e de Poisson

O intervalo de tempo entre duas chegadas consecutivas de mensagens electrónicas a um

computador tem distribuição exponencial com valor esperado igual a 2 minutos.

(a) Determine a probabilidade de chegarem mais de 10 mensagens em meia-hora.

• V.a.

X = tempo (em minutos) entre chegadas consecutivas de mensagens electrónicas

• Distribuição de X

X ∼ Exponencial(λ)

• Parâmetro

λ : E(X) = 2
1
λ = 2

λ = 0.5 (mensagens/minuto)

• Nova v.a.

Nx = N30 =número de mensagens chegadas em 30 minutos

• Distribuição de N30

De acordo com o resultado (1.33) tem-se

N30 ∼ Poisson(λ× x = 0.5× 30 = 15).

• F.p. de N30

P (N30 = y) = e−15 15y

y! , y = 0, 1, 2, · · ·

• Probabilidade pedida

P (N30 > 10) = 1− P (N30 ≤ 10)

= 1− FPoisson(15)(10)
tabela= 1− 0.1185

= 0.8815.
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(b) Assuma que a probabilidade de uma mensagem electrónica ser SPAM é 0.1 e determine

a probabilidade de chegarem mais de 10 mensagens SPAM em meia-hora.

• Nova v.a.

Ñ30 =número de mensagens SPAM chegadas em 30 minutos

• Distribuição de Ñ30 condicional a N30 = n (n = 1, 2, · · ·)

(Ñ30|N30 = n) ∼ Binomial(n, p = 0.1)

• F.p. de (Ñ30|N30 = n)

P (Ñ30 = y|N30 = n) = n!
y!(n−y)!p

y(1− p)n−y, y = 0, 1, 2, · · · , n

• F.p. de Ñ30

Aplicando a lei da probabilidade total tem-se sucessivamente:

P (Ñ30 = y) =
+∞∑

n=0

P (Ñ30 = y|N30 = n)× P (N30 = n)

=
e−λ × py

y!× (1− p)y
×

+∞∑

n=y

[(1− p) λ]y

(n− y!)
= · · ·

=
e−λ×p × (λ× p)y

y!

• Distribuição de Ñ30

Ñ30 ∼ Poisson(λ× p = 15× 0.1 = 1.5)

• Probabilidade pedida

P (Ñ30 > 10) = 1− P (Ñ30 ≤ 10)

= 1− FPoisson(1.5)(10)
tabela= 1− 1.0000

= 0.0000,

substancialmente inferior à probabilidade obtida na aĺınea (a). •

A aĺınea (b) do exerćıcio anterior sugere o seguinte resultado.

Proposição 1.85 — Filtragem da distribuição de Poisson

Sejam X ∼ Poisson(λ) e (Y |X = n) ∼ Binomial(n, p). Então conclui-se que

Y ∼ Poisson(λ× p). •
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Exerćıcio 1.86 — Filtragem da distribuição de Poisson

A circulação de viaturas numa auto-estrada processa-se de acordo com um processo de

Poisson com taxa igual a uma viatura por minuto.

Assuma que 5% da viaturas são da marca “PeugeOt” e calcule a probabilidade de

passar pelo menos uma viatura da marca “PeugeOt” durante uma hora.22 •

Proposição 1.87 — Uma distribuição condicional importante

Sejam Xi ∼indep Poisson(λi), i = 1, · · · , k. Então

Xi|



k∑

j=1

Xj = y



 ∼ Binomial

(

y,
λi

∑k
j=1 λj

)

, y ∈ IN. (1.34)

•

Exerćıcio 1.88 — Uma distribuição condicional importante

Prove a Proposição 1.87 para k = 2. •

Exerćıcio 1.89 — Uma distribuição condicional importante (bis)

Retome o Exerćıcio 1.86 e assuma que sabe de antemão que passaram 50 viaturas.

Qual a probabilidade de 5 dessas viaturas serem da marca “PeugeOt”? •

Nota 1.90 — Filas de espera M/M/1 e M/M/∞
Um sistema diz-se uma fila de espera do tipo M/M/1 caso o tempo entre chegadas

consecutivas possua distribuição Exponencial(λ)23 e o tempo de serviço, prestado pelo

único servidor, seja independente do tempo entre chegadas consecutivas e possua

distribuição Exponencial(µ). Assuma que a intensidade de tráfego ρ = λ
µ < 1. Então

a distribuição do número de clientes que um cliente encontra à sua chegada ao sistema

em M/M/1 em equiĺıbrio, Ls, possui distribuição Geométrica∗(1− ρ).

Ao lidar-se com um sistema M/M/∞ (e.g. o sistema opera em regime de self-service),

tem-se Ls ∼ Poisson(ρ). •

22Adaptado de Ross (1989, p. 243, Exercise 23).
23“M” de memoryless.
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Distribuição Binomial Negativa

Definição 1.91 — Distribuição Binomial Negativa

A v.a.

• X = número provas de Bernoulli (independentes com probabilidade de sucesso

comum e igual a p) que é necessário realizar até à ocorrência do r−ésimo sucesso

diz-se com distribuição binomial negativa de parâmetros (r, p) e possui as caracteŕısticas

abaixo

Binomial Negativa

Notação X ∼ BinomialN(r, p)

Parâmetros r = número de sucessos (r ∈ {1, 2, 3, · · ·})

p = P (sucesso) (p ∈ [0, 1])

Contradomı́nio {r, r + 1, r + 2, · · ·}

F.p. P (X = x) =






(x−1
r−1

)
(1− p)x−r pr, x = r, r + 1, r + 2, · · ·

0, c.c.

Valor esperado E(X) = r
p

Variância V (X) = r(1−p)
p2

•

Nota 1.92 — Caso particular da distribuição Binomial Negativa

Geométrica(p) d= BinomialN(r = 1, p); •

Exerćıcio 1.93 — F.p. da distribuição Binomial Negativa

Procure justificar a expressão da f.p. da v.a. com distribuição binomial negativa. •
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Exemplo 1.94 — Distribuição Binomial Negativa

O Bob joga basquetebol na equipa do liceu que frequenta e, ao que tudo indica, marca

pontos em 70% dos lances livres que efectua.

Qual a probabilidade de o Bob marcar pontos em 3 lances livres somente ao fim de 5

lances livres efectuados?24

• V.a.

X = número total de lances livres efectuados até à marcação do 3o. lance livre

• Distribuição de X

X ∼ BinomialN(r, p)

• Parâmetros

r = 3 lances livres marcados

p = P (marcar lance livre) = 0.7

• F.p. de X

P (X = x) =
(

x−1
3−1

)
(1− 0.7)x−3 0.73, x = 3, 4, · · ·

• Probabilidade pedida

P (X = 5) =

(
5− 1

3− 1

)

(1− 0.7)5−3 0.73

= 0.18522.

•

Exerćıcio 1.95 — Distribuição Binomial Negativa (bis)

Para levar a cabo uma investigação relativa à eficácia de um novo tratamento para uma

doença rara, cuja incidência na população em geral é de 0.5%, é preciso usar 30 pessoas

com a doença para realizar um ensaio cĺınico.

(a) Calcule a função de probabilidade do número de pessoas que é preciso observar até

encontrar as 30 pessoas necessárias para realizar o ensaio.

(b) Qual é o número médio de pessoas que é preciso entrevistar? •

24Fonte: http://stattrek.com/Lesson2/NegBinomial.aspx?Tutorial=Stat.
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Proposição 1.96 — Relação entre as f.p. das distribuições Binomial Negativa

e Binomial

Sejam X ∼ BinomialN(r, p) e Y ∼ Binomial(x− 1, p). Então, para x = r, r + 1, r + 2, · · ·
e r = 1, 2, 3, · · ·, tem-se

P (X = x) = p× P (Y = r − 1)

= p×
[
FBinomial(x−1,p)(r − 1)− FBinomial(x−1,p)(r − 2)

]
. (1.35)

•

Exerćıcio 1.97 — Relação entre as f.p. das distribuições Binomial Negativa e

Binomial

Demonstre (e interprete na medida do posśıvel) a Proposição 1.96. •

Exerćıcio 1.98 — Relação entre as f.p. das distribuições Binomial Negativa e

Binomial (bis)

Considere X ∼ BinomialN
(
5, 1

4

)
e calcule P (X = 12) usando as tabelas da f.d. para v.a.

binomiais. •

Proposição 1.99 — Relação entre as f.d. das v.a. Binomial Negativa e Binomial

Sejam X ∼ BinomialN(r, p), Y ∼ Binomial(x, p) e Z = x − Y ∼ Binomial(x, 1 − p).

Então, para x = r, r + 1, r + 2, · · · e r = 1, 2, 3, · · ·, tem-se

FBinomialN(r,p)(x) = P (X ≤ x)

= P (Y ≥ r)

= 1− FBinomial(x,p)(r − 1)

= P (Z ≤ x− r)

= FBinomial(x,1−p)(x− r). (1.36)

•

Exerćıcio 1.100 — Relação entre as f.d. das v.a. Binomial Negativa e Binomial

Demonstre a Proposição 1.99. •
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Exerćıcio 1.101 — Relação entre as f.d. das v.a. Binomial Negativa e a

Binomial (bis)

Um dispositivo electrónico faz parar uma máquina automática de encher consecutivamente

pacotes de um determinado produto assim que é detectado o terceiro pacote com peso

inferior ao nominal. Seja p a probabilidade de um pacote ter peso inferior ao peso nominal.

Admita que o resultado de cada enchimento é independente dos restantes e que o tempo

necessário para processar (incluindo encher) um pacote é uma v.a. com valor esperado

igual a 10 segundos.

(a) Suponha p = 0.2. Calcule a probabilidade de a máquina ser parada antes de ter

conseguido encher 7 pacotes.

(b) Calcule, em função de p, o valor esperado do tempo que a máquina funciona sem ser

interrompida. •

Exerćıcio 1.102 — Distribuição Binomial Negativa (bis)

Um fumador de cachimbo costuma trazer consigo duas caixas de fósforos, uma no bolso

esquerdo e outra no bolso direito. Cada caixa contém inicialmente 120 fósforos. Quando

precisa de um fósforo o fumador retira uma caixa de um dos bolsos. De facto vai com

maior frequência ao bolso direito (3/5) do que ao bolso esquerdo (2/5).

(a) Em certo momento, ao retirar a caixa do bolso direito verificou que esta estava vazia

mas que a do bolso esquerdo continha 50 fósforos.

Calcule a probabilidade deste acontecimento.

(b) Obtenha a f.p. do número de fósforos existentes numa das caixas no momento em que

o fumador descobre que a outra está vazia. •

Proposição 1.103 — Somas de v.a. independentes com distribuição Binomial

Negativa

Sejam Xi ∼indep BinomialN(ri, p), i = 1, · · · , k. Então

k∑

i=1

Xi ∼ BinomialN

(
k∑

i=1

ri, p

)

. (1.37)

•
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Proposição 1.104 — Definição alternativa da distribuição Binomial Negativa

Em diversos livros de texto é costume recorrer a uma definição alternativa da Binomial

Negativa. Ao invés de se considerar a v.a. que representa o número total de provas de

Bernoulli que é necessário realizar até à ocorrência do r− ésimo sucesso, considera-se a

v.a.

• Y =número de Insucessos (em provas de Bernoulli) que precedem a ocorrência do

r− ésimo sucesso.

Obviamente Y d= X − r, pelo que a v.a. Y possui as seguintes caracteŕısticas:

Binomial Negativa ∗

Notação Y ∼ BinomialN∗(r, p)

Parâmetros r = número de sucessos (r ∈ {1, 2, 3, · · ·})

p = P (sucesso) (p ∈ [0, 1])

Contradomı́nio {0, 1, 2, · · ·}

F.p. P (Y = y) =






(y+r−1
r−1

)
(1− p)y pr, y = 0, 1, 2, · · ·

0, c.c.

Valor esperado E(Y ) = E(X − r) = r(1−p)
p

Variância V (Y ) = V (X) = r(1−p)
p2

•

Exerćıcio 1.105 — Definição alternativa da distribuição Binomial Negativa

Procure reproduzir pelo menos um dos gráficos abaixo, usando para o efeito o

Mathematica.
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Estes gráficos dizem respeito à f.p. de Z ∼ BinomialN∗(r, 1 − p), com r =

1, 2, 3, 4, 5, 10, 20, 40 e 1 − p tal que E(Z) = r p
1−p = 10. A linha a amarelo reporta-se

ao valor esperado comum e a linha a verde a um desvio-padrão.25 •

A origem da designação de binomial negativa deve-se à relação
(
y + r − 1

y

)

= (−1)y ×
(
−r

y

)

= (−1)y × (−r)× (−1− r)× · · · (−y − r + 1)

y × (y − 1)× · · · 2× 1
,

que define o coeficiente binomial para inteiros negativos.

Proposição 1.106 — Resultado limite para a binomial negativa∗

Seja Yr(λ) ∼ BinomialN∗(r, r/(r + λ)).26 Então, para y = 0, 1, 2, · · ·, tem-se

lim
r→+∞

P (Yr(λ) = y) = lim
r→+∞

(
y + r − 1

y

) (
1− r

r + λ

)y (
r

r + λ

)r

=
e−λ λy

y!
.

Exerćıcio 1.107 — Demonstre a Proposição 1.106. •

Sugestões de leitura — Wikipedia

• http://en.wikipedia.org/wiki/Binomial distribution

• http://en.wikipedia.org/wiki/Hypergeometric distribution

• http://en.wikipedia.org/wiki/Geometric distribution

• http://en.wikipedia.org/wiki/Poisson distribution

25Fonte: http://en.wikipedia.org/wiki/Negative binomial distribution.
26Note-se que se está a lidar com a v.a. que representa o número de insucessos que precedem a ocorrência

do r−ésimo sucesso.
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1.1.3 Variáveis aleatórias cont́ınuas revisitadas e três novidades

Iniciamos esta sub-secção relembrando três noções, que condensámos numa nota redigida

em inglês e resultante de uma transcrição das correspondentes entradas da Wikipedia.

Nota 1.108 — Continuous, uniformly continuous and absolutely continuous

functions

• Continuous function

A real function f is continuous in x if for any sequence {x1, x2, · · ·} such that

limn→∞ xn = x, it holds that limn→∞ f(xn) = f(x).

One can say, briefly, that a function is continuous iff it preserves limits.27

• Uniformly continuous function

Given metric spaces (X, d1) and (Y, d2), a function f : X → Y is called uniformly

continuous on X if for every real number ε > 0 there exists δ > 0 such that for

every x, y ∈ X with d1(x, y) < δ, we have that d2(f(x), f(y)) < ε.

If X and Y are subsets of the real numbers, d1 and d2 can be the standard Euclidean

norm, |.|, yielding the definition: for all ε > 0 there exists a δ > 0 such that for all

x, y ∈ X, |x− y| < δ implies |f(x)− f(y)| < ε.

The difference between being uniformly continuous, and simply being continuous at

every point, is that in uniform continuity the value of δ depends only on ε and not

on the point in the domain (http://en.wikipedia.org/wiki/Uniform continuity).

• Absolutely continuous function

Let (X, d) be a metric space and let I be an interval in the real line IR. A function f :

I → X is absolutely continuous on I if for every positive number ε, there is a positive

number δ such that whenever a (finite or infinite) sequence of pairwise disjoint sub-

intervals [xk, yk] of I satisfies
∑

k |yk − xk| < δ then
∑

k d (f(yk), f(xk)) < ε.

Absolute continuity is a smoothness property which is stricter than continuity and

uniform continuity.

•

27For the Cauchy definition (epsilon-delta) of continuous function see
http://en.wikipedia.org/wiki/Continuous function.
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Definição 1.109 — V.a. cont́ınua/função densidade de probabilidade (Rohatgi,

1976, p. 63)

Uma v.a. X definida em (Ω,A, P ) diz-se (absolutamente) cont́ınua, caso

• possua f.d. FX(x) = P (X ≤ x) absolutamente cont́ınua em IR, i.e.,

exista uma função real de variável real, fX(x), que verifique:

• fX(x) ≥ 0, ∀x ∈ IR

• FX(x) = P (X ≤ x) =
∫ x
−∞ fX(t)dt, ∀x ∈ IR.

A função fX(x) é denominada de função densidade de probabilidade (f.d.p.) de X. •

Nota 1.110 — F.d.p.

Ao lidarmos com uma v.a. discreta podemos calcular a f.p. P (X = x). No entanto, tal

cálculo não faz qualquer sentido ao lidar-se com a v.a. cont́ınua X. É razoável sim

• calcular a probabilidade de X pertencer a um intervalo ou a um conjunto de Borel

e para tal lidaremos com o análogo cont́ınua da f.p., a f.d.p. •

Proposição 1.111 — Propriedades da f.d.p.; obtenção da f.d.p. à custa da f.d.

(Rohatgi, 1976, p. 63)

Para além de verificar fX(x) ≥ 0, ∀x ∈ IR, e FX(x) = P (X ≤ x) =
∫ x
−∞ fX(t)dt, ∀x ∈ IR,

a f.d.p. de X satisfaz

•
∫ +∞
−∞ fX(x)dx = 1

•
∫ b
a fX(x)dx = P (a < X ≤ b), ∀a < b

• P (X ∈ B) =
∫
B fX(x)dx, para qualquer B ∈ B(IR).

Mais, caso a f.d. de X seja absolutamente cont́ınua e a sua f.d.p. seja cont́ınua em x, pode

obter-se fX(x) derivando FX(x):

fX(x) =
d FX(x)

dx
. (1.38)

•
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Nota 1.112 — F.d.p./f.d.

Para v.a. cont́ınuas tem-se:

• P (X = x) = 0, ∀x ∈ IR, i.e., a probabilidade de a v.a. tomar o valor real x é nula

(o evento é quase-imposśıvel!)

• P (a < X ≤ b) = P (a < X < b) = P (a ≤ X ≤ b) = P (a ≤ X < b)

=
∫ b
a fX(x)dx = FX(b)− FX(a), ∀a < b,

correspondendo à área sob o gráfico da f.d.p. entre a e b (gráfico!). •

Nota 1.113 — Interpretação geométrica da f.d.p.

De notar que

P
(
a− ε

2
< X ≤ a +

ε

2

)
=

∫ a+ ε
2

a− ε
2

fX(x) dx

1 ε fX(a). (1.39)

fX(a) dá, portanto, a “ideia” da “possibilidade” de ocorrência de valores próximos do

ponto a.28 •

Definição 1.114 — F.d. de v.a. cont́ınua

Seja X uma v.a. cont́ınua. Então a sua f.d. é dada por

FX(x) = P (X ≤ x)

=
∫ x

−∞
fX(t)dt, x ∈ IR (1.40)

= Área sob o gráfico da f.d.p. de X entre −∞ e x.

•

Exemplo 1.115 — F.d. de v.a. cont́ınua

O tempo (em anos) entre duas colisões consecutivas de detritos espaciais com diâmetro

maior que 1mm num satélite em MEO29 é uma v.a. cont́ınua com f.d.p.

fX(x) =





0, x < 0

0.4 e−0.4x, x ≥ 0.
(1.41)

28Que nunca deve confundir-se com a probabilidade de ocorrer {X = a}, probabilidade que se sabe ser
nula para v.a. cont́ınuas.

29Medium Earth Orbit, associada a altitudes entre 2.000Km e 34.786Km.
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(a) Calcule a probabilidade do tempo entre duas colisões consecutivas exceder 1 ano e

três meses.

• V.a.

X =tempo entre duas colisões consecutivas... (em anos)

• F.d.p. de X

fX(x) =





0, x < 0

0.4 e−0.4x, x ≥ 0.

• Probabilidade pedida

P (X > 1.25) =
∫ +∞

1.25
fX(x) dx

=
∫ +∞

1.25
0.4 e−0.4x dx

= −e−0.4x
∣∣∣
+∞

1.25

= −0 + e−0.4×1.25

= e−0.5.

(b) Determine a f.d. de X e esboce o respectivo gráfico.

• F.d. de X

Tirando partido da f.d.p. conclui-se que:

FX(x) =
∫ x

−∞
fX(t)dt (1.42)

=






∫ x
−∞ 0 dt = 0, x < 0

∫ 0
−∞ 0 dt +

∫ x
0 0.4 e−0.4tdt = 1− e−0.4 x, x ≥ 0.

• Gráfico da f.d. de X

•

O gráfico esboçado sugere algumas das propriedades já enunciadas anteriormente
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Proposição 1.116 — Propriedades da f.d. de v.a. cont́ınua

A f.d. da v.a. cont́ınua X, FX(x), é uma:

1. Função cont́ınua, logo cont́ınua quer à direita,30 quer à esquerda, ou seja, FX(x) =

FX(x+) = FX(x−), ∀x ∈ IR;

2. Função monótona não decrescente de x.

A f.d. de uma v.a cont́ınua X verifica também:

3. 0 ≤ FX(x) ≤ 1;

4. FX(−∞) = limx→−∞ FX(x) = 0;

5. FX(+∞) = limx→+∞ FX(x) = 1;

6. P (X ≤ x) = P (X < x) = FX(x);

7. P (X > x) = 1− FX(x);

e ainda, para a < b,

8. P (a < X ≤ b) = P (a < X < b) = P (a ≤ X ≤ b) = P (a ≤ X < b)

=
∫ b
a fX(x)dx = FX(b)− FX(a), ∀a < b,

como, aliás, já se tinha referido. •

30Tal como acontece com a f.d. de qualquer v.a. discreta.
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Distribuição Uniforme cont́ınua

Motivação 1.117 — Distribuição Uniforme cont́ınua

Trata-se do análogo cont́ınuo da distribuição uniforme discreta, pelo que adequada a

descrever o comportamento probabiĺıstico de v.a. cujos valores posśıveis se crê terem

todos o mesmo “peso”e constituirem um conjunto conhecido e limitado (à esquerda e à

direita). •

Definição 1.118 — Distribuição Uniforme cont́ınua

A v.a. cont́ınua X com distribuição uniforme cont́ınua no intervalo [a, b] (onde a < b)

possui as seguintes caracteŕısticas:

Uniforme

Notação X ∼ Uniforme(a, b)

Parâmetros a (extremo inferior do intervalo; a ∈ IR)

b (extremo superior do intervalo; b ∈ IR)

Contradomı́nio [a, b]

F.d.p. fX(x) =






1
b−a , a ≤ x ≤ b

0, c.c.

Valor esperado E(X) = a+b
2

Variância V (X) = (b−a)2

12

•

Exerćıcio 1.119 — Reproduza o gráfico da f.d.p. da v.a. X ∼ uniforme(a, b) que se

encontra abaixo usando o Mathematica.31

Deduza o valor esperado e a variância desta v.a. •

31Fonte: http://en.wikipedia.org/wiki/Uniform distribution (continuous).
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Nota 1.120 — F.d. da v.a. uniforme cont́ınua

A f.d. da v.a. X ∼ Uniforme(a, b) possui três troços e é igual a

FX(x) = P (X ≤ x)

=
∫ x

−∞
fX(t)dt

=






0, x < a
x−a
b−a , a ≤ x ≤ b

1, x > b.

(1.43)

Eis o gráfico desta f.d.32

•

Proposição 1.121 — Distribuição Uniforme cont́ınua

Considere-se que X ∼ Uniforme(a, b). Então os intervalos com a mesma amplitude —

desde que contidos em [a, b] — são equiprováveis. Assim,

P (c < X ≤ c + ∆) = P (d < X ≤ d + ∆) =
∆

b− a
, (1.44)

para c, c + ∆, d, d + ∆ ∈ [a, b]. •

Proposição 1.122 — Outra propriedade da distribuição uniforme cont́ınua

Seja X uma v.a. cont́ınua com f.d. FX(x). Então Y = FX(X) ∼ Uniforme(0, 1).33 •

32Fonte: http://en.wikipedia.org/wiki/Uniform distribution (continuous).
33FX(X) é a v.a. que se obtém por substituição de x pela v.a. X na expressão de FX(x); e.g. FX(X) =

1− e−X → FX(X) = 1− e−X . Esta proposição é particularmente útil na geração de números pseudo-
aleatórios de distribuições cont́ınuas.
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Distribuição Exponencial

Motivação 1.123 — Distribuição Exponencial

Trata-se certamente da distribuição cont́ınua mais utilizada na caracterização da duração

de equipamento, por exemplo, electrónico, naquilo que usualmente se designa de testes de

vida. Esta distribuição surge também na prática no contexto da modelação dos tempos

entre ocorrências consecutivas de eventos do mesmo tipo, e.g. chegadas de clientes a um

sistema, falhas mecânicas, colisões, etc. •

Definição 1.124 — Distribuição Exponencial

Lidaremos com uma v.a. X com distribuição exponencial de parâmetro λ, caso

fX(x) =





λe−λx, x ≥ 0

0, c.c.
(1.45)

Exponencial

Notação X ∼ Exponencial(λ)

Parâmetro λ (λ ∈ IR+)

Contradomı́nio IR+
0 = [0,+∞)

F.d.p. fX(x) =





λe−λx, x ≥ 0

0, c.c.

Valor esperado E(X) = 1
λ

Variância V (X) = 1
λ2

•

Exerćıcio 1.125 — F.d. da v.a. Exponencial

(a) Verifique que a f.d. de X ∼ Exponencial(λ) é dada por

FX(x) =





0, x < 0

1− e−λx, x ≥ 0.
(1.46)

Esta f.d. não está tabelada devido à simplicidade da sua expressão geral.
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(b) Reproduza os seguintes gráficos34 da f.d.p. e da f.d. da v.a. X ∼ Exponencial(λ), para

λ = 0.5, 1.0, 1.5 (de baixo para cima), recorrendo para o efeito ao Mathematica.

•

Exemplo 1.126 — Distribuição Exponencial

Os turbofan jet engines começaram a ser usados há mais de 20 anos como meio de

propulsão de aeronaves comerciais: constituem o que se considera uma forma económica

e segura de transportar carga e passageiros.

O tempo entre falhas consecutivas (em horas) por parte de certo tipo destes motores

possui distribuição exponencial de valor esperado igual a 500 horas.

(a) Obtenha a probabilidade do tempo entre falhas consecutivas exceder

E(X) = 500 horas. Comente.

• V.a.

X =tempo entre falhas consecutivas (em horas)

• Distribuição de X

X ∼ Exponencial(λ)

• Parâmetro

λ : E(X) = 500
1
λ = 500

λ = 0.002

• F.d.p. de X

fX(x) =





0, x < 0

λ e−λx, x ≥ 0.

34Fonte: http://en.wikipedia.org/wiki/Exponential distribution.
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• F.d. de X

FX(x) =





0, x < 0

1− e−λx, x ≥ 0.

• Probabilidade pedida

P [X > E(X) = 500] = 1− FX [E(X)]

= 1− FX (1/λ)

= 1−
(
1− e−λ 1

λ

)

= e−1

é constante para qualquer valor (positivo, é claro) do parâmetro λ.

(b) Sabendo que decorreram mais de 800 horas desde o registo da última falha, calcule

a probabilidade de virmos a aguardar adicionalmente mais de 500 horas até que

ocorra a próxima falha. Compare o valor desta probabilidade com o obtido em (a).

• Probabilidade pedida

P (X > 800 + 500|X > 800) =
P (X > 800 + 500, X > 800)

P (X > 800)

=
P (X > 800 + 500)

P (X > 800)

=
1− FX(800 + 500)

1− FX(800)

=
1−

(
1− e−λ×(800+500)

)

1− (1− e−λ×800)

= e−λ×500

= e−1

= P (X > 500).

O valor desta probabilidade condicionada coincide com a probabilidade

calculada na aĺınea anterior, ilustrando assim uma propriedade que se enuncia

já de seguida. •
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Proposição 1.127 — Falta de memória da distribuição Exponencial

Considere-se que X ∼ Exponencial(λ). Então

P (X > t + x|X > t) = P (X > x), ∀t, x ∈ IR+
0 . (1.47)

Equivalentemente,

(X − t|X > t) ∼ Exponencial(λ), ∀t ∈ IR+
0 . (1.48)

Assim sendo, ao considerar-se que X representa a vida de um vida de um item e que X

tem distribuição Exponencial(λ), a vida residual no instante t, (X − t|X > t), possuirá

exactamente a mesma distribuição e o mesmo parâmetro. Recorde-se que esta propriedade

é denominada de “falta de memória”. •

Nota 1.128 — Falta de memória da distribuição Exponencial

A distribuição exponencial é a única distribuição cont́ınua que satisfaz a propriedade de

falta de memória, pelo que a distribuição exponencial pode ser considerada o análogo

cont́ınuo da distribuição geométrica.

Importa referir que falta de memória da distribuição exponencial torna-a inadequada

para modelar tempos de vida de equipamento sujeito a envelhecimento ou desgaste. •

Proposição 1.129 — Outra propriedade da distribuição Exponencial

Sejam Xi∼indep.Exponencial(λi), i = 1, · · · , n. Então

min
i=1,···,n

Xi ∼ Exponencial(λ =
n∑

i=1

λi).
•

Exerćıcio 1.130 — Demonstre a proposição 1.129. •

Exerćıcio 1.131 — Relação entre as distribuições Exponencial e de Poisson

Seja X uma v.a. que representa o número de ocorrências de um certo fenómeno por

unidade de tempo.

Admitindo que X ∼ Poisson(λ) determine a distribuição do tempo (na mesma

unidade) até à primeira ocorrência ou entre ocorrências sucessivas do fenómeno. •

Exerćıcio 1.132 — Demonstre a Proposição 1.83. •
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Exemplo 1.133 — Relação entre as distribuições Exponencial e de Poisson

(Teste B de PE do dia 10 de Novembro de 2007)

Durante a hora de ponta dos dias úteis, o número de autocarros que passam por hora em

certo local tem distribuição de Poisson.

(a) Calcule o valor esperado dessa distribuição, sabendo que a probabilidade de não

passar nenhum autocarro nesse local durante 20 minutos é igual a e−15.

• V.a.

N1 = no. de autocarros que passam em uma hora

N1/3 = no. de autocarros que passam em 20 min. (i.e., em 1/3 de hora)

• Distribuições de N1 e N1/3

N1 ∼ Poisson(λ)

N1/3 ∼ Poisson(λ/3)

• F.p. de N1 e N1/3

P (N1 = y)
form
= e−λ λy

y! , y = 0, 1, 2, · · ·

P (N1/3 = y) = e−λ/3 (λ/3)y

y! , y = 0, 1, 2, · · ·

• Parâmetros

λ : P (N1/3 = 0) = e−15

e−λ/3 (λ/3)0

0! = e−15

λ = 45

• Valor esperado pedido

E(N1)
form
= λ = 45

(b) Qual é a probabilidade do intervalo de tempo entre a passagem de dois autocarros

por esse local exceder 5 minutos?

• Nova v.a.

N1/12 = no. de autocarros que passam em 5 min. (i.e., em 1/12 de hora)

• Distribuição de N1/12

N1/12 ∼ Poisson(λ/12 = 3.75)

• F.p. de N1/12

P (N1/12 = y) = e−3.75 3.75y

y! , y = 0, 1, 2, · · ·
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• Probabilidade pedida

A probabilidade de o tempo entre duas passagens consecutivas de dois

autocarros por esse local exceder 5 minutos é exactamente igual a

P (N1/12 = 0) = e−3.75 3.750

0!
= e−3.75 1 0.0235.

Somos capazes de adiantar uma resolução alternativa ao recorrer ao resultado (1.33)

que traduz a relação entre as distribuições exponencial e de Poisson.

• Nova v.a.

X = tempo (em horas) entre duas passagens consecutivas de autocarros

• Distribuição de X

Uma vez que N1 ∼ Poisson(λ) pode concluir-se que

X ∼ Exponencial(λ = 45).

F.d.p. de X

fX(x) =





0, x < 0

45 e−45x, x ≥ 0.

• Probabilidade pedida

P (X > 1/12h = 5min) =
∫ +∞

1/12
fX(x)dx =

∫ +∞

1/12
45 e−45xdx

= −e−45x
∣∣∣
+∞

1/12
= e−45/12

1 0.0235.

•
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Distribuição Normal

Nota 1.134 — Distribuição Normal (nota histórica)

A distribuição normal foi introduzida pelo matemático francês Abraham de Moivre (1667–

1754) em 1733 e foi utilizada para aproximar probabilidades de eventos respeitantes a v.a.

binomiais.35 E é curioso notar que o trabalho de de Moivre esteve “perdido”por algum

tempo, tendo Karl Friedrich Gauss (1777–1855) derivado a distribuição normal de forma

independente cerca de 100 anos mais tarde, e que o nome alternativo mais usual para esta

distribuição é distribuição gaussiana. •

Definição 1.135 — Distribuição Normal

A v.a. cont́ınua X diz-se com distribuição normal de parâmetros µ e σ2 se a sua f.d.p. for

igual a

fX(x) =
1√
2πσ

e−
(x−µ)2

2σ2 , −∞ < x < +∞. (1.49)

Normal

Notação X ∼ Normal(µ,σ2)

Parâmetros µ (µ ∈ IR)

σ2 (σ2 ∈ IR+)

Contradomı́nio IR

F.d.p. fX(x) = 1√
2πσ

e−
(x−µ)2

2σ2 , −∞ < x < +∞

Valor esperado E(X) = µ

Variância V (X) = σ2

•

Proposição 1.136 — Normal padrão (ou normal reduzida, ou normal standard)

Seja X ∼ Normal(µ, σ2). Então a v.a. Z = X−E(X)√
V (X)

= X−µ
σ diz-se com distribuição normal

padrão. Aliás,

X ∼ Normal(µ, σ2) ⇔ Z =
X − µ

σ
∼ Normal(0, 1). (1.50)

35Este resultado foi posteriormente estendido por Pierre Simon Laplace (1749–1827) a outras v.a., no
século XIX.
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Para além disso, Z possui f.d. dada por

FZ(z) = P (Z ≤ z) =
∫ z

−∞

1√
2π

e−
t2

2 dt = Φ(z). (1.51)

A função Φ(z) está por sinal tabelada para um grande número de valores de z como se

ilustra no exemplo seguinte. •

Exemplo 1.137 — Consulta das tabelas da distribuição Normal padrão

• Φ(2.53) =

• Φ(1.0) = . •

Exerćıcio 1.138 — Normal padrão (ou normal reduzida, ou normal standard)

Demonstre a Proposição 1.136. •

Exerćıcio 1.139 — F.d.p. e f.d. de v.a. com distribuição Normal

Reproduza os gráficos das f.d.p. e f.d. de v.a. X ∼ Normal(µ, σ2), para (µ, σ2) =

(0, 0.2), (0, 1.0), (0, 5.0), (−2, 0.5).36

•

Proposição 1.140 — F.d. da v.a. Normal

A f.d. da v.a. Z = X−µ
σ ∼ Normal(0, 1) encontra-se tabelada e, como vimos, é usualmente

representada por Φ. É à custa desta f.d. e invocando a Proposição 1.136 que se obtém

a f.d. da v.a. X ∼ Normal(µ, σ2), para quaisquer valores admisśıveis de µ e de σ2. Com

efeito:

FX(x) = P (X ≤ x)

= P
(
Z =

X − µ

σ
≤ x− µ

σ

)

= Φ
(

x− µ

σ

)
. (1.52)

•
36Fonte: http://en.wikipedia.org/wiki/Normal distribution.
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Nota 1.141 — Consulta das tabelas da distribuição Normal (cont.)

Importa notar que não constam valores de Φ(−z) para z > 0 nas tabelas disponibilizadas

para esta disciplina. No entanto, graças à simetria da f.d.p. da normal padrão em torno

da origem pode concluir-se que

Φ(−z) = 1− Φ(z),−∞ < z < +∞. (1.53)

Por exemplo:

• Φ(−2.53) = 1− Φ(2.53) = .

Convém notar também que das tabelas disponibilizadas só constam valores de Φ para

z = 0.00− 4.09 (0.01). Contudo, ao tirar-se partido do facto de a f.d. de qualquer v.a. ser

monótona não decrescente, conclui-se, por exemplo, que:

• Φ(5.15) > Φ(4.09) = 0.999978 1 1.0000;

• Φ(−5.15) < Φ(−4.09) = 1− Φ(4.09) = 1− 0.999978 1 0.0000. •

Proposição 1.142 — Fecho da distribuição Normal para funções lineares

Seja X ∼ Normal(µ, σ2). Então qualquer sua função linear Y = aX + b verifica:

Y = aX + b ∼ Normal(aµ + b, a2σ2), (1.54)

onde a e b são reais arbitrários. •

Proposição 1.143 — Casos especiais de somas de v.a. com distribuição Normal

V.a. Combinação linear Obs.

Xi ∼indep. Normal(µi, σ2
i ), i = 1, · · · , n

∑n
i=1 Xi ∼ Normal

(∑n
i=1 µi,

∑n
i=1 σ2

i

)
(1)

∑n
i=1 ci Xi ∼ Normal

(∑n
i=1 ci µi,

∑n
i=1 c2

i σ2
i

)
(2)

A tabela traduz o fecho da famı́lias de distribuições normais para operações como a soma

e as combinações lineares:

(1) Propriedade reprodutiva da distribuição normal, ao lidar-se com v.a. normais

independentes;

(2) A combinação linear de normais — independentes mas não necessariamente

identicamente distribúıdas — ainda tem distribuição normal. •
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Distribuição Gama

Por forma a definir a distribuição que se segue será necessário introduzir uma função

matemática extremamente importante — a função gama, que pode ser entendida como a

extensão da função factorial com o seu argumento devidamente subtráıdo de uma unidade.

O problema desta extensão foi aparentemente considerado por Daniel Bernoulli (1700–

1782) e Christian Goldbach (1690–1764) na década de 1720 e resolvido no final da

mesma década por Leonhard Euler (1707–1783). James Stirling (1692–1770) também

tentou resolver tal problema e acabou por estabelecer a aproximação de Stirling: n! ∼
√

2πn
(

n
e

)n
. 37

Definição 1.144 — A função gama

A função gama é definida por

Γ(α) =
∫ +∞

0
xα−1e−xdx, α > 0. (1.55)

Trata-se de um real positivo com as seguintes propriedades:

1. Γ (1) = 1;

2. Γ (α + 1) = α× Γ (α) , α ∈ IR+;

3. Γ (n) = (n− 1)!, n ∈ IN ;

4. Γ
(

1
2

)
=
√

π;

5. Γ(α) Γ
(
α + 1

2

)
= 21−2α√π Γ(2α) (duplication formula). •

Convém notar que esta função pode ser extendida por continuação anaĺıtica para todos

os números complexos com excepção dos inteiros não positivos. Eis o seu gráfico para

reais com excepção, é claro, dos inteiros não positivos:

37Fonte: http://en.wikipedia.org/wiki/Gamma function.
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Exerćıcio 1.145 — Função gama

Demonstre as propriedades 1.–4. da função gama. •

Definição 1.146 — Distribuição Gama

A v.a. X diz-se com distribuição Gama de parâmetros (α, β), caso

fX(x) =






βα

Γ(α) xα−1 e−βx, x ≥ 0

0, c.c.
(1.56)

Esta distribuição possui as seguintes caracteŕısticas:

Gama

Notação X ∼ Gama(α,β)

Parâmetro de forma α (α ∈ IR+)

Inverso do parâmetro de escala β (β ∈ IR+)

Contradomı́nio IR+
0 = [0,+∞)

F.d.p. fX(x) =






βα

Γ(α) xα−1 e−βx, x ≥ 0

0, c.c.

Valor esperado E(X) = α
β

Variância V (X) = α
β2

•

Exerćıcio 1.147 — Esboce os gráficos das f.d.p. das v.a. X ∼ gama(α, β), considerando

(α, β) = (0.5, 0.5), (1, 0.5), (2, 0.5) e usando para o efeito o seguinte código do

Mathematica:38

gdist[α , β ] = GammaDistribution[α, 1/β];

Plot[{PDF[gdist[0.5, 0.5], x], PDF[gdist[1, 0.5], x],

PDF[gdist[2, 0.5], x]}, {x, 0.01, 10},
PlotLegend → {“α = 0.5”, “α = 1”, “α = 2” },
PlotStyle → {GrayLevel[0], GrayLevel[.5], GrayLevel[.75]},
LegendPosition → {1,-.5}, LegendShadow → None] •

38Atente que o Mathematica considera a distribuição gama com parâmetro de forma α e parâmetro de
escala 1

β .
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Nota 1.148 — Distribuição Gama

Estamos na presença de uma distribuição com parâmetro de forma pelo que apresenta

um leque extremamente variado de f.d.p. — decrescentes ou monótonas por dois troços

(crescentes e de seguida decrescentes) —, embora todas positivamente assimétricas e mais

alongadas que a f.d.p. da Normal, como ilustra os gráficos seguintes das f.d.p. e f.d. de

v.a. X ∼ Gama(α, β), para (k, θ) = (α, β−1) = (1, 2.0), (2, 2.0), (3, 2.0), (5, 1.0), (9, 0.5)

(de cima para baixo).39

A grande variedade de formas desta distribuição e a sua simplicidade matemática

explicam o seu uso frequente em fiabilidade na caracterização da duração de equipamento.

É também usada na descrição de fluxos máximos de corrente, de resistências cŕıticas de

betão pré-esforçado, etc. •

Nota 1.149 — Casos particulares da distribuição Gama

A distribuição Gama possui como casos particulares as seguintes distribuições:

• Exponencial — α = 1;

• Erlang — α ∈ IN ;40

• Qui-quadrado com n graus de liberdade — α = n/2, β = 1/2. •

Exerćıcio 1.150 — Casos particulares da distribuição Gama

Verifique que:

(a) Y ∼ Exponencial(λ) d= Gama(1, λ);

39Fonte: http://en.wikipedia.org/wiki/Gamma distribution.
40Agner Krarup Erlang (1878–1929) foi um matemático, estat́ıstico e engenheiro

dinamarquês que muito impulsionou a teoria de filas de espera. Veja-se também
http://en.wikipedia.org/wiki/Erlang distribution.
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(b) Z ∼ χ2
(n)

d= Gama(n
2 , 1

2);

(c) X ∼ Gama(α, β) ⇒ 2βX ∼ χ2
(2α), i.e., FGama(α,β)(x) = Fχ2

(2α)
(2βx). •

Proposição 1.151 — Somas de v.a. independentes com distribuição Gama

Sejam Xi ∼indep Gama(αi, β), i = 1, · · · , n. Então
∑n

i=1 Xi ∼ Gama (
∑n

i=1 αi, β).

Em particular, quando Xi ∼indep Exponencial(β) (i = 1, · · · , n), tem-se
∑n

i=1 Xi ∼
Erlang (n, β). •

Nota 1.152 — Somas de v.a. independentes com distribuição Gama

Uma vez que a distribuição Erlang(n, β) corresponde à soma de v.a. i.i.d. a

Exponencial(β), não surpreende que a Erlang(n, β) corresponda à distribuição do instante

da n−ésima ocorrência de eventos do mesmo tipo (e.g. chegadas de clientes a um sistema,

falhas mecânicas, colisões, etc.), cujo número se rege por um processo de Poisson de taxa

β. •

Exerćıcio 1.153 — A distribuição de Erlang e as filas de tipo M/M/1

O tempo de permanência de um cliente, que encontra n clientes à sua chegada ao sistema

em M/M/1 em equiĺıbrio com intensidade de tráfego igual a ρ = λ
µ < 1,41 é uma v.a.

Ws|Ls = n ∼ Erlang(n + 1, µ). (Argumente!)

Recorra à lei da probabilidade total para provar que Ws possui distribuição

Exponencial(µ(1− ρ)).42 •

Proposição 1.154 — Relação entre as distribuições de Erlang e de Poisson

É posśıvel relacionar a f.d. da v.a. X ∼ Erlang(n, β) com a f.d. de uma v.a. de Poisson:

FErlang(n,β)(x) =
∞∑

i=n

e−βx(βx)i/i!

= 1− FPoisson(βx)(n− 1), x > 0, n ∈ IN. (1.57)

•

41Recorde-se que este sistema está associado a um tempo entre chegadas consecutivas com distribuição
Exponencial(λ), a um tempo de serviço com distribuição Exponencial(µ), etc.

42Note que Ls ∼ Geométrica∗(1− ρ).
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Exerćıcio 1.155 — Prove a Proposição 1.154.43 •

Exerćıcio 1.156 — Relação entre as distribuições de Erlang e de Poisson

Considere que os clientes chegam a uma cabine telefónica de acordo com um processo de

Poisson com taxa de 0.1 clientes por minuto e que duração de cada chamada telefónica

possui distribuição exponencial com valor esperado igual a 2 minutos.

(a) Qual a probabilidade de uma pessoa demorar não mais de 10 minutos desde a sua

chegada ao sistema até finalizar o seu telefonema?

(b) Recalcule a probabilidade anterior sabendo agora que encontrou 2 clientes à sua

chegada? •

Proposição 1.157 — Aproximação normal da distribuição Gama

v.a. original v.a. aproximativa Condições aprox.

X ∼ Gama(α,β) X̃ ∼ Normal(α/β, α/β2) α suficientemente grande

Esta aproximação decorre do TLC já que Xi ∼i.i.d. Gama(α/n, β), i = 1, · · · , n, implica

Sn =
n∑

i=1

Xi ∼ Gama(α, β)
TLC⇒ Sn − α/β

√
α/β2

a∼ Normal(0, 1). (1.58)

•

Motivação 1.158 — Função taxa de falha (caso absolutamente cont́ınuo)

De forma a distinguir as diversas f.d.p. é costume recorrer-se à noção de função taxa de

falha, uma forma matemática de descrever o envelhecimento estocástico.

Na definição de função taxa de falha de uma v.a. considerar-se-á que esta é não

negativa. •

Definição 1.159 — Função taxa de falha (caso absolutamente cont́ınuo)

Seja X uma v.a. cont́ınua não negativa, com f.d.p. e f.d. iguais a fX(x) e FX(x),

respectivamente. Então a função taxa de falha de X é dada por

λX(x) =
fX(x)

1− FX(x)
. (1.59)

•
43Sugestão: recorra à integração por partes.
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Nota 1.160 — Função taxa de falha (caso absolutamente cont́ınuo)

Admita-se que X representa a duração de vida de uma estrutura. Então a função taxa

de falha possui um significado probabiĺıstico espećıfico:

λX(x) = lim
dx→0

P (x < X ≤ x + dx|X > x)

dx
. (1.60)

Assim, λX(x)dx está associada à probabilidade condicional de um item com idade x

(x > 0) vir a falhar no intervalo (x, x + dx]. Posto isto não surpreende que em análise de

sobrevivência a função taxa de falha se designe “força de mortalidade”.

Acrescente-se também que a f.d. pode ser obtida à custa da função taxa de falha:

FX(x) = exp [−
∫ x
0 λX(s)ds] (prove!). •

Exerćıcio 1.161 — Função taxa de falha da distribuição Gama

Use o Mathematica para obter os gráficos das funções taxa de falha das v.a. Gama(α, δ),

para α = 0.5, 1, 1.5 e β = 1, onde α e β representam o parâmetro de forma e o inverso do

parâmetro de escala, respectivamente.44 •

Nota 1.162 — Comportamento monótono da função taxa de falha da

distribuição Gama

O comportamento monótono da função taxa de falha da distribuição Gama depende do

valor assumido pelo parâmetro de forma, como ilustra a tabela seguinte:

Parâmetro de forma Função taxa de falha

0 < α < 1 Decrescente

α = 1 Constante

α > 1 Crescente

Importa notar que estamos a lidar com a distribuição Exponencial quando α = 1, pelo

que uma função taxa de falha constante coaduna-se com uma distribuição com falta de

memória. •

44Tire partido do código do Exerćıcio 1.147.
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Distribuição Beta

Para definirmos a distribuição Beta é necessário introduzir a função beta, estudada por

Leonard Euler e Adrien-Marie Legendre (1752–1833) e cuja designação se deve a Jacques

Binet (1786–1856).

Definição 1.163 — A função beta

A função beta, também denominada integral de Euler de primeira espécie, é definida por

B(x, y) =
∫ 1

0
tx−1(1− t)y−1 dt, x, y > 0. (1.61)

Entre outras propriedades, é simétrica

B(x, y) = B(y, x) (1.62)

e pode escrever-se de diversas formas, nomeadamente, relacionar-se com a função gama

do seguinte modo:

B(x, y) =
Γ(x) Γ(y)

Γ(x + y)
, x, y > 0. (1.63)

Do mesmo modo que a função gama para um inteiro positivo n corresponde ao factorial

de n−1, a função beta pode definir o coeficiente binomial depois de um ajuste de ı́ndices:
(
n

k

)

=
1

(n + 1)B(n− k + 1, k + 1)
. (1.64)

•

Nota 1.164 — Aproximação de Stirling para a função beta

Para grandes valores de x e y, a função beta pode ser aproximada por:

B(x, y) ∼
√

2π
xx− 1

2 yy− 1
2

(x + y)x+y− 1
2

(1.65)

Caso x seja grande mas o mesmo não aconteça com y segue-se a aproximação B(x, y) ∼
Γ(y) x−y. •
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Motivação 1.165 — Distribuição Beta

Esta distribuição tem pouco interesse na modelação de tempos até falha de equipamento.

No entanto, a distribuição Beta revela-se de extrema utilidade quando se efectua inferência

bayesiana sobre a probabilidade de sucesso da distribuição Binomial: é aquilo que se

denomina de densidade a priori do parâmetro. 45 •

Definição 1.166 — Distribuição Beta

A v.a. X diz-se com distribuição beta de parâmetros (α, β), caso

fX(x) =






1
B(α,β) xα−1 (1− x)β−1, 0 ≤ x ≤ 1

0, c.c.,
(1.66)

onde B(α, β) =
∫ 1
0 xα−1 (1− x)β−1dx = Γ(α)Γ(β)

Γ(α+β) representa a função beta.

Beta

Notação X ∼ Beta(α,β)

Parâmetros α (α ∈ IR+)

β (β ∈ IR+)

Contradomı́nio [0, 1]

F.d.p. fX(x) =






1
B(α,β) xα−1 (1− x)β−1, 0 ≤ x ≤ 1

0, c.c.

Valor esperado E(X) = α
α+β

Variância V (X) = αβ
(α+β)2(α+β+1)

•

45Em inferência bayesiana um parâmetro desconhecido é considerado uma v.a. com uma densidade
a priori (i.e. antes da recolha da informação) e uma densidade a posteriori (i.e. após a recolha de
observações). As estimativas pontuais mais frequentes de tal parâmetro são o valor esperado e a moda a
posteriori, i.e., calculados à custa da densidade a posteriori.
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Nota 1.167 — Caso particular da distribuição Beta e diversidade de aspectos

da f.d.p.

A distribuição Beta possui como caso particular a distribuição

• Uniforme — α = β = 1.

De realçar também a enorme variedade de formas admisśıveis para a f.d.p. da distribuição

Beta, como ilustra a figura seguinte para (α, β) = (0.5, 0.5), (5, 1), (1, 3), (2, 2), (2, 5).46

Convém notar também que, dependendo dos valores dos parâmetros α e β e da relação

entre os mesmos, a f.d.p. terá uma das seguintes caracteŕısticas descritas na tabela abaixo.

Parâmetros Aspecto da f.d.p.

α,β > 1 Uma única moda em t = α−1
α+β−2

α < 1, β > 1 Uma única anti–moda em t = α−1
α+β−2 (forma em U)

(α− 1)(β − 1) ≤ 0 Forma em J

α = β Simétrica em torno de 1/2 (e.g. constante ou parabólica)

α < β Assimétrica positiva

α > β Assimétrica negativa

•

Exerćıcio 1.168 — Aspectos da f.d.p. da distribuição Beta

Ilustre a diversidade de aspectos da f.d.p. da distribuição Beta referidos na tabela anterior,

recorrendo para o efeito a um programa em Mathematica.47 •

46Fonte: http://en.wikipedia.org/wiki/Beta distribution.
47Tire partido do programa do Exerćıcio 1.147 e do facto de a distribuição Beta poder ser invocada

através da função BetaDistribution no Mathematica.

69



Exerćıcio 1.169 — Caso particular da distribuição Beta

Verifique que X ∼ Uniforme(0, 1) d= Beta(1, 1). •

Nota 1.170 — Generalização da distribuição beta ao intervalo [a, b]

Seja X ∼ Beta(α, β). Então a v.a. Y = a + (b− a)X possui f.d.p. dada por:

fY (y) =






1
B(α,β)

(y−a)α−1 (b−y)β−1

(b−a)α+β−1 , a ≤ y ≤ b

0, c.c.
(1.67)

•

Proposição 1.171 — Relação entre as distribuições Beta e Binomial

Pode relacionar-se a f.d. da v.a. X ∼ Beta(α, β) com a f.d. de uma v.a. com distribuição

Binomial quando α e β são inteiros positivos:

FBeta(α,β)(x) = 1− FBinomial(α+β−1,x)(α− 1). (1.68)

A f.d.p. da v.a. X ∼ Beta(α, β) pode escrever-se à custa da f.p. da v.a.

Y ∼ Binomial(α + β − 2, x), caso α e β sejam inteiros:

fBeta(α,β)(x) = (α + β − 1)× P (Y = α− 1)

= (α + β − 1)×
[
FBinomial(α+β−2,x)(α− 1)

− FBinomial(α+β−2,x)(α− 2)
]
. (1.69)

•

70



Distribuição de Weibull

Nota 1.172 — Distribuição de Weibull

A distribuição de Weibull de mı́nimos — a que alguns autores se referem como distribuição

de Weibull — deve o seu nome ao apelido do f́ısico sueco Waloddi Weibull, que a descreveu

em detalhe em 1951.48

Esta distribuição tem sido utilizada para modelar a tensão de ruptura de materiais e

posteriormente na modelação de outras v.a.:

• a resistência do aço Bofors,

• o tamanho de cinzas industriais e

• a resistência da fibra de algodão indiano.

Foi também ilustrada a utilização da mistura de duas distribuições de Weibull na

caracterização das seguintes v.a.:

• o comprimento da espécie Cyrtoideae,

• o tempo até fatiga do aço do tipo St-37,

• a largura das sementes da espécie Phaseolus Vulgaris e

• o comportamento estocástico do tempo até falha de tubos de electrões.

Também já se recorreu à distribuição de Weibull ou à mistura de duas dessas distribuicões

na descrição do comportamento probabiĺıstico da resistência à corrosão de placas com uma

liga de magnésio, da classificação de produtos defeituosos devolvidos (de acordo com o

número de semanas após remessa), do tempo até o derrame de pilhas, da esperança de vida

de produtos farmacêuticos e da duração de vida motores descont́ınuos e condensadores de

tantálio sólido. •

48De acordo com http://en.wikipedia.org/wiki/Weibull distribution, esta distribuição foi identificada
em 1927 por Fréchet (na sua versão para máximos, a julgar pelo t́ıtulo do artigo) e aplicada em 1933 por
Rosin e Rammler na descrição do tamanho de part́ıculas.
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Definição 1.173 — Distribuição Weibull

A v.a. X diz-se com distribuição de Weibull com parâmetro de escala α (α > 0) e de

forma β (β > 0) se

fX(x) =






β
α

(
x
α

)β−1
exp

[
−

(
x
α

)β
]
, x ≥ 0

0, c.c.
(1.70)

Weibull

Notação X ∼ Weibull(α,β)

Parâmetro de escala α (α ∈ IR+)

Parâmetro de forma β (β ∈ IR+)

Contradomı́nio IR+
0

F.d.p. fX(x) =






β
α

( x
α

)β−1 exp
[
−

( x
α

)β
]
, x ≥ 0

0, c.c.

Valor esperado E(X) = α Γ
(
1 + 1

β

)

Variância V (X) = α2
[
Γ

(
1 + 2

β

)
− Γ2

(
1 + 1

β

)]

•

Exerćıcio 1.174 — F.d. e função taxa de falha da distribuição de Weibull

Prove que a f.d. e a função taxa de falha da v.a. X ∼ Weibull(α, β) são dadas por

FX(x) = 1− exp

[

−
(

x

α

)β
]

(1.71)

λX(x) =
β

α

(
x

α

)β−1

, (1.72)

respectivamente. •

Nota 1.175 — Caso particular da distribuição de Weibull e diversidade de

comportamentos monótonos da função taxa de falha

A distribuição de Weibull tem como caso particular a distribuição

• Exponencial(λ) ∼ Weibull(α = 1/λ, β = 1).

À semelhança da distribuição Gama, a f.d.p. e a função taxa de falha da distribuição de

Weibull possuem distintos comportamentos monótonos dependendo do valor do parâmetro

de forma, como se ilustra a tabela seguinte
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Parâmetro de forma F.d.p. Função taxa de falha

0 < β < 1 Forma em J reverso Decrescente

β = 1 Exponencial Constante

β > 1 Unimodal Crescente

A figura ilustra também a variedade de formas da f.d.p. ao lidar com v.a. X ∼
Weibull(α, β), para (α, β) = (λ, k) = (1, 0.5), (1, 1), (1, 1.5), (1, 5) (de cima para baixo).49

Não surpreende pois que a distribuição de Weibull seja provavelmente a distribuição

mais utilizada no domı́nio da fiabilidade, a seguir à distribuição Exponencial, e se encontre

na maior parte dos textos de introdução à estat́ıstica e à fiabilidade. •

Exerćıcio 1.176 — Função taxa de falha da distribuição Weibull

Considere X ∼ Weibull(α, β) e elabore gráficos da função taxa de falha das

distribuições Weibull(1, β), β = 0.25, 1, 2, 4, fazendo uso do software Mathematica e da

WeibullDistribution.50 •

Proposição 1.177 — Propriedade da distribuição de Weibull

Sejam Xi∼i.i.d.Weibull(α, β), i = 1, · · · , n. Então

min
i=1,···,n

Xi ∼ Weibull(α/n1/β, β).
•

Exerćıcio 1.178 — Propriedade da distribuição de Weibull

Demonstre a proposição 1.177. •
49Fonte: http://en.wikipedia.org/wiki/Weibull distribution.
50Atente à parametrização no Mathematica: primeiro o parâmetro de forma e depois o de escala.
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Nota 1.179 — A popularidade da distribuição de Weibull encontra uma justificação não

só prática como também num dos mais surpreendentes resultados da teoria assintótica de

valores extremos: o teorema de Gnedenko na sua versão para o mı́nimo de um conjunto

de v.a. i.i.d.51 •

Nota 1.180 — Distribuição Weibull tri-paramétrica

Há também a possibilidade de generalizar a distribuição de Weibull ao considerar-se a

f.d.p.

fX(x) =
β

α

(
x− η

α

)β−1

exp

[

−
(

x− η

α

)β
]

, x ≥ η. (1.73)

Neste caso é frequente dizer-se que X possui distribuição de Weibull tri-paramétrica

com parâmetros de localização, escala e forma iguais a η, α e β, respectivamente — e

representar a distribuição de X de uma forma mais abreviada: X ∼ Weibull(η, α, β).

O parâmetro de localização corresponde ao peŕıodo de vida garantida ou peŕıodo

de garantia da componente. Não existem razões matemáticas que impeçam que este

parâmetro seja negativo. Contudo, na maior parte das aplicações é costume ter-se η ≥ 0.

Refira-se por fim que, entre os domı́nios em que tem sido utilizada a distribuição

de Weibull tri-paramétrica, conta-se também a optimização combinatória. Em 1966,

McRoberts tornou-se o primeiro autor a associar a distribuição de Weibull à modelação

probabiĺıstica de soluções aproximadas do problema do caixeiro viajante. Por tratar-se

de um problema para o qual ainda se conjectura a inexistência de algoritmos com tempo

de execução polinomial, o problema do caixeiro viajante tem vindo a ser abordado sob

o ponto de vista estat́ıstico, com vista à obtenção de estimativas quer pontuais, quer

intervalares para o custo do solução óptima que corresponde ao parâmetro de localização

de uma distribuição de Weibull tri-paramétrica. •

Serão introduzidas ou revistas outras distribuições à medida que progredirmos na

matéria. Recordaremos, por exemplo, as distribuições

• de t-student e do Qui-quadrado,

e introduziremos as distribuições

• Lognormal e F-Snedecor,

entre outras.
51Consulte-se http://en.wikipedia.org/wiki/Fisher-Tippet-Gnedenko theorem
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1.1.4 Variáveis aleatórias mistas

É curioso notar que as v.a. mistas surgem com alguma naturalidade em diversos contextos.

Basta pensar, por exemplo:

• em determinadas transformações de v.a. absolutamente cont́ınuas, como a parte

positiva de uma v.a.;

• no tempo que um cliente despende a aguardar pelo ińıcio do seu serviço num sistema

com fila de espera.

Em qualquer destes dois casos lidaremos com v.a. com um ramo discreto, degenerado em

0, e um ramo absolutamente cont́ınuo, como veremos nos exerćıcios que se seguirão.

Definição 1.181 — V.a. mista

X diz-se uma v.a. mista se existir uma v.a. discreta, Xd, uma v.a. absolutamente cont́ınua,

Xc, e α ∈ (0, 1) tais que FX(x) é uma combinação linear convexa de FXd
(x) e FXc(x), i.e.,

FX(x) = α× FXd
(x) + (1− α)× FXc(x), x ∈ IR. (1.74)

•

Exerćıcio 1.182 — Uma v.a. mista resultante de uma transformação de uma

v.a. absolutamente cont́ınua

Seja X ∼ Uniforme(−1, 1).

(a) Prove que Y = X+ = max{0, X} possui f.d dada por

FY (y) =






0, y < 0
1
2 , y = 0
1
2 + y

2 , 0 < y ≤ 1

1, y > 1

(1.75)

(Rohatgi, 1976, p. 70, Exemplo 4).

(b) Tente identificar os ramos discreto e absolutamente cont́ınuo desta v.a. mista. •
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Exerćıcio 1.183 — Filas de espera M/M/1

Volte a considerar o sistema M/M/1 em equiĺıbrio já descrito na Nota 1.90. Relembre-se

que:

• as chegadas ocorrem de acordo com um processo de Poisson com taxa λ > 0;

• as durações dos serviços são v.a. independentes com distribuição comum

Exponencial(µ), µ > 0;

• existe um único servidor;

• a intensidade de tráfego é dada por ρ = λ
µ < 1;

• o número de clientes, Ls, que um cliente encontra à sua chegada a este sistema em

equiĺıbrio possui distribuição Geométrica∗(1− ρ).

Por fim, note-se que o tempo que um cliente dispende a aguardar pelo ińıcio do seu serviço

neste sistema em equiĺıbrio será representado por Wq.

(a) Argumente que o tempo de permanência na fila de espera,

Wq|(Ls = k) ∼ Gama(k, µ), k ∈ IN. (1.76)

(b) Utilize o resultado anterior, a lei da probabilidade total e o facto de

Ls ∼ Geométrica∗(1− ρ) (1.77)

para demonstrar que

Wq|(Wq > 0) ∼ Exponencial(µ(1− ρ)). (1.78)

(c) Prove que

FWq(x) =





0, x < 0

(1− ρ) + ρ×
[
1− e−µ(1−ρ) x

]
, x ≥ 0.

= (1− ρ)× FWq,d
(x) + ρ× FWq,c(x), x ∈ IR, (1.79)

onde Wq,d é uma v.a. degenerada em 0 e Wq,c ∼ Exponencial(µ(1− ρ)). •
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1.2 Momentos e parâmetros de ordem. Função

geradora de momentos

Motivação 1.184 — Momentos e parâmetros de ordem.

Para descrever completamente o comportamento probabiĺıstico de uma v.a. X é necessário

recorrer à f.d. Pode, no entanto, optar-se por uma caracterização da v.a. X à custa de

indicadores ou medidas sumárias capazes de descrever — embora parcialmente — algum

aspecto de uma v.a. X. Entre eles destacaremos:

• o valor esperado;

• o quantil de ordem p;

• a variância;

• os coeficientes de assimetria e de achatamento. •

1.2.1 Momentos

Nota 1.185 — Valor esperado de uma v.a. discreta

O conceito de valor esperado teve a sua origem nos jogos de acaso e ao que parece a sua

introdução deve-se a Christiaan Huygens (1629–95).52

O valor esperado de X corresponde ao seu centro de gravidade. Esta analogia f́ısica

tem a sua razão de ser: para tal basta pensar num sistema de corpos com

• massas mi

• posições xi,

cujo centro de massa é dado por
∑

i
xi×mi∑
i
mi

. Assim, o valor esperado de X mais não é que

o centro de massa de probabilidade desta v.a. •

Definição 1.186 — Valor esperado de uma v.a. discreta

O valor esperado da v.a. discreta X com f.p. P (X = x) é dado por

E(X) =
∑

x

x× P (X = x). (1.80)

•

52Para mais detalhes consulte-se http://en.wikipedia.org/wiki/Expected value#History
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Notas 1.187 — Valor esperado de uma v.a. discreta

• E(X) =
∑

x∈IR x× P (X = x) =
∑

x∈IRX
x× P (X = x).

• E(X) existe sse
∑

x∈IRX
|x| × P (X = x) < +∞, i.e., sse a série for absolutamente

convergente.

• De um modo geral E(X) )∈ IRX , i.e., o valor esperado de X não pertence ao conjunto

de valores posśıveis de X, caso X seja um v.a. discreta. •

Exemplo 1.188 — Valor esperado de uma v.a. discreta

O número de neutrinos registados em intervalos de 12 segundos, aquando da primeira

observação da supernova S1987a por astrónomos, é bem modelado pela v.a. X ∼
Poisson(0.8). Obtenha o valor esperado de X.53

• V.a.

X = número de neutrinos registados num intervalo de 12 segundos

• F.p. de X

P (X = x) =






e−0.8×0.8x

x! , x = 0, 1, 2, . . .

0, outros valores de x.

• Valor esperado de X

E(X) =
+∞∑

x=0

x× P (X = x)

=
+∞∑

x=0

x× e−0.8 × 0.8x

x!

=
+∞∑

x=1

e−0.8 × 0.8x

(x− 1)!

= 0.8× e−0.8
+∞∑

x=0

0.8x

x!

= 0.8.

Aqui temos outro exemplo de um valor esperado que não pertence ao conjunto de

valores posśıveis da v.a. X. •
53Adaptado do Teste A de PE, 22 de Abril de 2006.
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Definição 1.189 — Valor esperado de v.a. absolutamente cont́ınua

O valor esperado da v.a. absolutamente cont́ınua X é igual a

E(X) =
∫ +∞

−∞
x fX(x) dx. (1.81)

•

Notas 1.190 — Valor esperado de uma v.a. absolutamente cont́ınua

1. E(X) =
∫ +∞
−∞ x fX(x) dx =

∫
x∈IRX

x fX(x) dx.

2. E(X) existe sse
∫ +∞
−∞ |x| fX(x) dx < +∞, i.e., sse o integral for absolutamente

convergente.

3. Ao lidarmos com v.a. cont́ınuas E(X) ∈ IRX , i.e., o valor esperado de X pertence,

de um modo geral, ao conjunto de valores posśıveis de X.54 •

Exemplo 1.191 — Valor esperado de uma v.a. absolutamente cont́ınua

Calcule o valor esperado do tempo entre duas colisões consecutivas, definido no Exemplo

1.115.

• V.a.

X = tempo (em anos) entre duas colisões consecutivas...

• Distribuição de X

X ∼ Exponencial(λ = 0.4)

• F.d.p. de X e respectivo gráfico

fX(x) =





0, x < 0

0.4 e−0.4x, x ≥ 0.

54Há eventuais excepções: basta pensar numa v.a. cont́ınua que tome valores nos intervalos disjuntos
[0, 10] e [20, 30] e possua f.d.p. constante e igual a 1

20 em qualquer dos dois intervalos.
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• Valor esperado de X

Integrando por partes55 obtém-se sucessivamente:

E(X) =
∫ +∞

−∞
x× fX(x) dx

=
∫ 0

−∞
0 dx +

∫ +∞

0
x× 0.4 e−0.4x dx

= − x× e−0.4x
∣∣∣
+∞

0
+

∫ +∞

0
e−0.4x dx

= 0− e−0.4x

0.4

∣∣∣∣∣

+∞

0

=
1

0.4

=
1

λ
= 2.5 anos.

•
Ao lidarmos com uma v.a. mista X, devemos tirar partido do facto de a respectiva

f.d., FX(x), se poder escrever à custa da combinação linear convexa da f.d. de uma v.a.

discreta Xd e da f.d. de uma v.a. absolutamente cont́ınua Xc.

Definição 1.192 — Valor esperado de uma v.a. mista

O valor esperado da v.a. mista X com f.d. FX(x) = α× FXd
(x) + (1− α)× FXc(x), onde

α ∈ (0, 1), é dado por

E(X) = α×
∑

i

xi × P (Xd = xi) + (1− α)×
∫ +∞

−∞
x× fXc(x) dx

= α× E(Xd) + (1− α)× E(Xc). (1.82)

•
Exerćıcio 1.193 — Valor esperado de uma v.a. mista

Retome o Exerćıcio 1.183 e tire partido do facto de

FWq(x) = (1− ρ)× FWq,d
(x) + ρ× FWq,c(x), x ∈ IR, (1.83)

onde Wq,d é uma v.a. degenerada em 0 e Wq,c ∼ Exponencial(µ(1− ρ)), para provar que

E(Wq) =
ρ

µ(1− ρ)
. (1.84)

•

55

{
u = x

v′ = 0.4 e−0.4x

{
u′ = 1
v = −e−0.4x
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O valor esperado possui diversas propriedades que facilitam frequentemente o seu

cálculo. Senão vejamos.

Proposição 1.194 — Propriedades do valor esperado

O valor esperado satisfaz as seguintes propriedades:

1. Preservação de constantes

E(b) = b, ∀b ∈ IR;

2. Linearidade

E(aX + b) = aE(X) + b, ∀a, b ∈ IR;

3. Monotonia

Se X ≤ Y 56 então E(X) ≤ E(Y ).

Em particular: X ≥ 0 ⇒ E(X) ≥ 0; a ≤ X ≤ b ⇒ a ≤ E(X) ≤ b, ∀a, b ∈ IR. •

Proposição 1.195 — Valor esperado de uma v.a. não negativa

Seja X uma v.a. não negativa. Então

E(X) =






∑+∞
x=0 P (X > x) =

∑+∞
x=0[1− FX(x)], (X v.a. discreta)

∫ +∞
x=0 P (X > x) dx =

∫ +∞
0 [1− FX(x)] dx,

(X v.a. abs. cont́ınua ou mista).

(1.85)

•

Definição 1.196 — Valor esperado de uma função Borel mensurável da v.a. X

Seja Y = g(X) uma v.a. função Borel mensurável da v.a. X.57 Então

E(Y ) = E[g(X)]

=






∑
x g(x) P (X = x), (X v.a. discreta)

∫ +∞
−∞ g(x) fX(x) dx, (X v.a. abs. cont́ınua)

α×∑
i g(xi)× P (Xd = xi)

+(1− α)×
∫ +∞
−∞ g(x)× fXc(x) dx (X v.a. mista).

(1.86)

•

56I.e. X(ω) ≤ Y (ω),∀ω ∈ Ω.
57De acordo com Karr (1993, p. 66), g : IRn → IRm (com n, m ∈ IN fixos) é uma função Borel

mensurável se g−1(B) ∈ B(IRn), ∀B ∈ B(IRm).
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Nota 1.197 — Valor esperado de uma função Borel mensurável da v.a. X

De um modo geral

E[g(X)] )= g[E(X)]. (1.87)

•

O valor esperado e a variância de uma v.a. são exemplos de medidas que fazem parte

de uma classe mais vasta de valores esperados — os momentos.

Definição 1.198 — Momento (central) de ordem k de uma v.a. (Karr, 1993, p.

123)

O momento de ordem k (k ∈ IN) da v.a. X é definido por

E(Xk) =






∑
x xk P (X = x), (X v.a. discreta)

∫ +∞
−∞ xk fX(x) dx, (X v.a. abs. cont́ınua)

α×∑
i x

k
i × P (Xd = xi)

+(1− α)×
∫ +∞
−∞ xk × fXc(x) dx (X v.a. mista).

(1.88)

O momento central de ordem k (k ∈ IN) é igual a

E
{
[X − E(X)]k

}
=

k∑

j=0

(
k

j

)

E(Xj)[−E(X)]k−j. (1.89)

•

Notas 1.199 — Momento (central) de ordem k de uma v.a.

• Escusado será dizer que o momento de ordem k da v.a. discreta (resp. absolutamente

cont́ınua) X, E(Xk), existe sse
∑

x∈IRX
|x|k × P (X = x) < +∞ (resp.

∫ +∞
−∞ |x|k fX(x) dx), i.e., sse X ∈ Lk.

• Os momentos de ordem k (resp. momentos centrais de ordem k) são casos

particulares dos momentos de ordem k relativamente a c, E[(X − c)k], quando

c = 0 (resp. c = E(X)).

• Se existir o momento de ordem k (n ∈ IN) então existem todos os momentos de

ordem n = 1, · · · , k − 1. Este resultado decorre da desigualdade de Lyapunov.58

• Existem distribuições que não possuem momentos (a partir de determinada ordem),

como ilustraremos mais adiante. •

58Considere-se X ∈ Lk, onde 1 ≤ j ≤ k. Então Lk ⊆ Lj e E
1
j (|X|j) ≤ E

1
k (|X|k) (Karr, 1993, p. 120).
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Exemplo/Exerćıcio 1.200 — Momentos da distribuição Gama

Considere X ∼ Gama (α, β).

(a) Calcule E
(
Xk

)
, com k > 0.

• V.a.

X ∼ Gama (α, β)

• F.d.p. de X

fX(x) = βα

Γ(α) xα−1 e−βx, x ≥ 0

• Momento de ordem k

E(Xk) =
∫ +∞

−∞
xk × fX(x) dx

=
∫ +∞

0
xk × βα

Γ(α)
xα−1 e−βx dx

=
Γ(α + k)

βk × Γ(α)
×

∫ +∞

0

βα+k

Γ(α + k)
xα+k−1 e−βx dx

=
Γ(α + k)

βk × Γ(α)
×

∫ +∞

0
fGama(α+k,β)(x) dx

=
Γ(α + k)

βk × Γ(α)
. (1.90)

• Comentário

É curioso notar que este resultado é válido para valores não negativos de k, não

necessariamente inteiros positivos.59

(b) Mostre que E(X) = α
β e V (X) = α

β2 . •

Exerćıcio 1.201 — Momentos da distribuição Beta

Considere X ∼ Beta(α, β).

(a) Calcule E(Xk), para k > 0.

(b) Mostre que E(X) = α
α+β e V (X) = αβ

(α+β)2(α+β+1)
. •

59É posśıvel definir outros tipos de momentos: fraccionários, negativos, absolutos e factoriais.
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Proposição 1.202 — Cálculo do momento de ordem k de uma v.a. não negativa

Seja X uma v.a. não negativa tal que X ∈ Lk, para algum k ∈ IN . Então o seu momento

de ordem k pode escrever-se em termos do seguinte integral de Riemann:

E(Xk) =
∫ +∞

0
k × xk−1 × [1− FX(x)] dx. (1.91)

•

Exerćıcio 1.203 — Cálculo do momento de ordem k de uma v.a. não negativa

Seja X ∼ Exponencial(λ). Use a Proposição 1.202 para provar que E(Xk) = Γ(k+1)
λk , para

k ∈ IN . •

Exerćıcio 1.204 — Inexistência de momentos

A distribuição de Pareto, que se deve ao economista italiano Vilfredo

Pareto, foi originalmente usada para modelar os rendimentos individuais

(http://en.wikipedia.org/wiki/Pareto distribution). Diz-se que X ∼ Pareto(xm, α)

se

fX(x) =
α xα

m

xα+1
, x ≥ xm, (1.92)

onde xm > 0 é o menor dos valores posśıveis de X (e também o parâmetro de escala) e

α > 0 é designado de ı́ndice de Pareto (trata-se do parâmetro de forma).

Prove que a v.a. X ∼ Pareto(xm, α) não possui momentos ordinários de ordem superior

ou igual a α (α > 0). •

Variância e desvio-padrão

Definição 1.205 — Variância e desvio-padrão de uma v.a. (Karr, 1993, p. 124)

Considere-se uma v.a. X ∈ L2. Então:

• o momento central de ordem 2 corresponde à variância de X,

V (X) = E {[ X − E(X)]2}; (1.93)

• e raiz quadrada positiva variância é o desvio-padrão de X,

SD(X) = +
√

V (X). (1.94)

•
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Nota 1.206 — Fórmula alternativa para a variância de uma v.a. (Karr, 1993, p.

124)

A variância de uma v.a. X ∈ L2 pode escrever-se de modo mais conveniente:

V (X) = E(X2)− E2(X). (1.95)

•

Exerćıcio 1.207 — Valores esperados e variância de v.a. importantes (Karr,

1993, pp. 125 e 130, Exerćıcio 4.1)

Verifique as entradas da seguinte tabela.

Distribuição Parâmetros Valor esperado Variância

Uniforme Discreta({x1, x2, . . . , xn}) {x1, x2, . . . , xn} 1
n

∑n

i=1
xi

(
1
n

∑n

i=1
x2

i

)
−

(
1
n

∑n

i=1
xi

)2

Bernoulli(p) p ∈ [0, 1] p p (1− p)

Binomial(n, p) n ∈ IN ; p ∈ [0, 1] n p n p (1− p)

Hipergeométrica(N, M, n) N ∈ IN n M
N n M

N

(
1− M

N

)
N−n
N−1

M ∈ IN, M ≤ N

n ∈ IN, n ≤ N

Geométrica(p) p ∈ [0, 1] 1
p

1−p
p2

Poisson(λ) λ ∈ IR+ λ λ

BinomialN(r, p) r ∈ IN ; p ∈ [0, 1] r
p

r(1−p)
p2

Uniforme(a, b) a, b ∈ IR, a < b a+b
2

(b−a)2

12

Normal(µ, σ2) µ ∈ IR; σ2 ∈ IR+ µ σ2

Lognormal(µ, σ2) µ ∈ IR; σ2 ∈ IR+ eµ+ 1
2 σ2

(eσ2 − 1)e2µ+σ2

Exponencial(λ) λ ∈ IR+ 1
λ

1
λ2

Gama(α, β) α, β ∈ IR+ α
β

α
β2

Beta(α, β) α, β ∈ IR+ α
α+β

αβ
(α+β)2(α+β+1)

Weibull(α, β) α, β ∈ IR+ α Γ
(
1 + 1

β

)
α2

[
Γ

(
1 + 2

β

)
− Γ2

(
1 + 1

β

)]

•

Exerćıcio 1.208 — Valor esperado da distribuição de Weibull

A duração (em meses) de uma peça segue uma distribuição de Weibull com parâmetro de

forma β = 2 (distribuição de Rayleigh).

Sabendo que a fiabilidade da peça é de 99% para um peŕıodo de 2 meses, identifique

o parâmetro de escala e diga qual é o valor esperado da duração da peça. •
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Coeficientes de assimetria e de achatamento

Definição 1.209 — V.a. simétrica (Murteira, 1979, p. 174)

A v.a. X diz-se simétrica em relação a x = θ se

P (X < θ − x) = P (X > θ + x), ∀x ∈ IR. (1.96)

•

Notas 1.210 — V.a. simétrica (Murteira, 1979, p. 175)

A condição de simetria (1.96) traduz-se em:

• FX(θ − x)− P (X = θ − x) = 1− FX(θ + x), ∀x ∈ IR, no caso discreto;

• os pontos de salto da f.p. da v.a. discreta X e as correspondentes probabilidades

dispõem-se simetricamente em relação a θ, como ilustra os gráficos das f.p. a azul e

a vermelho na figura seguinte (n = 20, p = 0.5) e (n = 40, p = 0.5);

• FX(θ − x) = 1 − FX(θ + x), ∀x ∈ IR, no caso absolutamente cont́ınuo, ou

equivalentemente, fX(θ − x) = fX(θ + x), ∀x ∈ IR, como ilustram os gráficos das

f.d.p. da figura acima. •

Definição 1.211 — Momento (central) normalizado de ordem k de uma v.a.

(http://en.wikipedia.org/wiki/Moment (mathematics))

Seja X uma v.a. tal que X ∈ Lk, para algum k ∈ IN . Então:

• o momento normalizado de ordem k da v.a. X é dado pelo quociente

E(Xk)

[SD(X)]k
; (1.97)

• o momento central normalizado de ordem k da v.a. X é igual a

E{[X − E(X)]k}
[SD(X)]k

. (1.98)

•
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Nota 1.212 — Momento (central) normalizado de ordem k de uma v.a.

Os momentos (centrais) normalizados são quantidades adimensionais que caracterizam a

distribuição de X.

Os momentos (centrais) normalizados são, por sinal, invariantes a transformações

lineares de X:

E(Xk)

[SD(X)]k
=

E(Y k)

[SD(Y )]k
, (1.99)

caso Y = aX (prove!). Os momentos centrais normalizados são invariantes a

transformações afins de X:

E{[X − E(X)]k}
[SD(X)]k

=
E{[Y − E(Y )]k}

[SD(Y )]k
, (1.100)

caso Y = aX + b (prove!). •

Teorema 1.213 — Momentos centrais de v.a. simétricas

(Murteira, 1979, p. 175)

Seja X uma v.a. simétrica em relação a x = θ. Então

E(X) = θ (1.101)

E{[X − E(X)]k} = 0, para k = 2n− 1, onde n ∈ IN, (1.102)

desde que estes momentos existam (argumente!). •

Motivação 1.214 — Assimetria de uma v.a.

(http://en.wikipedia.org/wiki/Moment (mathematics); Murteira, 1979, p. 175)

Uma v.a. X com f.(d.)p. simétrica possui momentos central de ordem ı́mpar Nulos.

Logo, ao pretender-se caracterizar a assimetria da v.a. X, é natural recorrer a um desses

momentos, preferivelmente o de ordem mais baixa, 3, devidamente normalizado para

lidar-se com uma quantidade adimensional. Assim, o momento central normalizado de

ordem 3 dará uma medida da (as)simetria da distribuição de X. •

Definição 1.215 — Coeficiente de assimetria

(http://en.wikipedia.org/wiki/Moment (mathematics))
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Seja X ∈ L3 uma v.a. Então o momento central normalizado de ordem 3 é designado de

coeficiente de assimetria de X — ou skewness coefficient (SC) — e dado por

SC(X) =
E{[X − E(X)]3}

[SD(X)]3
. (1.103)

•

Nota 1.216 — Assimetria positiva e negativa

(http://en.wikipedia.org/wiki/Moment (mathematics); Murteira, 1979, p. 175)

A v.a. X diz-se assimétrica positiva (resp. negativa) se

SC(X) > 0 (resp. SC(X) < 0). (1.104)

Com efeito, quando o ramo esquerdo (resp. direito) da f.(d.)p. é mais abrupto, são os

desvios positivos (resp. negativos) que predominam no cálculo de E{[X − E(X)]3} e,

assim, SC(X) é positivo (resp. negativo). •

Exerćıcio 1.217 — Coeficiente de assimetria

Prove que:

(a) SC(X) = 2, para X ∼ Exponencial(λ);60

(b) SC(X) = 2(1+α)
α−3

√
α−2

α , onde α > 3, caso X ∼ Pareto(xm, α).61 •

Motivação 1.218 — Achatamento de uma v.a.

(http://en.wikipedia.org/wiki/Moment (mathematics))

O momento central normalizado de ordem 4 de uma v.a. com distribuição normal é igual

a 3. Não surpreende pois que o momento central normalizado de ordem 4 de uma v.a.

seja usado para considerar uma f.(d.)p. alongada ou achatada na sua zona central, quando

comparada com a f.d.p. de uma v.a. com distribuição normal com a mesma variância. •

60Fonte: http://en.wikipedia.org/wiki/Exponential distribution
61Fonte: http://en.wikipedia.org/wiki/Pareto distribution
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Definição 1.219 — Coeficiente de achatamento

(http://en.wikipedia.org/wiki/Moment (mathematics); Murteira, 1979, p. 176)

Seja X ∈ L4 uma v.a. Então o coeficiente de achatamento de X — or kurtosis coefficient

(KC) — é definido como sendo o momento central normalizado de ordem 4 menos 3,62

KC(X) =
E{[X − E(X)]4}

[SD(X)]4
− 3. (1.105)

•

Nota 1.220 — Coeficiente de achatamento

(http://en.wikipedia.org/wiki/Moment (mathematics))

Se a f.(d.)p. da v.a. X possuir um pico no valor esperado e caudas longas, o momento

central de ordem 4 será elevado e o coeficiente de achatamento positivo. •

Exerćıcio 1.221 — Coeficiente de achatamento

Prove que:

(a) KC(X) = 6, caso X ∼ Exponencial(λ);63

(b) KC(X) = 6(α3+α2−6α−2)
α(α−3)(α−4) , onde α > 4, para X ∼ Pareto(xm, α).64 •

1.2.2 Parâmetros de ordem

Motivação 1.222 — Quantil de ordem p (Soares, 2007)

Para caracterizar uma v.a. X que não possua momentos, quanto à sua localização, pode

recorrer-se a parâmetros de ordem. De entre estes, o mais conhecido é a mediana de X.

A mediana da v.a. X, me = me(X), tem a particularidade de verificar




P (X ≤ me) ≥ 1

2

P (X ≥ me) ≥ 1
2 ,

(1.106)

pelo que a probabilidade de registarmos valores da v.a. X não superiores (não inferiores)

à mediana é de pelo menos 50%. •
62Alguns autores não subtraem 3.
63Fonte: http://en.wikipedia.org/wiki/Exponential distribution
64Fonte: http://en.wikipedia.org/wiki/Pareto distribution
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Definição 1.223 — Mediana de v.a. discreta

A mediana da v.a. discreta X, me = me(X),65 verifica a dupla desigualdade

me :
1

2
≤ FX(me) ≤ 1

2
+ P (X = me), (1.107)

por sinal equivalente a (1.106) e já agora equivalente a FX(me−) ≤ 1
2 ≤ FX(me). •

Nota 1.224 — Mediana de v.a. discreta

Ao lidarmos com v.a. discretas a mediana pode não ser única, passando nesse caso a

falar-se em classe mediana.66 •

Exemplo 1.225 — Mediana de v.a. discreta

Determine a mediana do número de respostas correctas no teste americano com 3 questões,

cujas respostas são dadas de forma independente.

• V.a.

X = número de respostas correctas no teste americano

• F.d. de X (TPC!)

FX(x) = P (X ≤ x)

=






0, x < 0

1/8, 0 ≤ x < 1

1/8 + 3/8 = 1/2, 1 ≤ x < 2

1/8 + 3/8 + 3/8 = 7/8, 2 ≤ x < 3

1/8 + 3/8 + 3/8 + 1/8 = 1, x ≥ 3.

• Mediana de X

Tirando partido da expressão de FX(x) e da definição de mediana de uma

v.a. discreta pode construir-se a seguinte tabela que servirá para identificar a(s)

mediana(s) de X:

65me é também representada por F−1
X (1/2).

66Ou, de acordo com alguns autores, considera-se que a mediana corresponde ao menor dos valores da
classe mediana.
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Candidato a me 1
2 ≤ FX(me) ≤ 1

2 + P (X = me) Obs.

1 1
2 ≤ FX(1) = 1

2 ≤
1
2 + P (X = 1) = 1

2 + 3
8 = 7

8 Prop. verd.

1.5 1
2 ≤ FX(1.5) = 1

2 ≤
1
2 + P (X = 1.5) = 1

2 + 0 = 1
2 Prop. verd.

2 1
2 ≤ FX(2) = 7

8 ≤
1
2 + P (X = 2) = 1

2 + 3
8 = 7

8 Prop. verd.

2.1 1
2 ≤ FX(2.1) = 7

8 ≤
1
2 + P (X = 2.1) = 1

2 + 0 = 1
2 Prop. FALSA.

Deste modo conclui-se que mediana da v.a. X não é única e que qualquer valor no

intervalo [1, 2] é mediana de X. Não surpreende neste caso que se designe o intervalo

[1, 2] de classe mediana.

Mais, ao notar-se que me : FX(me−) ≤ 1/2 ≤ FX(me) evita-se o recurso à f.p. de

X e identifica(m)-se a(s) mediana(s) desta v.a. discreta de uma forma expedita.

(Averigue...) •

Definição 1.226 — Mediana de v.a. cont́ınua

Tal como acontece no caso discreto, a mediana da v.a. cont́ınua X, me, verifica a dupla

desigualdade 1
2 ≤ FX(me) ≤ 1

2 + P (X = me). Mas como P (X = me) = 0 no caso

cont́ınuo, a mediana é definida por

me : FX(me) =
1

2
. (1.108)

•

Motivação 1.227 — Quantil de probabilidade p

A mediana é um caso particular de um outro parâmetro de localização não central mais

genérico, o quantil de probabilidade (ou quantil de ordem) p (0 < p < 1), χp, que verifica




P (X ≤ χp) ≥ p

P (X ≥ χp) ≥ 1− p.
(1.109)

Assim sendo a probabilidade de registarmos valores da v.a. X não superiores (não

inferiores, resp.) ao quantil de probabilidade p é de pelo menos p×100% ((1−p)×100%,

resp.). •
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Definição 1.228 — Quantil de probabilidade p de v.a. discreta

O quantil de probabilidade p (0 < p < 1) da v.a. discreta X, χp,67 satisfaz

χp : p ≤ FX(χp) ≤ p + P (X = χp), (1.110)

obviamente equivalente a (1.109) e a FX(χ−p ) ≤ p ≤ FX(χp). •

Definição 1.229 — Quantil de probabilidade p de v.a. cont́ınua

Analogamente, o quantil de probabilidade (ou quantil de ordem) p (0 < p < 1) da v.a.

cont́ınua X, χp, define-se à custa da equação

χp : FX(χp) = p. (1.111)

•

Nota 1.230 — Quantil de probabilidade p

A mediana da v.a. X corresponde a χ1/2 = F−1
X (1/2). Outros quantis importantes:

• χ1/4 = F−1
X (1/4) = 1o. quartil;

• χ3/4 = F−1
X (3/4) = 3o. quartil;

• χ1/100 = F−1
X (1/100) = 1o. percentil;

• χn/100 = F−1
X (n/100) = n−ésimo percentil, n = 1, 2, . . . , 99;

• χ0.1 = F−1
X (1/10) = 1o. decil. •

Exemplo 1.231 — Quantil de ordem p de v.a. discreta

O número de navios que chegam diariamente a um porto (X) é uma v.a. com f.p.

P (X = x) = e−2 × 2x

x!
, x = 0, 1, 2, · · ·

As condições do porto impedem que atraquem mais de 3 navios por dia, sendo os restantes

navios reencaminhados para outro porto.68

(a) Qual a probabilidade de serem reencaminhados um ou mais navios para o outro

porto (num dia escolhido arbitrariamente)?

67χp é também representado por F−1
X (p).

68Adaptado de Exame de Época Especial de PE, 13 de Setembro de 2002.

92



• V.a.

X = número de navios que chegam diariamente ao porto

• F.p. de X

P (X = x) = e−2 × 2x

x! , x = 0, 1, 2, · · ·

• Probabilidade pedida

Seja R o evento que representa o reencaminhamento de um ou mais navios

para o outro porto. Então

P (R) = P (X > 3)

= 1− P (X ≤ 3)

= 1−
3∑

x=0

e−2 × 2x

x!

= 1− 0.8571

= 0.1429.

(b) Qual deve ser a capacidade mı́nima do porto de modo que o reencaminhamento de

um ou mais navios ocorra no máximo em 5% dos dias?

• Obtenção da capacidade mı́nima (c′)

c′ é o menor inteiro c que verifica P (reencaminhamento navios) ≤ 0.05, i.e.,

c : P (X > c) ≤ 0.05

1− FX(c) ≤ 0.05

FX(c) ≥ 0.95

c ≥ F−1
X (0.95),

onde F−1
X (0.95) representa o quantil de ordem 0.95 da v.a. X e, como seria de

esperar, a capacidade mı́nima c′.

A obtenção de c′ passa pela determinação de FX(c) para vários valores de c.

Ora, tirando partido do resultado da aĺınea anterior (FX(3) = 0.8571 e da

monotonia não decrescente de qualquer f.d., bastará considerar valores de c

maiores que 3, tal como ilustramos na tabela seguinte:69

69Veremos mais tarde que a obtenção de c′ poderia fazer-se por recurso às tabelas da f.d. daquilo que
chamaremos de v.a. de Poisson.
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c FX(c) =
∑c

x=0 e−2 × 2x

x! FX(c) ≥ 0.95 ?

4 FX(4) = FX(3) + P (X = 4) = 0.8571 + e−2 × 24

4! = 0.9473 Não

5 FX(5) = FX(4) + P (X = 5) = 0.9473 + e−2 × 25

5! = 0.9834 SIM

Deste modo, conclui-se que c′ = F−1
X (0.95) = 5. •

Exemplo 1.232 — Moda, mediana e terceiro quartil de v.a. cont́ınua

Retome o Exemplo 1.115 e obtenha a moda, a mediana e o terceiro quartil do tempo entre

colisões consecutivas de detritos espaciais num satélite em MEO.

• V.a.

X = tempo entre duas colisões consecutivas... (em anos)

• F.d.p. de X

fX(x) =





0, x < 0

0.4 e−0.4x, x ≥ 0.

• Moda de X

mo = mo(X) = 0 já que fX(x) é uma função decrescente em IR+
0 .

• Mediana de X

Tirando partido do facto da f.d. de X ser igual a

FX(x) =





0, x < 0

1− e−0.4x, x ≥ 0

logo se conclui que a mediana da v.a. X é dada por

me : FX(me) = 1/2

1− e−0.4 me = 1/2

me = − 1
0.4 ln(1− 1/2)

1 1.73 anos.

94



• Terceiro quartil de X

Designe-se este quartil por F−1
X (3/4). Então

F−1
X (3/4) : FX [F−1

X (3/4)] = 3/4

F−1
X (3/4) = − 1

0.4 ln(1− 3/4)

1 3.47 anos

e note-se que P [X ≤ F−1
X (3/4)] = 3/4 e P [X ≥ F−1

X (3/4)] = 1/4. •

Proposição 1.233 — Relação entre as distribuições gama e do qui-quadrado

Seja X ∼ Gama(α, β). Então Y = 2βX ∼ χ2
(2α), pelo que

FX(x) = Fχ2
(2α)

(2βx), x > 0. (1.112)

•

Nota 1.234 — Relação entre as distribuições Gama e do Qui-quadrado

Ao tirar-se partido da Proposição 1.233 e dos quantis tabelados para a distribuição do

qui-quadrado pode adiantar-se um intervalo para FGama(α,β)(x) ao enquadrar-se x por dois

quantis da distribuição χ2
(2α). •

Exerćıcio 1.235 — Relação entre as distribuições Gama e do Qui-quadrado

Retome o Exerćıcio 1.156 e adiante um intervalo para a probabilidade de uma pessoa

demorar não mais de 10 minutos desde a sua chegada ao sistema M/M/1, com taxas

de chegadas e serviço λ = 1/10 e µ = 1/2 até finalizar o seu telefonema, sabendo que

encontrou 2 clientes à sua chegada.

Compare-a com o resultado obtido anteriormente. •
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1.2.3 Funções geradoras de probabilidade e de momentos

Definição 1.236 — Função geradora de probabilidade (Murteira, 1979, p. 198)

Seja X uma v.a. discreta (inteira não negativa) com f.p. P (X = x). Então a função

PX(z) = E(zX) =
+∞∑

x=0

zx × P (X = x) (1.113)

converge quando |z| ≤ 1 (por comparação com a série geométrica)70 e designa-se função

geradora de probabilidade (f.g.p.) de X. •

Proposição 1.237 — Função geradora de probabilidade, momentos factoriais e

f.p.

Pode obter-se o valor esperado, os momentos factoriais e a f.p. da v.a. X à custa da f.g.p.

de X, PX(z), do seguinte modo:

E(X) =
dPX(z)

dz

∣∣∣∣∣
z=1

(1.114)

E[X(X − 1) · · · (X − k + 1)] =
dkPX(z)

dzk

∣∣∣∣∣
z=1

, k = 1, 2, · · · (1.115)

P (X = k) =
1

k!
× dkPX(z)

dzk

∣∣∣∣∣
z=0

, k = 1, 2, · · · (1.116)

•

Exerćıcio 1.238 — F.g.p. da v.a. Geométrica

(a) Demonstre que a f.g.p. da v.a. Y ∼ Geométrica∗(p), i.e., com f.p. P (Y = y) =

(1− p)y × p, y = 0, 1, 2, · · ·, é dada por

PY (z) = E(zY ) =
p

1− z(1− p)
, (1.117)

onde |z(1− p)| < 1 de forma que a f.g.p. esteja definida numa vizinhança quer de 0,

quer de 1.

(b) Tire partido desta função para confirmar que o valor esperado e variância de Y são

iguais a 1−p
p e 1−p

p2 , respectivamente. •

70Note que
∑+∞

x=0 zx×P (X = x) ≤
∑+∞

x=0 zx e o membro direito da desigualdade converge para |z| < 1.
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Nota 1.239 — Unicidade da f.g.p.; determinação uńıvoca da f.p.; caso cont́ınuo

Se a f.g.p. de X existir, então é única e determina univocamente a f.p. de X.

Caso a v.a. X seja cont́ınua, a função E(zX) =
∫ +∞
−∞ zx fX(x) dx (desde que definida

— leia-se finita) é designada de função geradora de momentos factoriais. •

Proposição 1.240 — F.g.p. da soma de v.a. independentes

Sejam Xi v.a. independentes com f.g.p. PXi(x), i = 1, · · · , n. Então

P∑n

i=1
Xi

(z) = E
(
z
∑n

i=1
Xi

)

=
n∏

i=1

PXi(z). (1.118)

Caso Xi ∼i.i.d. X, tem-se P∑n

i=1
Xi

(z) = [PX(z)]n. •

Exerćıcio 1.241 — F.g.p. da soma de v.a. independentes de Poisson

(a) Prove que a f.g.p. da v.a. Xi ∼ Poisson(λi) é dada por

PXi(z) = e−λi (1−z) (1.119)

e está definida numa vizinhança quer de 0, quer de 1.

(b) Após ter admitido que Xi ∼indep. Poisson(λi), i = 1, · · · , n, determine a f.g.p. de
∑n

i=1 Xi e confirme que
∑n

i=1 Xi ∼ Poisson(
∑n

i=1 λi). •

Exerćıcio 1.242 — F.g.p. da soma de um número aleatório de v.a. i.i.d.

Seja X uma v.a. discreta com f.g.p. PX(z) e N é uma v.a. inteira positiva com f.g.p.

PN(z). Considere que Xi ∼i.i.d. X, i = 1, 2, · · · , e independentes de N . Prove que:

(a) P∑N

i=1
Xi

(z) = PN [PX(z)];

(b) E
(∑N

i=1 Xi

)
= E(N)× E(X);71

(c) V
(∑N

i=1 Xi

)
= E(N)× V (X) + V (N)× E2(X). •

71Esta equação é denominada de equação de Wald. Veja-se a sua demonstração
http://en.wikipedia.org/wiki/Wald’s equation
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Definição 1.243 — Função geradora de momentos (Murteira, 1979, p. 200)

Se a função

MX(t) = E
(
etX

)
(1.120)

existir numa vizinhança de t = 0, ela diz-se a função geradora de momentos (f.g.m.) da

v.a. X. •

Teorema 1.244 — Função geradora de momentos (Murteira, 1979, p. 201)

Se a f.g.m. estiver definida para |t| ≤ t0, para t0 > 0, então

E(Xk) =
dkMX(t)

dtk

∣∣∣∣∣
t=0

, (1.121)

para k = 1, 2, · · ·.72 •

Exerćıcio 1.245 — Função geradora de momentos

Obtenha a f.g.m. da v.a. X e use-a para calcular E(X) e V (X) nos seguintes casos:

(a) X ∼ Binomial(n, p), n ∈ IN, 0 < p < 1;

(b) X ∼ Geométrica(p), 0 < p < 1;

(c) X ∼ Poisson(λ), λ > 0;

(d) X ∼ BinomialN(r, p), r ∈ IN, 0 < p < 1;

(e) X ∼ Uniforme(a, b), a, b ∈ IR, a < b;

(f) X ∼ Normal(µ, σ2), µ ∈ IR, σ2 > 0;

(g) X ∼ Exponencial(λ), λ > 0;

(h) X ∼ Gama(α, β), α, β > 0; •

Exerćıcio 1.246 — Função geradora de momentos (bis)

Seja X uma v.a. com f.g.m.

MX(t) = exp
(
et − 1

)
. (1.122)

Determine E(X) e V (X). •
72Convém notar que MX(t) = E

(
etX

)
=

∑k
k=0

tkE(Xk)
k! .
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Exerćıcio 1.247 — Função geradora de momentos (bis)

Suponha que a v.a. X possui f.g.m. MX(t) e seja S(t) = ln[MX(t)].

(a) Mostre que

E(X) =
dS(t)

dt

∣∣∣∣∣
t=0

(1.123)

V (X) =
d2S(t)

dt2

∣∣∣∣∣
t=0

. (1.124)

(b) Calcule o valor esperado bem como a variância de uma v.a. X com f.g.m. dada por

MX(t) = (1− t2)−1. •

Notas 1.248 — Unicidade da f.g.m.; determinação uńıvoca de distribuições

(Soares, 2007)

• Se a f.g.m. de X existir então é única e determina univocamente a f.d. de X.

• Embora a f.g.m. seja útil para calcular momentos, a sua maior utilidade é a de

permitir a identificação de distribuições. •

Exerćıcio 1.249 — Unicidade da f.g.m.; determinação uńıvoca da distribuição

(a) Obtenha a f.g.m. de Y = aX + b, com a > 0 e b ∈ IR, à custa da f.g.m. de X.

(b) Aplique o resultado ao caso em que X ∼ Normal(µ, σ2) e identifique a distribuição

de Y = aX + b, com a > 0 e b ∈ IR.

(c) Seja X ∼ Normal(0, 1) e Z uma v.a. com f.p.

fZ(z) =






1
6 , z = ±

√
3

2
3 , z = 0

0, outros valores de z.

(1.125)

Mostre que E(Xk) = E(Zk), k = 1, 2, 3, 4, 5. O que pode concluir? •
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Proposição 1.250 — F.g.m. da soma de v.a. independentes

Sejam Xi v.a. independentes com f.g.m. MXi(t), i = 1, · · · , n. Então

M∑n

i=1
Xi

(t) = E
(
et

∑n

i=1
Xi

)

=
n∏

i=1

MXi(t). (1.126)

Caso Xi ∼i.i.d. X tem-se M∑n

i=1
Xi

(t) = [MX(t)]n. •

Exerćıcio 1.251 — F.g.m. da soma de v.a. independentes

Use a Proposição 1.250 para identificar a distribuição de
∑n

i=1 Xi caso:

(a) Xi ∼indep Binomial(ni, p);

(b) Xi ∼indep Normal(µi, σ2
i );

(c) Xi ∼indep Gama(αi, β). •

Exerćıcio 1.252 — F.g.m. obtida à custa de f.g.m. condicionais

Um mineiro está preso numa mina com três portas:

• a primeira porta dá acesso a um túnel que o conduz à liberdade ao fim de duas

horas;

• a segunda porta dá acesso a um túnel que o conduz ao mesmo local ao fim de três

horas;

• e a terceira dá acesso a um túnel que o conduz ao mesmo local ao fim de cinco horas.

Supondo que o mineiro tem sempre a mesma probabilidade de escolher qualquer uma das

portas:

(a) calcule a f.g.m. da v.a. X que representa o tempo necessário para alcançar a liberdade;

(b) determine o número esperado de horas que o mineiro leva até alcançar a liberdade,

i.e., o valor esperado de X? •

100



1.3 Transformações de variáveis aleatórias

É frequente lidar-se com transformações de v.a. Basta pensar na resistência eléctrica (X)

de um objecto e a sua condutância eléctrica (Y ) que estão relacionadas da seguinte forma:

Y = X−1.

1.3.1 Transformações de v.a., caso geral

Motivação 1.253 — Transformações de v.a., caso geral (Karr, 1993, p. 60)

Sejam:

• X uma v.a. com f.d. FX(x);

• Y = g(X) uma transformação de X, em que g : IR → IR é uma função Borel

mensurável.73

Então é sabido que Y = g(X) é também uma v.a. Resta saber como se pode relacionar a

f.d. de Y com a de X? Esta questão tem resposta óbvia quando g é invert́ıvel, bem como

em alguns casos descritos nesta secção. •

Proposição 1.254 — F.d. de uma transformação de uma v.a., caso geral

(Rohatgi, 1976, p. 68; Murteira, 1979, p. 121)

Sejam:

• X uma v.a. com f.d. FX(x);

• Y = g(X) uma transformação de X, em que g : IR → IR é uma função Borel

mensurável;

• g−1((−∞, y]) = {x ∈ IR : g(x) ≤ y} a imagem inversa do conjunto de Borel (−∞, y]

segundo g.

Então

FY (y) = P (Y ≤ y)

= P (X ∈ g−1((−∞, y]))

= P (X ∈ {x ∈ IR : g(x) ≤ y})

= P ({ω ∈ Ω : g[X(ω)] ≤ y}). (1.127)

73Relembre-se que g : IRn → IRm (com n, m ∈ IN fixos) é uma função Borel mensurável se g−1(B) ∈
B(IRn), ∀B ∈ B(IRm).
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•

Exemplo 1.255 — F.d. de uma transformação de uma v.a., caso geral (Karr,

1993, p. 70)

Sejam X uma v.a. e Y = g(X) = X2. Então, para y ≥ 0, tem-se

FY (y) = P (Y ≤ y)

= P (X2 ≤ y)

= P (−√y ≤ X ≤ √y)

= FX(
√

y)− FX [(−√y)−], (1.128)

que, caso X seja uma v.a. absolutamente cont́ınua, se pode reescrever como

FX(
√

y)− FX(−√y). •

Exemplo/Exerćıcio 1.256 — F.d. de uma transformação de uma v.a., caso

geral (Rohatgi, 1976, p. 68)

Seja X uma v.a. com f.d. FX(x). Deduza as f.d. das seguintes v.a.:

(a) aX + b, a > 0, b ∈ IR;

• V.a.

X com f.d. FX(x)

• Nova v.a.

Y = aX + b, a > 0, b ∈ IR

• F.d. de Y

FY (y) = P (Y ≤ y)

= P (aX + b ≤ y)

= P

(

X ≤ y − b

a

)

= FX

(
y − b

a

)

. (1.129)

(b) |X|;

(c) eX . •
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1.3.2 Transformações de v.a. discretas

Proposição 1.257 — F.p. de uma transformação de uma v.a. discreta

Sejam:

• X uma v.a. discreta com f.p. P (X = x);

• IRX um conjunto contável tal que P (X ∈ IRX) = 1 e P (X = x) > 0, ∀x ∈ IRX ;

• Y = g(X) uma transformação de X, em que g : IR → IR é uma função Borel

mensurável que transforma IRX no conjunto IRY = g(IRX).

Então

P (Y = y) =





P (X ∈ {x ∈ IRX : g(x) = y}), y ∈ IRY

0, c.c.
(1.130)

•

Exemplo 1.258 — F.p. de uma transformação de uma v.a. discreta (Rohatgi,

1976, pp. 69–70)

Seja X uma v.a. discreta com f.p.

P (X = x) =






1
5 , x = −2
1
6 , x = −1
1
5 , x = 0
1
15 , x = 1
11
30 , x = 2

0, outros valores de x

(1.131)

e considere-se uma sua transformação Y = g(X) = X2.

• V.a.

X com a f.p. acima

• Contradomı́nio de X

IRX = {−2,−1, 0, 1, 2}

• Nova v.a.

Y = g(X) = X2
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• Contradomı́nio de Y

IRY = g(IRX) = {0, 1, 4}

• F.p. de Y = g(X) = X2

P (Y = y) =






P (X2 = 0), y = 0

P (X2 = 1), y = 1

P (X2 = 4), y = 4

0, outros valores de y.

=






P (X = 0) = 1
5 , y = 0

P (X = ±1) = 1
6 + 1

15 = 7
30 , y = 1

P (X = ±2) = 1
5 + 11

30 = 17
30 , y = 4

0, outros valores de y.

(1.132)

•

Exerćıcio 1.259 — F.p. de uma transformação de uma v.a. discreta (Rohatgi,

1976, p. 69)

Seja X ∼ Poisson(λ). Obtenha a f.p. de Y = X2 + 3. •

Exerćıcio 1.260 — F.p. de uma transformação de uma v.a. discreta

Seja X ∼ Binomial(n, p). Determine a f.p. das seguintes v.a.:

(a) Y = aX + b;

(b) Y = X2;

(c) Y =
√

X. •

Exerćıcio 1.261 — F.p. de uma transformação de uma v.a. discreta (bis)

Seja Y a diferença entre o número de caras (X) e coroas obtidas em n lançamentos de

uma moeda perfeita. Calcule a f.p. e a f.d. da v.a. Y . •

104



1.3.3 Transformações de v.a. absolutamente cont́ınuas

Quando lidamos com transformações Y = g(X) cont́ınuas e estritamente monótonas de

v.a. absolutamente cont́ınuas, a identificação da f.d. de Y vem simplificada já que g(x) é

uma função bijectiva (Soares, 2007).

Proposição 1.262 — F.d. de uma transformação cont́ınua e estritamente

monótona de uma v.a. absolutamente cont́ınua (Karr, 1993, pp. 60 e 68)

Sejam:

• X uma v.a. absolutamente cont́ınua com f.d. FX(x) e f.d.p. fX(x);

• IRX o contradomı́nio da v.a. X, i.e. IRX = {x ∈ IR : fX(x) > 0};

• Y = g(X) uma transformação de X, g(X), tal que g : IR → IR é uma função

cont́ınua, estritamente crescente e Borel mensurável que transforma IRX num

conjunto IRY = g(IRX);

• g−1 a inversa de g.

Então

FY (y) = FX [g−1(y)], (1.133)

para y ∈ IRY . De modo análogo, se

• g for uma função cont́ınua, estritamente decrescente e Borel mensurável

então

FY (y) = 1− FX [g−1(y)], (1.134)

para y ∈ IRY . •
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Exemplo 1.263 — F.d. (e f.d.p.) de uma transformação cont́ınua e

estritamente monótona de uma v.a. absolutamente cont́ınua74

A resistência eléctrica75 (X) de um objecto e a sua condutância eléctrica76 (Y ) estão

relacionadas do seguinte modo: Y = X−1.

Assuma que

FX(x) =






0, x < 900
x−900

200 , 900 ≤ x ≤ 1100

1, x > 1100.

(1.135)

Após ter identificado o conjunto de valores posśıveis da condutância (Y ) do corpo, deduza

a f.d. desta v.a. 77 e obtenha a probabilidade da condutância eléctrica deste corpo exceder

10−3 mho.

• V.a.

X = resistência eléctrica

• Distribuição

X ∼ Uniforme(900, 1100)

• Contradomı́nio de X

IRX = [900, 1100]

• Nova v.a.

Y = X−1

• Contradomı́nio de Y

IRY = g(IRX) =
[

1
1100 ,

1
900

]

74Adaptado do Exame de 1a. Época / 2o. Teste — 2o. Semestre — 2008/09.
75A resistência eléctrica é a capacidade de um corpo qualquer se opor à passagem de corrente eléctrica

pelo mesmo; de acordo com o Sistema Internacional de Unidades (SI), a resistência eléctrica é medida
em ohm (http://pt.wikipedia.org/wiki/Resistência elétrica).

76A condutância eléctrica mede a facilidade com que a corrente eléctrica flui através de uma
componente eléctrica, logo trata-se do rećıproco da resistência eléctrica; de acordo com o SI, a
condutância eléctrica é medida em siemens ou mho (http://pt.wikipedia.org/wiki/Condutância elétrica).
O termo condutância eléctrica data de Setembro de 1885 e deve-se a Oliver Heaviside
(http://en.wikipedia.org/wiki/Electrical conductance).

77Recomendação: não calcule a f.d.p. de Y .
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• F.d. de Y = g(X) = X−1

FY (y) = P
(

1

X
≤ y

)

= P

(

X ≥ 1

y

)

= 1− FX

(
1

y

)

= 1− FX

[
g−1(y)

]

=






0, y < 1
1100

1−
1
y−900

200 =
1100− 1

y

200 , 1
1100 ≤ y ≤ 1

900

1, y > 1
900 ;

(1.136)

• F.d.p. de Y

Obtém-se por derivação da f.d. de Y :

dFY (y)

dy
= fY (y)

=






1
200y2 ,

1
1100 ≤ y ≤ 1

900

0, c.c.
(1.137)

• Probabilidade pedida

A condutância eléctrica excederá 10−3 com probabilidade igual a

P (Y > 10−3 mho) = 1− FY (10−3)

= 1−
1100− 1

1
1000

200

=
1

2
. (1.138)

•
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Exerćıcio 1.264 — F.d. de uma transformação cont́ınua e estritamente

monótona de uma v.a. absolutamente cont́ınua78

A distribuição de Weibull — com parâmetro de escala α (α > 0) e parâmetro de forma β

(β > 0) — tem sido usada para modelar a velocidade de impacto (X) de ondas em cascos

de navios.

(a) Mostre que a função de fiabilidade de X é dada por

1− FX(x) =






1, x < 0

exp
[
−

(
x
α

)β
]
, x ≥ 0.

(1.139)

(b) Tem-se assumido que o impacto hidrodinâmico (Y ) do casco de um navio sobre uma

onda é proporcional ao quadrado da velocidade de impacto, i.e. Y = k X2 onde k > 0.

Após ter considerado que X ∼ Weibull(α = 1, β = 2) e k = 2, determine FY (y),

identifique a distribuição de Y e obtenha a probabilidade do impacto hidrodinâmico

exceder uma unidade. •

Exerćıcio 1.265 — F.d. de uma transformação cont́ınua e estritamente

monótona de uma v.a. absolutamente cont́ınua (bis)

Mostre que se X ∼ Beta(α, β) então Y = 1−X ∼ Beta(β, α). •

Exerćıcio 1.266 — F.d. de uma transformação cont́ınua e estritamente

monótona de uma v.a. absolutamente cont́ınua (bis bis)

Seja X uma v.a. absolutamente cont́ınua e defina-se Y = FX(X). Prove que Y ∼
Uniforme(0, 1).79

Nota 1.267 — Transformações de v.a. absolutamente cont́ınuas e discretas

(Karr, 1993, p. 61)

Em geral, Y = g(X) não é necessariamente absolutamente cont́ınua mesmo que X o seja,

como ilustram os dois exemplos seguintes. No entanto, se X for uma v.a. discreta então

Y = g(X) também o será independentemente da função Borel mensurável g que se

considere. •
781o. Teste — 2o. Semestre, 2009/10.
79Mais, se Y ∼ Uniforme(0, 1), então − 1

λ ln(1− Y ) ∼ Exponencial(λ). A transformação descrita pode
ser usada na geração de números pseudo-aleatórios da distribuição exponencial.
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Exemplo 1.268 — Uma v.a. mista resultante de uma transformação de uma

v.a. absolutamente cont́ınua

Seja X ∼ Uniforme(−1, 1). Já se provou que Y = X+ = max{0, X} é uma v.a. mista

cuja f.d. é dada por:

FY (y) =






0, y < 0
1
2 , y = 0
1
2 + y

2 , 0 < y ≤ 1

1, y > 1

(1.140)

(Rohatgi, 1976, p. 70). •

Exerćıcio 1.269 — Uma v.a. mista resultante de uma transformação de uma

v.a. absolutamente cont́ınua (bis)

Suponha que uma componente electrónica tem tempo de vida X. A componente tem

valor Y = 5 caso falhe antes do instante t = 3; caso contrário, Y = 2X.

Suponha que X ∼ Exponencial(1) e obtenha a f.d. de Y . •

O Exemplo 1.268 e o Exerćıcio 1.269 mostram que são necessárias algumas condições

adicionais, que digam respeito a g, por forma a garantir que Y = g(X) seja também uma

v.a. absolutamente cont́ınua. O teorema seguinte adianta condições suficientes para que

tal aconteça.

Teorema 1.270 — F.d.p. de uma transformação estritamente monótona e

continuamente diferenciável de uma v.a. absolutamente cont́ınua (Rohatgi, 1976,

p. 70; Karr, 1993, p. 61)

Suponha que:

• X uma v.a. absolutamente cont́ınua com f.d.p. fX(x);

• existe um conjunto aberto IRX ⊂ IR tal que P (X ∈ IRX) = 1;

• Y = g(X) é uma transformação de X, g(X), tal que g : IR → IR é uma função

continuamente diferenciável e Borel mensurável que satisfaça dg(x)
dx > 0, ∀x ∈ IRX ,

ou dg(x)
dx < 0, ∀x ∈ IRX ;80

80Isto implica que dg(x)
dx )= 0, ∀x ∈ IRX .
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• g transforma IRX num conjunto IRY = g(IRX);

• g−1 representa a inversa de g.

Então Y = g(X) é uma v.a. absolutamente cont́ınua com f.d.p. dada por

fY (y) = fX [g−1(y)]×
∣∣∣∣∣
dg−1(y)

dy

∣∣∣∣∣ , (1.141)

para y ∈ IRY (argumente derivando as f.d. dadas pela Proposição 1.262 !). •

Exemplo/Exerćıcio 1.271 — F.d.p. de uma transformação estritamente

monótona e continuamente diferenciável de uma v.a. absolutamente cont́ınua

Seja X ∼ Normal(µ, σ2), onde µ ∈ IR e σ ∈ IR+.

(a) Identifique a f.d.p. e a distribuição de Y = eX

• V.a.

X ∼ Normal(µ, σ2)

• F.d.p. de X

fX(x) = 1√
2πσ2 e−

1
2 (x−µ

σ )
2

• Contradomı́nio de X

IRX = IR

• Nova v.a.

Y = g(X) = eX

• Contradomı́nio de Y

IRY = g(IRX) = IR+

• Inversa de g e respectiva derivada

g(x) = y ⇔ ex = y ⇔ g−1(y) = ln(y)
dg−1(y)

dy = 1
y

• F.d.p. de Y

Por estarmos nas condições do Teorema 1.270 podemos afirmar que Y é uma

v.a. absolutamente cont́ınua com f.d.p. igual a
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fY (y) = fX [g−1(y)]×
∣∣∣∣∣
dg−1(y)

dy

∣∣∣∣∣

= fX [ln(y)]×
∣∣∣∣∣
1

y

∣∣∣∣∣

=
1√

2πσ2 y
e−

1
2 [ ln(y)−µ

σ ]
2

, (1.142)

para y ∈ IRY = IR+.

• Importante

Y ∼ Lognormal(µ, σ2)

A distribuição Lognormal(µ, σ2) é usada na modelação de:

– mecanismos de fadiga em materiais; crescimento de sistemas económicos;

eventos hidrológicos; intensidades/espaçamentos de sismos; resistências de

materiais plásticos; tempos de reparação.

A função taxa de falha desta v.a. é monótona crescente (correspondente e.g. à fase

de entusiasmo no ińıcio da reparação) para de seguida ser monótona decrescente

(e.g. fase de saturação à medida que avançamos na reparação).81

(b) Determine a f.d.p. e a distribuição de Y = X−µ
σ , recorrendo quer ao Teorema 1.270,

quer à f.g.m. •

Exerćıcio 1.272 — F.d.p. de uma transformação estritamente monótona e

continuamente diferenciável de uma v.a. absolutamente cont́ınua

Será posśıvel que uma v.a. absolutamente cont́ınua X e a v.a. Y = −X tenham a mesma

distribuição? Se sim, em que condições? •

Exerćıcio 1.273 — F.d.p. de uma transformação estritamente monótona e

continuamente diferenciável de uma v.a. absolutamente cont́ınua (bis)

Seja X uma v.a. com f.d.p. fX(x).

(a) Calcule a f.d.p. de 1
X .

81Para mais detalhes consulte-se http://en.wikipedia.org/wiki/Log-normal distribution
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(b) Mostre que, caso

fX(x) =






0, x ≤ 0
1
2 , 0 < x ≤ 1
1

2x2 , x > 1,

(1.143)

X e 1
X são identicamente distribúıdas (Rohatgi, 1976, p. 76). •

Exerćıcio 1.274 — F.d.p. de uma transformação estritamente monótona e

continuamente diferenciável de uma v.a. absolutamente cont́ınua (bis bis)

Seja X uma v.a. absolutamente cont́ınua com f.d.p. fX(x) e f.d. FX(x).

(a) Derive a f.d.p. de Y = FX(X).

(b) Determine a f.d.p. da v.a. Y = X
X+1 .

(c) Particularize (b) para o caso em que X ∼ Uniforme(0, 1). •

Nota 1.275 — F.d.p. de uma transformação não monótona de uma v.a.

absolutamente cont́ınua (Rohatgi, 1976, p. 71)

Na prática o Teorema 1.270 é muito útil, mas quando as suas condições de aplicação são

violadas devemos recorrer à fórmula P (Y ≤ y) = P (X ∈ g−1((−∞, y])) para obter FY (y).

De seguida deve derivar-se esta f.d. por forma a obter a f.d.p. da transformação Y , como,

aliás, sugerem os três exerćıcios seguintes. •

Exerćıcio 1.276 — F.d.p. de uma transformação não monótona de uma v.a.

absolutamente cont́ınua

Sejam X ∼ Normal(0, 1) e Y = g(X) = X2. Prove que Y ∼ χ2
(1) ao notar que

FY (y) = FX(
√

y)− FX(−√y), y > 0 (1.144)

fY (y) =
dFY (y)

dy

=






1
2
√

y ×
[
fX(

√
y) + fX(−√y)

]
, y > 0

0, y ≤ 0
(1.145)

(Rohatgi, 1976, p. 72). •
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Exerćıcio 1.277 — F.d. de uma transformação não monótona de uma v.a.

absolutamente cont́ınua82

Os rectificadores de corrente convertem corrente alternada com intensidade X em

corrente directa com intensidade Y (ambas em amperes, A), num processo designado

de rectificação. Ao efectuar-se rectificação de onda completa, tem-se Y = |X|.
Assuma que X ∼ Normal(µX = 1A, σ2

X = 1A2) e responda às questões seguintes.

(a) Após ter identificado o conjunto de valores posśıveis da intensidade da corrente directa

(Y ) ao recorrer-se a rectificação completa de onda, deduza a f.d. (e a f.d.p.) desta

v.a.

(b) Obtenha a probabilidade de a intensidade da corrente directa exceder µX . Compare-a

com P (X > µX) e comente. •

Exerćıcio 1.278 — F.d.p. de uma transformação não monótona de uma v.a.

absolutamente cont́ınua

Seja X uma v.a. absolutamente cont́ınua com f.d.p.

fX(x) =






2x
π2 , 0 < x < π

0, c.c.
(1.146)

Prove que Y = sin X possui f.d.p. dada por

fY (y) =






2

π
√

1−y2
, 0 < y < 1

0, c.c.
(1.147)

(Rohatgi, 1976, p. 73). •

Motivação 1.279 — F.d.p. de uma soma finita de restrições monótonas de uma

transformação g de uma v.a. absolutamente cont́ınua (Rohatgi, 1976, pp. 73–74)

Nos três últimos exerćıcios a função y = g(x) pôde ser escrita à custa da soma de duas

restrições monótonas de g em dois intervalos disjuntos. Logo podemos aplicar o Teorema

1.270 a cada uma desta parcelas monótonas, ou por outra aplicar o teorema seguinte. •

82Exame de 2a. Época / 2o. Teste — 2o. Semestre — 2008/09.
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Teorema 1.280 — F.d.p. de uma soma finita de restrições monótonas de uma

transformação g de uma v.a. absolutamente cont́ınua (Rohatgi, 1976, pp. 73–74)

Sejam:

• X uma v.a. absolutamente cont́ınua com f.d.p. fX(x);

• Y uma transformação de X, g(X), tal que g : IR → IR é uma função Borel

mensurável que transforma IRX no conjunto IRY = g(IRX).

Mais, admita que:

• g(x) é diferenciável para todo o x ∈ IRX ;

• dg(x)
dx é cont́ınua e não nula em todos os pontos de IRX excepto num número finito

de pontos x.

Então, para qualquer real y ∈ IRY ,

(a) existe um inteiro positivo n = n(y) e números reais (inversas) g−1
1 (y), . . . , g−1

n (y) tais

que

g(x)|x=g−1
k (y) = y e

dg(x)

dx

∣∣∣∣∣
x=g−1

k (y)

)= 0, k = 1, . . . , n(y), (1.148)

ou

(b) não existe nenhum x tal que g(x) = y e dg(x)
dx )= 0, considerando-se neste caso que

n = n(y) = 0.

Para além disso, Y = g(X) é uma v.a. absolutamente cont́ınua com f.d.p. dada por

fY (y) =






∑n(y)
k=1 fX [g−1

k (y)]×
∣∣∣∣
dg−1

k (y)

dy

∣∣∣∣ , n = n(y) > 0

0, n = n(y) = 0,
(1.149)

para y ∈ IRY . •

Exemplo 1.281 — F.d.p. de uma soma finita de restrições monótonas de uma

transformação g de uma v.a. absolutamente cont́ınua (Rohatgi, 1976, p. 74)

Seja X ∼ Uniforme(−1, 1). Use o Teorema 1.280 para provar que Y = |X| ∼
Uniforme(0, 1).
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• V.a.

X ∼ Uniforme(−1, 1)

• F.d.p. de X

fX(x) =






1
2 , −1 < x < 1

0, c.c.

• Contradomı́nio de X

IRX = (−1, 1)

• Nova v.a.

Y = g(X) = |X|

• Contradomı́nio de Y

IRY = [0, 1)

• Restrições monótonas

y =





g1(x) = −x, x ∈ (−1, 0]

g2(x) = x, x ∈ (0, 1)

• Inversas e respectivas derivadas

n(y) = 2 inversas

g−1
1 (y) = −y, dg−1

1 (y)
dy = −1

g−1
2 (y) = +y, dg−1

2 (y)
dy = +1

• F.d.p. de Y

Ao aplicarmos o Teorema 1.280 obtém-se

fY (y) =
n(y)∑

k=1

fX [g−1
k (y)]×

∣∣∣∣∣
dg−1

k (y)

dy

∣∣∣∣∣

=






1
2 × |− 1|+ 1

2 × |+ 1| = 1, y ∈ IRY = [0, 1)

0, c.c.
(1.150)

• Distribuição de Y

Y ∼ Uniforme(0, 1) •
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Exerćıcio 1.282 — F.d.p. de uma soma finita de restrições monótonas de uma

transformação g de uma v.a. absolutamente cont́ınua

Seja X ∼ Uniforme(0, 2π) and Y = sin X. Use o Teorema 1.280 para provar que

fY (y) =






1

π
√

1−y2
, −1 < y < 1

0, c.c.
(1.151)

•

Exerćıcio 1.283 — F.d.p. de uma soma finita de restrições monótonas de uma

transformação g de uma v.a. absolutamente cont́ınua (Rohatgi, 1976, p. 76)

Um ponto é escolhido aleatoriamente numa circunferência de um ćırculo de raio r com

centro na origem, i.e. o ângulo polar X ∼ Uniforme(−π, π). Determine a distribuição da

ordenada do ponto escolhido. •

116



1.4 Distribuições truncadas. Famı́lias de localização

e escala

Uma forma de obter novas famı́lias de distribuições é pela truncatura do contradomı́nio

de v.a. com distribuições conhecidas (Soares, 2007).

Motivação 1.284 — Distribuições truncadas

As distribuições truncadas surgem em probabilidades e estat́ıstica quando a

capacidade de registo das ocorrências está limitada a valores num conjunto (de

Borel), por exemplo, acima (ou abaixo) de um valor cŕıtico ou a um intervalo

(http://en.wikipedia.org/wiki/Truncated distribution).

A truncatura de valores é frequent́ıssima em teste de vida de equipamento, conduzindo

ao que se designa por dados incompletos ou censurados. Esta censura pode ser feita, por

exemplo, ao fim de decorrido um tempo fixo t0 (truncatura à direita). •

Definição 1.285 — Distribuição truncada (Rohatgi, 1976, p. 116)

Sejam:

• X uma v.a. definida no espaço de probabilidade (Ω,A, P );

• B ∈ B(IR) tal que 0 < P (X ∈ B) < 1.

Então a f.d. condicional

FX|X∈B(x) = P (X ≤ x|X ∈ B), x ∈ IR (1.152)

define uma v.a., X|X ∈ B, com contradomı́nio IRX|X∈B = B, e que se diz a truncada de

X em B. •

Notas 1.286 — Distribuição truncada (Rohatgi, 1976, p. 116)

• Caso X seja uma v.a. com f.p. P (X = x), a truncada de X em B, X|X ∈ B, possui

f.p.

P (X = x|X ∈ B) =
P (X = x, X ∈ B)

P (X ∈ B)

=






P (X=xi)∑
xj∈B

P (X=xj)
, x = xi ∈ B

0, c.c.
(1.153)
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• Caso X seja uma v.a. absolutamente cont́ınua com f.d.p. fX(x), a truncada de X

em B, X|X ∈ B, possui f.d.p. e f.d. dadas por

fX|X∈B(x) =






fX(x)
P (X∈B) = fX(x)∫

B
fX(x) dx

, x ∈ B

0, c.c.
(1.154)

FX|X∈B(x) = P (X ≤ x|X ∈ B)

=
P (X ≤ x, X ∈ B)

P (X ∈ B)

=






∫
(−∞,x]∩B

fX(x)dx∫
B

fX(x) dx
, x ∈ B

0, c.c.
(1.155)

Ao considerar-se B = (a, b] tem-se:

fX|X∈(a,b](x) =






fX(x)
FX(b)−FX(a) , x ∈ (a, b]

0, c.c.
(1.156)

FX|X∈(a,b](x) =






∫
(−∞,x]∩(a,b]

fX(x)dx

FX(b)−FX(a) , x ∈ (a, b]

0, c.c.
(1.157)

• A truncatura é particularmente importante quando se lida com distribuições sem

valor esperado finito. Considere-se uma v.a. X sem valor esperado finito pode

definir-se uma nova v.a.

Xc =





X, se |X| ≤ c

0, c.c.,

onde c é uma constante finita positiva. Xc representa X truncada em c, todos os

momentos de Xc existem e:

FXc(x) = P (X ≤ x||X| ≤ c)

=

∫
(−∞,x]∩[−c,c] fX(x)dx

∫ c
−c fX(x) dx

,

caso X seja uma v.a. absolutamente cont́ınua com f.d.p. fX(x);

P (Xc = x) =






P (X=x)∑
xi∈[−c,c]

P (X=xi)
, x ∈ [−c, c]

0, c.c.

caso X seja uma v.a. discreta com f.p. P (X = x). •
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Exemplo 1.287 — Distribuição truncada

Como definir uma v.a. em IN cuja f.p. seja proporcional à da distribuição de Poisson?

• V.a.

X ∼ Poisson(λ)

• F.p. de X

P (X = x) = e−λ λx

x! , x = 0, 1, 2, · · ·

• Contradomı́nio de X

IRX = IN0

• Nova v.a.

Y = g(X) = X|X > 0

• Contradomı́nio de Y

IRY = g(IRX) = IN

• F.p. de Y

P (Y = x) = P (X = x|X > 0)

=
P (X = x)

P (X > 0)

=
e−λ λx

x!

1− e−λ
, y ∈ IN. (1.158)

•

Exerćıcio 1.288 — Distribuição truncada

Considere X ∼ Normal(0, 1).

(a) Demonstre que a v.a. truncada X|X ∈ (−∞, 0] possui f.d.p. dada por

fX|X∈(−∞,0](x) =





2fX(x), x ≤ 0

0, x > 0

(Rohatgi, 1976, p. 116)
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(b) Depois de ter deduzido a f.d.p. e f.d. da v.a. truncada X|X ∈ (−1, 1), use o

Mathematica para obter os dois gráficos abaixo.

!1 1

0.2

0.4

0.6

0.8

1.0

!1 1

0.2

0.4

0.6

0.8

1.0

•

Exerćıcio 1.289 — Momentos de uma distribuição truncada (Soares, 2007)

O número de ocupantes de cada véıculo ligeiro que passa numa certa portagem é uma

v.a. com f.p.

fX(x) = k ×
(

7

x

) (
2

7

)x (
5

7

)7−x

, x ∈ {1, · · · , 7}. (1.159)

(a) Determine o valor da constante k.

(b) Calcule o valor esperado e a variância do número de ocupantes por véıculo ligeiro. •

Exerćıcio 1.290 — Momentos de uma distribuição truncada

Num estudo sobre trânsito rodoviário analisou-se o número de ocupantes (X e X ′) de

cada véıculo de passageiros que entra numa cidade. Um especialista propôs para a v.a. X

a seguinte f.p.:

1

1− 0.87
×

(
7

x

)

0.2x 0.87−x, x ∈ {1, · · · , 7}. (1.160)

Alternativamente, um seu colega propôs que se usasse X ′ = Y + 1 em que

Y ∼ Binomial(6, 0.2). Por fim, ambos concordaram em utilizar a distribuição com maior

variância.

Qual foi a distribuição escolhida? •
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Motivação 1.291 — Famı́lia de localização–escala

Será posśıvel identificar famı́lias de distribuições fechadas para mudanças de localização

(translacções!) ou de escala (contracções ou dilatações!)?

A resposta a esta questão é afirmativa. Pertencem àquilo a que se designa por famı́lia

de localização–escala, caracterizadas de seguida. •

Definição 1.292 — Famı́lias de localização–escala, de localização e de escala

Uma v.a. X diz-se com distribuição pertencente à famı́lia de localização–escala — com

parâmetro de localização µ ∈ IR e parâmetro de escala σ ∈ IR+ — se

FX(x) = G
(

x− µ

σ

)
, (1.161)

onde G(x) é uma f.d. que não depende nem de µ e nem de σ.

Caso

FX(x) = G(x− µ), (1.162)

a v.a. X diz-se com distribuição pertencente à famı́lia de localização.

Se

FX(x) = G
(

x

σ

)
, (1.163)

a v.a. X diz-se com distribuição pertencente à famı́lia de escala. •

Nota 1.293 — Famı́lias de localização–escala, de localização e de escala (Soares,

2007)

Sejam:

• X uma v.a. absolutamente cont́ınua com f.d.p. fX(x);

• µ ∈ IR e σ ∈ IR+.

Então:

• a v.a. X diz-se com distribuição pertencente à famı́lia de localização–escala se

fX(x) =
1

σ
× g

(
x− µ

σ

)
, (1.164)

onde g(x) é uma f.d.p. que não depende nem de µ e σ.
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• a v.a. X diz-se com distribuição pertencente à famı́lia de localização se

fX(x) = g(x− µ), (1.165)

• a v.a. X diz-se com distribuição pertencente à famı́lia de escala se

fX(x) =
1

σ
× g

(
x

σ

)
. (1.166)

•

Exemplo 1.294 — Famı́lias de localização–escala e de escala

A famı́lia das distribuições normais é uma famı́lia de localização–escala já que

FNormal(µ,σ2)(x) = FNormal(0,1)

(
x− µ

σ

)
. (1.167)

Este facto traz vantagens claras: por exemplo, só necessitamos de tabelas da f.d. da

distribuição Normal(0, 1).

Outras famı́lias de localização–escala (µ ∈ IR e σ ∈ IR+):

• Exponencial bi-paramétrica

fX(x) = 1
σ e−

x−µ
σ , x ≥ µ;

• Weibull tri-paramétrica

fX(x) = β
σ

(
x−µ

σ

)β−1
exp

[
−

(
x−µ

σ

)β
]
, x ≥ µ, onde, recorde-se, β ∈ IR+ representa o

parâmetro de forma.

Uma famı́lia de escala

• Pareto

fX(x) =
α xα

m

xα+1
, x ≥ xm, (1.168)

onde xm > 0 é o parâmetro de escala (o menor dos valores posśıveis de X) e α > 0

o parâmetro de forma (́ındice de Pareto). •
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Proposição 1.295 — Famı́lia de localização–escala (Soares, 2007)

Se a v.a. X possui distribuição pertencente à famı́lia de localização–escala — com

parâmetro de localização µ ∈ IR e parâmetro de escala σ ∈ IR+ — então

Y = g(X) =
X − µ

σ
(1.169)

possui distribuição pertencente à mesma famı́lia com parâmetro de localização µ = 0 e

parâmetro de escala σ = 1. •

Exerćıcio 1.296 — Famı́lia de localização, de escala e de localização–escala

(Soares, 2007)

Prove que a famı́lia de distribuições uniformes é:

(a) uma famı́lia de localização e como tal

X ∼ Uniforme(0, 1) ⇒ Y = µ + X ∼ Uniforme(µ, µ + 1), (1.170)

para µ ∈ IR;

(b) uma famı́lia de escala, pelo que

X ∼ Uniforme(0, 1) ⇒ Y = σ ×X ∼ Uniforme(0, σ), (1.171)

para σ ∈ IR+;

(c) uma famı́lia de localização–escala logo

X ∼ Uniforme(0, 1) ⇒ Y = µ + σ ×X ∼ Uniforme(µ, µ + σ), (1.172)

para µ ∈ IR, σ ∈ IR+. •

Exerćıcio 1.297 — Famı́lia de localização

Averigue se a v.a. X ∼ Uniforme Discreta({µ, µ + 1, · · · , µ + n − 1}) pertence à famı́lia

de localização. •
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Caṕıtulo 2

Vectores aleatórios

Ao lidar-se com situações reais (não necessariamente muito sofisticadas) é comum estarmos

interessados em estudar mais do que uma v.a./caracteŕıstica relativa a uma mesma

entidade/indiv́ıduo/objecto. É também frequente preocuparmo-nos em saber:

• qual o comportamento conjunto das v.a.;

• qual o comportamento marginal de uma das v.a. ou, mais genericamente, de um

grupo de j variáveis (j = 1, . . . , n− 1);

• se existem relações de dependência entre as v.a., em particular de que modo o

conhecimento de uma v.a. pode influenciar o comportamento probabiĺıstico da

restantes v.a.;

• quais os momentos destas v.a. e como quantificar a associação (linear) entre as v.a.;

• como obter probabilidades de eventos respeitantes a transformações de várias v.a.

Não passaremos à descrição e à utilização de modelos probabiĺısticos que lidam com mais

de uma v.a. sem antes definir vector aleatório no caso geral.

Definição 2.1 — Vector aleatório, caso geral (Karr, 1993, p. 45)

Um vector aleatório de dimensão n não passa de uma função

X = (X1, . . . , Xn) : Ω → IRn, (2.1)

tal que cada componente Xi, i = 1, . . . , n, é uma v.a. e X tem, naturalmente, a

particularidade de verificar uma condição de mensurabilidade que será explicitada mais

adiante. •
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Exemplo 2.2 — Vectores aleatórios

• O número de clientes (X1) que encontramos à chegada a um sistema e o nosso

tempo de permanência em fila de espera (X2) — par aleatório (n = 2) com uma

v.a. discreta e uma v.a. mista.

• A área ocupada (X1) por hipermercado, o seu volume de vendas (X2), o seu número

de funcionários (X3) e a sua distância ao centro da localidade mais próxima (X4)

— vector aleatório de dimensão n = 4 com v.a. discretas e absolutamente cont́ınuas

(identifique-as!).

• A altura (X1), o peso (X2), a pressão arterial (X3), o número de glóbulos vermelhos

por mm3 (X4), o número de glóbulos brancos por mm3 (X5), a capacidade pulmonar

(X6), o ritmo card́ıaco (X7), o ńıvel de ferro no sangue (X8) e a acuidade visual

(X9) ajudam a determinar o estado de saúde das crianças em idade escolar (Stark

and Woods, 2002, p. 244) — vector aleatório de dimensão n = 9 com v.a. discretas

e absolutamente cont́ınuas.

• O número de opacidades em 6 regiões dos pulmões esquerdo e direito (X1, . . . , X6) e

as respectivas áreas (X7, . . . , X12), determinadas por recurso a raios-X, são essenciais

para reconhecer determinada afecção pulmonar (Stark and Woods, 2002, p. 245)

— vector aleatório de dimensão n = 12 com 6 v.a. discretas e 6 absolutamente

cont́ınuas. •

Nota 2.3 — Condição de mensurabilidade

A condição de mensurabilidade prende-se com a existência de imagem inversa de conjuntos

de Borel de IRn na σ−álgebra definida sobre Ω, A. Em particular, qualquer região do tipo

(−∞, x1] × . . . × (−∞, xn] segundo X = (X1, . . . , Xn) deverá pertencer a A. De facto,

X = (X1, . . . , Xn) é um vector aleatório de dimensão n sse

∀(x1, . . . , xn) ∈ IRn, X−1((−∞, x1]× . . .× (−∞, xn]) ∈ A. (2.2)

De notar que, ao considerar-se X(ω) = (X1(ω), . . . , Xn(ω)), a imagem inversa a que nos

referimos é dada por

X−1((−∞, x1]× . . .× (−∞, xn]) = {ω ∈ Ω : X1(ω) ≤ x1, . . . , Xn(ω) ≤ xn}. (2.3)

Importa notar que o facto de as componentes de X serem v.a. constitui condição

suficiente para que se lide com vector aleatório (Rohatgi, 1976, p. 106, Theorem 1). •
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2.1 Distribuições conjunta, marginais e condicionais.

Independência

É sabido que uma v.a. X se define completamente por recurso à sua f.d. FX(x) =

P (X ≤ x), x ∈ IR. Escusado será dizer que a caracterização de um vector aleatório

X = (X1, . . . , Xn) se faz à custa de uma f.d. que se diz conjunta.

Definição 2.4 — F.d. conjunta, caso geral (Leon–Garcia, 1994, p. 217)

A f.d. conjunta do vector aleatório X = (X1, . . . , Xn) é definida como a probabilidade de

este tomar valores no rectângulo semi-infinito associado ao ponto x = (x1, . . . , xn) ∈ IRn:

FX(x) = FX1,...,Xn(x1, . . . , xn)

= P (X1 ≤ x1, . . . , Xn ≤ xn), ∀x = (x1, . . . , xn) ∈ IRn. (2.4)

•

Centremo-nos por momentos num par aleatório (X, Y ) e nas propriedades da sua f.d.

conjunta, FX,Y (x, y).

Proposição 2.5 — Algumas propriedades da f.d. conjunta de um par aleatório,

caso geral (Rohatgi, 1976, p. 106)

A f.d. conjunta do par aleatório (X, Y ) possui as seguintes propriedades:

1. FX,Y (x, y) é uma função monótona não decrescente em relação a qualquer das

variáveis x e y;

2. FX,Y (x, y) é uma função cont́ınua à direita em relação a cada variável;

3. limy→−∞ FX,Y (x, y) = FX,Y (x,−∞) = 0, x ∈ IR

limx→−∞ FX,Y (x, y) = FX,Y (−∞, y) = 0, y ∈ IR

limx,y→+∞ FX,Y (x, y) = FX,Y (+∞, +∞) = 1. •

Nota 2.6 — Algumas propriedades da f.d. conjunta de um par aleatório, caso

geral (Rohatgi, 1976, p. 106)

Curiosamente, as propriedades 1.–3. só por si não garantem que uma função F (x, y) seja

uma f.d. conjunta, como ilustra o exerćıcio seguinte que tira partido do facto de (X, Y )

pertencer a
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B = {(x, y) ∈ IR2 : x1 < x ≤ x2, y1 < y ≤ y2}, (2.5)

onde x1 < x2 e y1 < y2, com probabilidade igual a

P [(X, Y ) ∈ B] = FX,Y (x2, y2)− FX,Y (x2, y1)− FX,Y (x1, y2) + FX,Y (x1, y1). (2.6)

•

Exerćıcio 2.7 — Algumas propriedades da f.d. conjunta de um par aleatório,

caso geral (Rohatgi, 1976, pp. 106–107)

Considere a função

F (x, y) =





0, x < 0 ou x + y < 1 ou y < 0

1, c.c.
(2.7)

Prove que F (x, y) satisfaz as propriedades 1.–3. mas não é uma f.d. conjunta, bastando

para isso calcular P
(

1
3 < X ≤ 1, 1

3 < Y ≤ 1
)

e constatar que o resultado é negativo. •

Seguem-se condições que, conjuntamente, são necessárias e suficientes para que se

esteja a lidar com uma f.d. conjunta de um par aleatório (X, Y ).

Teorema 2.8 — Propriedades da f.d. conjunta de um par aleatório, caso geral

(Rohatgi, 1976, p. 107)

Uma função F (x, y) de duas variáveis é a f.d. conjunta de um par aleatório sse, para além

de ser

1. monótona não decrescente em relação a x e y,

2. cont́ınua à direita em relação a cada variável e verificar

3. F (x,−∞) = 0, x ∈ IR,

F (−∞, y) = 0, y ∈ IR,

F (+∞, +∞) = 1,

satisfizer a seguinte propriedade:

4. F (x2, y2)− F (x2, y1)− F (x1, y2) + F (x1, y1) ≥ 0, para x1 < x2 e y1 < y2. •
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Exerćıcio 2.9 — Propriedades da f.d. conjunta de um par aleatório, caso geral

(Rohatgi, 1976, p. 118)

Considere-se

F (x, y) =





1, x + 2y ≥ 1

0, c.c..
(2.8)

Será que F (x, y) define uma f.d. conjunta no plano? •

O Teorema 2.8 pode ser generalizado para vectores aleatórios de dimensão n.

Teorema 2.10 — Propriedades da f.d. conjunta de um vector aleatório, caso

geral (Rohatgi, 1976, pp. 107–8)

F (x1, . . . , xn) é a f.d. conjunta de um vector aleatório de dimensão n sse:

1. F (x1, . . . , xn) for monótona não decrescente em relação a qualquer dos seus

argumentos x1, . . . , xn;

2. F (x1, . . . , xn) for cont́ınua à direita em relação a qualquer das variáveis x1, . . . , xn;

3. F (−∞, x2, . . . , xn) = F (x1,−∞, x3, . . . , xn) = . . . = F (x1, . . . , xn−1,−∞) = 0,

F (+∞, . . . , +∞) = 1;

4. F (x1 + ε1, . . . , xn + εn)

−∑n
i=1 F (x1 + ε1, . . . , xi−1 + εi−1, xi, xi+1 + εi+1, . . . , xn + εn)

+
∑n

i,j=1
i<j

F (x1 + ε1, . . . , xi−1 + εi−1, xi, xi+1 + εi+1, . . . , xj−1 + εj−1, xj, xj+1 +

εj+1, . . . , xn + εn)

+ . . . + (−1)n F (x1, . . . , xn) ≥ 0,

para qualquer (x1, . . . , xn) ∈ IRn e qualquer εi > 0, i = 1, . . . , n. •

É posśıvel obter f.d. marginais à custa da f.d. conjunta como se verá já de seguida.
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Proposição 2.11 — F.d. marginais, caso geral (Murteira, 1979, p. 135)

Ao lidar-se com um vector aleatório de dimensão n podem identificar-se:

• n f.d. marginais unidimensionais

FX1(x1) = FX1,...,Xn(x1, +∞, . . . , +∞) (2.9)

= P (X1 ≤ x1, X2 < +∞, . . . , Xn < +∞)

FX2(x2) = FX1,...,Xn(+∞, x2, +∞, . . . , +∞) (2.10)

= P (X1 < +∞, X2 ≤ x2, X3 < +∞, . . . , Xn < +∞)

. . .

FXn(xn) = FX1,...,Xn(+∞, . . . , +∞, xn) (2.11)

= P (X1 < +∞, . . . , Xn−1 < +∞, Xn ≤ xn);

•
(

n
2

)
f.d. marginais bidimensionais

FXi,Xj(xi, xj) = FX1,...,Xi−1,Xi,Xi+1,...,Xj−1,Xj ,Xj+1,...,Xn(+∞, . . . , +∞,

xi, +∞, . . . , +∞, xj, +∞, . . . , +∞) (2.12)

= P (X1 < +∞, . . . , Xi−1 < +∞, Xi ≤ xi, Xi+1 < +∞,

. . . , Xj−1 < +∞, Xj ≤ xj, Xj+1 < +∞,

. . . , Xn < +∞), (2.13)

para 1 ≤ i < j ≤ n;

•
(

n
j

)
f.d. marginais para grupos de j variáveis (j = 1, . . . , n− 1) •

Exerćıcio 2.12 — Propriedades da f.d. conjunta de um par aleatório, caso

geral; f.d. marginais (Rohatgi, 1976, p. 118)

Sejam: T um triângulo fechado no plano com vértices (0, 0), (0,
√

2) e (
√

2,
√

2); e F (x, y)

a área da intersecção entre T e a região {(x1, x2) ∈ IR2 : x1 ≤ x, x2 ≤ y}.

(a) Mostre que F (x, y) define uma f.d. conjunta no plano.

(b) Obtenha as f.d. marginais unidimensionais. •
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Motivação 2.13 — (In)Dependência, caso geral

De um modo geral as v.a. que constituem um vector aleatório influenciam-se mutuamente,

ou seja, são dependentes. Outras há em que tal não acontece. •

Definição 2.14 — Independência completa, caso geral (Rohatgi, 1976, p. 122)

As v.a. X1, . . . , Xn dizem-se completamente (ou mutuamente) independentes sse a f.d.

conjunta se puder escrever à custa do produto das f.d. marginais (unidimensionais):

FX1,...,Xn(x1, . . . , xn) =
n∏

i=1

FXi(xi), ∀(x1, . . . , xn) ∈ IRn, (2.14)

escrevendo-se neste caso X1 ⊥⊥ X2⊥⊥ . . . ⊥⊥ Xn •

Notas 2.15 — Independência completa, caso geral (Leon-Garcia, p. 194; Karr,

1993, p. 71; Resnick, 1999, p. 94)

• Ao lidar-se com v.a. (completamente) independentes, o conhecimento de

probabilidades marginais é suficiente para determinar probabilidades que digam

respeito a eventos conjuntos.

• A Definição 2.14 é, na verdade, aquilo que se designa por critério de factorização.

A definição de independência completa segue-se.

• As v.a. X1, . . . , Xn dizem-se completamente independentes sse

P (X1 ∈ B1, . . . , Xn ∈ Bn) =
n∏

i=1

P (Xi ∈ Bi), (2.15)

para quaisquer conjuntos de Borel B1, . . . , Bn. Com efeito, o conceito de

independência completa entre dois ou mais eventos acaba de ser estendido a vectores

aleatórios.

• As v.a. X1, . . . , Xn são completamente independentes sse a f.d. conjunta se puder

escrever à custa de um produto de n funções não negativas, g1, . . . , gn, em que cada

uma destas funções depende somente de uma variável:

FX1,...,Xn(x1, . . . , xn) =
n∏

i=1

gi(xi), ∀(x1, . . . , xn) ∈ IRn. (2.16)

•
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Exerćıcio 2.16 — Independência completa, caso geral

Esboce a demonstração do último resultado que consta da Nota 2.15 e que culmina com

a equação (2.16). •

Exerćıcio 2.17 — Independência completa, caso geral

Seja (X, Y ) um par aleatório com f.d.p. conjunta

fX,Y (x, y) =





x y × exp

(
−x2+y2

2

)
, x, y > 0

0, c.c.
(2.17)

(a) Recorra ao resultado (2.16) para averiguar se X e Y são v.a. independentes.

(b) Identifique a distribuição comum de X e de Y ? •

Definição 2.18 — Independência entre dois vectores aleatórios, caso geral

(Rohatgi, 1976, p. 124)

Dois vectores aleatórios (X1, . . . , Xn) e (Y1, . . . , Ym) dizem-se independentes se

FX1,...,Xn,Y1,...,Ym(x1, . . . , xn, y1, . . . , ym) = FX1,...,Xn(x1, . . . , xn)×

×FY1,...,Ym(y1, . . . , ym),

∀(x1, . . . , xn, y1, . . . , ym) ∈ IRn+m, (2.18)

onde FX1,...,Xn,Y1,...,Ym representa a f.d. conjunta do vector aleatório

(X1, . . . , Xn, Y1, . . . , Ym). •

Teorema 2.19 — Independência de subconjuntos de v.a. independentes

(Rohatgi, 1976, p. 123)

Sejam X1, . . . , Xn v.a. completamente independentes. Então qualquer seu subconjunto

de v.a. é também completamente independente. •

Mais genericamente, v.a. que são funções de subconjuntos disjuntos de uma famı́lia de

v.a. independentes são também v.a. independentes. Trata-se daquilo que Karr (1993, p.

76) designa de disjoint blocks theorem (teorema dos blocos disjuntos) e se enuncia já de

seguida.
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Teorema 2.20 — Teorema dos blocos disjuntos (Karr, 1993, p. 76)

Sejam:

• X1, . . . , Xn v.a. independentes;

• J1, . . . , Jk subconjuntos disjuntos de {1, . . . , n};

• Yl = gl

(
X(l)

)
, onde gl é uma função Borel mensurável e X(l) = {Xi, i ∈ Jl} um

subconjunto da famı́lia de v.a. independentes {X1, . . . , Xn}, para l = 1, . . . , k.

Então

Y1 = g1

(
X(1)

)
, . . . , Yk = gk

(
X(k)

)
(2.19)

são v.a. independentes. •

Nota 2.21 — Teorema dos blocos disjuntos

Por exemplo, se X1, . . . , Xn forem v.a. completamente independentes então as v.a.

g1(X1), . . . , gn(Xn) também o são (Soares, 2007). •

Exerćıcio 2.22 — Teorema dos blocos disjuntos (Rohatgi, 1976, p. 121, Theorem

3 )

Admita que X1 e X2 são v.a. independentes. Prove que neste caso as v.a. g1(X1) e g2(X2)

são também independentes recorrendo à equação (2.15). •

Na presença de mais do que duas v.a., podemos adiantar ainda outras noções de

independência como, aliás refere Soares (2007),1 para um exemplo de um vector aleatório

de dimensão n = 3, (X1, X2, X3):

• independência aos pares (ou marginal)2

X1 ⊥⊥ X2 ⇔ FX1,X2(x1, x2) = FX1(x1)× FX2(x2), (x1, x2) ∈ IR2;

• independência parcial

(X1, X2) ⊥⊥ X3 ⇔ FX1,X2,X3(x1, x2, x3) = FX1,X2(x1, x2)×FX3(x3), (x1, x2, x3) ∈ IR3.

1Soares (2007) enuncia estes conceitos de independência em termos de f.d.p./f.p.
2Rohatgi (1976, p. 123) designa-a de pairwise independence.
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Como seria de esperar a independência completa implica a independência aos pares

(ou marginal) mas esta não implica a independência completa, como ilustra a Remark 1

de Rohatgi (1976, p. 123) que será apresentada à laia de exerćıcio na subsecção seguinte.

2.1.1 Vectores aleatórios discretos

A definição de vector aleatório discreto resulta de uma generalização natural da definição

de v.a. discreta.

Definição 2.23 — Vector aleatório discreto (Murteira, 1979, p. 138)

O vector aleatório X = (X1, . . . , Xn) diz-se discreto se existir um subconjunto contável

de IRn,

IRX = {(x1, . . . , xn) ∈ IRn : P (X1 = x1, . . . , Xn = xn) > 0}, (2.20)

tal que

P (X ∈ IRX) = 1. (2.21)

•

A caracterização probabiĺıstica de um vector aleatório discreto X = (X1, . . . , Xn)

pode fazer-se por recurso à f.d. conjunta mas também à custa do que designaremos por

f.p. conjunta.

Definição 2.24 — F.p. conjunta de um vector aleatório (Murteira, 1979, p. 138)

Seja X = (X1, . . . , Xn) um vector aleatório discreto com contradomı́nio contável IRX .

Então a f.p. conjunta de X = (X1, . . . , Xn) é definida por

P (X = x) = P (X1 = x1, . . . , Xn = xn), ∀x = (x1, . . . , xn) ∈ IRn (2.22)

e satisfaz as seguintes propriedades:

• P (X = x) = P (X1 = x1, . . . , Xn = xn) ≥ 0, ∀(x1, . . . , xn) ∈ IRn;

• ∑
x∈IRn P (X = x) =

∑
(x1,...,xn)∈IRn P (X1 = x1, . . . , Xn = xn)

=
∑

(x1,...,xn)∈IRX
P (X1 = x1, . . . , Xn = xn) = 1;

• P (X ∈ B) =
∑

(x1,...,xn)∈B∩IRX
P (X1 = x1, . . . , Xn = xn), para qualquer conjunto de

Borel B ⊂ IRn. •
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Definição 2.25 — F.d. conjunta de um vector aleatório discreto

A f.d. conjunta do vector aleatório discreto X = (X1, . . . , Xn) é, obviamente, obtida à

custa da f.p. conjunta:

FX(x) = FX1,...,Xn(x1, . . . , xn)

= P (X1 ≤ x2, . . . , Xn ≤ xn)

=
∑

xi1≤x1

· · ·
∑

xin≤xn

P (X = xi1 , . . . , Xn = xin), ∀(x1, . . . , xn) ∈ IRn. (2.23)

•

Definição 2.26 — F.p. marginais

As f.p. marginais obtêm-se à custa da f.p. conjunta do vector aleatório X = (X1, . . . , Xn):

• as n f.p. marginais unidimensionais são, para i = 1, . . . , n, definidas por

P (Xi = xi) =
∑

x1

· · ·
∑

xi−1

∑

xi+1

· · ·
∑

xn

P (X1 = x1, . . . , Xi−1 = xi−1, Xi = xi,

Xi+1 = xi+1, . . . , Xn = xn), (2.24)

para xi fixo e pertencente ao conjunto de valores posśıveis da v.a. Xi, IRXi ;

• as
(

n
2

)
f.p. marginais bidimensionais calculam-se de forma análoga, para 1 ≤

i < j ≤ n,

P (Xi = xi, Xj = xj) =
∑

x1

· · ·
∑

xi−1

∑

xi+1

· · ·
∑

xj−1

∑

xj+1

· · ·
∑

xn

P (X1 = x1, . . . ,

Xi−1 = xi−1, Xi = xi, Xi+1 = xi+1, . . . , Xj−1 = xj−1,

Xj = xj, Xj+1 = xj+1, . . . , Xn = xn), (2.25)

para xi e xj fixos e pertencentes ao conjuntos de valores posśıveis do vector aleatório

(Xi, Xj), IRXi,Xj , respectivamente;

• as
(

n
j

)
f.p. marginais para grupos de j variáveis (j = 1, ..., n−1) determinam-se

de modo similar. •
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Nota 2.27 — Caracterização das v.a. X1, . . . Xn

É recorrendo às f.p. marginais unidimensionais das v.a. X1, . . . Xn,

P (X1 = x1), . . . , P (Xn = xn), que se obtêm:

• as f.d. marginais unidimensionais, FX1(x1), . . . , FXn(xn);

• os valores esperados (marginais unidimensionais), E(X1), . . . , E(Xn);

• as variâncias (marginais unidimensionais), V (X1), . . . , V (Xn); etc. •

Exemplo/Exerćıcio 2.28 — F.p. marginal, f.d. conjunta, valor esperado e

variância, par aleatório discreto

Na transmissão de informação digital por certo equipamento a probabilidade de um “bit”

possuir distorção alta, moderada e baixa é de 0.01, 0.04 e 0.95, respectivamente. Suponha

que são transmitidos 3 “bits” de modo independente e que X e Y representam o número

de “bits” com distorção alta e moderada, respectivamente.3

(a) Complete, justificando, as entradas assinaladas com a, b e c, na seguinte tabela da

f.p. conjunta do par aleatório (X, Y ).

Y
X 0 1 2 3

0 a 0.108300 0.004560 0.000064

1 0.027075 0.002280 0.000048 c

2 0.000285 b 0 0

3 0.000001 0 0 0

• Par aleatório (X, Y )

X =número de “bits” com distorção alta, em 3 “bits” emitidos

Y =número de “bits” com distorção moderada, em 3 “bits” emitidos

• Obtenção das constantes a, b, c

Para obter as constantes a e b é necessário ter em conta que por um lado X ∼
Binomial(3, 0.01) — i.e.,

3Adaptado do Exame de PE de 13 de Julho de 2002.
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P (X = x) =



 3

x



 0.01x (1− 0.01)3−x, x = 0, 1, 2, 3

— e que por outro lado P (X = x) =
∑3

y=0 P (X = 0, Y = y), x = 0, 1, 2, 3.

Deste modo:

a = P (X = 0, Y = 0)

= P (X = 0)−
3∑

y=1

P (X = 0, Y = y)

= (1− 0.01)3 − (0.108300 + 0.004560 + 0.000064)

= 0.857375

b = P (X = 2, Y = 1)

= P (X = 2)−



1∑

y=0

P (X = 2, Y = y) + P (X = 2, Y = 3)





=
3!

2!(3− 2)!
0.012 × (1− 0.01)1 − (0.000285 + 0 + 0)

= 0.000012

c = P (X = 1, Y = 3)

= P (∅)

= 0.

• Nota

Comece-se por considerar que a v.a. Z = 3 − X − Y represente o

número “bits” com distorção baixa, em 3 “bits” emitidos e refira-se que

Z ∼ binomial(3, 0.95). Então importa notar que, embora os eventos {X =

0, Y = 0} e {Z = 3} sejam equivalentes, os eventos {X = 2, Y = 1} e Z = 3 não

o são, pelo que

a = P (X = 0, Y = 0)

= P (3 “bits” com distorção baixa)

= P (Z = 3)

= 0.953

= 0.857375
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e, no entanto,

b = P (X = 2, Y = 1)

)= P (0 “bits” com distorção baixa)

= P (Z = 0)

= (1− 0.95)3

= 0.000125.

Aliás, há quatro situações em que ocorre {Z = 0}, são elas

{X = 0, Y = 3}, {X = 1, Y = 2}, {X = 2, Y = 1} e {X = 3, Y = 0}.

P (Z = 0) = P (0 “bits” com distorção baixa)

= (1− 0.95)3

= 0.000125

= P (X = 0, Y = 3) + P (X = 1, Y = 2)

+P (X = 2, Y = 1) + P (X = 3, Y = 0)

= 0.000064 + 0.000048 + 0.000012 + 0.000001

= 0.000125.

(b) Determine a probabilidade de registar-se a transmissão de não mais de dois “bits”

com distorção alta e quando muito um “bit” com distorção moderada.

• Probabilidade pedida

P (X ≤ 2, Y ≤ 1) = FX,Y (2, 1)

=
2∑

x=0

1∑

y=0

P (X = x, Y = y)

= 0.857375 + 0.108300 + 0.027075 + 0.002280

+0.000285 + 0.000012

= 0.995327.

(c) Obtenha o valor esperado e a variância de X, bem como de Y . •
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Exerćıcio 2.29 — F.p. marginal e f.d. conjunta, par aleatório discreto

A f.p. conjunta do par aleatório (X, Y ) está parcialmente indicada na seguinte tabela

abaixo:

Y
X 0 3 5 7

-1 0.1 0.1 0.15 a

1 0.05 b 0.05 0.15

3 0.05 0.1 c 0.05

Suponha que a função de probabilidade marginal de Y é dada por

P (Y = y) =






0.2, y = 0

0.25, y = 3, 5

0.3, y = 7

0, c.c.

(2.26)

(a) Calcule o valor de a, b e c.

(b) Determine o valor da f.d. conjunta de (X, Y ) no ponto (2, 6). •

Motivação 2.30 — (In)Dependência, caso discreto

O conceito de independência completa enunciado na Nota 2.144 pode ser utilizado para

adiantar a noção de independência completa quando lidamos com um vector aleatório

discreto. •

Definição 2.31 — Independência completa, caso discreto

As v.a. discretas X1, . . . , Xn dizem-se completamente independentes se

P (X1 = x1, . . . Xn = xn) =
n∏

i=1

P (Xi = xi), ∀(x1, . . . , xn) ∈ IRn, (2.27)

i.e., caso seja posśıvel escrever a f.p. conjunta do vector aleatório discreto X =

(X1, . . . , Xn) à custa do produto das f.p. marginais unidimensionais. •

4Recorde-se a Equação (2.15): P (X1 ∈ B1, . . . ,Xn ∈ Bn) =
∏n

i=1 P (Xi ∈ Bi), para quaisquer
conjuntos de Borel B1, . . . , Bn.
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Exerćıcio 2.32 — Independência completa e marginal, caso discreto (Rohatgi,

1976, p. 123)

Considere o vector aleatório discreto (X1, X2, X3) com f.p. conjunta

P (X1 = x1, X2 = x2, X3 = x3) =






3
16 , (x1, x2, x3) ∈ {(0, 0, 0), (0, 1, 1),

(1, 0, 1), (1, 1, 0)}
1
16 , (x1, x2, x3) ∈ {(0, 0, 1), (0, 1, 0),

(1, 0, 0), (1, 1, 1)}
0, outros valores de (x1, x2, x3).

(2.28)

Prove que as v.a. X1 e X2 são independentes mas que, no entanto, X1, X2, X3 não são

v.a. completamente independentes. Comente. •

Exerćıcio 2.33 — Independência completa e marginal, caso discreto (bis)

(Rohatgi, 1976, p. 125)

Considere o vector aleatório discreto (X1, X2, X3) com f.p. conjunta

P (X1 = x1, X2 = x2, X3 = x3) =






1
4 , (x1, x2, x3) ∈ {(1, 0, 0), (0, 1, 0),

(0, 0, 1), (1, 1, 1)}
0, outros valores de (x1, x2, x3).

(2.29)

(a) Serão as v.a. X1, X2, X3 completamente independentes?

(b) Serão as v.a. X1, X2, X3 independentes aos pares?

(c) Serão as v.a. X3 e X1 + X2 independentes? •

Exerćıcio 2.34 — Independência completa e marginal, caso discreto (bis bis)

Considere o vector aleatório discreto (X1, X2, X3) com f.p. conjunta

P (X1 = x1, X2 = x2, X3 = x3) =






1
4 , (x1, x2, x3) ∈ {(1, 0, 1), (0, 1, 1),

(0, 0, 0), (1, 1, 0)}
0, outros valores de (x1, x2, x3).

(2.30)

(a) Serão as v.a. X1, X2, X3 completamente independentes?

(b) Serão as v.a. X1, X2, X3 independentes aos pares?

(c) Serão as v.a. |X1 −X2| e |X1 −X3| independentes? •
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Motivação 2.35 — F.p. condicionais

É importante averiguar de que modo o registo de uma observação de uma das v.a. (ou,

mais genericamente, de um grupo de variáveis) do vector aleatório poderá vir a influenciar

o comportamento probabiĺıstico das restantes v.a. Para o efeito será necessário definir

f.p. condicionais. •

Definição 2.36 — F.p. condicionais

(a) F.p. de X−i condicional a Xi = xi

Sejam:

• X = (X1, . . . , Xn) e X−i = (X1, . . . , Xi−1, Xi+1, . . . , Xn) dois vectores aleatórios

discretos;

• x = (x1, . . . , xn) e x−i = (x1, . . . , xi−1, xi+1, . . . , xn) dois vectores de IRn e IRn−1,

respectivamente.

Então a f.p. de X−i condicional a {Xi = xi} é dada por

P (X−i = x−i|Xi = xi) =
P (X−i = x−i, Xi = xi)

P (Xi = xi)

=
P (X = x)

P (Xi = xi)

=
P (X1 = x1, . . . , Xn = xn)

P (Xi = xi)
, (2.31)

caso P (Xi = xi) > 0.

(b) F.p. de X−J condicional a XJ = xJ

Sejam:

• J um subconjunto de {1, . . . , n};

• X−J = (Xi)i+∈J o vector aleatório que se obtém eliminando as componentes de

X com ı́ndices pertencentes a J ;

• XJ = (Xi)i∈J o vector aleatório que se obtém considerando somente as

componentes de X com ı́ndices pertencentes a J ;

• x−J = (xi)i+∈J e xJ = (xi)i∈J dois vectores de IRn−#J e IR#J , respectivamente.
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Então a f.p. de X−J condicional a {XJ = xJ} é dada por

P (X−J = x−J |XJ = xJ) =
P (X−J = x−J , XJ = xJ)

P (XJ = xJ)

=
P (X = x)

P (XJ = xJ)
, (2.32)

caso P (XJ = xJ) > 0. •

Nota 2.37 — F.p. condicionais, par aleatório discreto

Convém relembrar que, ao lidar-se com um par aleatório (X, Y ), tem-se:

• F.p. de X condicional a Y = y

P (X = x|Y = y) =
P (X = x, Y = y)

P (Y = y)
, se P (Y = y) > 0; (2.33)

• F.p. de Y condicional a X = x

P (Y = y|X = x) =
P (X = x, Y = y)

P (X = x)
, se P (X = x) > 0. (2.34)

•

Motivação 2.38 — F.d., valores esperados e variâncias condicionais, par

aleatório discreto

Ao lidar-se com um par aleatório X, Y e ao efectuar semelhantes condicionamentos

passamos a lidar com duas v.a. unidimensionais — X|Y = y e Y |X = x — pelo

que faz sentido calcular f.d., valores esperados, variâncias, etc. em todo o caso ditas/os

condicionais. •

Definição 2.39 — F.d., valores esperados e variâncias condicionais, par

aleatório discreto

• F.d. de X condicional a Y = y 5

FX|Y =y(x) = P (X ≤ x|Y = y)

=
∑

xi≤x

P (X = xi|Y = y)

=
∑

xi≤x

P (X = xi, Y = y)

P (Y = y)
, x ∈ IR (2.35)

5É necessário que P (Y = y) > 0 para definir esta função.
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• F.d. de Y condicional a X = x 6

FY |X=x(y) = P (Y ≤ y|X = x)

=
∑

yj≤y

P (Y = yj|X = x)

=
∑

yj≤y

P (X = x, Y = yj)

P (X = x)
, y ∈ IR. (2.36)

• Valor esperado de X condicional a Y = y

E(X|Y = y) =
∑

x

x P (X = x|Y = y) (2.37)

• Valor esperado de Y condicional a X = x

E(Y |X = x) =
∑

y

y P (Y = y|X = x). (2.38)

• Variância de X condicional a Y = y

V (X|Y = y) = E(X2|Y = y)− E2(X|Y = y)

=
∑

x

x2 P (X = x|Y = y)−
[
∑

x

x P (X = x|Y = y)

]2

(2.39)

• Variância de Y condicional a X = x

V (Y |X = x) = E(Y 2|X = x)− E2(Y |X = x)

=
∑

y

y2 P (Y = y|X = x)−
[
∑

y

y P (Y = y|X = x)

]2

. (2.40)

•
Nota 2.40 — Independência e f.p., valores esperados e variâncias condicionais,

par aleatório discreto

Importar relembrar que, caso X ⊥⊥Y , segue-se:

• P (X = x|Y = y) = P (X = x), ∀(x, y) ∈ IR2

• E(X|Y = y) = E(X), ∀y ∈ IR

• V (X|Y = y) = V (X), ∀y ∈ IR, etc.,

como tal o conhecimento de Y não vem influenciar o comportamento probabiĺıstico de X.

Analogamente, P (Y = y|X = x) = P (Y = y), ∀(x, y) ∈ IR2, etc., caso X ⊥⊥Y . •

6Analogamente, esta f.d. só faz sentido se P (X = x) > 0.
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Exemplo/Exerćıcio 2.41 — F.p. e f.d. condicionais, par aleatório discreto

Um painel metálico é classificado de acordo com:

• X =número de defeitos que possui (0,1,2,3 defeitos);

• Y =número da fábrica que o produz (Fab. 1 e Fab. 2).

Estudos levados a cabo levam a crer que a f.p. conjunta de (X, Y ) é dada pela seguinte

tabela:

Y
X

1 2

0 1
8

1
16

1 1
16

1
16

2 3
16

1
8

3 1
8

1
4

(a) Determine a probabilidade de um painel metálico possuir um defeito sabendo que foi

produzido pela Fab. 2.

• Par aleatório (X, Y )

X = número de defeitos que o painel possui

Y = número da fábrica que o produz

• Probabilidade pedida

P (X = 1|Y = 2) =
P (X = 1, Y = 2)

P (Y = 2)

=
1/16

1/16 + 1/16 + 1/8 + 1/4

=
1/16

1/2

=
1

8
.
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(b) Calcule a probabilidade de um painel metálico possuir quando muito um defeito,

quando se sabe de antemão que foi produzido pela Fab. 2.

• Probabilidade pedida

P (X ≤ 1|Y = 2) = FX|Y =2(1)

=
1∑

x=0

P (X = x|Y = 2) =
1∑

x=0

P (X = x, Y = 2)

P (Y = 2)

=
1/16

1/2
+

1/16

1/2

=
1

4
.

(c) Prove que o número esperado de defeitos de um painel metálico que se sabe ter sido

produzido pela Fab. 2, E(X|Y = 2), é igual a 17
8 .

(d) Compare o valor esperado condicional obtido em (a) com E(X) (por sinal igual a 15
8 ).

Comente. •

Exemplo 2.42 — Valor esperado condicional (e não só), par aleatório discreto

Uma firma envia dois tipos de faxes. O primeiro tipo de fax requer 40 segundos para a

transmissão de cada página ao passo que o segundo tipo requer 60 segundos para essa

transmissão.

Considere que a v.a. X representa o número de páginas de cada fax e Y a duração

da transmissão de todo o fax. Após um estudo detalhado, baseado em centenas de

transmissões de fax, a firma é da opinião que a função de probabilidade conjunta do

par aleatório (X, Y ) é igual a:

Y
X 40 60 80 120 180

1 0.15 0.10 0 0 0

2 0 0 0.30 0.35 0

3 0 0 0 0 0.10

Compare o valor esperado da duração da transmissão de um fax e a duração esperada da

transmissão de um fax sabendo que tem 2 páginas. O que conclui?7

7Adaptado do Exame de 17 de Janeiro de 2004.
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• Par aleatório (X, Y )

X =número de páginas de cada fax

Y =duração (em segundos) da transmissão do fax

• F.p. marginal de Y

Obtém-se somando as entradas da tabela da f.p. conjunta de (X, Y ) coluna a coluna:

P (Y = y) =
3∑

x=1

P (X = x, Y = y)

=






0.15, y = 40

0.10, y = 60

0.30, y = 80

0.35, y = 120

0.10, y = 180

0, outros valores de y

• Valor esperado de Y

E(Y ) =
∑

y

y × P (Y = y)

= 40× 0.15 + 60× 0.10 + 80× 0.30 + 120× 0.35 + 160× 0.10

= 96 segundos

• Nova v.a.

Y |X = 2 =duração da transmissão do fax sabendo que tem 2 páginas

• F.p. de Y condicional a {X = 2}

Ao notar que P (X = 2) =
∑

y P (X = 2, Y = y) = 0 + 0 + 0.30 + 0.35 + 0 = 0.65 e

que os valores posśıveis para a duração da transmissão de fax com 2 páginas são 80

e 120 segundos, segue-se:

P (Y = y|X = 2) =
P (X = 2, Y = y)

P (X = 2)

=






0.30
0.65 = 6

13 , y = 80
0.35
0.65 = 7

13 , y = 120

0, outros valores de y
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• Valor esperado de Y condicional a {X = 2}

E(Y |X = 2) =
∑

y

y × P (Y = y|X = 2)

= 80× 6

13
+ 120× 7

13

=
1320

13
1 101.54 segundos

• Conclusão — Como E(Y ) )= E(Y |X = 2) pode adiantar-se que o conhecimento

do número de páginas do fax altera a duração esperada da transmissão do mesmo.

Logo as v.a. X e Y influenciam-se uma à outra; ou por outras palavras: X e Y não

são v.a. independentes. •

Exemplo 2.43 — Independência, par aleatório discreto

O número de portáteis (X) e PCs (Y ) vendidos diariamente numa loja de material

informático têm função de probabilidade conjunta dada parcialmente pela tabela abaixo:8

Y
X 0 1 2

0 0.1 0.1 0.3

1 0.2 0.1 0.1

2 0 0.1 a

(a) Complete a tabela e prove que X e Y são v.a. dependentes.

• Par aleatório (X, Y )

X =número de portáteis vendidos diariamente

Y =número de PCs vendidos diariamente

• Obtenção de a

a :
2∑

x=0

2∑

y=0

P (X = x, Y = y) = 1

0.1 + 0.1 + 0.3 + 0.2 + 0.1 + 0.1 + 0 + 0.1 + a = 1

a = 0
8Adaptado do Teste B de 22 de Abril de 2006.
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• Dependência entre X e Y

Se por um lado

P (X = 0, Y = 0) = 0.1,

por outro

P (X = 0)× P (Y = 0) =
2∑

y=0

P (X = 0, Y = y)

×
2∑

x=0

P (X = x, Y = 0)

= (0.1 + 0.1 + 0.3)× (0.1 + 0.2 + 0)

= 0.15.

Deste modo conclui-se que

P (X = 0, Y = 0) )= P (X = 0)× P (Y = 0),

pelo que X e Y são v.a. dependentes.

(b) Calcule V (X|Y ≥ 1).

• Nova v.a.

X|Y ≥ 1 = número de portáteis vendidos em certo dia, sabendo que ocorreu

venda de PCs

• F.p. de X condicional a {Y ≥ 1}

Uma vez que

P (Y ≥ 1) = P (Y = 1) + P (Y = 2)

=
2∑

x=0

P (X = x, Y = 1) +
2∑

x=0

P (X = x, Y = 2)

= (0.1 + 0.1 + 0.1) + (0.3 + 0.1 + 0)

= 0.7,

tem-se

P (X = x|Y ≥ 1) =
P (X = x, Y ≥ 1)

P (Y ≥ 1)

=
P (X = x, Y = 1) + P (X = x, Y = 2)

P (Y ≥ 1)
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=






0.1+0.3
0.7 = 4

7 , x = 0
0.1+0.3

0.7 = 2
7 , x = 1

0.1+0
0.7 = 1

7 , x = 2

0, restantes valores de x

• Valor esperado de X|Y ≥ 1

E(X|Y ≥ 1) =
2∑

x=0

x× P (X = x|Y ≥ 1)

= 0× 4

7
+ 1× 2

7
+ 2× 1

7

=
4

7

• 2o. momento de X|Y ≥ 1

E(X2|Y ≥ 1) =
2∑

x=0

x2 × P (X = x|Y ≥ 1)

= 02 × 4

7
+ 12 × 2

7
+ 22 × 1

7

=
6

7

• Variância de X|Y ≥ 1

V (X|Y ≥ 1) = E(X2|Y ≥ 1)− E2(X|Y ≥ 1)

=
6

7
−

(
4

7

)2

=
26

49
.

•
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2.1.2 Vectores aleatórios absolutamente cont́ınuos

A caracterização probabiĺıstica de uma v.a. unidimensional absolutamente cont́ınua faz-se

recorrendo à f.d.p. Não surpreende que, ao lidar com um vector aleatório (X1, . . . , Xn)

absolutamente cont́ınuo, seja necessário definir a f.d.p. conjunta.

Definição 2.44 — Vector aleatório absolutamente cont́ınuo/ f.d.p. conjunta

(Karr, 1993, pp. 53–54; Murteira, 1979, p. 142)

O vector aleatório X = (X1, . . . , Xn) diz-se absolutamente cont́ınuo caso exista uma

função não negativa fX = fX1,...,Xn : IRn → IR+
0 tal que

FX(x) = P (X1 ≤ x1, . . . , Xn ≤ xn)

=
∫ x1

−∞
. . .

∫ xn

−∞
fX1,...,Xn(u1, . . . , un) dun . . . du1, (2.41)

para qualquer x = (x1, . . . , xn) ∈ IRn.

fX = fX1,...,Xn é designada de f.d.p. conjunta de X1, . . . , Xn e satisfaz as seguintes

propriedades:

•
∫ +∞
−∞ . . .

∫ +∞
−∞ fX1,...,Xn(u1, . . . , un) dun . . . du1 = 1;

• Se a função fX1,...,Xn for cont́ınua no ponto (x1, . . . , xn) ∈ IRn então

fX1,...,Xn(x1, . . . , xn) =
∂nFX1,...,Xn(x1, . . . , xn)

∂x1 · · · ∂xn
; (2.42)

• P (X ∈ B) =
∫
B fX(x) dx, para qualquer conjunto de Borel B ⊂ IRn. •

Nota 2.45 — F.d.p. conjunta e sua interpretação, par aleatório absolutamente

cont́ınuo (Leon-Garcia, 1994, p. 202)

Ao lidar-se com o par aleatório absolutamente cont́ınuo (X, Y ), a probabilidade do

rectângulo infinitesimal

B = {(u, v) ∈ IR2 : x < u ≤ x + ∆x, y < v ≤ y + ∆y} (2.43)

é igual a

P [(X, Y ) ∈ B] = P (x < X ≤ x + ∆x, y < Y ≤ y + ∆y)

=
∫ x+∆x

x

∫ y+∆y

y
fX,Y (u, v) dvdu

= FX,Y (x + ∆x, y + ∆y)− FX,Y (x + ∆x, y)

−FX,Y (x, y + ∆y) + FX,Y (x, y). (2.44)
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Mais, pode adiantar-se a seguinte aproximação

P (x < X ≤ x + ∆x, y < Y ≤ y + ∆y) 1 ∆x×∆y × fX,Y (x, y) (2.45)

e ainda que

lim
∆x→0,∆y→0

P (x < X ≤ x + ∆x, y < Y ≤ y + ∆y)

∆x×∆y
=

∂2FX,Y (x, y)

∂x ∂y
= fX,Y (x, y), (2.46)

desde que FX,Y seja cont́ınua no ponto (x, y). •

Exerćıcio 2.46 — Regiões do plano, par aleatório absolutamente cont́ınuo

(Leon-Garcia, 1994, pp. 192–193)

Considere um par aleatório (X, Y ). Identifique as regiões do plano correspondentes

aos seguintes eventos e escreva uma expressão geral que lhe permita obter a respectiva

probabilidade:

(a) A = {X + Y ≤ 10};

(b) B = {min{X, Y } ≤ 5};

(c) C = {X2 + Y 2 ≤ 100}; •

Exemplo 2.47 — F.d.p. conjunta, par aleatório absolutamente cont́ınuo

O par aleatório (X, Y ) representa os tempos de vida, em milhares de horas, de duas

componentes principais (A e B) de um sistema de controlo e possui f.d.p. conjunta dada

por

fX,Y (x, y) =





1, 0 < x < 1, 0 < y < 1

0, c.c.
(2.47)

Calcule a probabilidade de X e de Y excederem 0.50 e 0.75, respectivamente.

• Par aleatório

X = tempo de vida da componente A (em 103h)

Y = tempo de vida da componente B (em 103h)
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• Probabilidade pedida

P (X > 0.5, Y > 0.75) =
∫ +∞

0.5

∫ +∞

0.75
fX,Y (x, y)dy dx

=
∫ 1

0.5

∫ 1

0.75
dy dx

=
∫ 1

0.5
0.25 dx

= 0.125

Importa notar que P (X > 0.5, Y > 0.75) )= 1− P (X ≤ 0.5, Y ≤ 0.75). •

Exerćıcio 2.48 — Propriedades da f.d.p. conjunta, par aleatório absolutamente

cont́ınuo (bis) (Leon-Garcia, 1994, pp. 204–205)

Considere um par aleatório (X, Y ) com a seguinte f.d.p. conjunta:

fX,Y (x, y) =





ce−x−y, 0 ≤ y ≤ x < +∞
0, c.c.

(2.48)

(a) Obtenha a constante normalizadora c que define fX,Y (x, y).

(b) Determine P (X + Y ≤ 1). •

Definição 2.49 — F.d. conjunta de um vector aleatório absolutamente cont́ınuo

(Murteira, 1979, p. 142)

A f.d. conjunta do vector aleatório absolutamente cont́ınuo (X1, . . . , Xn) define-se à custa

da sua f.d.p. conjunta:

FX1,...,Xn(x1, . . . , xn) = P (X1 ≤ x1, . . . , Xn ≤ xn)

=
∫ x1

−∞
· · ·

∫ xn

−∞
fX1,...,Xn(u1, . . . , un) dun · · · du1, (2.49)

para qualquer (x1, . . . , xn) ∈ IRn. •

Exemplo/Exerćıcio 2.50 — F.d. conjunta, par aleatório absolutamente

cont́ınuo

Sejam X e Y v.a. que representam, respectivamente, a largura (em dm) e o comprimento

(em dm) de uma peça rectangular. Admita que a f.d.p. conjunta de (X, Y ) é dada por

fX,Y (x, y) =





2, 0 < x < y < 1

0, c.c.
(2.50)
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(a) Represente graficamente o contradomı́nio e a f.d.p. conjunta do par aleatório.

• Par aleatório

X = largura da peça rectangular (em dm)

Y = comprimento da peça rectangular (em dm)

• Representação gráfica do contradomı́nio de (X, Y )

• Gráfico da f.d.p. de (X, Y )

(b) Obtenha a probabilidade de a largura e o comprimento da peça não excederem 5cm

e 7.5cm, respectivamente.

• Probabilidade pedida

P (X ≤ 0.5, Y ≤ 0.75) = FX,Y (0.5, 0.75)

=
∫ 0.5

−∞

∫ 0.75

−∞
fX,Y (u, v)dv du

=
∫ 0.5

0

∫ 0.75

u
2 dv du

= 2
∫ 0.5

0
(0.75− u) du

= 2

(

0.75u− u2

2

)∣∣∣∣∣

0.5

0

= 0.5.

(c) Verifique que a f.d. conjunta deste par aleatório é dada por

FX,Y (x, y) =






0, x < 0 ou y < 0

2x
(
y − x

2

)
, 0 < x < y < 1

2x
(
1− x

2

)
= FX(x), 0 < x < 1, y > 1

y2 = FY (y), 0 < y < x < 1 ou 0 < y < 1 < x

1, x > 1, y > 1.

(2.51)

•
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Definição 2.51 — F.d.p. marginais (Murteira, 1979, p. 142)

As f.d.p. marginais obtêm-se integrando convenientemente a f.d.p. conjunta do vector

aleatório X = (X1, . . . , Xn):

• as n f.d.p. marginais unidimensionais são, para i = 1, . . . , n, dadas por

fXi(xi) =
∫ +∞

−∞
· · ·

∫ +∞

−∞

∫ +∞

−∞
· · ·

∫ +∞

−∞
fX1,...,Xn(x1, . . . , xi−1, xi, xi+1, . . . , xn)

dxn · · · dxi+1dxi−1 · · · dx1, (2.52)

para xi fixo e pertencente a IRXi ;

• as
(

n
2

)
f.d.p. marginais bidimensionais calculam-se de modo similar, para 1 ≤

i < j ≤ n,

fXi,Xj(xi, xj) =
∫ +∞

−∞
· · ·

∫ +∞

−∞

∫ +∞

−∞
· · ·

∫ +∞

−∞

∫ +∞

−∞
· · ·

∫ +∞

−∞
fX1,...,Xn(x1, . . . , xi−1, xi, xi+1, . . . , xj−1, xj, xj+1, . . . , xn)

dxn · · · dxj+1dxj−1 · · · dxi+1dxi−1 · · · dx1, (2.53)

para xi e xj fixos e pertencentes a IRXi,Xj , respectivamente;

• as
(

n
j

)
f.d.p. marginais para grupos de j variáveis (j = 1, ..., n−1) determinam-

se de modo análogo. •

Nota 2.52 — Caracterização das v.a. X1, . . . Xn

Como não poderia deixar de ser, é recorrendo às f.d.p. marginais unidimensionais das v.a.

X1, . . . Xn, fX1(x1), . . . , fXn(xn), que se determinam:

• as f.d. marginais unidimensionais, FX1(x1), . . . , FXn(xn);

• os valores esperados (marginais unidimensionais), E(X1), . . . , E(Xn);

• as variâncias (marginais), V (X1), . . . , V (Xn); etc.

Convinha relembrar que as f.d. marginais também se podem determinar por recurso à f.d.

conjunta, bastando que se aplique a Proposição 2.11. •
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Exemplo/Exerćıcio 2.53 — F.d.p. marginais unidimensionais e valores

esperados, par aleatório absolutamente cont́ınuo

Retome o Exemplo/Exerćıcio 2.50.

(a) Verifique que

fX(x) =





2(1− x), 0 < x < 1

0, c.c.
(2.54)

fY (y) =





2y, 0 < y < 1

0, c.c.
(2.55)

• Par aleatório

X = largura da peça rectangular (em dm)

Y = comprimento da peça rectangular (em dm)

• F.d.p. conjunta de (X, Y )

fX,Y (x, y) =





2, 0 < x < y < 1

0, c.c.

• F.d.p. marginal de X

fX(x) =
∫ +∞

−∞
fX,Y (x, y)dy

=






∫ 1
x 2 dy = 2(1− x), 0 < x < 1

0, c.c.

• F.d.p. marginal de Y

fY (y) =
∫ +∞

−∞
fX,Y (x, y)dx

=






∫ y
0 2 dx = 2y, 0 < y < 1

0, c.c.

(b) Certifique-se que a probabilidade da largura da peça exceder 8cm é igual a 0.04.

(c) Obtenha o valor esperado e a variância de X. •
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Exerćıcio 2.54 — F.d.p. marginais unidimensionais, valores esperados e

variâncias, par aleatório absolutamente cont́ınuo

A f.d.p. conjunta do par aleatório (X, Y ) é definida por:

fX,Y (x, y) =





kyβ(1− x)α, 0 ≤ y ≤ x ≤ 1, α, β > −1

0, c.c.
(2.56)

(a) Determine o valor de k.

(b) Calcule a f.d. conjunta de (X, Y ).

(c) Calcule as f.d.p. marginais de X e de Y .

(d) Calcule E(X), E(Y ), V (X) e V (Y ). •

Definição 2.55 — Independência completa, caso absolutamente cont́ınuo

As v.a. cont́ınuas X1, . . . , Xn dizem-se completamente independentes, caso

fX1,...,Xn(x1, . . . , xn) =
n∏

i=1

fXi(xi), ∀(x1, . . . , xn) ∈ IRn, (2.57)

i.e., se formos capazes de escrever a f.d.p. conjunta do vector aleatório (X1, . . . , Xn) como

o produto das f.d.p. marginais unidimensionais de X1, . . . , Xn. •

Exemplo 2.56 — Independência, par aleatório absolutamente cont́ınuo

Prove que as v.a. comprimento e a largura definidas no Exemplo/Exerćıcio 2.50 são

dependentes recorrendo para o efeito à Equação (2.57).

• Averiguação da (in)dependência entre X e Y

Se por um lado

fX,Y (x, y) =





2, 0 < x < y < 1

0, c.c.,

por outro lado

fX(x)× fY (y) =





2(1− x)× 2y, 0 < x < 1, 0 < y < 1

0, c.c.
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Logo

fX,Y (x, y) )= fX(x)× fY (y)),

i.e., X e Y são v.a. dependentes. •

Exerćıcio 2.57 — Independência, par aleatório absolutamente cont́ınuo (bis)

Seja (X, Y ) um par aleatório com f.d.p. conjunta

fX,Y (x, y) =





k, 0 < x < 2, 0 < y < x

0, c.c.
(2.58)

(a) Determine a constante normalizadora k.

(b) Calcule P (X + Y > 2).

(c) Serão X e Y duas v.a. independentes? •

Exerćıcio 2.58 — Independência, par aleatório absolutamente cont́ınuo (bis,

bis) (Rohatgi, 1976, p. pp. 121–122)

Considere um par aleatório (X, Y ) cuja f.d.p. conjunta é dada por

fX,Y (x, y) =






1+xy
4 , |x| < 1, |y| < 1

0, c.c.
(2.59)

(a) Prove que X e Y são v.a. dependentes?

(b) Demonstre que, no entanto, as v.a. X2 e Y 2 são independentes. Comente. •

Motivação 2.59 — F.d.p. condicionais (Rohatgi, 1976, pp. 113–114)

Ao lidar-se com um par aleatório absolutamente cont́ınuo (X, Y ) é absurdo definir a

probabilidade condicionada P (X = x|Y = y), quanto mais não seja porque P (X = x) =

P (Y = y) = 0. No entanto, faz sentido definir

P (X ≤ x|y < Y ≤ y + ∆y) =
P (X ≤ x, y < Y ≤ y + ∆y)

P (y < Y ≤ y + ∆y)
. (2.60)
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Ora, ao calcular o seguinte limite

lim
∆y→0

P (X≤x, y<Y≤y+∆y)
∆y

P (y<Y≤y+∆y)
∆y

= lim
∆y→0

∫ x

−∞

∫ y+∆y

y
fX,Y (u,v) dvdu

∆y∫ y+∆y

y

∫ +∞
−∞ fX,Y (u,v) dudv

∆y

= lim
∆y→0

FX,Y (x,y+∆y)−FX,Y (−∞,y+∆y)−FX,Y (x,y)+FX,Y (−∞,y)
∆y

FY (y+∆y)−FY (y)
∆y

= lim
∆y→0

FX,Y (x,y+∆y)−FX,Y (x,y)
∆y

FY (y+∆y)−FY (y)
∆y

=

∫ x
−∞ fX,Y (u, y) du

fY (y)
(2.61)

e derivando-o em ordem a x obtém-se

fX|Y =y(x) =
fX,Y (x, y)

fY (y)
, (2.62)

f.d.p. dita condicional e definida apenas nos pontos y : fY (y) > 0.

Do mesmo modo se deriva fY |X=x(y) e se generaliza o conceito de f.d.p. condicional

para o caso em que lidamos com vector aleatório absolutamente cont́ınuo de dimensão n

onde n > 2. •

Definição 2.60 — F.d.p. condicionais

(a) F.d.p. de X−i condicional a Xi = xi

Sejam:

• X = (X1, . . . , Xn) e X−i = (X1, . . . , Xi−1, Xi+1, . . . , Xn) dois vectores aleatórios

absolutamente cont́ınuos;

• x = (x1, . . . , xn) e x−i = (x1, . . . , xi−1, xi+1, . . . , xn) dois vectores de IRn e IRn−1,

respectivamente.

Então a f.d.p. de X−i condicional a {Xi = xi} é dada por

fX−i|Xi=xi(x−i) =
fX(x)

fXi(xi)

=
fX1,...,Xn(x1, . . . , xn)

fXi(xi)
, (2.63)

caso fXi(xi) > 0.
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(b) F.d.p. de X−J condicional a XJ = xJ

Sejam:

• J um subconjunto de {1, . . . , n};

• X−J = (Xi)i+∈J o vector aleatório que se obtém eliminando as componentes de

X com ı́ndices pertencentes a J ;

• XJ = (Xi)i∈J o vector aleatório que se obtém considerando somente as

componentes de X com ı́ndices pertencentes a J ;

• x−J = (xi)i+∈J e xJ = (xi)i∈J dois vectores de IRn−#J e IR#J , respectivamente.

Então a f.p. de X−J condicional a {XJ = xJ} é dada por

fX−J |XJ=xJ
(x−J) =

fX(x)

fXJ
(xJ)

=
fX1,...,Xn(x1, . . . , xn)

fXJ
(xJ)

, (2.64)

caso fXJ
(xJ) > 0. •

Nota 2.61 — F.d.p., f.d., valores esperados e variâncias condicionais, par

aleatório absolutamente cont́ınuo

• F.d.p. de X condicional a Y = y

fX|Y =y(x) =
fX,Y (x, y)

fY (y)
, se fY (y) > 0 (2.65)

• F.d. de X condicional a Y = y

FX|Y =y(x) = P (X ≤ x|Y = y)

=
∫ x

−∞
fX|Y =y(u)du, x ∈ IR (2.66)

• Valor esperado de X condicional a Y = y

E(X|Y = y) =
∫ +∞

−∞
x fX|Y =y(x)dx (2.67)
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• Variância de X condicional a Y = y

V (X|Y = y) = E(X2|Y = y)− E2(X|Y = y)

=
∫ +∞

−∞
x2 fX|Y =y(x)dx−

[∫ +∞

−∞
x fX|Y =y(x)dx

]2

. (2.68)

Estas funções e parâmetros definem-se de modo semelhante para Y dado X = x. •

Exemplo 2.62 — Valores esperados condicionais, par aleatório absolutamente

cont́ınuo

Responda às seguintes questões referentes ao Exemplo/Exerćıcio 2.50.

(a) Verificou-se que o comprimento da peça é igual a 7.5cm. Obtenha a probabilidade da

largura exceder 5cm.

• Par aleatório

X = largura da peça rectangular (em dm)

Y = comprimento da peça rectangular (em dm)

• F.d.p. conjunta de (X, Y )

fX,Y (x, y) =





2, 0 < x < y < 1

0, c.c.

• F.d.p. marginal de Y

fY (y) =





2y, 0 < y < 1

0, c.c.

• Nova v.a.

X|Y = 0.75

• F.d.p. de X condicional a {Y = 0.75}

fX|Y =0.75(x) =
fX,Y (x, 0.75)

fY (0.75)

=






2
2×y = 1

0.75 , 0 < x < y = 0.75

0, c.c.
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• Probabilidade pedida

P (X > 0.5|Y = 0.75) = 1− P (X ≤ 0.5|Y = 0.75)

= 1− FX|Y =0.75(0.5)

= 1−
∫ 0.5

−∞
fX|Y =0.75(u) du

= 1−
∫ 0.5

0

1

0.75
du

=
1

3
.

(b) Calcule a largura esperada sabendo que o registo do comprimento foi de 8cm.

Compare o valor obtido com a largura esperada e comente.

• Nova v.a.

X|Y = 0.8

• F.d.p. de X condicional a {Y = 0.8}

fX|Y =0.8(x) =






1
0.8 , 0 < x < y = 0.8

0, c.c.

• Valor esperado de X condicional a {Y = 0.8}

E(X|Y = 0.8) =
∫ +∞

−∞
x× fX|Y =0.8(x) dx

=
∫ 0.8

0
x× 1

0.8
dx

=
x2

0.8× 2

∣∣∣∣∣

0.8

0

= 0.4

• Valor esperado de X

E(X) =
∫ +∞

−∞
x× fX(x) dx

=
∫ 1

0
x× 2(1− x) dx

= 2

(
x2

2
− x3

3

)∣∣∣∣∣

1

0

=
1

3
)= E(X|Y = 0.8)
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• Comentário — O conhecimento do comprimento do comprimento da peça

influencia claramente o valor esperado da respectiva largura. Pode concluir-se

que X e Y são v.a. dependentes. •

Exerćıcio 2.63 — F.d.p. marginais, f.d.p. condicionais e independência, par

aleatório absolutamente cont́ınuo

O par aleatório (X, Y ) tem f.d.p. conjunta

fX,Y (x, y) =






1
4 , 1 ≤ x ≤ 4, 1 ≤ y ≤ 3, x ≥ y

0, c.c.
(2.69)

(a) Determine as f.d.p. marginais de X e Y .

(b) Serão X e Y v.a. independentes ?

(c) Determine fX|Y =y(x).

(d) Calcule P (X < 7
2 |Y = 2).

(e) Calcule P (X < 7
2 |Y > 2). •
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2.2 Momentos e função geradora de momentos.

Covariância e correlação

Uma vez discutidos os valores esperados e as variâncias marginais e condicionais, é altura

de nos debruçarmos sobre os momentos — ditos conjuntos — de um vector aleatório.

Estes permitirão obter:

• n valores esperados marginais e como tal determinar aquilo que se designa por vector

de valores esperados, que caracterizará o vector aleatório quanto à sua localização;

• n variâncias marginais e n(n−1)
2 covariâncias entre pares de v.a. que serão

condensadas no que designa por matriz de covariância, que permite caracterizar

do vector aleatório quanto à dispersão das suas componentes e à associação entre

elas.

A f.g.m. de um vector aleatório permite-nos identificar univocamente a distribuição

conjunta do vector aleatório, bem como a de algumas funções das suas componentes,

com particular destaque para a soma de v.a. independentes. Curiosamente, a noção de

independência completa pode reescrever-se também em termos da f.g.m. conjunta e das

f.g.m. marginais unidimensionais.

2.2.1 Momentos

Comece-se por adiantar o valor esperado de uma função de um vector aleatório.

Definição 2.64 — Valor esperado de uma função Borel mensurável de um

vector aleatório

Sejam:

• X = (X1, . . . , Xn) um vector aleatório em IRn;

• x = (x1, . . . , xn) um vector de IRn;

• g : IRn → IR uma função real Borel mensurável.

Então

E[g(X)] =






∑
x∈IRn g(x)× P (X = x), (X vector aleat. discreto)

∫
IRn g(x)× fX(x) dx, (X vector aleat. abs. cont́ınuo).

(2.70)

•
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Escusado será dizer que o valor esperado de g(X) só está definido caso a soma
∑

x∈IRn |g(x)|× P (X = x) e o integral
∫
IRn |g(x)|× fX(x) dx sejam convergentes.

Exerćıcio 2.65 — Valor esperado de uma função de um par aleatório discreto

Uma posśıvel codificação de um jogo de computador: o jogador escolhe ao acaso uma de

três opções {−1, 0, 1} e o computador responde através da escolha ao acaso de outra de

três opções {0, 1, 2}.
O resultado do jogo é determinado pelo produto XY , onde X representa a escolha do

jogador e Y a escolha do computador.

(a) Qual a f.p. marginal da v.a. X? E da v.a. Y ?

(b) Assumindo que

P (X = −1, Y = 1) = P (X = 1, Y = 2) =
1

6
(2.71)

P (X = 1, Y = 1) = P (X = −1, Y = 2) =
1

9
, (2.72)

determine a f.p. conjunta do par aleatório (X, Y ), bem como a f.p. e o valor esperado

da v.a. Z = XY . •

Exerćıcio 2.66 — Valor esperado de uma função de um par aleatório discreto

(bis)

Considere um par aleatório discreto (X, Y ) tal que a f.d. marginal de X é dada por

FX(x) =






0, x < 0

0.2, 0 ≤ x < 1

0.5, 1 ≤ x < 2

1, x ≥ 2

(2.73)

e cuja f.p. conjunta é dada pela tabela

Y
X 1 2 3

a 0.1 0 d

b 0.2 e 0

c 0.3 0.1 f

(a) Determine a f.p. marginal de X e determine a, b, c, d, e e f , sabendo que a < b < c.

(b) Obtenha E(XY ). •
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Definem-se de seguida dois casos paradigmáticos do valor esperado de uma função

Borel mensurável de um vector aleatório.

Definição 2.67 — Momento conjunto e momento conjunto central (Soares, 2007)

Sejam:

• X = (X1, . . . , Xn) um vector aleatório em IRn;

• (k1, . . . , kn) um vector de inteiros não negativos.

Os valores esperados

E

(
n∏

i=1

Xki
i

)

(2.74)

E

{
n∏

i=1

[Xi − E(Xi)]
ki

}

(2.75)

são designados por momento conjunto e momento conjunto central (respectivamente) de

ordem (k1, . . . , kn). •

Exemplo 2.68 — Momentos conjuntos (centrais)

Alguns casos importantes:

• (k1, . . . , ki−1, ki, ki+1, . . . , kn) = (0, . . . , 0, 1, 0, . . . , 0) →

E
(∏n

i=1 Xki
i

)
= E(Xi) = µi, i = 1, . . . , n, valores esperados (marginais

unidimensionais);

• (k1, . . . , ki−1, ki, ki+1, . . . , kn) = (0, . . . , 0, 2, 0, . . . , 0) →

E
{∏n

i=1[Xi − E(Xi)]ki

}
= V (Xi) = σii = σ2

i , i = 1, . . . , n, variâncias (marginais);

• (k1, . . . , ki−1, ki, ki+1, . . . , kj−1, kj, kj+1, . . . , kn) = (0, . . . , 0, 1, 0, . . . , 0, 1, 0, . . . , 0) →

E
{∏n

i=1[Xi − E(Xi)]ki

}
= Cov(Xi, Xj) = E(XiXj) − E(Xi) × E(Xj) = σij, i, j =

1, . . . , n (i ≤ j), covariância entre Xi e Xj.

Importa adiantar que a correlação entre Xi e Xj é igual a:

• ρij = Corr(Xi, Xj) = Cov(Xi,Xj)√
V (Xi)×V (Xj)

= σij√
σii×σjj

= σij

σi×σj
. •
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2.2.2 Covariância e correlação

Uma vez definida como caso particular de um momento conjunto central, convém elaborar

um pouco mais sobre a covariância e adiantar algumas das suas propriedades.

Definição 2.69 — Covariância entre duas v.a. (Karr, 1993, p. 125)

Sejam X, Y ∈ L2 (i.e., E(X2), E(Y 2) < +∞). Então a covariância entre X e Y é igual a

Cov(X, Y ) = E{[X − E(X)]× [Y − E(Y )]}

= E(XY )− E(X)× E(Y ). (2.76)

•

Proposição 2.70 — Propriedades da covariância

Se X e Y forem v.a. independentes então a covariância entre X e Y é nula. No entanto,

a implicação no sentido inverso não é necessariamente verdadeira. Para além disso, se a

covariância entre X e Y for não nula pode concluir-se imediatamente que X e Y são v.a.

dependentes. Estes resultados são algumas das propriedades da covariância enunciadas

já de seguida.

Sejam X, Y, Z ∈ L2, X1, . . . , Xn ∈ L2, Y1, . . . , Yn ∈ L2 e a, b ∈ IR. Então:

1. X ⊥⊥Y ⇒ Cov(X, Y ) = 0

2. Cov(X, Y ) = 0 )⇒ X ⊥⊥Y

3. Cov(X, Y ) )= 0 ⇒ X ⊥) ⊥Y

4. Cov(X, Y ) = Cov(Y, X) (operador simétrico!)

5. Cov(X, X) = V (X) ≥ 0 (operador semi-definido positivo!)

6. Cov(aX, bY ) = a bCov(X, Y )

7. Cov(X + a, Y + b) = Cov(X, Y )

8. Cov(aX + bY, Z) = a Cov(X, Z) + b Cov(Y, Z) (operador bilinear!)

9. Cov
(∑n

i=1 Xi,
∑n

j=1 Yj

)
=

∑n
i=1

∑n
j=1 Cov(Xi, Yj)

10. Cov
(∑n

i=1 Xi,
∑n

j=1 Xj

)
=

∑n
i=1 V (Xi) + 2×∑n

i=1

∑n
j=i+1 Cov(Xi, Xj). •
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Exerćıcio 2.71 — Covariância, par aleatório absolutamente discreto

Retome o Exerćıcio 2.29. Determine a covariância entre as v.a. e comente. •

Exerćıcio 2.72 — Covariância, par aleatório absolutamente cont́ınuo

A f.d.p. do par aleatório (X, Y ) é dada por:

fXY (x, y) =





2, 0 < x < y < 1

0, c.c.
(2.77)

Obtenha Cov(X, Y ). Comente. •

Proposição 2.73 — Desigualdade de Cauchy-Schwarz (Karr, 1993, p. 120; Soares,

2007)

Sejam X, Y ∈ L2. Então

E(|X × Y |) ≤
√

E(X2)× E(Y 2) (2.78)

donde se possa afirmar que

|Cov(X, Y )| ≤
√

V (X)× V (Y ) ou Cov2(X, Y ) ≤ V (X)× V (Y ), (2.79)

verificando-se a igualdade sse P (Y = aX + b) = 1, para algum par de reais a, b. •

Exerćıcio 2.74 — Desigualdade de Cauchy-Schwarz

Prove a Equação (2.79).9 •

Motivação 2.75 — Covariância e correlação

A covariância entre X e Y é uma medida absoluta de associação (linear) entre estas duas

v.a., como tal com algumas desvantagens:

• não é adimensional;

• o seu valor absoluto deve ser interpretado com alguma cautela já que a covariância

pode ser alterada de modo arbitrário ao efectuar-se, por exemplo, uma mudança de

escala como se pôde ver na propriedade 6 da Proposição 2.70.

Há pois a necessidade de quantificar em termos relativos10 a associação entre X e Y à

custa de uma medida adimensional e pasśıvel de interpretação, a correlação. •

9Para mais detalhes consulte-se http://en.wikipedia.org/wiki/Cauchy-Schwarz’s inequality.
10Por exemplo, pondo de parte a dispersão de X e Y .
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Definição 2.76 — Correlação entre duas v.a.

Sejam X, Y ∈ L2. Então a correlação entre as v.a. X e Y é dada por

Corr(X, Y ) =
Cov(X, Y )

√
V (X)× V (Y )

. (2.80)

Caso Corr(X, Y ) )= 0 (resp. Corr(X, Y ) = 0) as v.a. dizem-se correlacionadas (resp. não

correlacionadas). •

Proposição 2.77 — Propriedades da correlação

Dada a forma como a correlação foi definida à custa da covariância não surpreende que

aquela medida de associação relativa “herde”algumas propriedades da covariância:

1. X ⊥⊥Y ⇒ Corr(X, Y ) = 0;

2. Corr(X, Y ) = 0 )⇒ X ⊥⊥Y ;

3. Corr(X, Y ) )= 0 ⇒ X ⊥) ⊥Y ;

4. Corr(X, Y ) = Corr(Y, X).

Importa ainda assinalar que:

5. Corr(X, X) = 1;

6. Corr(aX + b, Y ) = corr(X, Y );

7. −1 ≤ Corr(X, Y ) ≤ 1, para qualquer par de v.a., decorrendo este resultado da

desigualdade de Cauchy-Schwarz;

8. Corr(X, Y ) = −1 ⇔ P (Y = aX + b) = 1, a < 0;

9. Corr(X, Y ) = 1 ⇔ P (Y = aX + b) = 1, a > 0. •

Nota 2.78 — Interpretação (do sinal) da correlação

As propriedades 8 e 9 da Proposição 2.77 sugerem que afirmemos que

• a correlação quantifica a associação linear entre X e Y .
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Assim, se o valor absoluto de Corr(X, Y ) estiver próximo de 1 pode dizer-se que a

associação entre X e Y é praticamente linear.

Por seu lado, o sinal da correlação entre X e Y deve ser interpretado do seguinte

modo:

• caso Corr(X, Y ) > 0 (resp. Corr(X, Y ) < 0), pode afirmar-se que

se X cresce então Y tem tendência a crescer (resp. decrescer).

São de evitar, no entanto, interpretações abusivas desta medida relativa de associação

pois a existência de correlação entre duas v.a. não implica necessariamente uma relação

de causa e efeito entre as mesmas. Basta pensar no número de ninhos de cegonhas e o

número de nascimentos em cidades escandinavas, ou o número de refrigerantes vendidos

e o números de internamentos por desidratação, etc. •

Exemplo 2.79 — Correlação, par aleatório discreto

Retome o Exemplo 2.43 e determine o coeficiente de correlação entre X e Y . Comente.

• Par aleatório (X, Y )

X = número de portáteis vendidos diariamente

Y = número de PCs vendidos diariamente

Uma vez que pretende calcular

Corr(X, Y ) =
Cov(X, Y )

√
V (X)× V (Y )

,

onde Cov(X, Y ) = E(XY )− E(X)× E(Y ), serão necessários alguns cálculos auxiliares.

• F.p. marginal de X

P (X = x) =
2∑

y=0

P (X = x, Y = y)

=






(0.1 + 0.1 + 0.3) = 0.5, x = 0

(0.2 + 0.1 + 0.1) = 0.4, x = 1

(0 + 0.1 + 0) = 0.1, x = 2

0, outros valores de x
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• Valor esperado de X

E(X) =
2∑

x=0

x× P (X = x)

= 0× 0.5 + 1× 0.4 + 2× 0.1

= 0.6

• 2o. momento de X

E(X) =
2∑

x=0

x2 × P (X = x)

= 02 × 0.5 + 12 × 0.4 + 22 × 0.1

= 0.8

• Variância de X

V (X) = E(X2)− E2(X)

= 0.8− 0.62

= 0.44

• F.p. marginal de Y

P (Y = y) =
2∑

x=0

P (X = x, Y = y)

=






(0.1 + 0.2 + 0) = 0.3, x = 0

(0.1 + 0.1 + 0.1) = 0.3, x = 1

(0.3 + 0.1 + 0) = 0.4, x = 2

0, outros valores de x

• Valor esperado de Y

E(Y ) =
2∑

y=0

y × P (Y = y)

= 0× 0.3 + 1× 0.3 + 2× 0.4

= 1.1
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• 2o. momento de Y

E(Y 2) =
2∑

y=0

y2 × P (Y = y)

= 02 × 0.3 + 12 × 0.3 + 22 × 0.4

= 1.9

• Variância de Y

V (Y ) = E(Y 2)− E2(Y )

= 1.9− 1.12

= 0.69

• F.p. conjunta de (X, Y )

Y
X 0 1 2

0 0.1 0.1 0.3

1 0.2 0.1 0.1

2 0 0.1 0

• Momento conjunto de X e Y de ordem (1, 1)

E(XY ) =
2∑

x=0

2∑

y=0

xy × P (X = x, Y = y)

= 0× 0× 0.1 + . . . + 2× 2× 0

= 1× 1× 0.1 + 1× 2× 0.1 + 2× 1× 0.1 + 2× 2× 0

= 0.5

• Covariância entre X e Y

Cov(X, Y ) = E(XY )− E(X)× E(Y )

= 0.5− 0.6× 1.1

= −0.16
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• Correlação entre X e Y

Corr(X, Y ) =
Cov(X, Y )

√
V (X)× V (Y )

=
−0.16√

0.44× 0.69
1 −0.29

• Comentário — Visto que Corr(X, Y ) 1 −0.29 )= 0 pode concluir-se que as v.a.

são dependentes.

Para além disso importa notar que Corr(X, Y ) < 0, pelo que as v.a. estão

negativamente correlacionadas e apresentam tendência para variarem em sentidos

opostos.

Estando o valor de |Corr(X, Y )| afastado de 1, pode adiantar-se que as v.a. não

estão linearmente correlacionadas. •

Exemplo 2.80 — Correlação, par aleatório absolutamente cont́ınuo

Na afinação de um aparelho é posśıvel controlar duas variáveis cont́ınuas X e Y . No

entanto, estas variáveis só podem ser controladas em simultâneo e não individualmente.

Com efeito, quando o aparelho está afinado, o par aleatório cont́ınuo (X, Y ) tem função

densidade de probabilidade conjunta constante no triângulo 0 < x < 1, 0 < y < x e nula

no resto do plano, i.e.,

fX,Y (x, y) =





k, 0 < x < 1, 0 < y < x

0, c.c.
(2.81)

Após ter mostrado que k = 2, obtenha o coeficiente de correlação entre X e Y e comente

o valor obtido.11

• Obtenção de k

k :





fX,Y (x, y) ≥ 0
∫ +∞
−∞

∫ +∞
−∞ fX,Y (x, y)dy dx = 1





k ≥ 0
∫ 1
0

∫ x
0 kdy dx = 1

. . .

k = 2
11Adaptado do Exame de PE de 24 de Junho de 2006.
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• F.d.p. marginal de X

fX(x) =
∫ +∞

−∞
fX,Y (x, y)dy

=






∫ x
0 2 dy = 2x, 0 < x < 1

0, c.c.

• Valor esperado de X

E(X) =
∫ +∞

−∞
x× fX(x) dx

=
∫ 1

0
x× 2x dx

=
2x3

3

∣∣∣∣∣

1

0

=
2

3

• 2o. momento de X

E(X2) =
∫ +∞

−∞
x2 × fX(x) dx

=
∫ 1

0
x2 × 2x dx

=
2x4

4

∣∣∣∣∣

1

0

=
1

2

• Variância de X

V (X) = E(X2)− E2(X)

=
1

2
−

(
2

3

)2

=
1

18

• F.d.p. marginal de Y

fY (y) =
∫ +∞

−∞
fX,Y (x, y)dx

=






∫ 1
y 2 dy = 2(1− y), 0 < y < 1

0, c.c.
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• Valor esperado de Y

E(Y ) =
∫ +∞

−∞
y × fY (y) dy

=
∫ 1

0
y × 2(1− y) dy

=

(

y2 − 2y3

3

)∣∣∣∣∣

1

0

=
1

3

• 2o. momento de Y

E(Y 2) =
∫ +∞

−∞
y2 × fY (y) dy

=
∫ 1

0
y2 × 2(1− y) dy

=

(
2y3

3
− 2y4

4

)∣∣∣∣∣

1

0

=
1

6

• Variância de Y

V (Y ) = E(Y 2)− E2(Y )

=
1

6
−

(
1

3

)2

=
1

18

• F.d.p. conjunta de (X, Y )

fX,Y (x, y) =





2, 0 < x < 1, 0 < y < x

0, outros pares (x, y).

• Momento conjunto de X e Y de ordem (1, 1)

E(XY ) =
∫ +∞

−∞

∫ +∞

−∞
xy × fX,Y (x, y) dydx

=
∫ 1

0

∫ x

0
xy × 2 dy dx

=
∫ 1

0
xy2

∣∣∣
x

0
dx

=
∫ 1

0
x3 dx

=
1

4
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• Covariância entre X e Y

Cov(X, Y ) = E(XY )− E(X)E(Y )

=
1

4
− 1

2
× 1

3

=
1

36

• Correlação entre X e Y

Corr(X, Y ) =
Cov(X, Y )

√
V (X)× V (Y )

=
1/36

√
1/18× 1/18

=
1

2

• Comentário — Dado que Corr(X, Y ) = 1
2 > 0 pode concluir-se que as v.a. são

dependentes e estão positivamente correlacionadas pelo que apresentam tendência

para variarem no mesmo sentido.

Mais, como o valor de Corr(X, Y ) não está próximo de 1, as v.a. não estão

linearmente correlacionadas. •

Exerćıcio 2.81 — Correlação, par absolutamente discreto

Retome o Exerćıcio 2.65. Calcule e comente o valor da correlação. •

Exerćıcio 2.82 — Correlação

Sejam X e Y v.a. independentes com valor esperados µX , µY e variâncias σ2
X , σ2

Y . Exprima

a correlação entre XY e Y em termos destes valores esperados e variâncias. •

Exerćıcio 2.83 — Não correlacionamento e dependência, par absolutamente

discreto

Defina um par aleatório discreto cujas componentes são não correlacionadas mas

dependentes. •
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Exerćıcio 2.84 — Não correlacionamento e dependência, par absolutamente

cont́ınuo

Considere um par aleatório cont́ınuo (X, Y ) com distribuição uniforme no ćırculo de raio

unitário centrado na origem.

(a) Calcule P (X + Y < 1).

(b) Mostre que X e Y são não correlacionadas mas dependentes. •

2.2.3 Momentos de combinações de v.a.

A obtenção da f.(d.)p. de uma combinação linear nem sempre é tarefa fácil. Pode, no

entanto, adiantar-se o valor esperado de qualquer combinação linear de v.a. e a variância

de combinações lineares em situações particulares.

Proposição 2.85 — Valor esperado de combinação linear de v.a.

Sejam X1, . . . , Xn ∈ L1. Então

E

(
n∑

i=1

ci Xi

)

=
n∑

i=1

ci E(Xi). (2.82)

Em particular, se ci = 1, para i = 1, . . . , n, tem-se

E

(
n∑

i=1

Xi

)

=
n∑

i=1

E(Xi). (2.83)

•

Embora o valor esperado de uma combinação linear de v.a. seja igual à combinação

linear dos valores esperados o mesmo não acontece com a respectiva variância.

Proposição 2.86 — Variância de algumas combinações lineares de v.a.

Sejam X1, . . . , Xn ∈ L2. Então

V (c1 X1 + c2 X2) = c2
1 V (X1) + c2

2 V (X2) + 2c1c2 Cov(X1, X2) (2.84)

V (X1 + X2) = V (X1) + V (X2) + 2 Cov(X1, X2) (2.85)

V (X1 −X2) = V (X1) + V (X2)− 2 Cov(X1, X2) (2.86)

V

(
n∑

i=1

ci Xi

)

=
n∑

i=1

c2
i V (Xi) + 2

n∑

i=1

n∑

j=i+1

ci cj Cov(Xi, Xj). (2.87)
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Ao lidar-se com v.a. não correlacionadas duas a duas — i.e., se Cov(Xi, Xj) = 0, ∀i )= j

— ou com v.a. independentes duas a duas — ou seja, Xi⊥⊥Xj, ∀i )= j —, tem-se:

V

(
n∑

i=1

ci Xi

)

=
n∑

i=1

c2
i V (Xi). (2.88)

E se, para além de não correlacionadas ou independentes duas a duas, tivermos ci = 1,

para i = 1, . . . , n, segue-se

V

(
n∑

i=1

Xi

)

=
n∑

i=1

V (Xi). (2.89)

•

Exemplo 2.87 — Combinações lineares de v.a.

Uma componente mecânica é constitúıda por uma biela e uma manivela cujas massas são

normalmente distribúıdas com parâmetros na tabela seguinte:

Massas
Peça Valor esperado Desvio-Padrão

biela 1 0.02

manivela 0.8 0.05

Calcule a covariância entre as massas da biela e da manivela, sabendo que a variância da

massa total da componente mecânica é de 0.0049Kg2.12

• Par aleatório

X = massa da biela

Y = massa da manivela

• Distribuições de X e Y

X ∼ Normal(µX , σ2
X)

Y ∼ Normal(µY , σ2
Y )

• Parâmetros

µX = 1, σ2
X = 0.022

µY = 0.8, σ2
Y = 0.052

12Adaptado do Teste B de PE de 11 de Maio de 2002.
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• Nova v.a.

Z = X + Y = massa total da componente mecânica

• Covariância entre X e Y

V (Z) = V (X) + V (Y ) + 2× Cov(X, Y )

0.0049 = 0.022 + 0.052 + 2× Cov(X, Y )

Cov(X, Y ) =
0.0049− 0.022 − 0.052

2

Assim, conclui-se que Cov(X, Y ) = 0.0001. •

Exerćıcio 2.88 — Combinações lineares de v.a.

Mostre que para uma sequência de v.a. X1, . . . , Xn se tem

V

(
n∑

i=1

ci Xi

)

=
n∑

i=1

c2
i V (Xi) + 2

n∑

i=1

n∑

j=i+1

ci cj Cov(Xi, Xj). (2.90)

•

Ao lidar-se com um vector aleatório X = (X1, . . . , Xn) ou com combinações lineares

das respectivas componentes, há vantagem em representar as covariâncias e as correlações

em forma vectorial/matricial.

Definição 2.89 — Vector de valores esperados, matriz de covariância e matriz

de correlação de um vector aleatório (Soares, 2007)

O vector (coluna)

µ = [µi]i=1,...,n = [E(Xi)]i=1,...,n (2.91)

representa o vector de valores esperados de X = (X1, . . . , Xn).

As matrizes de covariâncias e de correlações do vector aleatório X = (X1, . . . , Xn) são

definidas por:

Σ = [σij]i,j=1,...,n; (2.92)

R = [ρij]i,j=1,...,n. (2.93)

•
Nota 2.90 — Uma propriedade das matrizes de covariâncias e de correlação

Σ (resp. R) tem a particularidade de ser uma matriz simétrica com as variâncias σii (resp.

uns) na diagonal principal. •
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Proposição 2.91 — Valor esperado e variância de combinação linear de v.a.

em notação matricial

Sejam:

• X = (X1, . . . , Xn) um vector aleatório de dimensão n;

• c = (c1, . . . , cn) um vector de pesos;

• µ = [E(Xi)]i=1,...,n o vector de valores esperados de X;

• Σ = [Cov(Xi, Xj)]i,j=1,...,n a matriz de covariância de X.

Então o valor esperado e a variância da combinação linear de v.a.
∑n

i=1 ci Xi = c,X são

dados por:

E(
n∑

i=1

ci Xi) = c, µ; (2.94)

V (
n∑

i=1

ci Xi) = c,Σ c. (2.95)

•

Exerćıcio 2.92 — Valor esperado e variância de combinação linear de v.a. em

notação matricial

Prove a Proposição 2.91. •

2.2.4 Determinação de momentos marginais à custa de

momentos condicionais

O exerćıcio que se segue serve para motivar uma proposição que diz respeito ao modo

como se relacionam dois momentos marginais unidimensionais — o valor esperado e a

variância — e os correspondentes momentos condicionais encarados, curiosamente, como

v.a.

Nota 2.93 — Relação entre momentos marginais e momentos condicionais

Se (X, Y ) for um par aleatório discreto então E(X|Y ) é uma v.a. discreta que toma valor

E(X|Y = y) com probabilidade P (Y = y).

A v.a. E(X|Y ) define-se de modo análogo para o caso absolutamente cont́ınuo: toma

valor E(X|Y = y) com densidade associada fY (y). •
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Exerćıcio 2.94 — Relação entre momentos marginais e momentos condicionais

Sejam X e Y as proporções de dois produtos qúımicos numa amostra de uma mistura.

Admita que a sua f.d.p. conjunta é dada por:

fX,Y (x, y) =





λ2 e−λx, 0 ≤ y ≤ x

0, c.c.
(2.96)

(a) Determine a f.d.p. marginal de Y , o seu valor esperado e a sua variância.

(b) Calcule E(Y |X = x) e V (Y |X = x), x > 0.

(c) Determine V [E(Y |X)] e E[V (Y |X)].

(d) Use as aĺıneas anteriores para verificar que:

(i) E(Y ) = E[E(Y |X)];

(ii) V (Y ) = E[V (Y |X)] + V [E(Y |X)]. •

Proposição 2.95 — Relação entre momentos marginais e momentos

condicionais (Soares, 2007)

Sejam g uma função real Borel mensurável e X, Y, g(X) ∈ L2. Então

E[g(X)] = E{E[g(X)|Y )]} (2.97)

V [g(X)] = V {E[g(X)|Y ]}+ E{V [g(X)|Y ]}. (2.98)

Em particular, obtemos dois resultados, um deles já bem nosso conhecido:

E(X) = E[E(X|Y )]; (2.99)

V (X) = E[V (X|Y )] + V [E(X|Y )]. (2.100)

•

Os resultados (2.99) e (2.100) são de extrema importância pois permitem determinar

momentos marginais à custa de momentos condicionais, sem que seja necessário

determinar a distribuição marginal. Revelam-se particularmente úteis ao lidar-se com

misturas de distribuições e modelos hierárquicos.
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Exemplo/Exerćıcio 2.96 — Relação entre momentos marginais e momentos

condicionais

Prove os resultados (2.99) e (2.100), bem como (2.97) e (2.98).

• Demonstração de (2.99) — par aleatório discreto

Com efeito, ao notar-se que E(X|Y ) é uma v.a. discreta que toma valor E(X|Y = y)

com probabilidade P (Y = y), pode concluir-se que

E[E(X|Y )] =
∑

y

E(X|Y = y)]× P (Y = y)

=
∑

y

∑

x

x× P (X = x|Y = y)× P (Y = y)

=
∑

y

∑

x

x× P (X = x, Y = y)

P (Y = y)
× P (Y = y)

=
∑

x

x×
∑

y

P (X = x, Y = y)

=
∑

x

x× P (X = x)

= E(X). (2.101)

• Demonstração de (2.99) — par aleatório discreto

É similar, bastando para isso substituir somas por integrais e a f.p. pela f.d.p.

• Demonstração de (2.100)

Se recordarmos o resultado (2.97) e notarmos que E(W 2) = V (W )+E2(W ), segue-

se:

V (X) = E(X2)− E2(X)

= E[E(X2|Y )]− E2[E(X|Y )]

= E{V (X|Y ) + [E(X|Y )]2}− E2[E(X|Y )]

= E[V (X|Y )] + E{[E(X|Y )]2}− E2[E(X|Y )]

= E[V (X|Y )] + V [E(X|Y )]. (2.102)

•
Exerćıcio 2.97 — Relação entre momentos marginais e momentos condicionais

Mostre que se X e Y são v.a. tais que E(Y |X = x) não depende de x então V (Y ) =

E[V (Y |X)]. •
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2.2.5 Função geradora de momentos conjunta

A f.g.m. conjunta é outro exemplo de um valor esperado de uma função de um vector

aleatório. Por sinal, possui propriedades deveras interessantes como se verá de seguida.

Definição 2.98 — F.g.m. conjunta (Soares, 2007; Rohatgi, 1976, pp. 161–162)

Se a função

MX(t) = E

[

exp

(
n∑

i=1

ti ×Xi

)]

, (2.103)

estiver bem definida numa vizinhança de t = 0, ela diz-se a f.g.m. conjunta do vector

aleatório X. •

Nota 2.99 — F.g.m. conjunta e f.g.m. marginais (Soares, 2007; Rohatgi, 1976, p.

162)

A f.g.m. de Xi pode obter-se à custa da f.g.m. conjunta de X avaliada no ponto

t = (t1, . . . , ti−1, ti, ti+1, . . . , tn) = (0, . . . , 0, t, 0, . . . , 0):

MXi(t) = E
(
e0×X1+...+0×Xi−1+t×Xi+0×Xi+1+...+tn×Xn

)

= MX(0, . . . , 0, t, 0, . . . , 0). (2.104)

•

Teorema 2.100 — Obtenção de momentos conjuntos à custa da f.g.m. (Soares,

2007; Rohatgi, 1976, p. 162)

Caso MX(t) exista, os momentos conjuntos de qualquer ordem (k1, . . . , kn) do vector

aleatório X existem e podem ser obtidos do seguinte modo:

E

(
n∏

i=1

Xki
i

)

=
∂

∑n

i=1
kiMX(t)

∂tk1
1 . . . ∂tkn

n

∣∣∣∣∣∣
t=0

. (2.105)

•

Teorema 2.101 — Unicidade da f.g.m. conjunta; determinação uńıvoca da

distribuição conjunta

Tal como no caso unidimensional, pode afirmar-se que, caso a f.g.m. conjunta de X exista,

então é única e determina univocamente a distribuição conjunta de X. •
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Teorema 2.102 — F.g.m. conjunta e independência (Rohatgi, 1976, p. 162)

As v.a. X1, . . . , Xn são completamente independentes sse

MX(t) =
n∏

i=1

MXi(ti), ∀t ∈ IRn. (2.106)

•

Embora a f.g.m. conjunta seja útil para calcular momentos, a sua maior utilidade é a

de permitir a identificação de distribuições marginais ou da distribuição da soma de v.a.

Proposição 2.103 — F.g.m. da soma de v.a. independentes (bis) (Rohatgi, 1976,

pp. 145–146)

Sejam Xi v.a. independentes com f.g.m. MXi(t), i = 1, · · · , n. Então

M∑n

i=1
Xi

(t) = MX(t, . . . , t)

=
n∏

i=1

MXi(t). (2.107)

Caso Xi ∼i.i.d. X tem-se M∑n

i=1
Xi

(t) = [MX(t)]n. •

Exerćıcio 2.104 — F.g.m. da soma de v.a. independentes

Use a Proposição 2.103 para identificar a distribuição de
∑n

i=1 Xi caso:

(a) Xi ∼indep Binomial(ni, p);

(b) Xi ∼i.i.d. Geométrica(p);

(c) Xi ∼indep Poisson(λi). •

No final deste caṕıtulo tiraremos partido das propriedades da f.g.m. para determinar

os valores esperados e as variâncias marginais, bem como as covariâncias, por exemplo,

de vectores aleatórios com distribuição multinomial.
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2.3 Misturas de distribuições e modelos hierárquicos

As misturas de distribuições vêm alargar o leque de distribuições pasśıveis de uso na

modelação probabiĺıstica de v.a.

Motivação 2.105 — Mistura de distribuições

(http://en.wikipedia.org/wiki/Mixture density)

A mistura de distribuições/densidades:

• traduz densidades complexas em termos de densidades bem mais simples — as

componentes da mistura;

• tem a particularidade de consistir um modelo adequado para descrever populações

(ou conjuntos de dados), constitúıdas por sub-populações, que exibem caracteŕısticas

distintas e cujos pesos correspondem à percentagem de cada sub-população na

população em geral;

• é matematicamente mais tratável já que as componentes da mistura são mais

facilmente estudadas que a mistura de densidades propriamente dita.

As misturas de distribuições são também usadas para modelar situações em que se lida

com erros experimentais ou contaminação. •

Definição 2.106 — Mistura de distribuições (Casella e Berger, 2002, p. 165)

A v.a. X diz-se uma mistura de distribuições caso a distribuição de X dependa de uma

quantidade/parâmetro que possua também uma distribuição.13 •

Nota 2.107 — Mistura de distribuições (http://en.wikipedia.org/wiki/Mixture den

sity; http://en.wikipedia.org/wiki/Mixture model)

Importa notar que o uso de misturas de distribuições, nomeadamente a identificação das

distribuições que compõem a mistura e os respectivos parâmetros e pesos, é mais antigo do

que se possa julgar: data de meados do sec. XIX. Não surpreende, pois, que a utilização

de misturas de distribuições surja nos domı́nios mais diversos. Por exemplo: Agricultura,

Botânica, Economia, Finanças, Filas de Espera, Genética, Inferência bayesiana, Medicina,

Paleontologia, Psicologia, Sedimentologia/Geologia e Zoologia. •
13Em nosso entender, Casella e Berger confundem mistura de distribuições e um seu caso particular, o

modelo hierárquico. Curiosamente, é esta a definição mais popular de mistura de distribuições.
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Definição 2.108 — Mistura numerável de distribuições (Soares, 2007)

A v.a. X diz-se uma mistura numerável de distribuições, caso exista

• uma sucessão de v.a. discretas (resp. absolutamente cont́ınuas) {X1, X2, . . .} com

f.p. (resp. f.d.p.) P (Xi = x) (resp. fXi(x)), i = 1, 2, . . ., e

• uma sucessão de constantes reais {p1, p2, . . . .} não negativas (pi ≥ 0, i = 1, 2, . . .)

tais que
∑+∞

i=1 pi = 1,

que permitam escrever a f.p. (resp. f.d.p.) à custa de uma combinação linear convexa de

f.p. (resp. f.d.p.):

P (X = x) =
+∞∑

i=1

pi × P (Xi = x) (2.108)

(resp. fX(x) =
∑+∞

i=1 pi × fXi(x)). Mais, FX(x) = P (X ≤ x) =
∑+∞

i=1 pi × P (Xi ≤ x) =
∑+∞

i=1 pi × FXi(x), x ∈ IR. •

Uma v.a. mista é, naturalmente, um exemplo de uma mistura de uma distribuição

discreta e uma distribuição absolutamente cont́ınua.

Exemplo 2.109 — Mistura finita de distribuições

Uma fábrica possui duas linhas de produção, 1 e 2, responsáveis por 20% (p1 = 0.2) e

80% (p2 = 0.8) dos artigos produzidos, respectivamente.

Estudos extensivos levaram a concluir que a distribuição da duração de cada artigo

depende da sua proveniência: os artigos quando provenientes das linhas de produção 1 e

2 possuem durações X1 ∼ Gama(0.5, 1) e X2 ∼ Weibull(1, 2), respectivamente.

Nesta situação a duração de um artigo seleccionado ao acaso da produção diária da

fábrica possuirá duração X com f.d.p. dada por

fX(x) = 0.2× fGama(0.5,1)(x) + 0.8× fWeibull(1,2)(x). (2.109)

•

Exemplo 2.110 — Mistura finita de distribuições (Soares, 2007)

A distribuição de Laplace ou exponencial dupla possui f.d.p.

fX(x) =
λ

2
e−λ |x|, x ∈ IR, (2.110)

é um caso particular de uma mistura de distribuições envolvendo:
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• −X1 ∼ Exponencial(λ1);

• X2 ∼ Exponencial(λ2);

• λ1 = λ2 = λ;

• p1 = p2 = 1
2 .

Com efeito, pode reescrever-se fX(x) do seguinte modo:

fX(x) =
2∑

i=1

pi × fXi(x)

=





p1 × λ1 eλ1x, x < 0

p2 × λ2 e−λ2x, x ≥ 0

=
λ

2
e−λ |x|, x ∈ IR. (2.111)

•

Exemplo 2.111 — Mistura finita de distribuições (bis) (Soares, 2007)

A função

fX(x) = (1− p1)×
1

σ0
φ

(
x− µ0

σ0

)
+ p1 ×

1

σ1
φ

(
x− µ1

σ1

)
(2.112)

representa a f.d.p. de uma v.a. X com distribuição normal dita contaminada em p1×100%

envolvendo:

• X0 ∼ Normal(µ0, σ2
0), onde µ0 e σ2

0 representam o valor esperado e da variância da

v.a. X quando esta não está contaminada (i.e., está sob controlo!);

• X1 ∼ Normal(µ1, σ2
1), em que µ1 e σ2

1 representam o valor esperado e a variância da

v.a. X contaminada (fora de controlo!);

De facto, ao considerar-se que a percentagem de contaminação é igual a p×100%, a f.d.p.

de X pode reescrever-se da seguinte forma:

fX(x) = p0 × fX0(x) + p1 × fX1(x)

= (1− p1)× fNormal(µ0,σ2
0)(x) + p1 × fNormal(µ1,σ2

1)(x)

= (1− p1)×
dΦ

(
x−µ0

σ0

)

dx
+ p1 ×

dΦ
(

x−µ1

σ1

)

dx

= (1− p1)×
1

σ0
φ

(
x− µ0

σ0

)
+ p1 ×

1

σ1
φ

(
x− µ1

σ1

)
, (2.113)
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onde Φ e φ representam a f.d. e a f.d.p. de uma distribuição normal padrão,

respectivamente. •

Exerćıcio 2.112 — Obtenção de momentos (centrais) marginais de uma

mistura numerável de distribuições (http://en.wikipedia.org/wiki/Mixture density)

Prove que, ao lidar-se com

• uma sucessão de v.a. {X1, X2, . . .} e

• uma sucessão de constantes reais {p1, p2, . . . .} não negativas (pi ≥ 0, i = 1, 2, . . .)

tais que
∑+∞

i=1 pi = 1,

obtêm-se as seguintes expressões para o valor esperado, a variância e o momento central

de ordem k da v.a. X:

E(X) =
n∑

i=1

pi × E(Xi) (2.114)

V (X) = E(X2)− E2(X)

=
n∑

i=1

pi ×
[
V (Xi) + E2(Xi)

]
−

[
n∑

i=1

pi × E(Xi)

]2

(2.115)

E
[
(X − E(X))k

]
=

n∑

i=1

pi × E
(
{[Xi − E(Xi)] + [E(Xi)− E(X)]}k

)

=
n∑

i=1

k∑

j=0

pi ×
(
k

j

)

× E
{
[Xi − E(Xi)]

j
}

× [E(Xi)− E(X)]k−j . (2.116)

Para uma descrição da obtenção da moda de uma mistura finita de distribuições sugere-se

a leitura de http://en.wikipedia.org/wiki/Mixture density. •

O conceito de mistura pode ser facilmente alargado ao caso não numerável, no

entanto, este é dif́ıcil de conceber para situações distintas daquelas em que a sucessão

de distribuições que constituem a mistura é formada por distribuições que pertencem à

mesma famı́lia paramétrica. Posto isto, passaremos à definição de dois tipos de modelos

hierárquicos, por sinal só com dois ńıveis.
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Motivação 2.113 — Modelo hierárquico resultante de uma mistura numerável

de distribuições

Apesar de admitirmos que uma v.a. possui uma única distribuição, é comum modelar v.a.

estruturadas hierarquicamente (Casella e Berger, 2002, pp. 162–163):

• as v.a. que constituem a sucessão possuem distribuições, dependentes de um

parâmetro Θ e pertencentes, em qualquer dos casos, à mesma famı́lia de

distribuições;

• a sucessão de constantes reais {p1, p2, . . . .} define a f.p. de uma v.a. discreta

misturadora Θ, cujas concretizações não passam de valores posśıveis para um

parâmetro da distribuição das componentes da mistura. •

Definição 2.114 — Modelo hierárquico resultante de uma mistura numerável

de distribuições

A v.a. X diz-se um modelo hierárquico resultante de uma mistura numerável de

distribuições, caso a f.p. (resp. f.d.p.) de X se possa escrever à custa da seguinte

combinação linear convexa de f.p. (resp. f.d.p.):

P (X = x) =
∑

θ

P (X = x|Θ = θ)× P (Θ = θ) (2.117)

(resp. fX(x) =
∑

θ fX|Θ=θ(x) × P (Θ = θ)), onde Θ pode ser encarada como uma v.a.

discreta cujas concretizações são valores posśıveis para um parâmetro da distribuição

das componentes da mistura, componentes estas que pertencem a uma mesma famı́lia

de distribuições indiciadas no referido parâmetro, {P (X = x|Θ = θ) : θ ∈ IRΘ} (resp.

{fX|Θ=θ(x) : θ ∈ IRΘ}).
Escusado será dizer que FX(x) = P (X ≤ x) =

∑
θ P (X ≤ x|Θ = θ) × P (Θ = θ)

x ∈ IR. •

Exemplo 2.115 — Modelo hierárquico resultante de uma mistura numerável

de distribuições

Já lidámos com um modelo hierárquico resultante de uma mistura numerável de

distribuições, embora não o tenhamos designado como tal, quando se descreveu a filtragem

de um processo de Poisson:
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• X|N = n ∼ Binomial(n, p);

• N ∼ Poisson(λ).

Neste caso vimos que:

P (X = x) =
+∞∑

n=0

P (X = x|N = n)× P (N = n)

=
+∞∑

n=x

(
n

x

)

px(1− p)n−x × e−λ λn

n!

= · · ·

=
e−λp (λp)x

x!
, x ∈ IN0. (2.118)

•

Exemplo 2.116 — Modelo hierárquico resultante de uma mistura numerável

de distribuições (bis)

Tivemos ocasião de mencionar um outro modelo hierárquico resultante de uma mistura

numerável de distribuições, desta feita no domı́nio das Filas de Espera.

Considere-se o sistema M/M/1 — em equiĺıbrio, com intensidade de tráfego ρ =

λ/µ < 1. É conhecida a distribuição do o número de clientes que um cliente encontra à

sua chegada ao sistema em M/M/1 em equiĺıbrio, Ls, e do tempo de permanência de um

cliente, que encontra n clientes à sua chegada a tal sistema é uma v.a. Ws|Ls = n. Com

efeito:

• Ws|Ls = n ∼ Erlang(n + 1, µ);

• Ls ∼ Geométrica∗(1− ρ).

Ora, provou-se sem grande dificuldade que Ws ∼ Exponencial(µ(1− ρ)). De facto:

fWs(x) =
+∞∑

n=0

fWs|Ls=n(x)× P (Ls = n)

=
+∞∑

n=0

µn+1

Γ(n + 1)
x(n+1)−1e−µ x × ρn (1− ρ)

= · · ·

= µ(1− ρ) e−µ(1−ρ) x, x ≥ 0. (2.119)

•
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É frequente lidarmos com modelos hierárquicos resultantes de misturas não numeráveis

de distribuições, por exemplo, em áreas como os Processos Estocásticos ou a Inferência

bayesiana.

Definição 2.117 — Modelo hierárquico resultante de uma mistura não

numerável de distribuições

A v.a. X diz-se um modelo hierárquico resultante de uma mistura não numerável de

distribuições, caso a sua f.p. (resp. f.d.p.) se possa escrever da seguinte forma:

P (X = x) =
∫

IRΘ

P (X = x|Θ = θ)× fΘ(θ) dθ (2.120)

(resp. fX(x) =
∫
IRΘ

fX|Θ=θ(x) × fΘ(θ) dθ), onde Θ pode ser encarada como uma v.a.

absolutamente cont́ınua cujas concretizações são valores posśıveis para um parâmetro da

distribuição das componentes da mistura, componentes estas que pertencem a uma mesma

famı́lia de distribuições indiciadas no referido parâmetro, {P (X = x|Θ = θ) : θ ∈ IRΘ}
(resp. {fX|Θ=θ(x) : θ ∈ IRΘ}).

Obviamente, FX(x) = P (X ≤ x) =
∫
IRΘ

P (X ≤ x|Θ = θ)× fΘ(θ) dθ, x ∈ IR. •

Exerćıcio 2.118 — Modelo hierárquico resultante de uma mistura não

numerável de distribuições

O modelo hierárquico definido por

• X|Λ = λ ∼ Poisson(λ)

• Λ ∼ Gama(r, β)

é usado com alguma frequência na descrição do número de eventos de um processo de

Poisson condicional (Serfozo, 1972; Ross, 1989).

Mostre que, caso r ∈ IN , tem-se X ∼ BinomialN∗
(
r, β

β+1

)
. •

Exerćıcio 2.119 — Modelo hierárquico de três ńıveis (Soares, 2007)

Considere o modelo hierárquico de três ńıveis definido por

• X|N = n ∼ Binomial(n, p)

• N |Λ = λ ∼ Poisson(λ)
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• Λ ∼ Exponencial(β).

e tal que X e Λ são independentes quando condicionadas a N .

Mostre que este modelo pode ser reescrito à custa de qualquer dos dois seguintes

modelos hierárquicos de dois ńıveis:

(a) X|N = n ∼ Binomial(n, p) e N ∼ Geométrica∗
(

β
β+1

)
;

(b) X|Λ = λ ∼ Poisson(λp) e Λ ∼ Exponencial(β).

Exerćıcio 2.120 — Obtenção de distribuição e de momentos marginais em

modelo hierárquico resultante de uma mistura não numerável de distribuições

Considere o modelo hierárquico usado em Inferência bayesiana14

• X|Θ = θ ∼ Binomial(n, θ)

• Θ ∼ Beta(α, β).

A distribuição de Θ é designada de distribuição a priori.

(a) Determine a f.p. de X.

(b) Prove que Θ|X = x ∼ Beta(α+x, β+n−x); esta diz-se ser a distribuição a posteriori

de Θ.

(c) Obtenha E(X) e V (X) por recurso à Proposição 2.95. •

Exerćıcio 2.121 — Obtenção de momentos marginais em modelo hierárquico

resultante de uma mistura não numerável de distribuições

Seja (X, Y ) um par aleatório cont́ınuo tal que:

• Y |X = x ∼ Uniforme(x, x + 1);

• X ∼ Uniforme(0, 1).

14Em Inferência bayesiana, um parâmetro desconhecido é usualmente considerado uma v.a. com uma
densidade/distribuição a priori antes do registo de uma observação da v.a. X, cuja distribuição condicional
a Θ = θ é conhecida. Após a ocorrência do evento {X = x} pode determinar-se o que se designa de
densidade/distribuição a posteriori de Θ, i.e., a densidade/distribuição de Θ|X = x.
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Responda às seguintes questões:

(a) Mostre que E(Y ) = 1, recorrendo para o efeito à Proposição 2.95.

(b) Calcule P (X + Y < 1).

(c) Diga, justificando, qual o sinal de Cov(X, Y ). •
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2.4 Transformações de vectores aleatórios

A necessidade de sumariar informação relativa a um vector aleatório leva-nos a lidar

frequentemente com algumas das suas transformações, nomeadamente com combinações

lineares (totais, médias, diferenças)/produtos/quocientes das componentes do vector

aleatório.

É, no entanto, fundamental garantir que se tratam de transformações Borel

mensuráveis por forma a garantir que estarmos a lidar com v.a. ou vectores aleatórios.

Vejamos então a noção de função Borel mensurável definida em IRn.

Definição 2.122 — Função Borel mensurável em IRn (Karr, 1993, p. 66)

A função g : IRn → IRm (para n, m ∈ IN fixos) diz-se uma função Borel mensurável se

g−1(B) ∈ B(IRn), ∀B ∈ B(IRm). (2.121)

•

Nota 2.123 — Função Borel mensurável em IRn (Karr, 1993, p. 66)

Os resultados que se seguem adiantam condições que garantem que determinadas funções

definidas em IRn ainda são funções Borel mensuráveis:

• para que a função g : IRn → IR seja Borel mensurável basta que

g−1((−∞, x]) ∈ B(IRn), ∀x ∈ IR; (2.122)

• a função g : IRn → IRm é Borel mensurável sse cada uma das suas componentes for

Borel mensurável enquanto função de IRn em IR;

• as funções indicadoras, as funções monótonas e as funções cont́ınuas são Borel

mensuráveis;

• a classe de funções Borel mensuráveis é fechada para operações algébricas e operações

de limite. •

Os dois resultados seguintes referem em que circunstâncias estamos a lidar com

transformações de vectores aleatórios que ainda são v.a. ou vectores aleatórios porque

funções Borel mensuráveis.
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Teorema 2.124 — Transformações de vectores aleatórios (Karr, 1993, p. 50)

Sejam:

• X1, . . . , Xn v.a.;

• g : IRn → IR uma função Borel mensurável.

Então Y = g(X1, . . . , Xn) é uma v.a. •

Proposição 2.125 — F.d. de uma transformação de um vector aleatório, caso

geral

Sejam:

• X = (X1, . . . , Xn) um vector aleatório com f.d. conjunta FX ;

• Y = (Y1, . . . , Ym) = g(X) = (g1(X1, . . . , Xn), . . . , gm(X1, . . . , Xn)) uma

transformação de X sob g, em que g : IRn → IRm é uma função Borel mensurável;

• g−1(
∏m

i=1(−∞, yi]) = {x = (x1, . . . , xn) ∈ IRn : g1(x1, . . . , xn) ≤ y1, . . .,

gm(x1, . . . , xn) ≤ ym} a imagem inversa do conjunto de Borel
∏m

i=1(−∞, yi].

Então a f.d. conjunta de Y é dada por:

FY (y) = P (Y1 ≤ y1, . . . , Ym ≤ ym)

= P

[

X ∈ g−1

(
m∏

i=1

(−∞, yi]

)]

. (2.123)

•

O exemplo seguinte ilustra a utilidade da Proposição 2.125 e, em particular, o facto

de que não é necessário identificar a distribuição ou f.(d.)p. de uma transformação real

de um vector aleatório para obter probabilidades que digam respeito a tal transformação,

como, aliás, já tivemos oportunidade de constatar em exerćıcios e exemplos anteriores. A

obtenção destas probabilidades torna-se obviamente mais fácil caso se lide com operações

algébricas sobre v.a. independentes.

Exemplo 2.126 — F.d. de uma transformação de um par aleatório

absolutamente cont́ınuo (adaptado de Casella and Berger, 2002, p. 193)

Admita que uma estudante parte para a universidade entre as 8:00 e as 8:30 e demora

entre 40 a 50 minutos a lá chegar.
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Obtenha a probabilidade de a estudante chegar à universidade antes das 9:00,

admitindo que o instante de partida e a duração da viagem da estudante não só são

v.a. independentes como possuem distribuição uniforme.

• V.a.

X = instante da partida da estudante em minutos decorridos após as 8:00

Y = duração da viagem da estudante em minutos

• Distribuições

X ∼ Uniforme(0, 30)

Y ∼ Uniforme(40, 50)

X ⊥⊥ Y

• F.d.p. marginais

fX(x) =






1
30−0 = 1

30 , 0 < x < 30

0, c.c.

fY (y) =






1
50−40 = 1

10 , 40 < x < 50

0, c.c.

• F.d.p. conjunta

Dado que X e Y são v.a. independentes pode concluir-se que

fX,Y (x, y) = fX(x)× fY (y)

=






1
30 ×

1
10 = 1

300 , 0 < x < 30, 40 < y < 50

0, c.c.
(2.124)

• Probabilidade pedida

P (X + Y < 60) =
∫ ∫

{(x,y): x+y<60}
fX,Y (x, y) dy dx (desenhar região!)

=
∫ 10

0

∫ 50

40

1

300
dy dx +

∫ 20

10

∫ 60−x

40

1

300
dy dx

=
∫ 50

40

∫ 60−y

0

1

300
dx dy

=
1

2
. (2.125)

•
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Exerćıcio 2.127 — F.d. de uma transformação de um par aleatório

absolutamente cont́ınuo15

A manobra náutica só será segura se a profundidade da água (X) em que se manobra o

navio for superior ao respectivo calado (Y ), a distância vertical da quilha do navio à linha

de flutuação.

Assuma que X e Y são variáveis aleatórias independentes tais que X ∼ Gama(n, β) e

Y ∼ Gama(m, β), onde n, m ∈ IN e m < n.

(a) Determine uma expressão para a probabilidade de se realizar uma manobra náutica

segura, P (X−Y > 0), tirando partido do facto de FGama(k,β)(x) =
∑∞

i=k e−βx(βx)i/i!,

k ∈ IN .16

(b) Obtenha a função geradora de momentos de X − Y . •

Exerćıcio 2.128 — F.d. de uma transformação de um par aleatório

absolutamente cont́ınuo (bis)17

Sejam X e Y a amplitude de um sinal transmitido por uma estação de rádio

e a atenuação desse mesmo sinal até atingir a antena de uma viatura em

andamento, respectivamente. Admita que a f.d.p. conjunta de (X, Y ) é igual a

fX,Y (x, y) = λµe−(λx+µy) × I(0,+∞)×(0,+∞)(x, y).

(a) Prove que a f.d. da v.a. W = X/Y , que representa amplitude do sinal recebido pelo

rádio da viatura, é dada por:18

FW (w) =

(

1− µ

µ + λw

)

× I(0,+∞)(w).

(b) Estará o valor esperado de W definido? Comente. •

15Teste de CPE de 16 de Maio de 2009.
16Recomendação: não calcule a f.d.p. de X − Y .
17Adaptado do Exame de CPE de 11 de Setembro de 2009.
18Recomendação: não comece por calcular a f.d.p. de W . A distribuição de X + Y é designada de

distribuição de Erlang generalizada de ordem 2 (Suhir, p. 135).
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Exerćıcio 2.129 — F.d. de uma transformação de um par aleatório

absolutamente cont́ınuo19

Sejam X e Y as durações de duas componentes independentes de um sistema, componentes

estas dispostas em stand by connection. Neste caso a duração do sistema é dada por X+Y .

(a) Mostre que a f.d.p. de X + Y é dada por

fX+Y (z) =
αβ

(
e−βz − e−αz

)

α− β
, z > 0,

caso X ∼ Exponencial(α) e Y ∼ Exponencial(β), onde α, β > 0 e α )= β.20

(b) Obtenha o valor esperado e a f.g.m. da duração do sistema.21 •

Exerćıcio 2.130 — F.d. de uma transformação de um par aleatório

absolutamente cont́ınuo (bis, bis)

As v.a. X e Y medem o tempo de vida de duas componentes que operam

independentemente. Suponha que as f.d.p. das v.a. (em centenas de horas) são, em

qualquer dos casos, iguais a

f(x) =






1
x2 , x ≥ 1

0, c.c.
(2.126)

e que Z =
√

XY é uma medida de desempenho do sistema.

Mostre que Z possui f.d.p. dada por:

fZ(z) =






4×ln(z)
z3 , z ≥ 1

0, c.c.
(2.127)

•

19Adaptado do Exame de CPE de 20 de Julho de 2009.
20Recomendação: comece por calcular a f.d. de X + Y .
21Não recorra à f.d.p. de X + Y .
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2.4.1 Transformações de vectores aleatórios discretos

É particularmente fácil obter a f.p. conjunta de uma transformação bijectiva de um vector

aleatório discreto.

Teorema 2.131 — F.p. conjunta de uma transformação bijectiva de um vector

aleatório discreto (Rohatgi, 1976, p. 131)

Sejam:

• X = (X1, . . . , Xn) um vector aleatório discreto com f.p. conjunta P (X = x);

• IRX um conjunto contável de pontos tais que P (X ∈ IRX) = 1 e P (X = x) > 0,

∀x ∈ IRX ;

• Y = (Y1, . . . , Yn) = g(X) = (g1(X1, . . . , Xn), . . . , gn(X1, . . . , Xn)) uma

transformação de X sob g, em que g : IRn → IRn é uma função bijectiva e Borel

mensurável que transforma IRX em IRY ⊂ IRn;

• g−1 a transformação inversa de g tal que g−1(y) = (g−1
1 (y), . . . , g−1

n (y)).

Então a f.p. conjunta de Y = (Y1, . . . , Yn) é dada por

P (Y = y) = P (Y1 = y1, . . . , Yn = yn)

= P (X1 = g−1
1 (y), . . . , Xn = g−1

n (y)), (2.128)

para y = (y1, . . . , yn) ∈ IRY . •

O facto de a transformação do vector aleatório discreto não ser bijectiva não traz

dificuldades de maior na obtenção da f.p. conjunta de tal transformação, como adianta o

teorema seguinte.

Teorema 2.132 — F.p. conjunta de uma transformação de um vector aleatório

discreto

Sejam:

• X = (X1, . . . , Xn) um vector aleatório discreto com contradomı́nio IRX ⊂ IRn;

• Y = (Y1, . . . , Ym) = g(X) = (g1(X1, . . . , Xn), . . . , gm(X1, . . . , Xn)) uma

transformação de X sob g, em que g : IRn → IRm é uma função Borel mensurável

que transforma IRX em IRY ⊂ IRm;
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• Ay1,...,ym = {x = (x1, . . . , xn) ∈ IRX : g1(x1, . . . , xn) = y1, . . . , gm(x1, . . . , xn) = ym}.

Então a f.p. conjunta de Y = (Y1, . . . , Ym) é dada por

P (Y = y) = P (Y1 = y1, . . . , Ym = ym)

=
∑

x=(x1,...,xn)∈Ay1,...,ym

P (X1 = x1, . . . , Xn = xn), (2.129)

para y = (y1, . . . , ym) ∈ IRY . •

Exerćıcio 2.133 — F.p. conjunta de uma transformação de um vector aleatório

discreto (Rohatgi, 1976, pp. 133–134)

Considere o par aleatório com f.p. conjunta condensada na tabela seguinte:

X2
X1

-2 0 2

−1 1
6

1
6

1
12

0 1
12

1
12 0

1 1
6

1
6

1
12

(a) Comece por identificar o contradomı́nio do par aleatório (Y1, Y2), em que Y1 = |X1| e

Y2 = X2
2 .

(b) Obtenha a f.p. conjunta de (Y1, Y2). •

O teorema seguinte adianta expressões triviais para as f.p. de v.a. que resultem de

quatro operações algébricas sobre pares aleatórios discretos.

Teorema 2.134 — F.p. da soma, diferença, produto e quociente de duas v.a.

discretas

Sejam:

• (X, Y ) um par aleatório discreto com f.p. conjunta P (X = x, Y = y);

• Z = X + Y

• U = X − Y

• V = X Y

• W = X/Y , desde que P (Y = 0) = 0.
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Então:

P (Z = z) = P (X + Y = z)

=
∑

x

P (X = x, X + Y = z)

=
∑

x

P (X = x, Y = z − x)

=
∑

y

P (X + Y = z, Y = y)

=
∑

y

P (X = z − y, Y = y); (2.130)

P (U = u) = P (X − Y = u)

=
∑

x

P (X = x, X − Y = u)

=
∑

x

P (X = x, Y = x− u)

=
∑

y

P (X − Y = u, Y = y)

=
∑

y

P (X = u + y, Y = y); (2.131)

P (V = v) = P (X Y = v)

=
∑

x

P (X = x, XY = v)

=
∑

x

P (X = x, Y = v/x)

=
∑

y

P (XY = v, Y = y)

=
∑

y

P (X = v/y, Y = y); (2.132)

P (W = w) = P (X/Y = w)

=
∑

x

P (X = x, X/Y = w)

=
∑

x

P (X = x, Y = x/w)

=
∑

y

P (X/Y = w, Y = y)

=
∑

y

P (X = wy, Y = y). (2.133)

•
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Exerćıcio 2.135 — F.p. da soma de duas v.a. discretas

Seja (X, Y ) um par aleatório discreto com f.p. P (X = x, Y = y) dada pela seguinte

tabela:

Y
X

1 2 3

1 1
12

1
12

2
12

2 2
12 0 0

3 1
12

1
12

4
12

(a) Prove que X e Y são identicamente distribúıdas mas não independentes.

(b) Obtenha a f.p. de U = X − Y . •

As expressões das f.p. que figuram no Teorema 2.134 simplificam-se caso as

transformações sejam operações algébricas sobre pares de v.a. discretas independentes.

Corolário 2.136 — F.p. da soma, diferença, produto e quociente de duas v.a.

discretas independentes

Sejam:

• X e Y duas v.a. discretas independentes com f.p. conjunta P (X = x, Y = y) =

P (X = x)× (Y = y), ∀(x, y) ∈ IR2;

• Z = X + Y

• U = X − Y

• V = X Y

• W = X/Y , desde que P (Y = 0) = 0.

Então:

P (Z = z) = P (X + Y = z)

=
∑

x

P (X = x)× P (Y = z − x)

=
∑

y

P (X = z − y)× P (Y = y); (2.134)
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P (U = u) = P (X − Y = u)

=
∑

x

P (X = x)× P (Y = x− u)

=
∑

y

P (X = u + y)× P (Y = y); (2.135)

P (V = v) = P (X Y = v)

=
∑

x

P (X = x)× P (Y = v/x)

=
∑

y

P (X = v/y)× P (Y = y); (2.136)

P (W = w) = P (X/Y = w)

=
∑

x

P (X = x)× P (Y = x/w)

=
∑

y

P (X = wy)× P (Y = y). (2.137)

•

Exemplo 2.137 — F.p. da soma de duas v.a. discretas independentes

Sejam X ∼ Poisson(λX) ⊥⊥ Y ∼ Poisson(λY ).

Prove que (X + Y ) ∼ Poisson(λX + λY ), i.e., a famı́lia de distribuições de Poisson é

fechada para a soma desde que as parcelas sejam v.a. independentes.

• Par aleatório

(X, Y )

• Distribuições

X ∼ Poisson(λX)

Y ∼ Poisson(λY )

X ⊥⊥ Y

• F.p. marginais

P (X = x) =
e−λX λx

X
x! , x ∈ IN0

P (Y = y) =
e−λY λy

Y
y! , y ∈ IN0
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• Contradomı́nio de (X, Y )

IRX,Y = IN0 × IN0

• Transformação de (X, Y )

Z = X + Y

• Contradomı́nio de Z = X + Y

IRZ = IN0

• F.p. de Z = X + Y

Atendendo a que as parcelas de P (Z = X +Y = z) =
∑

x P (X = x)×P (Y = z−x)

só serão positivas se x, z − x ∈ IN0, segue-se:

P (Z = X + Y = z) =
∑

x

P (X = x)× P (Y = z − x)

=
z∑

x=0

P (X = x)× P (Y = z − x)

=
z∑

x=0

e−λX λx
X

x!
× e−λY λz−x

Y

(z − x)!

=
e−(λX+λY )

z!

z∑

x=0

(
z

x

)

× λx
X × λz−x

Y

=
e−(λX+λY ) (λX + λY )z

z!
, z ∈ IN0 (2.138)

• Conclusão

Acabámos de provar a propriedade de fecho acima referida e um resultado já nosso

conhecido: Z = X + Y ∼ Poisson(λX + λY ). •

Exerćıcio 2.138 — F.p. da diferença de duas v.a. discretas independentes

Sejam X ∼ Poisson(λX) ⊥⊥ Y ∼ Poisson(λY ).

Prove que (X − Y ) possui f.p. dada por

P (X − Y = u) =
+∞∑

y=0

P (X = u + y)× P (Y = y)

= e−(λX+λY )
+∞∑

y=max{0,−u}

λu+y
X λy

Y

(u + y)! y!
, u = . . . ,−1, 0, 1, . . . (2.139)

•
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2.4.2 Transformações de vectores aleatórios absolutamente

cont́ınuos

A obtenção da f.d.p. de uma transformação de um vector aleatório absolutamente cont́ınuo

nem sempre é tarefa fácil, pelo que começaremos por adiantar a f.d.p. de transformações

resultantes de quatro operações algébricas sobre pares aleatórios absolutamente cont́ınuos.

Para tal recorreremos à expressão da f.d. em (2.123) para de seguida derivá-la por forma

a obter a correspondente f.d.p.

Teorema 2.139 — F.d.p. da soma, diferença, produto e quociente de duas v.a.

absolutamente cont́ınuas (Rohatgi, 1976, p. 141)

Sejam:

• (X, Y ) um par aleatório absolutamente cont́ınuo com f.d.p. conjunta fX,Y (x, y);

• Z = X + Y , U = X − Y , V = X Y e W = X/Y .

Então:

fZ(z) = fX+Y (z)

=
∫ +∞

−∞
fX,Y (x, z − x) dx

=
∫ +∞

−∞
fX,Y (z − y, y) dy; (2.140)

fU(u) = fX−Y (u)

=
∫ +∞

−∞
fX,Y (x, x− u) dx

=
∫ +∞

−∞
fX,Y (u + y, y) dy; (2.141)

fV (v) = fXY (v)

=
∫ +∞

−∞
fX,Y (x, v/x)× 1

|x| dx

=
∫ +∞

−∞
fX,Y (v/y, y)× 1

|y| dy; (2.142)

fW (w) = fX/Y (w)

=
∫ +∞

−∞
fX,Y (x, x/w)× |x|

w2
dx

=
∫ +∞

−∞
fX,Y (wy, y)× |y| dy. (2.143)

•
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Nota 2.140 — F.d.p. da soma, diferença, produto e quociente de duas v.a.

absolutamente cont́ınuas

Importa referir que:

fZ(z) =
d FZ(z)

dz

=
d P (Z = X + Y ≤ z)

dz

=
d

dz

[∫ ∫

{(x,y): x+y≤z}
fX,Y (x, y) dy dx

]

=
d

dz

[∫ +∞

−∞

∫ z−x

−∞
fX,Y (x, y) dy dx

]

=
∫ +∞

−∞

d

dz

[∫ z−x

−∞
fX,Y (x, y) dy

]
dx

=
∫ +∞

−∞
fX,Y (x, z − x) dx; (2.144)

fV (v) =
d FV (v)

dv

=
d P (V = XY ≤ v)

dv

=
d

dv

[∫ ∫

{(x,y): xy≤v}
fX,Y (x, y) dy dx

]

=






∫ +∞
−∞

d
dv

[∫ v/x
−∞ fX,Y (x, y) dy

]
dx, x > 0

∫ +∞
−∞

d
dv

[∫ +∞
v/x fX,Y (x, y) dy

]
dx, x < 0

=
∫ +∞

−∞

1

|x| fX,Y (x, v/x) dx. (2.145)

•

Exerćıcio 2.141 — F.d.p. da diferença e do quociente de duas v.a.

absolutamente cont́ınuas

Deduza as f.d.p. da diferença e do quociente de duas v.a. absolutamente cont́ınuas,

inspirando-se para o efeito na Nota 2.140. •

Exerćıcio 2.142 — F.d.p. da soma de duas v.a. absolutamente cont́ınuas

Determine a f.d.p. de X + Y no caso em que (X, Y ) tem distribuição uniforme num

triângulo de vértices nos pontos (0, 0), (2, 0), (2, 1). •

205



Corolário 2.143 — F.d.p. da soma, diferença, produto e quociente de duas v.a.

independentes absolutamente cont́ınuas (Rohatgi, 1976, p. 141)

Sejam:

• X e Y duas v.a. independentes absolutamente cont́ınuas com f.d.p. conjunta

fX,Y (x, y) = fX(x)× fY (y), ∀(x, y) ∈ IR2;

• Z = X + Y , U = X − Y , V = X Y e W = X/Y .

Então:

fZ(z) = fX+Y (z)

=
∫ +∞

−∞
fX(x)× fY (z − x) dx

=
∫ +∞

−∞
fX(z − y)× fY (y) dy; (2.146)

fU(u) = fX−Y (u)

=
∫ +∞

−∞
fX(x)× fY (x− u) dx

=
∫ +∞

−∞
fX(u + y)fY (y) dy; (2.147)

fV (v) = fXY (v)

=
∫ +∞

−∞
fX(x)× fY (v/x)× 1

|x| dx

=
∫ +∞

−∞
fX(v/y)× fY (y)× 1

|y| dy; (2.148)

fW (w) = fX/Y (w)

=
∫ +∞

−∞
fX(x)× fY (x/w)× |x|

w2
dx

=
∫ +∞

−∞
fX(wy)× fY (y)× |y| dy. (2.149)

•
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Exemplo/Exerćıcio 2.144 — F.d.p. da soma e da diferença de duas v.a.

independentes absolutamente cont́ınuas

Sejam X e Y duas v.a. independentes com distribuição Uniforme(0, 1).

Determine as f.d.p. das duas seguintes transformações do par aleatório (X, Y ):

(a) Z = X + Y ;

• Par aleatório

(X, Y )

• Distribuições

X ∼ Y ∼ Uniforme(0, 1)

X ⊥⊥ Y

• F.d.p. marginal comum

fX(x) = fY (x)

=





1, 0 < x < 1

0, c.c.
(2.150)

• F.d.p. conjunta

fX,Y (x, y) = fX(x)× fY (y)

=





1, 0 < x, y < 1

0, c.c.
(2.151)

• Contradomı́nio de (X, Y )

IRX,Y = (0, 1)× (0, 1)

• Transformação de (X, Y )

Z = X + Y

• Contradomı́nio de Z = X + Y

IRZ = (0, 2)

• F.d.p. de Z = X + Y

Pode recorrer-se ao Corolário 2.143 e adiantar que

fZ(z) =
∫ +∞

−∞
fX(x)× fY (z − x) dx. (2.152)
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Mas atendendo a que 0 < z < 2 e a integranda só não será nula se 0 < x < 1 e

0 < z − x < 1, teremos que considerar dois casos — 0 < z < 1 e 1 ≤ z < 2 —,

que exigem tratamento ligeiramente distinto no que diz respeito à identificação

dos extremos deste integral.

– Caso 0 < z < 1

Se notarmos que





0 < z < 1

0 < x < 1

0 < z − x < 1

⇔






0 < z < 1

0 < x < 1

x < z, x > z − 1

⇔






0 < z < 1

x > max{z − 1, 0} = 0

x < min{1, z} = z

podemos afirmar que, para 0 < z < 1,

fZ(z) =
∫ +∞

−∞
fX(x)× fY (z − x) dx

=
∫ z

0
1× 1 dx

= z. (2.153)

– Caso 1 ≤ z < 2

Desta feita





1 ≤ z < 2

0 < x < 1

0 < z − x < 1

⇔






1 ≤ z < 2

0 < x < 1

x < z, x > z − 1

⇔






1 ≤ z < 2

x > max{z − 1, 0} = z − 1

x < min{1, z} = 1,

pelo que, para 1 ≤ z < 2, temos

fZ(z) =
∫ +∞

−∞
fX(x)× fY (z − x) dx

=
∫ 1

z−1
1× 1 dx

= 2− z. (2.154)

• Conclusão

fZ(z) =






z, 0 < z < 1

2− z, 1 ≤ z < 2

0, outros valores de z.

(2.155)

Ao fazer-se o gráfico da f.d.p. de Z, torna-se óbvio por que razão a distribuição

desta v.a. se diz triangular e definida pelos pontos (0, 0), (1, 1) e (2, 0).

(b) U = X − Y . •
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Exerćıcio 2.145 — F.d.p. da soma e do quociente de duas v.a. independentes

absolutamente cont́ınuas

Sejam X e Y duas v.a. independentes com distribuição Normal(0, 1).

(a) Mostre que Z = X + Y ∼ Normal(0, 2).

(b) Prove que a f.d.p. do quociente W = X/Y é dada por

fW (w) =
1

πσ
× 1

1 +
(

w−µ
σ

)2 , w ∈ IR, (2.156)

com µ = 0 e σ = 1, i.e., W ∼ Cauchy(0, 1) (ver formulário).22 •

Exerćıcio 2.146 — F.d.p. da soma e da diferença de duas v.a. independentes

absolutamente cont́ınuas

Sejam X e Y os tempos de vida, respectivamente, de uma primeira componente electrónica

e da sua substituta quando a primeira se avariar. Admita que X e Y são i.i.d. com

distribuição exponencial com valor esperado igual a α−1.

(a) Obtenha a f.d.p. do tempo de sobrevivência de um sistema cuja vida termina quando

a segunda componente se avariar. Identifique essa distribuição.

(b) Qual a probabilidade do sistema sobreviver mais de t unidades de tempo?

(c) Obtenha a f.d. de Y −X.

(d) Qual a probabilidade da segunda componente durar mais do que a primeira? •

22Em http://en.wikipedia.org/wiki/Cauchy distribution pode encontrar-se informação como esta. A
distribuição de Cauchy é um exemplo de uma distribuição que não possui valor esperado, variância ou
outros momentos de ordem superior. Possui, no entanto, moda e mediana: são ambas iguais ao ponto de
simetria da f.d.p.
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Teorema 2.147 — F.d.p. de uma transformação bijectiva de um vector

aleatório absolutamente cont́ınuo (Rohatgi, 1976, p. 135; Karr, 1993, p. 62)

Sejam:

• X = (X1, . . . , Xn) um vector aleatório absolutamente cont́ınuo com f.d.p. fX(x);

• IRX um conjunto aberto de IRn tal que P (X ∈ IRX) = 1;

• Y = (Y1, . . . , Yn) = g(X) = (g1(X1, . . . , Xn), . . . , gn(X1, . . . , Xn)) uma

transformação de X sob g, em que g : IRn → IRn é uma função bijectiva e Borel

mensurável que transforma IRX em IRY ⊂ IRn;

• g−1(y) = (g−1
1 (y), . . . , g−1

n (y)) a transformação inversa definida no contradomı́nio

IRY da transformação g.

Assuma que:

• quer g, quer a sua inversa g−1 são cont́ınuas;

• as derivadas parciais,
∂g−1

i (y)

∂yj
, 1 ≤ i, j ≤ n, existem e são cont́ınuas;

• o jacobiano da transformação inversa g−1 (i.e., o determinante da matriz de

derivadas parciais
∂g−1

i (y)

∂yj
) é tal que

J(y) =

∣∣∣∣∣∣∣∣∣∣

∂g−1
1 (y)

∂y1
. . .

∂g−1
1 (y)

∂yn
... . . .

...
∂g−1

n (y)

∂y1
. . .

∂g−1
n (y)

∂yn

∣∣∣∣∣∣∣∣∣∣

)= 0, (2.157)

para y = (y1, . . . , yn) ∈ IRY .

Então o vector aleatório Y = (Y1, . . . , Yn) é absolutamente cont́ınuo e a sua f.d.p. conjunta

é dada por

fY (y) = fX

[
g−1(y)

]
× |J(y)|, (2.158)

para y = (y1, . . . , yn) ∈ IRY . •

210



Exemplo/Exerćıcio 2.148 — F.d.p. conjunta da soma e da diferença de duas

v.a. independentes absolutamente cont́ınuas (Rohatgi, 1976, pp. 137–138)

Sejam X e Y duas v.a. independentes com distribuição Uniforme(0, 1).

(a) Derive a f.d.p. conjunta de (Z, U) = (X + Y, X − Y ).

• Par aleatório

(X, Y )

• Distribuições

X ∼ Y ∼ Uniforme(0, 1)

X ⊥⊥ Y

• F.d.p. conjunta

fX,Y (x, y) = fX(x)× fY (y)

=





1, 0 < x, y < 1

0, c.c.
(2.159)

• Contradomı́nio de (X, Y )

IRX,Y = (0, 1)× (0, 1)

• Transformação bijectiva de (X, Y )

(Z, U) = (X + Y, X − Y )

• Importante

Z = X + Y ⊥) ⊥ U = X − Y

fZ,U(z, u) )= fZ(z)× fU(u)

IRZ,U )= IRZ × IRU = (0, 2)× (−1, 1)

• Transformação inversa




z = x + y

u = x− y
⇔





x = z+u

2

y = z−u
2

⇔ g−1(z, u) =
(

z + u

2
,
z − u

2

)

• Contradomı́nio de (Z, U)

A obtenção do contradomı́nio de (Z, U) requer alguns cuidados, em particular

deverá atender-se ao facto que 0 < x = z+u
2 < 1, 0 < y = z−u

2 < 1 e que é sabido
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que 0 < z < 2 (ou que −1 < u < 1):





0 < x = z+u
2 < 1

0 < y = z−u
2 < 1

0 < z < 2

⇔






−z < u < 2− z

z − 2 < u < z

0 < z < 2

i.e.,

IRZ,U = {(z, u) ∈ IR2 : −z < u < 2− z, z − 2 < u < z, 0 < z < 2} (2.160)

(desenhe esta região!).

• Jacobiano da transformação inversa

J(z, u) =

∣∣∣∣∣∣∣

∂( z+u
2 )

∂z

∂( z+u
2 )

∂u
∂( z−u

2 )
∂z

∂( z−u
2 )

∂u

∣∣∣∣∣∣∣

=

∣∣∣∣∣∣

1
2

1
2

1
2 −1

2

∣∣∣∣∣∣

= −1

2
(2.161)

• F.d.p. conjunta de (Z, U)

Ao recorrer-se ao Teorema 2.147 conclui-se que

fZ,U(z, u) = fX,Y

(
z + u

2
,
z − u

2

)
× |J(z, u)|

= fX

(
z + u

2

)
× fY

(
z − u

2

)
× |J(z, u)|

=





1× 1×

∣∣∣−1
2

∣∣∣ = 1
2 , (z, u) ∈ IRZ,U

0, c.c.
(2.162)

(b) Recorra à f.d.p. conjunta obtida na aĺınea anterior para confirmar a f.d.p. marginal

de Z = X +Y obtida anteriormente. De notar que uma consulta da região desenhada

há pouco leva-nos a concluir que:

• fZ(z) =
∫ z
−z fZ,U(z, u) du, 0 < z < 1;

• fZ(z) =
∫ 2−z
z−2 fZ,U(z, u) du, 1 ≤ z < 2. •
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Nota 2.149 — F.d.p. de uma transformação não bijectiva de um vector

aleatório absolutamente cont́ınuo (Rohatgi, 1976, p. 136)

É comum estarmos interessados em somente k funções do vector aleatório X =

(X1, . . . , Xn), Y1 = g1(X), . . . , Yk = gk(X).

Neste caso, recomenda-se a introdução de (n− k) v.a. auxiliares convenientes, Yk+1 =

gk+1(X), . . . , Yn = gn(X), tais que as condições do Teorema 2.147 são satisfeitas.

Para determinar a f.d.p. conjunta das k v.a., basta integrar a f.d.p. conjunta fY em

ordem às (n− k) v.a. auxiliares convenientemente introduzidas. •

Exemplo/Exerćıcio 2.150 — F.d.p. conjunta da média aritmética de duas v.a.

independentes absolutamente cont́ınuas

Sejam X e Y duas v.a. independentes com distribuição Normal(0, 1).

(a) Determine a f.d.p. conjunta de (U, V ) =
(

X+Y
2 , Y

)
.

• Par aleatório

(X, Y )

• Distribuições

X ∼ Y ∼ Normal(0, 1)

X ⊥⊥ Y

• F.d.p. marginal comum

fX(x) = fY (x) =
1√
2π

exp

(

−x2

2

)

, x ∈ IR (2.163)

• F.d.p. conjunta

fX,Y (x, y) = fX(x)× fY (y)

=
1√
2π

exp

(

−x2

2

)

× 1√
2π

exp

(

−y2

2

)

, (x, y) ∈ IR2 (2.164)

• Contradomı́nio de (X, Y )

IRX,Y = IR2

• Transformação bijectiva de (X, Y )

(U, V ) =
(

X+Y
2 , Y

)
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• Contradomı́nio de (U, V )

IRU,V = IR2

• Transformação inversa




u = x+y

2

v = y
⇔





x = 2u− v

y = v
⇔ g−1(u, v) = (2u− v, v)

• Jacobiano da transformação inversa

J(u, v) =

∣∣∣∣∣∣

∂x
∂u

∂x
∂v

∂y
∂u

∂y
∂v

∣∣∣∣∣∣

=

∣∣∣∣∣∣

∂(2u−v)
∂u

∂(2u−v)
∂v

∂v
∂u

∂v
∂v

∣∣∣∣∣∣

=

∣∣∣∣∣∣

2 −1

0 1

∣∣∣∣∣∣

= 2 (2.165)

• F.d.p. conjunta de (U, V )

Ao recorrer-se ao Teorema 2.147 conclui-se que

fU,V (u, v) = fX,Y (2u− v, v)× |J(u, v)|

=
1√
2π

exp

[

−(2u− v)2

2

]

× 1√
2π

exp

(

−v2

2

)

× 2

= · · ·

=
1√

2π (1/
√

2)
exp

[

− u2

2(1/
√

2)2

]

× 1√
2π (1/

√
2)

exp

[

− (v − u)2

2(1/
√

2)2

]

, (u, v) ∈ IR2. (2.166)

(b) Recorra à f.d.p. conjunta obtida na aĺınea anterior para confirmar que
X+Y

2 ∼ Normal
(
0, 1

2

)
, bastando para tal integrar fU,V (u, v) em ordem a v. •

Exerćıcio 2.151 — F.d.p. de uma transformação bijectiva de um vector

aleatório absolutamente cont́ınuo (Rohatgi, 1976, p. 136)

Sejam Xi
indep∼ Gama(αi, 1), i = 1, 2.

Mostre que Y1 = X1
X1+X2

∼ Beta(α1, α2), deduzindo para o efeito a f.d.p. conjunta de

(Y1, Y2) =
(

X1
X1+X2

, X1 + X2

)
. •
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Exerćıcio 2.152 — F.d.p. da soma, diferença, produto e quociente de duas v.a.

absolutamente cont́ınuas

Recorra ao Teorema 2.147 para demonstrar que a soma, diferença, produto e quociente de

duas v.a. absolutamente cont́ınuas (X, Y ), com f.d.p. conjunta fX,Y (x, y), possuem f.d.p.

dadas por:

(a) fX+Y (z) =
∫ +∞
−∞ fX,Y (x, z − x) dx =

∫ +∞
−∞ fX,Y (z − y, y) dy;

(b) fX−Y (u) =
∫ +∞
−∞ fX,Y (x, x− u) dx =

∫ +∞
−∞ fX,Y (u + y, y) dy;

(c) fXY (v) =
∫ +∞
−∞ fX,Y (x, v/x)× 1

|x| dx =
∫ +∞
−∞ fX,Y (v/y, y)× 1

|y| dy;

(d) fX/Y (w) =
∫ +∞
−∞ fX,Y (x, x/w)× |x|

w2 dx =
∫ +∞
−∞ fX,Y (wy, y)× |y| dy.

Use para o efeito a v.a. auxiliar Y ou outra(s) que entender mais conveniente. •

Teorema 2.153 — F.d.p. de uma transformação, com um número finito de

inversas, de um vector aleatório absolutamente cont́ınuo (Rohatgi, 1976, pp.

136–137)

Assuma as condições do Teorema 2.147 e suponha que:

• para cada y ∈ IRY ⊂ IRn, a transformação g possui um número finito k = k(y) de

inversas;

• IRX ⊂ IRn pode ser particionado em k conjuntos disjuntos, A1, . . . , Ak, tais que a

transformação g de Ai (i = 1, . . . , k) para IRn, seja ela g
i
, é bijectiva e possui inversa

g−1
i

= (g−1
1 i (y), . . . , g−1

n i (y)), i = 1, . . . , k;

• as primeiras derivadas parciais de g−1
i

existem, são cont́ınuas e que cada jacobiano

Ji(y) =

∣∣∣∣∣∣∣∣∣∣

∂g−1
1 i (y)

∂y1
. . .

∂g−1
1 i (y)

∂yn
... . . .

...
∂g−1

n i (y)

∂y1
. . .

∂g−1
n i (y)

∂yn

∣∣∣∣∣∣∣∣∣∣

)= 0, (2.167)

para y = (y1, . . . , yd) no contradomı́nio da transformação g
i
.

215



Então o vector aleatório Y = (Y1, . . . , Yn) é absolutamente cont́ınuo e possui f.d.p.

conjunta

fY (y) =
k∑

i=1

fX

[
g−1

i
(y)

]
× |Ji(y)|, (2.168)

para y = (y1, . . . , yn) ∈ IRY . •

Exerćıcio 2.154 — F.d.p. conjunta de uma transformação de um par aleatório

absolutamente cont́ınuo

Sejam:

• R uma v.a. com f.d.p.

fR(r) =






r
σ2 × exp

(
− r2

2σ2

)
, r > 0

0, c.c.
(2.169)

• Θ ∼ Uniforme(−π, π) uma v.a. independente de R.

Mostre que R × cos Θ e R × sin Θ são v.a. independentes com distribuição comum

Normal(0, σ2). •

Exerćıcio 2.155 — F.d.p. conjunta de uma transformação de duas v.a.

independentes absolutamente cont́ınuas (bis)

Considere Xi
i.i.d.∼ Uniforme(0, 1), i = 1, 2 e uma sua transformação muito utilizada na

prática e denominada de transformação de Box-Müller:




Y1 = (−2 ln X1)

1/2 × cos (2πX2)

Y2 = (−2 ln X1)
1/2 × sin (2πX2) .

(2.170)

(a) Obtenha a f.d.p. conjunta de (Y1, Y2), bem como as f.d.p. marginais de Y1 e Y2.

(b) Qual o interesse prático desta transformação?

(c) Serão Y1 e Y2 duas v.a. independentes? •
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2.5 Distribuições multinomial e normal bivariada

Apresentamos de seguida a generalização da

• distribuição binomial, essencial para caracterizar conjuntamente o vector com os

números de ocorrências de d tipos em n provas independentes,

bem como a generalização da

• distribuição normal a IR2.

2.5.1 Distribuição multinomial

Motivação 2.156 — Distribuição multinomial

(http://en.wikipedia.org/wiki/Multinomial distribution)

A distribuição multinomial é a generalização da distribuição binomial quando se lida não

com dois tipos de eventos — um sucesso que ocorre com probabilidade p e um insucesso

com probabilidade 1 − p — mas sim com d eventos disjuntos cujas probabilidades são

p1, . . . , pd e são tais que p1, . . . , pd ≥ 0 e
∑d

i=1 pi = 1. •

Definição 2.157 — Distribuição multinomial (Johnson and Kotz, 1969, p. 281)

Considere uma sequência of n provas independentes tais que, em cada uma delas,

• ocorre somente um de d eventos disjuntos E1, . . . , Ed e a probabilidade de ocorrência

do evento Ei é igual a pi, onde pi ∈ [0, 1], i = 1, . . . , d, e
∑d

i=1 pi = 1.

Então a f.p. conjunta das v.a. N1, . . . , Nd, que representam as frequências absolutas dos

eventos E1, . . . , Ed (respectivamente) no total de n provas independentes, é definida por

P (N1 = n1, . . . , Nd = nd) =
n!

∏d
i=1 ni!

×
d∏

i=1

pni
i , (2.171)

para ni ∈ IN0, i = 1, . . . , d, tais que
∑d

i=1 ni = n.

O vector d− dimensional N = (N1, . . . , Nd) diz-se com distribuição multinomial com

parâmetros n e p = (p1, . . . , pd) — escrevendo-se neste caso N ∼ Multinomiald−1(n, p =

(p1, . . . , pd)).23 •
23O ı́ndice d − 1 deve-se ao facto de a v.a. Nd (ou qualquer outra componente de N) ser redundante:

Nd = n−
∑d−1

i=1 Ni.
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Notas 2.158 — Distribuição multinomial (Johnson and Kotz, 1969, p. 281)

• Casos especiais da distribuição multinomial:

(a) Multinomial2−1(n, p = (p, 1− p)) ∼ Binomial(n, p);

(b) Multinomial2−1(n = 1, p = (p, 1− p)) ∼ Bernoulli(p);

(c) Multinomiald−1(n = 1, p) ∼ Bernoullid−1(p).

• É curioso notar que J. Bernoulli (1654–1705), que trabalhou com a distribuição

binomial, também chegou a usar a distribuição multinomial. •

Exerćıcio 2.159 — F.p. distribuição multinomial

(http://en.wikipedia.org/wiki/Multinomial distribution)

Numa eleição envolvendo 3 candidat@s e milhões de votantes, @s candidat@s A, B e C

obtiveram 20%, 30% e 50% dos votos, respectivamente.

Qual é a probabilidade de se obter exactamente um@ apoiante d@ candidat@ A,

dois apoiantes d@ candidat@ B e três apoiantes d@ candidat@ C, caso se seleccione

aleatoriamente uma amostra de seis votantes? •

Proposição 2.160 — F.g.m. conjunta da distribuição multinomial (Murteira,

1979, p. 253)

Seja (N1, . . . , Nd) ∼ Multinomiald−1(n, p). Tratando-se Nd = n − ∑d−1
i=1 Ni de uma v.a.

redundante, a f.g.m. conjunta de (N1, . . . , Nd) é definida por:

MN1,...,Nd−1
(t1, . . . , td−1) = E

[

exp

(
d−1∑

i=1

tiNi

)]

=

[(
d−1∑

i=1

pi e
ti

)

+ pd

]n

. (2.172)

•

Nota 2.161 — F.g.m. conjunta da distribuição multinomial; teorema

multinomial (http://en.wikipedia.org/wiki/Multinomial theorem)

Para derivar a f.g.m. conjunta da distribuição multinomial é essencial ter presente o

teorema multinomial. Sejam d um inteiro positivo e n um inteiro não negativo, então

(x1 + . . . + xd)
n =

∑

{(n1,...,nd)∈INd
0 :

∑d

i=1
ni=n}

n!
∏d

i=1 ni!
×

d∏

i=1

xni
i , (2.173)

•
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Exemplo 2.162 — F.g.m. conjunta da distribuição multinomial

Demonstre a Proposição 2.160 tirando partido do teorema multinomial.24

• Demonstração

Notando que as somas abaixo dizem respeito a {(n1, . . . , nd) ∈ INd
0 :

∑d
i=1 ni = n}

e relembrando o teorema multinomial, obtém-se sucessivamente:

MN1,...,Nd−1
(t1, . . . , td−1) = E

[

exp

(
d−1∑

i=1

tiNi

)]

=
∑

(n1,...,nd)

exp

(
d−1∑

i=1

tini

)

× n!
∏d

i=1 ni!
×

d∏

i=1

pni
i ,

=
∑

(n1,...,nd)

n!
∏d

i=1 ni!
×

[
d−1∏

i=1

(
pie

ti
)ni

]

× pnd
d ,

=

[(
d−1∑

i=1

pi e
ti

)

+ pd

]n

. (2.174)

•

Proposição 2.163 — Vector de valores esperados, matriz de covariância e

matriz de correlação de uma distribuição multinomial (Johnson and Kotz, 1969,

p. 284; http://en.wikipedia.org/wiki/Multinomial distribution)

Seja (N1, . . . , Nd) ∼ Multinomiald−1(n, p). Então:

• o vector de valores esperados possui entradas

E(Ni) = n pi, i = 1, . . . , d; (2.175)

• as entradas da diagonal da matriz de covariância são iguais a

V (Ni) = n pi (1− pi), i = 1, . . . , d, (2.176)

e as restantes entradas desta matriz dadas por

Cov(Ni, Nj) = −n pi pj, i, j = 1, . . . , d, i )= j; (2.177)

24Pode encontrar-se a derivação deste resultado em Murteira (1979, p. 253).
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• as entradas da diagonal da matriz de correlação são, obviamente, iguais a 1 e as

restantes entradas da matriz de correlação iguais a

Corr(Ni, Nj) = −
√

pi pj

(1− pi) (1− pj)
, i, j = 1, . . . , d, i )= j. (2.178)

•

Notas 2.164 — Vector de valores esperados, matriz de covariância e matriz

de correlação de uma distribuição multinomial (Johnson and Kotz, 1969, p. 284;

http://en.wikipedia.org/wiki/Multinomial distribution)

• Todas as covariâncias são negativas porque, para n fixo, um aumento em uma das

componentes do vector multinomial requer uma diminuição em pelo menos uma das

restantes componentes.

• A matriz de covariância é semi-definida positiva e possui dimensão d × d e

caracteŕıstica d− 1.

• Note-se que o número de provas não consta da expressão das entradas da matriz de

correlação. •

Exemplo/Exerćıcio 2.165 — Vector de valores esperados, matriz de

covariância e matriz de correlação de uma distribuição multinomial

Deduza os resultados enunciados na Proposição 2.163.

• Dedução de E(Ni)

Ao ter-se presente o resultado (2.105), a expressão da f.g.m. conjunta de (N1, . . . , Nd)

em (2.172) e o facto de
∑d

k=1 pk = 1, conclui-se que, para i fixo (i = 1, . . . , d− 1),

E(Ni) =
∂MN1,...,Nd−1

(t1, . . . , td−1)

∂ti

∣∣∣∣∣
(t1,...,td−1)=(0,...,0)

=
∂

[(∑d−1
k=1 pk etk

)
+ pd

]n

∂ti

∣∣∣∣∣∣
(t1,...,td−1)=(0,...,0)

= n pi e
ti ×

[(
d−1∑

k=1

pk etk

)

+ pd

]n−1
∣∣∣∣∣∣
(t1,...,td−1)=(0,...,0)

= n pi ×
(

d−1∑

k=1

pk + pd

)n−1

= n pi. (2.179)
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Note-se também que Nd = n−∑d−1
i=1 Ni. Assim,

E(Nd) = E

(

n−
d−1∑

i=1

Ni

)

= n−
d−1∑

i=1

E(Ni)

= n

(

1−
d−1∑

i=1

pi

)

= n pd. (2.180)

• Dedução de V (Ni)

• Dedução de Cov(Ni, Nj).

– Momento conjunto de ordem (1, 1)

Recorrendo de novo a (2.105) e à expressão de MN1,...,Nd
(t1, . . . , td−1), tem-se,

para i )= j,

E(Ni ×Nj) =
∂2MN1,...,Nd−1

(t1, . . . , td−1)

∂ti∂tj

∣∣∣∣∣
(t1,...,td−1)=(0,...,0)

=
∂

∂ti




n pj etj ×
[(

d−1∑

k=1

pk etk

)

+ pd

]n−1





∣∣∣∣∣∣
(t1,...,td−1)=(0,...,0)

= n pj etj × (n− 1) pi e
ti

×
[(

d−1∑

k=1

pk etk

)

+ pd

]n−2
∣∣∣∣∣∣
(t1,...,td−1)=(0,...,0)

= n(n− 1) pipj ×
(

d−1∑

k=1

pk + pd

)n−2

= n(n− 1) pi pj (2.181)

– Covariância entre Ni e Nj

Cov(Ni, Nj) = E(Ni ×Nj)− E(Ni)× E(Nj)

= n(n− 1) pi pj − n pi × n pj

= −n pi pj. (2.182)

• Dedução de Corr(Ni, Nj)

•
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Exerćıcio 2.166 — Vector de valores esperados, matriz de covariância e matriz

de correlação de uma distribuição multinomial (bis)

Use a Proposição 2.163 para obter o vector de valores esperados, a matriz de covariância

e a matriz de correlação do vector multinomial definido no Exerćıcio 2.159. •

Pode recorrer-se à f.g.m. conjunta de (N1, . . . , Nd) ∼ Multinomiald−1(n, p) para obter

as distribuições marginais unidimensionais. Com efeito, para i fixo (i = 1, . . . , d − 1),

tem-se

MNi(ti) = MN1,...,Ni−1,Ni,Ni+1,...,Nd−1
(0, . . . , 0, ti, 0, . . . , 0)

=








i−1∑

k=1

pk + pi e
ti +

d−1∑

k=i+1

pk



 + pd




n

=
[
pi e

ti + (1− pi)
]n

= MBinomial(n,pi)(ti). (2.183)

Proposição 2.167 — Distribuições marginais unidimensionais no contexto

multinomial (Johnson and Kotz, 1969, p. 281)

Seja (N1, . . . , Nd) ∼ Multinomiald−1(n, p). Então

Ni ∼ Binomial(n, pi). (2.184)

para i = 1, . . . , d. •

Recorrendo mais uma vez à f.g.m. conjunta de (N1, . . . , Nd) ∼ Multinomiald−1(n, p),

obtém-se a distribuição de N−j = (N1, . . . , Nj−1, Nj+1, . . . , Nd).

Proposição 2.168 — Uma distribuição marginal não unidimensional no

contexto multinomial

Sejam:

• N = (N1, . . . , Nd) ∼ Multinomiald−1(n, p);

• N−j = (N1, . . . , Nj−1, Nj+1, . . . , Nd).

Então

N−j ∼ Multinomiald−2(n, p−j
), (2.185)

onde p−j
= (p1, . . . , pj−1, pj+1, . . . , pd−1, pj + pd). •

222



Exemplo 2.169 — Uma distribuição marginal não unidimensional no contexto

multinomial

Prove a Proposição 2.168.

• Dedução da distribuição de N−j

Recorra-se de novo a f.g.m. conjunta de N = (N1, . . . , Nd) ∼ Multinomiald−1(n, p),

desta feita para obter a f.g.m. conjunta de N−j = (N1, . . . , Nj−1, Nj+1, . . . , Nd):

MN1,...,Nj−1,Nj+1,...,Nd−1
(t1, . . . , tj−1, tj+1, . . . , td−1)

= MN1,...,Nj−1,Nj ,Nj+1,...,Nd−1
(t1, . . . , tj−1, 0, tj+1, . . . , td−1)

=
[(∑j−1

i=1 pi eti +
∑d−1

i=j+1 pi eti
)

+ (pj + pd)
]n

• Conclusão

N−j = (N1, . . . , Nj−1, Nj+1, . . . , Nd) ∼ Multinomiald−2(n, p−j
), onde p−j

=

(p1, . . . , pj−1, pj+1, . . . , pd−1, pj + pd). •

É costume lidar com a distribuição de N−j condicional à observação do evento {Nj =

nj}, que diz respeito à componente de N que foi eliminada daquele vector aleatório.

Proposição 2.170 — Uma distribuição condicional no contexto multinomial

Sejam:

• N = (N1, . . . , Nd) ∼ Multinomiald−1(n, p);

• N−j = (N1, . . . , Nj−1, Nj+1, . . . , Nd).

Então

N−j|Nj = nj ∼ Multinomiald−2(n− nj, p−j|j), (2.186)

onde

p−j|j =

(
p1

1− pj
, . . . ,

pj−1

1− pj
,

pj+1

1− pj
, . . . ,

pd−1

1− pj
,

pd

1− pj

)

. (2.187)

•

Exerćıcio 2.171 — Uma distribuição condicional no contexto multinomial

Prove a Proposição 2.170. •
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Exerćıcio 2.172 — Distribuição multinomial e suas marginais e condicionais

Numa transmissão digital de mensagens (de comprimento fixo) sabe-se que as

probabilidades de que uma mensagem sofra distorsão elevada, média ou baixa são 0.01,

0.04 e 0.95, respectivamente. Admita-se que as distorsões ocorrem de forma independente.

Suponha que são transmitidas 20 mensagens e considere as seguintes variáveis

aleatórias:

• N1 = número de mensagens (em 20) que chegaram com distorsão elevada;

• N2 = número de mensagens (em 20) que chegaram com distorsão média;

• N3 = número de mensagens (em 20) que chegaram com distorsão baixa.

Responda às questões seguintes:

(a) Indique a distribuição do vector aleatório (N1, N2, N3) e calcule o respectivo valor

esperado e matriz de covariância.

(b) Calcule:

(i) P (N1 = 2);

(ii) P (N1 = 0, N2 = 1, N3 = 19);

(iii) P (N3 = 18|N2 = 0). •
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2.5.2 Distribuição normal bivariada

Motivação 2.173 — Distribuição normal bivariada

Já referimos que raramente estamos interessados em v.a. unidimensionais. E se por

um lado estamos à procura de modelos (de correlação) multivariados (absolutamente

cont́ınuos), por outro lado pretendemos que tais modelos sejam relativamente tratáveis

e que permitam efectuar inferências. O modelo normal bivariado é disso um exemplo.

Mais, este modelo permite considerar um modelo de regressão bem mais realista que o

até agora estudado, em que se admitiu que a variável explicativa é uma variável não

aleatória perfeitamente controlável. •

Definição 2.174 — Distribuição normal bivariada (Murteira, 1979, pp. 284–285;

Soares, 2007)

O par aleatório (X1, X2) com f.d.p. conjunta

fX1,X2(x1, x2) =
1

2πσ1σ2

√
1− ρ2

exp

{

− 1

2(1− ρ2)

[(
x1 − µ1

σ1

)2

−2ρ
(

x1 − µ1

σ1

) (
x2 − µ2

σ2

)
+

(
x2 − µ2

σ2

)2
]}

, (2.188)

onde (x1, x2) ∈ IR2, diz-se com distribuição normal bivariada com parâmetros:

• µ1, µ2 (µ1, µ2 ∈ IR); σ1, σ2 (σ1, σ2 ∈ IR+); ρ (|ρ| < 1). •

Nota 2.175 — Distribuição normal bivariada (Karr, 1993, pp. 126–127; Soares,

2007)

Ao considerar-se x = (x1, x2),

µ =



 µ1

µ2



 e Σ =



 σ2
1 ρσ1σ2

ρσ1σ2 σ2
2



 , (2.189)

facilmente se demonstra (prove!) que a f.d.p. conjunta de (X1, X2) em (2.188) se pode

escrever de forma mais compacta:

fX(x) =
1

(2π)× |Σ| 12
× exp

[
−1

2
(x− µ),Σ−1(x− µ)

]
, x ∈ IR2. (2.190)

Ao reportarmo-nos à distribuição do par aleatório X, escreveremos

X ∼ Normal2(µ, Σ), (2.191)

onde µ e Σ representam o vector de valores esperados e a matriz de covariância,

respectivamente. •
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Situação Gráfico e curvas de ńıvel da f.d.p. conjunta da normal bivariada
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Exerćıcio 2.176 — Representação da f.d.p. conjunta de normal bivariada

Tire partido do código seguinte para o Mathematica para esboçar gráficos da f.d.p.

conjunta da normal bivariada similares aos que se encontram na página seguinte.
<< Statistics‘MultinormalDistribution‘
mu = {0, 0};
sigma = {{1, 0}, {0, 1}};
ndist = MultinormalDistribution[mu, sigma];
f[x1 , x2 ] = PDF[ndist, {x1, x2}];
p1 = Plot3D[f[x1, x2], {x1, -3, 3}, {x2, -3, 3}, PlotRange ->All, AxesLabel ->
{”x1”, ”x2”, ””}]
p2 = ContourPlot[f[x1, x2], {x1, -3, 3}, {x2, -3, 3}, ContourLines -> False]

Show[GraphicsArray[{p1, p2}, GraphicsSpacing -> .1]] •

Seguem-se algumas propriedades da distribuição normal bivariada.

Proposição 2.177 — F.g.m. conjunta da distribuição normal bivariada

(Murteira, 1979, p. 286)

Seja (X1, X2) ∼ Normal2(µ, Σ). Então a f.g.m. conjunta de (X1, X2) é dada por

MX1,X2(t1, t2) = exp
[
(µ1t1 + µ2t2) +

1

2

(
σ2

1t
2
1 + 2ρσ1σ2t1t2 + σ2

2t
2
2

)]
, (2.192)

para (t1, t2) ∈ IR2. •

Exerćıcio 2.178 — F.g.m. conjunta da distribuição normal bivariada

Prove a Proposição 2.177 (ver Murteira, 1979, p. 286). •

Exemplo/Exerćıcio 2.179 — F.g.m. conjunta da distribuição normal bivariada;

obtenção de diversos momentos (Soares, 2007)

Seja (X1, X2) ∼ Normal2(µ, Σ).

Recorra à f.g.m. conjunta de (X1, X2) para provar que:

(a) E(Xi) = µi, i = 1, 2;

• Par aleatório

(X1, X2)
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• F.g.m. conjunta

MX1,X2(t1, t2) = exp
[
(µ1t1 + µ2t2) + 1

2 (σ2
1t

2
1 + 2ρσ1σ2t1t2 + σ2

2t
2
2)

]
, (t1, t2) ∈ IR2

• Valor esperado de X1

Tendo em conta o resultado (2.105) e a expressão de MX1,X2(t1, t2), podemos

adiantar que

E(X1) =
∂MX1,X2(t1, t2)

∂t1

∣∣∣∣∣
(t1,t2)=(0,0)

=
(
µ1 + σ2

1t1 + ρσ1σ2t2
)
×MX1,X2(t1, t2)

∣∣∣
(t1,t2)=(0,0)

= µ1 (2.193)

• Valor esperado de X2

Obtém-se de modo análogo.

(b) V (Xi) = σ2
i , i = 1, 2;

(c) Cov(X1, X2) = ρσ1σ2.

• Momento conjunto de ordem (1, 1)

Recorrendo mais uma vez ao resultado (2.105) e à expressão de MX1,X2(t1, t2),

conclui-se que

E(X1X2) =
∂2MX1,X2(t1, t2)

∂t1∂t2

∣∣∣∣∣
(t1,t2)=(0,0)

=
∂

∂t1

[(
µ2 + ρσ1σ2t1 + σ2

2t2
)
×MX1,X2(t1, t2)

]∣∣∣∣∣
(t1,t2)=(0,0)

= [ρσ1σ2 ×MX1,X2(t1, t2)]|(t1,t2)=(0,0)

+

[(
µ2 + ρσ1σ2t1 + σ2

2t2
)
× ∂

∂t1
MX1,X2(t1, t2)

]∣∣∣∣∣
(t1,t2)=(0,0)

= ρσ1σ2 + µ2µ1 (2.194)

• Covariância entre X1 e X2

Cov(X1, X2) = E(X1X2)− E(X1)E(X2)

= (ρσ1σ2 + µ2µ1)− µ1µ2

= ρσ1σ2. (2.195)

(d) Corr(X1, X2) = ρ. •
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A distribuição marginal de Xi, i = 1, 2, adivinha-se Normal(µi, σ2
i ).

Proposição 2.180 — Distribuições e momentos marginais no contexto normal

bivariado (Tong, 1990, p. 8)

Seja (X1, X2) um par aleatório com distribuição normal bivariada com parâmetros

µ =



 µ1

µ2



 e Σ =



 σ2
1 ρσ1σ2

ρσ1σ2 σ2
2



 .

Então

Xi ∼ Normal(µi, σ
2
i ), i = 1, 2. (2.196)

Na figura seguinte25 estão representadas as distribuições marginais de um par aleatório

com distribuição normal bivariada:

•

Exemplo/Exerćıcio 2.181 — Distribuições e momentos marginais no contexto

normal bivariado

(a) Prove a Proposição 2.180.

• F.g.m. conjunta do par aleatório (X1, X2)

MX1,X2(t1, t2) = exp
[
(µ1t1 + µ2t2) + 1

2 (σ2
1t

2
1 + 2ρσ1σ2t1t2 + σ2

2t
2
2)

]
, (t1, t2) ∈ IR2

• F.g.m. (marginal) de X1

MX1(t1) = MX1,X2(t1, 0)

= exp
[
(µ1t1 + 0) +

1

2

(
σ2

1t
2
1 + 0 + 0

)]

= exp
(
µ1t1 +

1

2
σ2

1t
2
1

)

= MNormal(µ1,σ2
1)(t1), t1 ∈ IR (2.197)

25Fonte: http://www.aiaccess.net/English/Glossaries/GlosMod/e gm multinormal distri.htm.
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• Distribuição marginal de X1

X1 ∼ Normal(µ1, σ2
1)

• Notas

A distribuição marginal de X2 obtém-se de modo análogo (derive-a).

Escusado será dizer que a identificação da distribuição marginal de X1 pela via

das f.g.m. é de longe mais conveniente que o cálculo da f.d.p. marginal de X1:

fX1(x1) =
∫ +∞

−∞
fX1,X2(x1, x2) dx2. (2.198)

(b) Derive a f.d.p. marginal de X1 calculando o integral em (2.198). •

Corolário 2.182 — Correlação e independência no contexto da normal

bivariada (Tong, 1990, p. 8)

Seja (X1, X2) ∼ Normal2(µ, Σ).

Então X1 e X2 são independentes sse ρ = 0. •

Exemplo/Exerćıcio 2.183 — Correlação e independência no contexto da

normal bivariada

Demonstre o Corolário 2.182.

• Demonstração da suficiência (⇒)

A suficiência é trivial.

• Demonstração da condição necessária (⇐)

A condição necessária (⇐) segue facilmente, bastando que se substitua ρ por zero

na expressão da f.d.p. conjunta e se constate que esta se factoriza... •

Teorema 2.184 — Distribuições condicionais no contexto da normal bivariada

(Tong, 1990, p. 8)

Seja X ∼ Normal2(µ, Σ) com µ e Σ definidos tal como em (2.189).

Caso |ρ| < 1 a distribuição de X1 condicional a {X2 = x} é dada por

X1|X2 = x ∼ Normal
(
µ1 +

ρσ1

σ2
(x− µ2), σ2

1(1− ρ2)
)

. (2.199)

•
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Nota 2.185 — Distribuições condicionais no contexto da normal bivariada

O gráfico da f.d.p. de X1 (resp. X2) condicional a X2 = x (resp. X1 = x) obtém-se

efectuando um corte vertical ao gráfico de f(X1,X2)(x1, x2), paralelo ao eixo x1 (resp. x2)

que passa pelo ponto (0, x) (resp. (x, 0)).
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Para além do gráfico da f.d.p. conjunta de (X1, X2), na figura acima vislumbram-se os

gráficos das f.d.p. de X1|X2 = −1 e de X2|X1 = 1 .

A figura seguinte26 ilustra a distribuição condicional de Y |X = x0 quando o par

aleatório (X, Y ) possui distribuição normal bivariada:

•

Exemplo 2.186 — Distribuições condicionais no contexto da normal bivariada

Considere que o par aleatório (X1, X2) possui distribuição normal bivariada com µ1 = 5,

µ2 = 10, σ2
1 = 1 e σ2

2 = 25.

Determine o coeficiente de correlação entre X1 e X2, ρ, sabendo que P (4 < X2 <

16|X1 = 5) = 0.954.

• Par aleatório

(X1, X2)

• Distribuição

(X1, X2) ∼ Normal2(µ, Σ)

26Dispońıvel em http://www.aiaccess.net/English/Glossaries/GlosMod/e gm multinormal distri.htm.
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• Parâmetros

µ =



 µ1

µ2



 =



 5

10





Σ =



 σ2
1 ρ× σ1 × σ2

ρ× σ1 × σ2 σ2
2



 =



 12 ρ× 1× 5

ρ× 1× 5 52



 ,

onde, recorde-se, ρ representa o coeficiente de correlação entre X1 e X2.

• Distribuição de X2 condicional a {X1 = 5}

De acordo com o Teorema 2.184, tem-se

X1|X2 = x ∼ Normal
(
µ1 +

ρσ1

σ2
(x− µ2), σ2

1(1− ρ2)
)

.

Do mesmo modo se conclui que:

X2|X1 = x ∼ Normal
(
µ2 +

ρσ2

σ1
(x− µ1), σ2

2(1− ρ2)
)

(2.200)

X2|X1 = 5 ∼ Normal
(
10 +

ρ× 5

1
(5− 5), 25(1− ρ2)

)

∼ Normal
(
10, 25(1− ρ2)

)
(2.201)

• Obtenção de ρ

O coeficiente de correlação entre X1 e X2, ρ, é tal que:

P (4 < X2 < 16|X1 = 5) = 0.954

FX2|X1=5(16)− FX2|X1=5(4) = 0.954

Φ
[

16−E(X2|X1=5)√
V (X2|X1=5)

]
− Φ

[
4−E(X2|X1=5)√

V (X2|X1=5)

]
= 0.954

Φ
(

6

5
√

1−ρ2

)
− Φ

(
− 6

5
√

1−ρ2

)
= 0.954

Φ
(

6

5
√

1−ρ2

)
= 1+0.954

2

6

5
√

1−ρ2
= Φ−1(0.977)

1− ρ2 =
(

6
5×1.9954

)2

ρ = ±0.7990.

(2.202)

•
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Exerćıcio 2.187 — Distribuições condicionais no contexto da normal bivariada

A massa muscular de um adulto decresce, em geral, com a idade. Com base num estudo,

uma nutricionista de renome afirmou que a idade (X1) e a medida da massa muscular (X2)

de mulheres com idades entre os 40 e 79 anos constituem par aleatório com distribuição

Normal2(µ, Σ) onde

µ =



 60.4375

86.1875



 e Σ =



 122.8711 −125.7695

−125.7695 189.6523



 .

(a) Elabore o gráfico da f.d.p. conjunta.

(b) Considere que foi seleccionada uma mulher com 50 anos. Qual o valor esperado da

respectiva medida da massa muscular?

(c) Elabore o gráfico da f.d.p. de X2|X1 = 50.

(d) Obtenha e comente o valor obtido para a correlação entre a idade e a medida da

massa muscular. •

Exerćıcio 2.188 — Distribuições condicionais no contexto da normal bivariada

(bis)27

Na sequência de um estudo laboratorial, uma licenciada em Farmácia afirmou que o

logaritmo das doses de insulina administradas (X1) e a queda na quantidade de açúcar

no sangue depois de um peŕıodo fixo de tempo (X2) constituem um par aleatório com

distribuição normal bivariada com vector de valores esperados e matriz de covariância

µ =



 0.56

53



 e Σ =



 0.027 2.417

2.417 407.833



 .

(a) Determine a probabilidade de a queda da quantidade de açúcar no sangue exceder

70, sabendo que o logaritmo da dose administrada é igual a 0.5.

(b) Calcule o logaritmo da dose a administrar de modo a que o valor esperado da queda

da quantidade de açúcar no sangue seja igual a 70.

(c) Calcule o logaritmo da dose a administrar de forma a que a probabilidade de a queda

da quantidade de açúcar no sangue não exceder 70 unidades seja igual a 0.6.

27Provas de CPE de 2008/09.
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(d) Admita agora que

µ =



 0.56

53



 e Σ =



 0.027 ρ×
√

0.027× 407.833

ρ×
√

0.027× 407.833 407.833



 ,

onde ρ representa o coeficiente de correlação entre X1 e X2.

Para que valor da correlação será a mediana da queda da quantidade de açúcar no

sangue igual a 60 unidades quando o logaritmo da dose administrada é igual a 0.7 ? •

Nota 2.189 — Distribuições condicionais no contexto da normal bivariada

É conveniente notar que

X2|X1 = x ∼ Normal
(
µ2 +

ρσ2

σ1
(x− µ1), σ2

2(1− ρ2)
)

∼ Normal

(

µ2 +
ρσ1σ2

σ2
1

(x− µ1), σ2
2

[

1− (ρσ1σ2)2

σ2
1σ

2
2

])

. (2.203)

•

Teorema 2.190 — Distribuição e momentos de uma transformação linear de

uma normal bivariada (Tong, 1990, p. 32, Theorem 3.3.3)28

Sejam:

• X ∼ Normal2(µ, ΣΣ);

• C = [cij] uma matriz k × 2 real;

• b um vector k × 1 real.

Então

Y = CX + b ∼ Normalk(Cµ + b,CΣΣC,). (2.204)

Assim sendo, para k = 1, C = [c1 c2] e b = [0 0],,

Y =
2∑

i=1

ci ×Xi ∼ Normal

(
2∑

i=1

ci × µi,
2∑

i=1

c2
i ×Xi + 2c1c2cov(X1, X2)

)

. (2.205)

•

28O enunciado deste Teorema 3.3.3 diz respeito a uma normal d−variada; neste enunciado considera-se
d = 2. Nesta mesma referência pode encontrar-se a f.d.p. de uma normal multivariada.
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Exerćıcio 2.191 — Distribuição e momentos de uma transformação linear de

uma normal bivariada29

A influência da tiroxina no crescimento de cobaias foi objecto de estudo numa investigação

biológica, tendo-se decidido por uma distribuição normal bivariada, com vector de valores

esperados e matriz de covariâncias

µ =



 55.57

75.86



 e Σ =



 7.6735 13.6531

13.6531 35.5510





(respectivamente), para descrever o comportamento conjunto do peso inicial

(X, em gramas) e do peso após uma semana (Y, em gramas).

Qual a probabilidade de a utilização da tiroxina provocar um aumento superior a 50%

do peso inicial das cobaias? •
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Caṕıtulo 3

Amostragem aleatória

Motivação 3.1 — Amostragem aleatória

Para que as inferências sejam rigorosas1 é natural exigir que o processo de recolha de

informação seja baseado (total ou parcialmente) na intervenção do acaso. •

Definição 3.2 — Amostra aleatória

Sejam:

• X uma v.a. de interesse;

• Xi
i.i.d.∼ X, i = 1, . . . , n (n ∈ IN).

Então o vector aleatório

• X = (X1, . . . , Xn) diz-se uma amostra aleatória (a.a.) de dimensão n proveniente

da população X.2 •

Definição 3.3 — Amostra

À observação particular da a.a. X = (X1, . . . , Xn) dá-se o nome de amostra e representa-se

por x = (x1, . . . , xn). •

1Ou por outra: para que às inferências esteja associado um “pequeno”grau de incerteza, incerteza esta
que será quantificada probabilisticamente.

2Talvez fosse mais razoável referirmo-nos a uma a.a. de dimensão n respeitante à v.a. de interesse X.
Há, no entanto, autores que designam X indistintamente de população e de v.a. de interesse.
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Nota 3.4 — Amostra aleatória e amostra

Convém recordar que:

• a a.a. X = (X1, . . . , Xn) é um vector aleatório n−dimensional;

• o mesmo não acontece com a amostra x = (x1, . . . , xn) que não passa de um vector

de IRn. •

Proposição 3.5 — Caracterização da amostra aleatória

Pelo facto de a a.a. ser constitúıda por n v.a. i.i.d. a X, a caracterização probabiĺıstica

da a.a. X = (X1, . . . , Xn) faz-se sem grande dificuldade. Com efeito tem-se para o:

• caso discreto — f.p. conjunta de X

P (X = x) = P (X1 = x1, . . . , Xn = xn)
Xi indep.

= P (X1 = x1)× . . .× P (Xn = xn)

=
n∏

i=1

P (Xi = xi)

Xi∼X
=

n∏

i=1

P (X = xi) (3.1)

• caso cont́ınuo — f.d.p. conjunta de X

fX(x) = fX1,...,Xn(x1, . . . , xn)
Xi indep.

= fX1(x1)× . . .× fXn(xn)

=
n∏

i=1

fXi(xi)

Xi∼X
=

n∏

i=1

fX(xi). (3.2)

•

Motivação 3.6 — Estat́ıstica

É fundamental e conveniente condensar/sumariar a amostra (os dados) em medidas

sumárias como a média, o desvio-padrão da amostra ou outras medidas descritivas já

estudadas anteriormente. Estas medidas mais não são que valores particulares de v.a.,

definidas à custa da a.a. e denominadas de estat́ısticas. •
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Definição 3.7 — Estat́ıstica

Seja X = (X1, . . . , Xn) uma a.a. de dimensão n proveniente da população X. Então

• T diz-se uma estat́ıstica, caso se trate de uma função Borel mensurável e exclusiva

da a.a., T = T (X). •

Nota 3.8 — Estat́ıstica

Uma estat́ıstica T = T (X) não depende de qualquer parâmetro desconhecido. •

Exemplo 3.9 — Estat́ısticas

Estat́ıstica Valor observado da estat́ıstica

Mı́nimo da a.a. X(1) = mini=1,...,n Xi mı́nimo da amostra x(1) = mini=1,...,n xi

Máximo da a.a. X(n) = maxi=1,...,n Xi máximo da amostra x(n) = maxi=1,...,n xi

Amplitude da a.a. R = X(n) −X(1) amplitude da amostra r = x(n) − x(1)

Média da a.a. X̄ = 1
n

∑n

i=1
Xi média da amostra x̄ = 1

n

∑n

i=1
xi

Var. corrigida da a.a. S2 = 1
n−1

∑n

i=1
(Xi − X̄)2 var. corrigida da am. s2 = 1

n−1

∑n

i=1
(xi − x̄)2

Var. não corrig. da a.a. (S′)2 = 1
n

∑n

i=1
(Xi − X̄)2 var. não corrig. da am. (s′)2 = 1

n

∑n

i=1
(xi − x̄)2

Na tabela acima condensámos alguns exemplos de estat́ısticas, seus valores particulares e

respectivas designações. (Discuta a utilidade de cada uma destas estat́ısticas!) •

Nas próximas secções iremos procurar adiantar distribuições — ditas amostrais —

exactas ou aproximadas destas e de outras estat́ısticas ou de suas funções, tirando partindo

de técnicas de identificação de distribuições de transformações de vectores aleatórios.3

Escusado será dizer que as distribuições amostrais são de extrema importância quer

em estimação pontual ou intervalar, quer em testes de hipóteses.

As distribuições amostrais de estat́ısticas também se revelarão úteis na modelação de

v.a. que surgem em contextos aplicados como a fiabilidade.

3Importa referir que a identificação de distribuições amostrais exactas nem sempre é tarefa fácil. Basta
pensar na média de a.a. proveniente da população Uniforme(0, 1) ou de outra população pertencente a
famı́lia de distribuições não fechada para a soma de parcelas independentes.

Na impossibilidade de derivar a distribuição exacta devemos identificar e contentarmo-nos com uma
distribuição aproximada.
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3.1 Amostragem aleatória da distribuição normal

No que diz respeito à identificação das distribuições amostrais exactas de estat́ısticas

(ou de suas funções), há vantagens evidentes em trabalhar com uma a.a. proveniente da

população X ∼ Normal(µ, σ2). Senão enunciem-se as quatro seguintes proposições.

Proposição 3.10 — Distribuição amostral da média de a.a. proveniente de

população normal (Murteira, 1980, p. 80)

Sejam:

• X = (X1, . . . , Xn) uma a.a. de dimensão n proveniente da população

X ∼ Normal(µ, σ2);

• X̄ = 1
n

∑n
i=1 Xi a média da a.a.

Então

X̄ ∼ Normal(µ, σ2/n). (3.3)

ou, equivalentemente, X̄−µ
σ/
√

n ∼ Normal(0, 1). •

Nota 3.11 — Distribuição amostral da média de a.a. proveniente de população

normal

O resultado da Proposição 3.10 deve-se ao facto de a combinação linear de normais ainda

possuir distribuição normal.4

Relembre-se também que X̄−µ
σ/
√

n ∼ Normal(0, 1) é uma v.a. fulcral para µ usada na

dedução de intervalos de confiança para o valor esperado de uma população normal com

variância conhecida. •

Exemplo/Exerćıcio 3.12 — Distribuição amostral da média de a.a. proveniente

de população normal

Prove a Proposição 3.10 recorrendo a f.g.m.

• V.a.

Xi
i.i.d.∼ Normal(µ, σ2), i = 1, . . . , n

• Média da a.a.

X̄ = 1
n

∑n
i=1 Xi

4Ou seja, deve-se ao fecho da famı́lia de distribuições normais para combinações lineares.
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• F.g.m. de X̄

Dado que Xi
i.i.d.∼ Normal(µ, σ2), i = 1, . . . , n, pode concluir-se que:

MX̄(t) = E
(
et 1

n

∑n

i=1
Xi

)

=
n∏

i=1

MXi (t/n)

=
[
MNormal(µ,σ2) (t/n)

]n

= exp

{

n×
[

µ× (t/n) +
σ2 × (t/n)2

2

]}

= exp



µt +
(σ/
√

n)
2 × t2

2





= MNormal(µ,σ2/n)(t) (3.4)

• Distribuição amostral de X̄

X̄ ∼ Normal(µ, σ2/n). •

Exerćıcio 3.13 — Distribuição amostral da variância de a.a. proveniente de

população normal

Seja (X1, . . . , Xn) uma a.a. de dimensão n proveniente de uma população normal com

valor esperado nulo e variância unitária. Prove que

Sn =
n∑

i=1

X2
i ∼ χ2

(n), (3.5)

i.e., a f.d.p. de Sn é dada por

fSn(t) =
(1/2)n/2

Γ (n/2)
tn/2−1 e−t/2, t > 0. (3.6)

Para n = 1 basta deduzir a f.d. de X2
1 , derivar a f.d. obtida e deste modo obter a f.d.p.

de S1. Para n = 2, . . . é suficiente recorrer mais uma vez à f.g.m. •

Nota 3.14 — Distribuição amostral da variância de a.a. proveniente de

população normal

O Exerćıcio 3.13 permite concluir que
n∑

i=1

(
Xi − µ

σ

)2

∼ χ2
(n), (3.7)

caso Xi
i.i.d.∼ Normal(µ, σ2), i = 1, . . . , n. •
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Proposição 3.15 — Distribuição amostral da variância de a.a. proveniente de

população normal (Murteira, 1980, p. 82)

Sejam:

• X = (X1, . . . , Xn) uma a.a. de dimensão n proveniente da população

X ∼ Normal(µ, σ2);

• X̄ = 1
n

∑n
i=1 Xi a média da a.a.;

• S2 = 1
n−1

∑n
i=1(Xi − X̄)2 a variância corrigida da a.a.

Então

(n− 1)S2

σ2
∼ χ2

(n−1). (3.8)

•

Nota 3.16 — Distribuição amostral da variância de a.a. proveniente de

população normal

Importa notar que (n−1)S2

σ2 ∼ χ2
(n−1) é v.a. fulcral para σ2 e é à custa dela que obteremos

intervalos de confiança para a variância de uma população normal com valor esperado

desconhecido. •

Curiosamente, é demonstrando a independência entre X̄ e S2 que se prova a Proposição

3.15.

Proposição 3.17 — Independência entre a média e a variância de a.a.

proveniente de população normal (Murteira, 1980, p. 82)

Sejam:

• X = (X1, . . . , Xn) uma a.a. de dimensão n proveniente da população

X ∼ Normal(µ, σ2);

• X̄ = 1
n

∑n
i=1 Xi a média da a.a.;

• S2 = 1
n−1

∑n
i=1(Xi − X̄)2 a variância corrigida da a.a.

Então

X̄ ⊥⊥S2. (3.9)

•
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Nota 3.18 — Independência entre a média e a variância de a.a. proveniente

de população normal (Murteira, 1980, p. 82)

É interessante notar que

• caso se esteja a lidar com uma a.a. X, cuja média X̄ e variância corrigida S2 sejam

independentes, então Xi
i.i.d.∼ Normal(µ, σ2), i = 1, . . . , n.

Assim, a independência entre X̄ e S2 caracteriza a amostragem aleatória da distribuição

Normal. Mais, o facto de X̄ ⊥⊥S2 facilitará, por exemplo, a dedução da distribuição

exacta da v.a. fulcral X̄−µ
S/
√

n , usada na construção de intervalos de confiança para o valor

esperado de população com distribuição normal com variância desconhecida. •

Exemplo/Exerćıcio 3.19 — Independência entre a média e a variância de a.a.

proveniente de população normal (Paulino, 1990, pp. 31–32)

Prove a Proposição 3.17.

• Nota prévia

A independência entre X̄ e S2 prova-se através da seguinte factorização

MX̄,T (t, t) = MX̄,T (t, 0)×MX̄,T (0, t), ∀t ∈ IR, t ∈ IRn, (3.10)

que diz respeito a X̄ = 1
n

∑n
i=1 Xi e T = (X1 − X̄, . . . , Xn − X̄), e onde t ∈ IR,

t = (t1, . . . , tn) e 0 = (0, . . . , 0).

• F.g.m. conjunta de (X̄, T )

Ao considerar-se t̄ = 1
n

∑n
i=1 ti e ao tirar-se partido do facto de se lidar com

Xi
i.i.d.∼ Normal(µ, σ2), i = 1, . . . , n, tem-se sucessivamente:

MX̄,T (t, t1, . . . , tn) = E

{

exp

[

tX̄ +
n∑

i=1

ti(Xi − X̄)

]}

= E

{

exp

[
n∑

i=1

Xi ×
t + n (ti − t̄ )

n

]}

=
n∏

i=1

MXi

[
t + n (ti − t̄ )

n

]

=
n∏

i=1

exp




µ× t + n (ti − t̄ )

n
+

σ2

2
×

[
t + n (ti − t̄ )

n

]2





= exp

[

µt +
(σ/
√

n)2t2

2

]

× exp

[
σ2

2

n∑

i=1

(ti − t̄ )2

]

= MX̄,T (t, 0)×MX̄,T (0, t), ∀t ∈ IR, t ∈ IRn. (3.11)
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• Independência entre X̄ e T

Segue imediatamente da factorização acima.

• Independência entre X̄ e S2

Tendo em conta que X̄ ⊥⊥T , pode invocar-se o teorema dos blocos disjuntos para

afirmar que, para qualquer função g Borel mensurável, se tem X̄ ⊥⊥ g(T ), em

particular que

X̄ ⊥⊥ g(T ) = S2. (3.12)

• Demonstração alternativa

Para uma prova alternativa da independência entre X̄ e S2, consulte-se Murteira

(1980, pp. 80–82). Este autor recorre à transformação de Helmert5 para demonstrar

o resultado. •

Exemplo/Exerćıcio 3.20 — Distribuição amostral da variância da a.a.

proveniente da população normal (Murteira, 1980, pp. 81–82)

Prove a Proposição 3.15.

• V.a.

Xi
i.i.d.∼ Normal(µ, σ2), i = 1, . . . , n

• Resultados auxiliares

X̄−µ
σ/
√

n ∼ Normal(0, 1)
(

X̄−µ
σ/
√

n

)2
∼ χ2

(1)

W =
∑n

i=1

(
Xi−µ

σ

)2
∼ χ2

(n)

• Reescrita de W

Ao somar e subtrair X̄ ao numerador da fracção que define a parcela de W segue-se:

W =
n∑

i=1

(
Xi − X̄ + X̄ − µ

σ

)2

5Para uma descrição do caso tridimensional da transformação de Helmert e das suas aplicações, sugere-
se a leitura de http://en.wikipedia.org/wiki/Helmert transformation
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=
n∑

i=1

(
Xi − X̄

σ

)2

+

(
X̄ − µ

σ/
√

n

)2

=
(n− 1)S2

σ2
+

(
X̄ − µ

σ/
√

n

)2

(3.13)

• Distribuição amostral de (n−1)S2

σ2

Uma vez que X̄ e S2 são v.a. independentes o mesmo acontecerá com as duas

parcelas de W , W1 = (n−1)S2

σ2 e W2 =
(

X̄−µ
σ/
√

n

)2
.

Ora, atendendo ao fecho da famı́lia de distribuições do qui-quadrado para somas de

parcelas independentes (Exerćıcio 3.13), ao facto de W ∼ χ2
(n) e de W2 =

(
X̄−µ
σ/
√

n

)
∼

χ2
(1), só nos resta concluir que:

MW (t) = MW1(t)×MW2(t)

MW1(t) =
Mχ2

(n)
(t)

Mχ2
(1)

(t)

=

(
1
2

1
2 − t

)n−1
2

, t <
1

2

(n− 1)S2

σ2
∼ χ2

(n−1). (3.14)

•

Proposição 3.21 — Distribuição amostral de t-Student (Murteira, 1980, p. 84;

Murteira, 1979, pp. 272–274)

Sejam:

• X = (X1, . . . , Xn) uma a.a. de dimensão n proveniente da população

X ∼ Normal(µ, σ2);

• X̄ = 1
n

∑n
i=1 Xi a média da a.a.;

• S2 = 1
n−1

∑n
i=1(Xi − X̄)2 a variância corrigida da a.a.

Então

X̄ − µ

S/
√

n
∼ t(n−1). (3.15)

•
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Nota 3.22 — Distribuição amostral de t-Student (Murteira, 1980, p. 84)

Durante muito tempo se julgou que X̄−µ
S/
√

n possúısse distribuição Normal(0, 1). Com efeito,

trata-se da distribuição aproximada quando n é suficientemente grande. No entanto, para

amostras pequenas, S2 está sujeito a grandes variações pelo que há grandes discrepâncias

entre a distribuição de X̄−µ
S/
√

n e a distribuição normal padrão, como constatou William

Sealy Gosset no seu trabalho experimental.

Relembre-se que o resultado (3.15) permite obter intervalos de confiança exactos e a

efectuar testes exactos de hipóteses sobre o valor esperado de uma população normal com

variância desconhecida. •

Nota 3.23 — F.d.p. da distribuição de t-Student (Murteira, 1979, p. 272)

Uma v.a. com distribuição de t-Student com n graus de liberdade, X ∼ t(n), possui f.d.p.

dada por

fX(x) =
Γ(n+1

2 )√
nπ Γ(n

2 )

(

1 +
x2

n

)−(n+1
2 )

, x ∈ IR, (3.16)

para qualquer real n > 0.6

Trata-se de f.d.p. simétrica em relação à origem, como ilustram os gráficos das f.d.p.

de v.a. com distribuição t-Student com número de graus de liberdade (degrees of freedom)

iguais a df = 1, 2, 5, +∞ (de baixo para cima).7

•

Nota 3.24 — Momentos da distribuição de t-Student

(http://en.wikipedia.org/wiki/Student’s t-distribution)

Por fX(x) ser uma f.d.p. não só simétrica em relação à origem, como unimodal, segue-se

que me(X) = mo(X) = 0. Atente-se, no entanto, que os momentos nem sempre estão

6Usualmente tomam-se os inteiros positivos.
7Fonte: http://en.wikipedia.org/wiki/Student’s t-distribution
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definidos, dependendo a definição dos mesmos da relação entre a ordem do momento e o

número de graus de liberdade. Por exemplo:

E(X) =





0, n > 1

indefinido, c.c.;
(3.17)

V (X) =






∞, 1 < n ≤ 2
n

n−2 , n > 2

indefinido, c.c.;

(3.18)

É interessante notar ainda que o momento de ordem k, para k ı́mpar e n > k, é E(Xk) = 0

ou não fosse X uma v.a. simétrica em relação à origem. Com efeito, tem-se

E(Xk) =






0, k ı́mpar, 0 < k < n
Γ(n+1

2 )Γ(n−k
2 )

√
πΓ(n

2 )
n

k
2 , k par, 0 < k < n

indefinido, k ı́mpar, k ≥ n

∞, k par, k ≥ n.

(3.19)

Tirando partido das propriedades da função gama, pode simplificar-se a expressão do

momento de ordem k de X ∼ t(n):

E(T k) =
k/2∏

i=1

2i− 1

n− 2i
nk/2, k par, 0 < k < n. (3.20)

Refira-se por fim que:

• o coeficiente de assimetria é igual a SC(X) = 0, para n > 3;

• o coeficiente de achatamento é dado por KC(X) = 6
n−4 , caso n > 4. •

Nota 3.25 — Dois casos especiais da distribuição de t-Student

(http://en.wikipedia.org/wiki/Student’s t-distribution)

Convém notar que a distribuição de Cauchy(0, 1) é um caso particular da distribuição de

t-Student quando o número de graus de liberdade é igual a um, t(1), cuja f.d.p. e f.d. são

dadas por

ft(1)(x) =
1

π(1 + x2)
(3.21)

Ft(1)(x) =
1

2
+

1

π
arctan(x), (3.22)

respectivamente.
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Caso n = 2, tem-se

ft(2)(x) =
1

(2 + x2)3/2
(3.23)

Ft(2)(x) =
1

2

[

1 +
x√

2 + x2

]

. (3.24)

Para mais detalhes sobre a distribuição t-Student recomenda-se a leitura de

http://en.wikipedia.org/wiki/Student’s t-distribution, onde pode ler-se, por exemplo: The

derivation of the t-distribution was first published in 1908 by William Sealy Gosset,

while he worked at a Guinness Brewery in Dublin. Due to proprietary issues, the

paper was written under the pseudonym Student. The t-test and the associated theory

became well-known through the work of R.A. Fisher, who called the distribution “Student’s

distribution”. •

Exemplo/Exerćıcio 3.26 — Distribuição amostral de t-Student (Murteira, 1979,

pp. 272–274)

(a) Demonstre a Proposição 3.21.

• Nota prévia

Na demonstração convém ter em conta que

X̄ − µ

S/
√

n
=

X̄−µ
σ/
√

n√
(n−1)S2

σ2

n−1

, (3.25)

onde, em numerador, temos v.a. com distribuição normal padrão, por sinal

independente do denominador, cuja distribuição se relaciona com a do qui-

quadrado com (n− 1) graus de liberdade.

Para além disso, ao invés de deduzirmos a distribuição exacta de X̄−µ
S/
√

n ,

consideraremos duas v.a. independentes, X ∼ Normal(0, 1) e Y ∼ χ2
(n), e

provaremos que U = X√
Y
n

∼ t(n).

• Par aleatório

(X, Y )

• Distribuições

X ∼ Normal(0, 1)

Y ∼ χ2
(n)

X ⊥⊥ Y
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• F.d.p. marginal de X

fX(x) =
1√
2π

exp

(

−x2

2

)

, x ∈ IR (3.26)

• F.d.p. marginal de Y

fY (y) = fGama(n
2 , 12)

(y)

=

(
1
2

)n
2

Γ
(

n
2

) y
n
2−1 e−

y
2 , y ∈ IR+ (3.27)

• F.d.p. conjunta

fX,Y (x, y) = fX(x)× fY (y) (3.28)

• Contradomı́nio de (X, Y )

IRX,Y = IR× IR+

• Transformação bijectiva de (X, Y )

(U, V ) =
(

X√
Y
n

, Y
)

• Contradomı́nio de (U, V )

IRU,V = IR× IR+

• Transformação inversa





u = x√
y
n

v = y
⇔





x = u

√
v
n

y = v
⇔ g−1(u, v) =

(
u

√
v

n
, v

)

• Jacobiano da transformação inversa

J(u, v) =

∣∣∣∣∣∣

∂x
∂u

∂x
∂v

∂y
∂u

∂y
∂v

∣∣∣∣∣∣

=

∣∣∣∣∣∣∣

∂(u
√

v
n)

∂u

∂(u
√

v
n)

∂v
∂v
∂u

∂v
∂v

∣∣∣∣∣∣∣

=

∣∣∣∣∣∣

√
v
n

u√
n

1
2 v−

1
2

0 1

∣∣∣∣∣∣

=
√

v

n
(3.29)
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• F.d.p. conjunta de (U, V )

fU,V (u, v) = fX,Y

(
u

√
v

n
, v

)
× |J(u, v)|

=
1√
2π

exp



−

(
u

√
v
n

)2

2



×

(
1
2

)n
2

Γ
(

n
2

) v
n
2−1 e−

v
2 ×

√
v

n

=

(
1
2

)n+1
2

√
nπ Γ

(
n
2

) v
n+1

2 −1 e
− 1

2

(
1+u2

n

)
v
, u ∈ IR, v ∈ IR+ (3.30)

• F.d.p. marginal de U = X√
Y
n

fU(u) =
∫ +∞

−∞
fU,V (u, v) dv

=

(
1
2

)n+1
2 Γ

(
n+1

2

) [
1
2

(
1 + u2

n

)]−(n+1
2 )

√
nπ Γ

(
n
2

) ×

×
∫ +∞

0

[
1
2

(
1 + u2

n

)](n+1
2 )

Γ
(

n+1
2

) v
n+1

2 −1 e
− 1

2

(
1+u2

n

)
v
dv

=
Γ(n+1

2 )√
nπ Γ(n

2 )

(

1 +
u2

n

)−(n+1
2 ) ∫ +∞

0
f

Gama
(

n+1
2 , 12

(
1+u2

n

))(v) dv

=
Γ(n+1

2 )√
nπ Γ(n

2 )

(

1 +
u2

n

)−(n+1
2 )

, v ∈ IR. (3.31)

(b) Deduza directamente a f.d. de U para depois derivá-la e obter fU(u). •

Proposição 3.27 — Distribuição amostral de F de Snedecor (Murteira, 1980, p.

88; Murteira, 1979, pp. 279–283)

Sejam:

• X = (X1, . . . , XnX ) uma a.a. de dimensão nX proveniente da população

X ∼ Normal(µX , σ2
X);

• X̄ = 1
nX

∑nX
i=1 Xi e S2

X = 1
nX−1

∑nX
i=1(Xi − X̄)2 a média e variância corrigida da a.a.

X, respectivamente;

• Y = (Y1, . . . , YnY ) uma a.a. de dimensão nY proveniente da população

Y ∼ Normal(µY , σ2
Y );
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• Ȳ = 1
nY

∑nY
i=1 Yi e S2

Y = 1
nY −1

∑nY
i=1(Yi− Ȳ )2 a média e variância corrigida da a.a. Y ,

respectivamente.

Admita ainda que X ⊥⊥Y . Então

S2
X/σ2

X

S2
Y /σ2

Y

∼ F(nX−1,nY −1). (3.32)

•

Nota 3.28 — Distribuição amostral de F de Snedecor

Mais tarde veremos que
S2

X/σ2
X

S2
Y /σ2

Y
é a v.a. fulcral utilizada para obter intervalos de confiança

exactos ou efectuar testes exactos de hipóteses sobre o quociente de variâncias de duas

populações com distribuições normais e valores esperados desconhecidos. •

Nota 3.29 — F.d.p. da distribuição F de Snedecor

Uma v.a. com distribuição de F de Snedecor com (n1, n2) graus de liberdade, X ∼ F(n1,n2),

possui f.d.p. dada por:

Γ(n1+n2
2 )

Γ
(

n1
2

)
Γ

(
n2
2

)
(

n1

n2

)n1
2 x

n1−2
2

(
1 + n1

n2
x

)n1+n2
2

, x ∈ IR+. (3.33)

Os gráficos das f.d.p. de v.a. com distribuição com diversos pares de graus de liberdade

(d1, d2) (da esquerda para a direita).8

Em http://en.wikipedia.org/wiki/F-distribution pode encontrar-se mais informação

sobre a distribuição F de Snedecor. Por exemplo, refere-se que: The F-distribution is

also known as Snedecor’s F distribution or the Fisher-Snedecor distribution (after R.A.

Fisher and George W. Snedecor). •

8Fonte: http://en.wikipedia.org/wiki/F-distribution
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Nota 3.30 — Momentos da distribuição F de Snedecor (Murteira, 1979, pp. 281)

Os momentos de X ∼ F(n1,n2) nem sempre estão definidos, dependendo — mais uma vez

— a definição dos mesmos da relação entre a ordem do momento e o número de graus de

liberdade:

E(X) =
n2

n2 − 2
, n2 > 2; (3.34)

V (X) =
2n2

2 (n1 + n2 − 2)

n1(n2 − 2)2(n2 − 4)
, n2 > 4; (3.35)

E(Xk) =
Γ

(
n1+2k

2

)
Γ

(
n2−2k

2

)

Γ
(

n1
2

)
Γ

(
n2
2

)
(

n1

n2

)k

, k <
n2

2
. (3.36)

•

Exerćıcio 3.31 — Distribuição amostral de F de Snedecor (Murteira, 1979, pp.

281–283)

(a) Prove a Proposição 3.27, reescrita do seguinte modo:

• sejam X ∼ χ2
(m) e Y ∼ χ2

(n) duas v.a. independentes então X/m
Y/m ∼ F(m,n).

Faça uso de uma v.a. auxiliar conveniente ou do Corolário 2.143.

(b) Deduza directamente a f.d. de X/m
Y/m para depois derivá-la e obter a correspondente

f.d.p. •

Nota 3.32 — Caso especial da distribuição F de Snedecor (Murteira, 1979, pp.

283)

Seja X ∼ t(n) então X2 ∼ F(1,n). •

Exerćıcio 3.33 — Mais propriedades da população normal

Sejam Xi
i.i.d.∼ Normal(0, 1), i = 1, 2.

(a) Mostre que (X1, X2) possui a mesma distribuição que
(

X1+X2√
2

, X1−X2√
2

)
.

(b) Prove que Z = X2
1 + X2

2 e W = X1
X2

são v.a. independentes. Identifique a distribuição

da v.a. W? •

Para resultados que dizem respeito à amostragem aleatória da distribuição de

Bernoulli, remete-se @ leitor@ para Murteira (1980, pp. 77–79).
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3.2 Estat́ısticas ordinais

O mı́nimo, o máximo e outras estat́ısticas de ordem desempenham um papel deveras

importante não só em inferência estat́ıstica,9 mas também em áreas aplicadas como a

fiabilidade, como veremos mais adiante.

Definição 3.34 — Estat́ısticas ordinais (Soares, 2007)

Seja X = (X1, X2, . . . , Xn) uma a.a. de dimensão n proveniente da população X Então

as v.a. X(1) ≤ X(2) ≤ . . . ≤ X(n), obtidas dispondo por ordem crescente as v.a.

X1, X2, . . . , Xn, dizem-se as estat́ısticas ordinais da a.a. X. •

Nota 3.35 — Estat́ısticas ordinais

É costume designar as estat́ısticas ordinais do seguinte modo:

• X(1) = mini=1,...,n Xi é o mı́nimo da a.a. X = (X1, . . . , Xn);

• X(n) = maxi=1,...,n Xi é o máximo da a.a. X = (X1, . . . , Xn);

• X(i), i = 1, . . . , n, que corresponde à i − ésima menor das v.a. X1, . . . , Xn, é

designada de estat́ıstica de ordem i (ou i − ésima estat́ıstica de ordem) da a.a.

X = (X1, . . . , Xn). •

Proposição 3.36 — Distribuições amostrais do mı́nimo e do máximo da a.a.

Seja X = (X1, . . . , Xn) uma a.a. de dimensão n proveniente da população X com f.d.

FX(x). Então:

Estat́ıstica Distribuição amostral

X(1) = mini=1,...,n Xi FX(1)
(x) = 1− [1− FX(x)]n

X(n) = maxi=1,...,n Xi FX(n)
(x) = [FX(x)]n

•

9Basta pensar: no máximo da a.a., X(n), usado como estimador do limite superior desconhecido de
IRX ; ou na mediana da a.a. X&n' (se n for ı́mpar) ou X(n/2)+X(n/2+1)

2 (se n for par), usada na estimação
(robusta) da localização de X.
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Nota 3.37 — Distribuições amostrais do mı́nimo e do máximo da a.a.

Os resultados da Proposição 3.36 são válidos para qualquer v.a. de interesse,

independentemente da sua distribuição ou do seu carácter ser discreto, absolutamente

cont́ınuo ou misto. •

Exemplo/Exerćıcio 3.38 — Distribuições amostrais do mı́nimo e do máximo

da a.a.

Demonstre a Proposição 3.36.

• V.a.

Xi
i.i.d.∼ X, i = 1, . . . , n

• F.d. de X

FX(x) = P (X ≤ x), −∞ < x < +∞

• Nova v.a.

X(1) = mini=1,...,n Xi

• Distribuição amostral de X(1)

FX(1)
(x) = P [X(1) ≤ x]

= 1− P [X(1) > x]

= 1− P (Xi > x, i = 1, . . . , n)

Xi indep
= 1−

n∏

i=1

P (Xi > x)

Xi∼X
= 1−

n∏

i=1

P (X > x)

= 1− [P (X > x)]n

= 1− [1− FX(x)]n

• Outra v.a.

X(n) = maxi=1,...,n Xi
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• Distribuição amostral de X(n)

FX(n)
(x) = P [X(n) ≤ x]

= P (Xi ≤ x, i = 1, . . . , n)

Xi indep
=

n∏

i=1

P (Xi ≤ x)

Xi∼X
=

n∏

i=1

P (X ≤ x)

= [P (X ≤ x)]n

= [FX(x)]n.

•

Motivação 3.39 — Importância das estat́ısticas ordinais em fiabilidade

Prende-se essencialmente com o facto de os tempos de vida de diversos sistemas poderem

exprimir-se como funções de estat́ısticas ordinais envolvendo os tempos de vida das

componentes da estrutura, X1, . . . , Xn. Por exemplo:

• X(1) = mini=1,...,n Xi representa a duração de um sistema em série

• X(n) = maxi=1,...,n Xi representa a duração de um sistema em paralelo. •

Exemplo/Exerćıcio 3.40 — Distribuições amostrais do mı́nimo e do máximo

da a.a.

Considere que um sistema mecânico é composto por 5 componentes cujos tempos até falha

são i.i.d. a X ∼ Exponencial(λ) e valor esperado comum igual 1000 horas.

(a) Calcule a probabilidade de o tempo até falha do sistema exceder 2500 horas ao

admitir que as componentes foram colocadas em paralelo.

• V.a.

Xi = duração da componente i, i = 1, . . . , 5

Xi
i.i.d.∼ X, i = 1, . . . , 5

• Distribuição de X

X ∼ Exponencial(λ)
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• Parâmetro

λ : E(X) = 1000
1

λ
= 1000

λ = 0.001

• F.d. de X

FX(x) =





0, x < 0

1− e−0.001x, x ≥ 0

• Duração do sistema em paralelo

X(5) = maxi=1,...,5 Xi

• F.d. de X(5)

FX(5)
(x) = [FX(x)]5

=
(
1− e−0.001x

)5
, x ≥ 0

• Probabilidade pedida

P [X(5) > 2500] = 1− FX(5)
(2500)

= 1−
(
1− e−0.001×2500

)5

= 0.348353.

(b) Volte a calcular a probabilidade solicitada em (a) admitindo que as componentes

foram colocadas em série.

• Duração do sistema em série

X(1) = mini=1,...,5 Xi

• F.d. de X(1)

FX(1)
(x) = 1− [1− FX(x)]5

= 1− [1− (1− e−0.001x)]5

= 1− e−5×0.001x

= FExponencial(5×0.001)(x), x ≥ 0
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• Nota

Xi
i.i.d.∼ Exponencial(λ), i = 1, . . . , n ⇒

X(1) = mini=1,...,n Xi ∼ Exponencial(n× λ).

• Probabilidade pedida

P [X(1) > 2500] = 1− FX(1)
(2500)

= 1− (1− e−5×0.001×2500)

1 3.7× 10−6

(c) Comente os valores obtidos em (a) e (b).

• Comentário

Constata-se que

P [X(1) > 2500] << P [X(5) > 2500], (3.37)

confirmando um facto já bem conhecido: os sistemas em série têm duração

(estocasticamente) menor que os sistemas em paralelo. •

Definição 3.41 — Função de fiabilidade (de um sistema)

Do ponto de vista qualitativo, a fiabilidade de um sistema pode ser definida como a

capacidade de um sistema se manter funcional sem interrupções (pelo menos) até ao

instante x.

Do ponto de vista matemático, a fiabilidade de um sistema expressa a probabilidade do

sistema desempenhar as funções requeridas sob certas condições num intervalo de tempo

fixo, usualmente [0, x].

Caso T represente a duração de um sistema, a função de fiabilidade (reliability

function) do mesmo corresponde à função de sobrevivência de T , i.e.,

RT (x) = F T (x) = 1− FT (x) = P (T > x). (3.38)

•

É posśıvel relacionar a função taxa de falha de uma v.a. não negativa e absolutamente

cont́ınua X, λX(x) = fX(x)
1−FX(x) = fX(x)

RX(x) , e a função de fiabilidade de X, 1 − FX(x), como

se enuncia na proposição seguinte.
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Proposição 3.42 — Funções taxa de falha e fiabilidade

A função de fiabilidade (ou de sobrevivência) da v.a. não negativa e absolutamente

cont́ınua X pode definir-se à custa da respectiva função taxa de falha:

RX(x) = 1− FX(x) = exp
[
−

∫ x

0
λX(u)du

]
. (3.39)

•

Exerćıcio 3.43 — Função de fiabilidade de sistema em série

Um sistema em série é composto por duas componentes com durações i.i.d. a X e função

taxa de falha comum igual a λX(x) = 0.5 x−0.5, x ≥ 0.

Determine a função de fiabilidade e o valor esperado da duração do sistema. •

Exerćıcio 3.44 — Função de fiabilidade de sistema em série (bis)10

Um sistema de arrefecimento é constitúıdo por duas componentes colocadas em série e

com durações (X e Y em 103h) dependentes e função de distribuição conjunta FX,Y (x, y).

(a) Tendo em conta que a duração do sistema é representada pela variável

Z = min{X, Y }, argumente (e.g. graficamente) que

FZ(z) = FX(z) + FY (z)− FX,Y (z, z). (3.40)

(b) Calcule a probabilidade de a duração do sistema de arrefecimento exceder 0.5×103 h,

caso o par aleatório (X, Y ) se distribua uniformemente no triângulo {(x, y) ∈ IR2 :

0 ≤ y ≤ x ≤ 1} e, como tal, possua função de distribuição conjunta

FX,Y (x, y) =






0, x < 0 ou y < 0

2xy − y2, 0 ≤ x < 1 e y < x

2y − y2, x ≥ 1 e 0 ≤ y < 1

x2, 0 ≤ x < 1 e y ≥ x

1 x ≥ 1 e y ≥ 1.

(3.41)

•

Exerćıcio 3.45 — Função de fiabilidade de sistema em paralelo

Um equipamento electrónico obsoleto possui 6 válvulas. Estas funcionam de modo

independente e possuem durações (em anos) com f.d.p. comum fX(x) = 50 x e−25x2
, x > 0.

Sabendo que as válvulas estão dispostas em paralelo, obtenha a fiabilidade deste

equipamento para um peŕıodo de 2 meses. •

10Prova de CPE de 4 de Julho de 2009.
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Proposição 3.46 — Função de fiabilidade de um sistema k-de-n

Um sistema diz-se do tipo k − de − n, caso funcione desde que pelo menos k das suas

n componentes estejam operacionais. A duração deste sistema também está associada a

uma estat́ıstica ordinal:

X(n−k+1). (3.42)

Ao considerar-se k = n (resp. k = 1) lida-se com o tempo de vida de um sistema em série

(resp. paralelo).

Caso X(n−k+1) diga respeito à a.a. X = (X1, . . . , Xn) proveniente da população X, a

função de fiabilidade de X(n−k+1) obtém-se recorrendo à seguinte v.a. auxiliar

Zx = número de X ′
is > x ∼ Binomial(n, FX(x)) (3.43)

e a função de fiabilidade de um sistema k − de− n pode escrever-se à custa da f.d. desta

mesma v.a. auxiliar:

RX(n−k+1)
(x) = P (Zx ≥ k)

= 1− P (Zx ≤ k − 1)

= 1− FBinomial(n,F X(x))(k − 1)

= P (n− Zx ≤ n− k)

= FBinomial(n,FX(x))(n− k).

•
Exerćıcio 3.47 — Função de fiabilidade de um sistema k-de-n

Admita que uma aeronave com 4 motores só será capaz de voar se possuir pelo menos 3

dos motores a funcionar e que os tempos até falha dos 4 motores (em milhares de horas)

são i.i.d. com distribuição Exponencial e parâmetro de escala λ−1 = 2.

Obtenha a função de fiabilidade da aeronave para um peŕıodo de 1000 h. •

Exerćıcio 3.48 — Fiabilidade de um sistema k-de-n11

Um sistema diz-se do tipo k − de − n caso funcione desde que pelo menos k das suas n

componentes estejam operacionais.

(a) Admita que os tempos até falha das componentes são variáveis aleatórias Xi

independentes e identicamente distribúıdas a X. Neste caso, o tempo até falha de um

sistema k − de− n corresponde à estat́ıstica de ordem n− k + 1, X(n−k+1).

11Prova de CPE de 16 de Maio de 2009.
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Prove que a função de fiabilidade do tempo até falha do sistema é dada por

P [X(n−k+1) > x] = 1− FBinomial(n,1−FX(x))(k − 1). (3.44)

(b) Admita que uma aeronave com 4 motores só será capaz de voar se possuir pelo menos

2 dos motores a funcionar e que os tempos até falha dos 4 motores (em milhares

de horas) são variáveis aleatórias independentes e identicamente distribúıdas a X ∼
Exponencial(1).

Obtenha a função de fiabilidade da aeronave para um peŕıodo de 1000h. •

Proposição 3.49 — F.d.p. conjuntas e marginais das estat́ısticas de ordem

(Rohatgi, 1976, 150–152)

Seja X = (X1, . . . , Xn) uma a.a. de dimensão n proveniente da população absolutamente

cont́ınua com f.d.p. fX(x) e f.d. FX(x). Então:

fX(1),...,X(n)
(x(1), . . . , x(n)) = n!×

n∏

i=1

fX(x(i)), (3.45)

para x(1) ≤ . . . ≤ x(n);

FX(i)
(x) =

n∑

j=i

(
n

j

)

× [FX(x)]j × [1− FX(x)]n−j

= 1− FBinomial(n,FX(x))(i− 1), (3.46)

para i = 1, . . . , n;

fX(i)
(x) =

n!

(i− 1)! (n− i)!
× [FX(x)]i−1 × [1− FX(x)]n−i × fX(x), (3.47)

para i = 1, . . . , n;

fX(i),X(j)
(x(i), x(j)) =

n!

(i− 1)! (j − i− 1)! (n− j)!

×
[
FX(x(i))

]i−1
×

[
FX(x(j))− FX(x(i))

]j−i−1
×

×
[
1− FX(x(j))

]n−j
× fX(x(i))× fX(x(j)), (3.48)

para x(i) < x(j) e 1 ≤ i < j ≤ n. •

Exerćıcio 3.50 — F.d.p. conjuntas e marginais das estat́ısticas de ordem

Prove a Proposição 3.49 (http://en.wikipedia.org/wiki/Order statistic; Rohatgi, 1976,

150–152). •
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Exerćıcio 3.51 — Estat́ısticas ordinais de distribuição uniforme

Seja (X1, . . . , Xn) uma a.a. de dimensão n proveniente da população X ∼ Uniforme(0, 1).

(a) Prove que, para i = 1, 2, . . . , n,

X(i) ∼ Beta(i, n− i + 1). (3.49)

Este resultado revelar-se-á útil na descrição de um método gráfico de ajustamento de

modelos designado de papel de probabilidade, bem como no teste de ajustamento de

Kologorov-Smirnov.

(b) Conclua também que X(i)
d= 1 − X(n−i+1) e indique a(s) estat́ıstica(s) ordinais com

menor variância. •

Corolário 3.52 — F.d.p. conjunta do mı́nimo e do máximo da a.a.

Seja X = (X1, . . . , Xn) uma a.a. de dimensão n proveniente da população absolutamente

cont́ınua X com f.d.p. fX(x) e f.d. FX(x). Então:

fX(1),X(n)
(x(1), x(n)) = n(n− 1)×

[
FX(x(n))− FX(x(1))

]n−2
×

×fX(x(1))× fX(x(n)), (3.50)

para x(1) < x(n).

Exerćıcio 3.53 — Distribuição amostral da amplitude da a.a.

Seja (X1, . . . , Xn) uma a.a. de dimensão n proveniente da população X absolutamente

cont́ınua com f.d.p. fX(x) e f.d. F(x).

(a) Deduza a f.d.p. da amplitude da a.a. X(n)−X(1) usando para o efeito uma v.a. auxiliar

que entender conveniente.

(b) Calcule o valor esperado e a variância de X(n) −X(1) para:

(i) X ∼ Uniforme(0, 1);12

(ii) X ∼ Exponencial(1);

12Neste caso, prova-se que X(n) −X(1) ∼ Beta(n− 1, 2).
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(c) Obtenha a f.d.p. conjunta da amplitude da a.a. U = X(n) − X(1) e do centro do

intervalo de variação da a.a. V =
X(n)+X(1)

2 . •

Exerćıcio 3.54 — Estat́ısticas ordinais e spacings de 1a. ordem

Seja (X1, . . . , Xn) uma a.a. de dimensão n proveniente da população X ∼ Exponencial(λ).

(a) Mostre que os spacings de 1a. ordem X(1)−X(0), X(2)−X(1), . . . , X(n)−X(n−1)
13 são

v.a. independentes tais que

(
X(i) −X(i−1)

)
∼ Exponencial((n− i + 1)λ), i = 1, . . . , n. (3.51)

(b) Justifique o resultado anterior recorrendo a um argumentação (gráfica) e à falta de

memória da distribuição Exponencial. •

Por fim, importa notar que se pode obter a f.d. conjunta de (X(n), X(1)) para quaisquer

tipos de v.a., bastando que sejam independentes ou i.i.d., como se ilustra no exerćıcio

seguinte.

Exerćıcio 3.55 — F.d. conjunta de (X(n), X(1)) (Rohatgi, 1976, p. 129)

(a) Sejam X1, . . . , Xn v.a. independentes. Prove que a f.d. conjunta de (X(n), X(1)) é dada

por:

FX(n),X(1)
(x(n), x(1)) = P (X(n) ≤ x(n), X(1) ≤ x(1))

=






∏n
i=1 P (Xi ≤ x(n))

−∏n
i=1

[
P (Xi ≤ x(n))− P (Xi ≤ x(1))

]
, x(n) > x(1)

∏n
i=1 P (Xi ≤ x(n)), x(n) ≤ x(1).

(3.52)

Nota: P (X(n) ≤ x(n), X(1) ≤ x(1)) = P (X(n) ≤ x(n))− P (X(n) ≤ x(n), X(1) > x(1)).

(b) Seja X = (X1, . . . , Xn) uma a.a. de dimensão n proveniente da população X. Então

a f.d. conjunta de (X(n), X(1)) é igual a:

FX(n),X(1)
(x(n), x(1)) =






[
FX(x(n))

]n
−

[
FX(x(n))− FX(x(1))

]n
, x(n) > x(1)

[
FX(x(n))

]n
, x(n) ≤ x(1).

(3.53)

•

13Considere que X(0) = 0.
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3.3 Convergência de sucessões de v.a.

Ao longo desta secção consideraremos que {X1, X2, . . .} — ou {Xn, n ∈ IN} — é uma

sucessão de v.a. e X é uma v.a., estando estas v.a. definidas (ou não) no mesmo espaço

de probabilidade (Ω,F , P ).

A noção de convergência estocástica formaliza a ideia de que uma sucessão de v.a.

acaba por ter certo comportamento probabiĺıstico. Este comportamento pode descrever-

se, por exemplo, de uma das seguintes formas:

• a probabilidade de a distância entre Xn e determinada v.a. X exceder qualquer real

positivo decresce e converge para 0;

• a f.d. de Xn pode tornar-se cada vez mais semelhante à f.d. de certa v.a. X.

Nesta secção:

• enquadraremos as operações de passagem ao limite e definiremos modos de

convergência de sucessões de v.a.;

• adiantaremos propriedades destes modos de convergência e resultados que permitam

relacioná-los.

3.3.1 Convergência em probabilidade

Definição 3.56 — Convergência em probabilidade (Rohatgi, 1976, p. 243)

A sucessão de v.a. {Xn, n ∈ IN} converge em probabilidade para a v.a. X — escrevendo-se

neste caso Xn
P→ X — se

∀ε > 0, lim
n→+∞

P (|Xn −X| > ε) = 0, (3.54)

•

Notas 3.57 — Convergência em probabilidade (Rohatgi, 1976, p. 243;

http://en.wikipedia.org/wiki/Convergence of random variables)

• Formalmente, a Definição 3.56 pode escrever-se equivalentemente do seguinte modo:

∀ε, δ > 0, ∃Nδ : P (|Xn −X| > ε) < δ, ∀n ≥ Nδ. (3.55)
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• Soares (2007) define Xn
P→ X à custa da condição

∀ε > 0, lim
n→+∞

P (|Xn −X| < ε) = 1, (3.56)

aliás, sugerida pela definição de Xn
P→ 0,

∀ε > 0, lim
n→+∞

P (|Xn| > ε) = 0, (3.57)

em Murteira (1979, p. 303).

• De realçar que

Xn
P→ X ⇔ Xn −X

P→ 0, (3.58)

como refere Murteira (1979, p. 303).

• Atente-se também que

Xn
P→ X )⇒ ∃ε > 0, Nε ∈ IN0 : |Xn −X| < ε, n ≥ Nε. (3.59)

A Definição 3.56 traduz sim a convergência da sucessão de probabilidades

{P (|Xn −X| > ε) , n ∈ IN} para zero.

• O conceito de convergência em probabilidade é usado com frequência em Estat́ıstica.

Por exemplo, um estimador diz-se consistente caso convirja em probabilidade para

o parâmetro que está a ser estimado. •

Exemplo 3.58 — Convergência em probabilidade

Seja {Xn, n ∈ IN} uma sucessão de v.a. i.i.d. Uniforme(0, θ), onde θ > 0.

(a) Averigue se X(n) = maxi=1,...,n Xi
P→ θ.

• V.a.

Xi
i.i.d.∼ X, i ∈ IN

X ∼ Uniforme(0, θ)
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• F.d. de X

FX(x) =






0, x < 0
x
θ , 0 ≤ x ≤ θ

1, x > θ

• Nova v.a.

X(n) = maxi=1,...,n Xi

• F.d. de X(n)

FX(n)
(x) = [FX(x)]n

=






0, x < 0
(

x
θ

)n
, 0 ≤ x ≤ θ

1, x > θ

(3.60)

• Averiguação da convergência em probabilidade X(n)
P→ θ

Fazendo uso da definição de convergência em probabilidade e recorrendo à f.d.

de X(n), obtém-se, para qualquer ε > 0:

lim
n→+∞

P
(
|X(n) − θ| > ε

)
= 1− lim

n→+∞
P

(
θ − ε ≤ X(n) ≤ θ + ε

)

= 1− lim
n→+∞

[
FX(n)

(θ + ε)− FX(n)
(θ − ε)

]

=






1− limn→+∞
[
FX(n)

(θ)− FX(n)
(θ − ε)

]
,

0 < ε < θ

1− limn→+∞ FX(n)
(θ), ε ≥ θ

=






1− limn→+∞
[
1−

(
θ−ε
θ

)n]

= 1− (1− 0), 0 < ε < θ

1− 1, ε ≥ θ

= 0 (3.61)

• Conclusão

X(n)
P→ θ.

É interessante notar que X(n) é um estimador de MV de θ consistente (X(n)
P→ θ)

mas por sinal enviesado já que E[X(n)] = nθ/(n + 1) )= θ. Trata-se, no entanto,

de um estimador assintoticamente centrado de θ uma vez que limn→+∞E[X(n)] =

θ, θ > 0.
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(b) Mostre que X(1:n) = mini=1,...,n Xi
P→ 0.

• Nova v.a.

X(1:n) = mini=1,...,n Xi

• F.d. de X(1:n)

FX(1:n)
(x) = 1− [1− FX(x)]n

=






0, x < 0

1−
(
1− x

θ

)n
, 0 ≤ x ≤ θ

1, x > θ

(3.62)

• Averiguação da convergência em probabilidade X(1:n)
P→ 0

Para qualquer ε > 0, tem-se:

lim
n→+∞

P
(
|X(1:n) − 0| > ε

)
= 1− lim

n→+∞

[
FX(1:n)

(ε)− FX(1:n)
(−ε)

]

= 1− lim
n→+∞

FX(1:n)
(ε)

=






1− limn→+∞
[
1−

(
1− ε

θ

)n]

= 1− (1− 0), 0 < ε < θ

1− limn→+∞ FX(1:n)
(θ) = 1− 1, ε ≥ θ

= 0 (3.63)

• Conclusão

X(1:n)
P→ 0. •

Exerćıcio 3.59 — Convergência em probabilidade14

Seja (X1, . . . , Xn) uma amostra aleatória de dimensão n proveniente da população X, que

representa o tempo até falha de certa componente electrónica e se supõe possuir função

de densidade de probabilidade fX(x) = exp(−x + θ)× I[θ,+∞)(x).15

(a) Depois de ter provado que a função de distribuição de X(1:n) = mini=1,...,n Xi é dada

por FX(1:n)
(x) = P (mini=1,...,n Xi ≤ x) =

(
1− e−nx+nθ

)
× I[θ,+∞)(x), demonstre que

X(1:n)
P→ θ, recorrendo à definição de convergência em probabilidade.16

14Prova de CPE de 11 de Setembro de 2009.
15O que equivale a afirmar que (X − θ) ∼ Exponencial(1).
16Yn

P→ Y sse ∀ε > 0, limn→+∞ P (|Yn − Y | < ε) = 1.
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(b) Qual a pertinência deste resultado no contexto da estimação de θ? O que poderá

representar θ? •

Proposição 3.60 — Algumas propriedades de fecho da convergência em

probabilidade (Murteira, 1979, p. 305; Rohatgi, 1976, pp. 244–245)

A convergência em probabilidade é fechada para algumas operações algébricas e para

transformações cont́ınuas definidas em IR:

Xn
P→ X, Yn

P→ Y ⇒ Xn ± Yn
P→ X ± Y ; (3.64)

Xn
P→ X, Yn

P→ Y ⇒ Xn × Yn
P→ X × Y ; (3.65)

Xn
P→ a, Yn

P→ b (b )= 0) ⇒ Xn

Yn

P→ a

b
; (3.66)

Xn
P→ X ⇒ g(Xn)

P→ g(X), (3.67)

caso g seja uma função cont́ınua e Borel mensurável definida em IR.17 •

Nota 3.61 — Desigualdade de Chebychev e convergência em probabilidade

A desigualdade de Chebychev revela-se por vezes útil para demonstrar que determinada

sucessão de v.a. converge para uma constante. Por este facto relembramos a enunciado

desta desigualdade.

Seja X uma v.a.18 tal que E(X) = µ e V (X) = σ2 < +∞. Então

P (|X − µ| ≥ c σ) ≤ 1

c2
, (3.68)

para qualquer c > 0.19 (Prove esta desiguldade!) •

Exemplo 3.62 — Desigualdade de Chebychev e convergência em probabilidade

Seja {Xn, n ∈ IN} uma sucessão de v.a. tais que Xn ∼ Gama(n, n), n ∈ IN . Mostre que

Xn
P→ 1, recorrendo para o efeito à desigualdade de Chebychev.

• V.a.

Xn ∼ Gama(n, n), n ∈ IN

E(Xn) = n
n = 1

V (Xn) = n
n2 = 1

n

17O tipo de convergência que estudaremos a seguir, a convergência em distribuição, goza também desta
última propriedade de fecho.

18Discreta, absolutamente cont́ınua ou mista.
19Na verdade este resultado só tem interesse quando c > 1.
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• Averiguação da convergência em probabilidade Xn
P→ 1

Fazendo uso da definição de convergência em probabilidade e aplicando a

desigualdade de Chebychev, obtém-se, para qualquer ε > 0:

lim
n→+∞

P (|Xn − 1| > ε) = lim
n→+∞

P



|Xn − E(Xn)| ≥ ε
√

V (Xn)

√
V (Xn)





≤ lim
n→+∞

1
(

ε√
1
n

)2

=
1

ε2
lim

n→+∞

1

n
= 0 (3.69)

• Conclusão

Xn
P→ 1. •

Exerćıcio 3.63 — Desigualdade de Chebychev e convergência em

probabilidade

Calcule

lim
n→+∞

P

{∣∣∣∣∣

n∑

i=1

Xi −
n

2

∣∣∣∣∣ < 3
√

n

12

}

, (3.70)

onde X1, X2, . . . são v.a. i.i.d. com distribuição Uniforme(0, 1). •

Exerćıcio 3.64 — Desigualdade de Chebychev e convergência em

probabilidade (bis)

Num estudo prévio ao lançamento no mercado de uma nova pilha de pacemaker foram

colocadas algumas questões acerca da sua duração (em milhares de dias) a um engenheiro.

Estudos anteriores (embora com outros tipos de pilhas) levam a crer que tal v.a. possui

distribuição Uniforme(0, θ), onde o parâmetro θ é positivo, desconhecido e representa a

idade máxima da pilha.

Prove que X(n) = maxi=1,...,n é um estimador consistente de θ, tirando partido do facto

de E[X(n)] = n
n+1 θ e V [X(n)] = n

(n+2)(n+1)2 θ2. •
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Motivação 3.65 — Lei dos grandes números

(http://en.wikipedia.org/wiki/Law of large numbers)

Em teoria da probabilidade, a lei dos grandes números é um resultado que se pode

condensar na seguinte frase: a média dos resultados obtidos num grande número de

repetições de uma experiência aleatória deve estar muito próxima do valor esperado e

tenderá a aproximar-se cada vez mais desse valor esperado à medida que se aumenta o

número de provas.

Na figura abaixo pode encontrar-se ilustração da lei dos grandes números para

o lançamento de um dado equilibrado:20 à medida que aumentamos o número de

lançamentos a média das pontuações se aproxima cada vez mais do valor esperado
1+2+3+4+5+6

6 = 3.5.

Esta e outras ilustrações, que podemos encontrar no site acima referido, sugerem,

por exemplo, que se afirme que a média de uma a.a. de dimensão n proveniente de uma

população X de valor esperado µ = E(X) finito, X̄n = 1
n

∑n
i=1 Xi, converge para µ. Com

efeito, ao assumir-se adicionalmente que σ2 = V (X) < +∞ e ao recorrer-se à desigualdade

de Chebychev, prova-se sem grande dificuldade que

lim
n→+∞

P
(
|X̄n − µ| > ε

)
= 0. (3.71)

(Prove este resultado!) •

20Fonte: http://en.wikipedia.org/wiki/Law of large numbers

269



Nota 3.66 — Lei dos grandes números

(http://en.wikipedia.org/wiki/Law of large numbers; Murteira, 1979, p. 313)

O matemático Gerolamo Cardano (1501–1576) afirmou (sem o provar) que a precisão

das estat́ısticas emṕıricas tende a melhorar com o número de repetições da experiência

aleatória. Esta afirmação veio a ser formalizada mais tarde na lei dos grandes números.

A lei dos grandes números (LGN) para provas de Bernoulli foi provada por Jacob

Bernoulli (1654–1705), tendo este matemático demorado mais de 20 anos a demonstrar

rigorosamente este resultado,21 também conhecido por Teorema de Bernoulli. A sua

designação mais comum deve-se a Siméon-Denis Poisson (1781–1840) que a baptizou em

1835 de la loi des grands nombres.

Matemáticos como Chebychev, Markov, Borel, Cantelli e Kolmogorov contribúıram

para refinar os resultados de Bernoulli e Poisson, originando resultados que se podem

condensar em duas formas da LGN:

• a lei fraca dos grandes números (LfGN);

• a lei forte dos grandes números (LFGN).

As designações de fraca e forte referem-se ao modo como converge a sucessão de média

{X̄n = 1
n

∑n
i=1 Xi, n ∈ IN}:

• a LfGN reporta-se a uma convergência em probabilidade;

• a LFGN diz respeito a uma convergência quase certa.22 •

21Não admira que o tenha designado de Teorema de Ouro.
22A sucessão de v.a. {Xn, n ∈ IN} converge quase certamente para a v.a. X se

P

({
w : lim

n→+∞
Xn(ω) = X(ω)

})
= 1. (3.72)

Neste caso escreve-se Xn
q.c.→ X (ou Xn → X com probabilidade 1). Estudaremos este tipo mais sofisticado

de convergência na disciplina de Teoria da Probabilidade.
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Definição 3.67 — Lei fraca dos grandes números (Murteira, 1979, p. 319; Soares,

2007)

Sejam:

• {Xn, n ∈ IN} uma sucessão de v.a.;

• X̄n = 1
n

∑n
i=1 Xi a média aritmética dos primeiros n termos da sucessão {Xn, n ∈

IN};

• {Zn, n ∈ IN} uma outra sucessão de v.a. de termo geral

Zn = X̄n − E(X̄n) =
1

n

n∑

i=1

Xi −
1

n

n∑

i=1

E(Xi). (3.73)

Diz-se que a sucessão de v.a. {Xn, n ∈ IN} satisfaz a lei fraca dos grandes números se

Zn
P→ 0. (3.74)

•

Teorema 3.68 — Teorema de Markov (Murteira, 1979, p. 320; Soares, 2007)

Sejam:

• {Xn, n ∈ IN} uma sucessão de v.a.;

• X̄n = 1
n

∑n
i=1 Xi a média aritmética dos primeiros n termos da sucessão {Xn, n ∈

IN}.

Verificando-se a condição

lim
n→+∞

V (X̄n) = lim
n→+∞

1

n2
V

(
n∑

i=1

Xi

)

= 0, (3.75)

a sucessão de v.a. {Xn, n ∈ IN} obedece à LfGN. •

Nota 3.69 — Casos particulares do Teorema de Markov (Murteira, 1979, pp.

320–321; Soares, 2007)

• Uma sucessão de v.a. não correlacionadas, com valor esperado comum E(Xn) = µ

(n = 1, 2, . . .) e variância uniformemente limitada V (Xn) < k (n = 1, 2, . . .), obedece

à LfNG.23

23Este corolário do Teorema de Markov deve-se a Chebychev. E note-se que, ao lidar-se com v.a. não
correlacionadas, a condição do Teorema de Markov escreve-se do seguinte modo: limn→+∞ V (X̄n) =
limn→+∞ = 1

n2

∑n
i=1 V (Xi) = 0.
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• Uma sucessão de v.a. não correlacionadas, com valor esperado e variância comuns,

E(Xn) = µ e V (Xn) = σ2 < +∞ (n = 1, 2, . . .), obedece à LfNG.

• Escusado será referir que a média de uma a.a. de dimensão n proveniente de

uma população X de valor esperado µ = E(X) e variância σ2 = V (X) < +∞,

X̄n = 1
n

∑n
i=1 Xi, converge em probabilidade para µ, pelo que X̄n é um estimador

consistente de µ, propriedade esta bastante desejável para um estimador, como

constataremos na segunda parte do programa. •

Exerćıcio 3.70 — Teorema de Markov

Prove o Teorema de Markov com uma simples aplicação da desigualdade de Chebychev

(Murteira, 1979, p. 320). •

Exerćıcio 3.71 — Teorema de Markov (bis)

Prove que a média de uma a.a. de dimensão n proveniente de uma população X de

valor esperado µ = E(X) e variância σ2 = V (X) < +∞, X̄n = 1
n

∑n
i=1 Xi, converge em

probabilidade para µ, pelo que X̄n é um estimador consistente de µ. •

Exerćıcio 3.72 — (Não) convergência em probabilidade da média da a.a.

Sejam {Xn, n ∈ IN} uma sucessão de v.a. i.i.d. e X̄n =
∑n

i=1 Xi/n.

(a) Em que condições se pode garantir que se verifica a seguinte propriedade: “X̄n

converge em probabilidade para uma constante?

Nos casos em que se verifica esta propriedade, qual o valor da constante?

(b) Dê um exemplo de uma distribuição que não verifique tal propriedade. •

Exerćıcio 3.73 — Teorema de Markov (bis bis)

Seja {Xn, n ∈ IN} uma sequência de v.a. i.i.d. a X com f.d.p.

fX(x) =





e−x+q, x > q

0, c.c.
(3.76)

(a) Mostre que X̄n = 1
n

∑n
i=1 Xi

P→ 1 + q.

(b) Prove que X(1:n) = mini=1,...,n Xi
P→ q.24 •

24Nesta aĺınea recorra à distribuição amostral de X(1:n).
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3.3.2 Convergência em distribuição

A convergência em distribuição embora não tenha sido formalizada na disciplina de

Probabilidades e Estat́ıstica não constitui qualquer novidade. Lembremo-nos, por

exemplo, das:

• aproximações distribucionais como da distribuição Binomial pela de Poisson que

assenta no facto de

lim
n → +∞

p → 0

np = λ fixo

(
n

x

)

px (1− p)n−x = e−λ λx

x!
; (3.77)

• frequentes aplicações do Teorema do Limite Central.

Passemos então à definição de convergência em distribuição.

Definição 3.74 — Convergência em distribuição (Murteira, 1979, p. 330; Rohatgi,

1976, pp. 240–1)

A sucessão de v.a. {Xn, n ∈ IN} converge em distribuição para a v.a. X — simbolicamente

Xn
d→ X — se

lim
n→+∞

FXn(x) = FX(x), (3.78)

em todos os pontos de continuidade de FX(x). •

Notas 3.75 — Convergência em distribuição (Murteira, 1979, pp. 330–331)

• Quando limn→+∞ FXn(x) = FX(x) para todo o ponto x onde FX(x) é cont́ınua, é

costume designar FX de (f.d.) distribuição limite ou (f.d.) distribuição assintótica

de Xn.

Não se deve confundir FX(x) com limn→+∞ FXn(x), que designaremos de limite da

sucessão de f.d. {FXn(x), n ∈ IN} para x fixo.

• Uma sucessão de f.d. pode convergir sem que o faça para uma f.d., como ilustra o

Exemplo 3.76.

• O motivo que leva a exigir convergência somente nos pontos de continuidade da f.d.

limite é bem ilustrado pelo Exemplo 3.77.
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• O facto de Xn
d→ X não implica a convergência das correspondentes sucessões de

f.(d.)p., {P (Xn = x), n ∈ IN} ({fXn(x), n ∈ IN}) para P (X = x) (fX(x)). Aliás,

basta pensar que há sucessões de v.a. absolutamente cont́ınuas que convergem em

distribuição para v.a. discretas Exemplo 3.77) e vice-versa (ver o Exemplo 3.78 e o

Exerćıcio 3.79). •

Exemplo 3.76 — Convergência das sucessões de f.d. para uma não f.d.

(Murteira, 1979, pp. 330–331)

Seja {Xn, n ∈ IN} uma sequência de v.a. com f.d.

FXn(x) =






0, x < −n
x+n
2n , −n ≤ x < n

1, x ≥ n.

(3.79)

Ora, limn→+∞ FXn(x) = 1
2 , x ∈ IR, como ilustra o gráfico com alguns termos da sucessão

de f.d. (e.g. n = 1, 103, 106, de cima para baixo):

!1000 !500 500 1000

0.2

0.4

0.6

0.8

1.0

Posto isto, pode acrescentar-se que o limite da sucessão de f.d. não é uma f.d. •

Exemplo 3.77 — Uma sucessão de v.a. absolutamente cont́ınua que converge

em distribuição para uma v.a. discreta (Murteira, 1979, p. 331)

Considere-se a sequência de v.a. {Xn, n ∈ IN} tal que Xn ∼ Normal
(
0, 1

n2

)
.

Uma análise da representação de alguns termos da sucessão de f.d. (e.g. n = 1, 10, 50,

da esquerda para a direita no gráfico que se segue) e a noção de convergência em

distribuição levam-nos a afirmar que Xn
d→ X, onde X d= 0, pese embora o facto de

lim
n→+∞

FXn(0) = lim
n→+∞

Φ



0− 0
√

1
n2



 = Φ(0) =
1

2
(3.80)
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e de

lim
n→+∞

FXn(x) =






0, x < 0
1
2 , x = 0

1, x > 0

(3.81)

não ser uma f.d. por não ser cont́ınua à direita.

Convém notar que X d= 0, logo a f.d. limite da sucessão de v.a. {Xn, n ∈ IN} é a

função de Heaviside, i.e. FX(x) = I[0,+∞)(x). •

Exemplo 3.78 — Uma sucessão de v.a. discretas que converge em distribuição

para uma v.a. absolutamente cont́ınua (Rohatgi, 1976, p. 256, Exercise 10)

Sejam:

• {Xn, n ∈ IN} uma sequência de v.a. tais que Xn ∼ Geométrica∗
(

λ
n

)
, onde n > λ >

0;

• {Yn, n ∈ IN} uma sequência de v.a. tais que Yn = Xn
n .

Mostre que Yn
d→ Exponencial (λ).

• V.a.

Xn ∼ Geométrica∗
(

λ
n

)
, n ∈ IN

• F.p. de Xn e Yn

P (Xn = x) =
(
1− λ

n

)x
× λ

n , x = 0, 1, 2, . . .

P (Yn = y) = P (Xn = ny) =
(
1− λ

n

)ny
× λ

n , y = 0, 1
n , 2

n , . . .
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• F.d. de Yn

FYn(y) = FXn(ny)

=





0, y < 0
∑[ny]

x=0 P (Xn = x), y ≥ 0,
(3.82)

onde [ny] representa a parte inteira do real ny e

[ny]∑

x=0

P (Xn = x) =
[ny]∑

x=0

(

1− λ

n

)x

× λ

n

= 1−
(

1− λ

n

)[ny]+1

(3.83)

• Averiguação da convergência em distribuição

Ao atendermos que [ny] = ny − ε, para algum ε ∈ [0, 1), segue-se:

lim
n→+∞

FYn(y) = 1− lim
n→+∞

(

1− λ

n

)[ny]

×
(

1− λ

n

)

= 1− lim
n→+∞

(

1− λ

n

)ny

× lim
n→+∞

(

1− λ

n

)−ε

× lim
n→+∞

(

1− λ

n

)

= 1−
[

lim
n→+∞

(

1− λ

n

)n]y

× 1× 1

= 1− e−λy

= FExponencial(λ)(y). (3.84)

• Conclusão

Yn
d→ Exponencial(λ). •

Exerćıcio 3.79 — Uma sucessão de v.a. discretas que converge em distribuição

para uma v.a. absolutamente cont́ınua (bis)

Seja {Xn, n ∈ IN} uma sucessão de v.a. discretas tais que Xn ∼ Uniforme{0, 1, . . . , n}.
Prove que Yn = Xn

n
d→ Uniforme(0, 1).25 •

25Este resultado é muito importante na geração de números pseudo-aleatórios da distribuição
Uniforme(0, 1) em computadores, uma vez que estes “utilizam” matemática discreta.
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Exerćıcio 3.80 — Convergência em distribuição

Sejam:

• {Xn, n ∈ IN} uma sucessão de v.a. tais que Xn ∼ Bernoulli(pn), n = 1, 2, . . .;

• X ∼ Bernoulli(p).

Mostre que Xn
d→ X sse pn → p. •

Exemplo 3.81 — Aproximação da distribuição Binomial pela de Poisson

Prove a Equação (3.77) que justifica a aproximação da distribuição Binomial pela de

Poisson, considerando 0 < λ < n.

• V.a.

Xn ∼ Binomial(n, pn)

• Parâmetros

n

pn = λ
n (0 < λ < n)

• F.p.

P (Xn = x) =
(

n
x

) (
λ
n

)x (
1− λ

n

)n−x
, x = 0, 1, . . . , n

• Limite da f.p.

Para qualquer x ∈ {0, 1, . . . , n}, tem-se

lim
n→+∞

P (Xn = x) =
λx

x!
× lim

n→+∞

n(n− 1) . . . (n− x + 1)

nx

× lim
n→+∞

(

1− λ

n

)n

× lim
n→+∞

(

1− λ

n

)−x

=
λx

x!
× 1× e−λ × 1

= e−λ λx

x!
. (3.85)
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• Conclusão

Ora, se o limite da f.p. de Xn coincide com a f.p. de X ∼ Poisson(λ) o mesmo

acontecerá com a f.d. de Xn que coincidirá com a de X. Assim, pode concluir-se

que

Xn
d→ Poisson(λ). (3.86)

•

Exerćıcio 3.82 — Aproximação da distribuição Binomial pela de Poisson

Uma companhia seguradora admite que 0.005% da população morre em certo tipo de

acidente em cada ano.

Calcule aproximadamente a probabilidade de a companhia ter de pagar num dado ano

mais de 3 indemnizações relativas àquele tipo de acidente, para uma carteira com 10000

apólices. •

É altura de relacionar os dois modos de convergência.

Teorema 3.83 — Convergência em probabilidade implica convergência em

distribuição (Murteira, 1979, p. 332)

Xn
P→ X ⇒ Xn

d→ X. (3.87)

•

Nota 3.84 — Convergência em probabilidade implica convergência em

distribuição

Pode ainda adiantar-se que

Xn
d→ X )⇒ Xn

P→ X (3.88)

e que, no entanto,

Xn
P→ c ⇔ Xn

d→ c. (3.89)

•
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Exerćıcio 3.85 — Convergência em distribuição não implica convergência em

probabilidade

Prove que a sucessão de v.a. {Xn, n ∈ IN\{1}}, com Xn ∼ Bernoulli(1/2 + 1/n), ilustra

o resultado (3.88), i.e. a sucessão de v.a. converge em distribuição mas não converge em

probabilidade para X ∼ Bernoulli(1/2). •

Exerćıcio 3.86 — Convergência em distribuição do mı́nimo da a.a.26

Seja (X1, . . . , Xn) uma a.a. de dimensão n proveniente da população X com função

densidade de probabilidade

fX(x) = θx−2 × I[θ,+∞)(x),

onde θ ∈ IR+.

(a) Depois de ter provado que

FX(1:n)
(x) = P

(
min

i=1,...,n
Xi ≤ x

)
= [1− (θ/x)n]× I[θ,+∞)(x), (3.90)

demonstre que X(1:n)
d→ θ, recorrendo à definição de convergência em distribuição.27

(b) Será que X(1:n) é um estimador consistente de θ? •

26Adaptado da prova de CPE de 20 de Julho de 2009.
27Yn

d→ Y sse limn→+∞ FYn(y) = FY (y), para todo o ponto y onde FY (y) é cont́ınua.
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3.3.3 Um caso notável de convergência em distribuição: o

Teorema do Limite Central

O Teorema do Limite Central é provavelmente o caso mais notável de convergência em

distribuição. Este teorema adianta que, sob condições bastantes gerais sobre a distribuição

original, a f.d. de Sn =
∑n

i=1 Xi (e já agora da média aritmética X̄n !) pode ser aproximada,

para valores grandes de n, pela distribuição Normal.

Este resultado é particularmente importante já que nem todas as distribuições gozam

da propriedade reprodutiva das distribuições Binomial, de Poisson e Normal, pelo que

é crucial adiantar formas de obter valores aproximados de probabilidades de eventos

envolvendo somas ou médias aritméticas de v.a., nomeadamente i.i.d.

Teorema 3.87 — Teorema do Limite Central (Lindeberg-Levy) (Murteira, 1979,

p. 354)

Sejam:

• {Xn, n ∈ IN} uma sucessão de v.a. i.i.d. com valor esperado µ e variância finita σ2;

• Sn =
∑n

i=1 Xi (soma dos primeiros n termos da sucessão);

• X̄n = 1
n

∑n
i=1 Xi (média aritmética dos primeiros n termos da sucessão).

Então:

lim
n→+∞

P



Sn − E(Sn)
√

V (Sn)
≤ z



 = lim
n→+∞

P

(
Sn − nµ√

nσ2
≤ z

)

= Φ(z); (3.91)

lim
n→+∞

P



X̄n − E(X̄n)
√

V (X̄n)
≤ z



 = lim
n→+∞

P



X̄n − µ
√

σ2/n
≤ z



 = Φ(z). (3.92)

Equivalentemente:

Sn − nµ√
nσ2

d→ Normal(0, 1); (3.93)

X̄n − µ
√

σ2/n

d→ Normal(0, 1). (3.94)

•
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Nota 3.88 — Interesse prático do Teorema do Limite Central (Lindeberg-

Levy)

Ao lidarmos com

• n v.a. i.i.d. X1, . . . , Xn tais que E(Xi) = µ e V (Xi) = σ2 < +∞ e com

• n suficientemente grande,28

podemos

• aproximar a f.d. da soma ou da média aritmética dos Xi’s (Sn e X̄n, resp.)

devidamente padronizadas

pela

• f.d. de v.a. normal padrão.

Com efeito, pelo facto de o TLC permitir afirmar que

Sn − nµ√
nσ2

a∼ Normal(0, 1) (3.95)

X̄n − µ
√

σ2/n

a∼ Normal(0, 1) (3.96)

(onde “
a∼” se lê “tem distribuição aproximadamente...”), tem-se

P (Sn ≤ s) = P

(
Sn − nµ√

nσ2
≤ s− nµ√

nσ2

)
TLC1 Φ

(
s− nµ√

nσ2

)

(3.97)

P (Xn ≤ x) = P



X̄n − µ
√

σ2/n
≤ x− µ

√
σ2/n



 TLC1 Φ



 x− µ
√

σ2/n



 . (3.98)

•

Notas 3.89 — Teorema do Limite Central (Murteira, 1979, pp. 354–355, 359–360;

Soares, 2007)

• A versão que enunciámos do TLC deve-se a Lindeberg-Levy e a designação de

Teorema do Limite Central a Polya.

A demonstração desta versão do TLC é interessant́ıssima — envolve conceitos como

o de expansão em série de Taylor e de função caracteŕıstica de uma v.a. — e pode

encontrar-se em detalhe em Murteira (1979, pp. 354–355).

28n suficientemente grande significa, de um modo geral, n ≥ 30 pese embora não haver resultados sobre
a qualidade das aproximações obtidas por aplicação do TLC.
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• Não há resultados gerais sobre a qualidade das aproximações obtidas a partir do

TLC. •

Exemplo 3.90 — Ilustração gráfica do Teorema do Limite Central

O gráfico abaixo ilustra a forma como a curva da f.d.p. da média da a.a. proveniente de

três populações distintas evolui à medida que a dimensão da a.a. vai aumentando.29

•

Exemplo 3.91 — Teorema do Limite Central (v.a. discretas)

Considere um modelo simples para o tráfego na world wide web em que o número de

pacotes necessários para a transmissão de uma página na net distribui-se uniformemente

em {1, . . . , 50}. Calcule um valor aproximado para a probabilidade do número de pacotes

necessários à transmissão de 100 páginas exceder 3000.30

Nota:
∑n

x=1 x = n(n+1)
2 e

∑n
x=1 x2 = n(n+1)(2n+1)

6

29Fonte: http://www.austincc.edu/mparker/1342/cltdemos.htm
30Adaptado do Exame de 17 de Janeiro de 2004.
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• V.a.

Xi = número de pacotes necessários para a transmissão da página, i, i = 1, . . . , 100

• Distribuição de Xi

Xi
i.i.d.∼ Uniforme({1, 2, . . . , 50}), i = 1, . . . , 100

• F.p. de Xi

P (Xi = x) =






1
50 , x = 1, 2, . . . , 50

0, c.c.

• Valor esperado de Xi

µ = E(Xi)

=
50∑

x=1

x× 1

50

=
1

50
× 50× (50 + 1)

2
= 25.5

• 2o. momento de Xi

E(X2
i ) =

50∑

x=1

x2 × 1

50

=
1

50
× 50× (50 + 1)(2× 50 + 1)

6
= 858.5

• Variância de Xi

σ2 = V (Xi)

= E(X2
i )− E2(Xi)

= 858.5− 25.52

= 208.25

• Nova v.a.

Y =
∑100

i=1 Xi = número total de pacotes necessários para a transmissão 100 páginas
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• Valor esperado de Y

E(Y ) = 100× µ = 2550

• Variância de Y

V (Y ) = 100× σ2 = 20825

• Distribuição aproximada de Y

De acordo com o TLC pode adiantar-se que

Y − E(Y )
√

V (Y )

a∼ Normal(0, 1).

• Valor aproximado da probabilidade pedida

P (Y > 3000) = 1− P (Y ≤ 3000)

TLC1 1− Φ

(
3000− 2550√

20825

)

1 1− Φ(3.12)
tabela= 1− 0.9991

= 0.0009.

•

Exemplo 3.92 — Teorema do Limite Central (v.a. cont́ınuas)

Suponha-se que, ao adicionar números reais, cada número é arredondado previamente

para o inteiro mais próximo. Admita-se que os erros de arredondamento são v.a. i.i.d. com

distribuição comum Uniforme(−0.5, 0.5).

Obtenha um valor aproximado para a probabilidade de o valor absoluto do erro da

soma exceder 15 unidades ao adicionarmos 1500 números.

• V.a.

Xi = erro de arredondamento da parcela, i, i = 1, . . . , 1500

• Distribuição de Xi

Xi
i.i.d.∼ Uniforme(−0.5, 0.5), i = 1, . . . , 1500
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• F.d.p. de Xi

fXi(x)
form
=






1
0.5−(−0.5) = 1, −0.5 ≤ x ≤ 0.5

0, c.c.

• Valor esperado de Xi

µ = E(Xi)

form
=

0.5 + (−0.5)

2
= 0

• Variância de Xi

σ2 = V (Xi)

form
=

[0.5− (−0.5)]2

12

=
1

12

• Nova v.a.

Y =
∑1500

i=1 Xi = erro de arredondamento da soma de 1500 parcelas

• Valor esperado de Y

E(Y ) = 1500× µ = 0

• Variância de Y

V (Y ) = 1500× σ2 = 1500
12

• Distribuição aproximada de Y

Pelo TLC pode escrever-se

Y − E(Y )
√

V (Y )

a∼ Normal(0, 1).
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• Valor aproximado da probabilidade pedida

P (|Y | > 15) = 1− P (−15 ≤ Y ≤ 15)

TLC1 1−


Φ



15− 0
√

1500
12



− Φ



−15− 0
√

1500
12









1 1− [Φ(1.34)− Φ(−1.34)]

= 2× [1− Φ(1.34)]
tabela= 2× (1− 0.9099)

= 0.1802.

•

Teorema 3.93 — Teorema de Moivre-Laplace e a aproximação normal da

distribuição binomial (Murteira, 1979, p. 347)

Sejam:

• Xn ∼ Binomial(n, p), n ∈ IN ;

• Yn = Xn−E(Xn)√
V (Xn)

= Xn−np√
np(1−p)

.

Então a sucessão de v.a. {Yn, n ∈ IN} converge em distribuição para a Normal(0, 1). •

Notas 3.94 — Teorema de Moivre-Laplace e a aproximação normal da

distribuição binomial

• O Teorema de Moivre-Laplace justifica a seguinte aproximação normal da

distribuição binomial:

P (Xn ≤ x) 1 Φ



 x− np
√

p(1− p)



 . (3.99)

• Importa notar que a conhecida correcção de continuidade foi, de acordo com

Murteira (1979, p. 348), proposta por Feller em 1968 para melhorar a aproximação

normal da distribuição binomial, e escreve-se:

P (a ≤ Xn ≤ b) 1 Φ



b + 1
2 − np

√
p(1− p)



− Φ



a− 1
2 − np

√
p(1− p)



 . (3.100)

•
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Exemplo/Exerćıcio 3.95 — A aproximação normal da distribuição binomial

Um professor tenta lançar o sumário da sua aula teórica no FENIX no próprio dia e

nos dias seguintes, fazendo uma única tentativa por dia. Contudo, a probabilidade de

numa tentativa conseguir aceder ao sistema é de apenas 0.6, independentemente do dia

considerado.

(a) Durante um semestre (52 aulas) quantos sumários é de esperar que possam ser

lançados no próprio dia?

(b) Indique um valor aproximado (com correcção de continuidade) para a probabilidade

desse número exceder 30.31

• V.a.

X = número de sumários lançados no próprio dia, em 52 sumários

• Distribuição de X

X ∼ Binomial(n, p)

• Parâmetros

n = 52

p = 0.6

• F.p. de X

P (X = x) =
(

52
x

)
0.6x (1− 0.6)52−x, x = 0, 1, . . . , 52

• Valor esperado de X

E(X) = np = 52× 0.6 = 31.2 sumários

• Valor aproximado da probabilidade pedida (com correcção de

continuidade)

P (X > 30) 1 1− P (X̃ ≤ 30 + 1/2)

= 1− Φ



30 + 1/2− E(X̃)
√

V (X̃)





1 1− Φ(−0.03)

1 Φ(0.03)
tabela= 0.5120.

•
31Adaptado do Exame de 24 de Junho de 2006.
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Teorema 3.96 — A aproximação normal da distribuição de Poisson (Murteira,

1979, p. 352)

Sejam:

• Xλ ∼ Poisson(λ);

• Yλ = Xλ−E(Xλ)√
V (Xλ)

= Xλ−λ√
λ

.

Então

lim
λ→+∞

P (Yλ ≤ y) = Φ(y), (3.101)

pelo que podemos afirmar que

P (Xλ ≤ x) 1 Φ

(
x− λ√

λ

)

, (3.102)

para λ suficientemente grande. •

Escusado será dizer que podemos melhorar a aproximação normal ao efectuarmos a

correcção de continuidade proposta por Feller.

Exemplo 3.97 — A aproximação normal da distribuição de Poisson

O número de neutrinos registados em intervalos de 12 segundos, aquando da primeira

observação da supernova S1987a por astrónomos, é bem modelado por uma distribuição

de Poisson com variância igual a 0.8.

Confronte o valor exacto e o aproximado (com correcção de continuidade) da

probabilidade de o número de neutrinos registados em 10 minutos exceder 40.32

• V.a.

X = número de neutrinos registados em intervalos de 12 segundos

• Distribuição de X

X ∼ Poisson(λ)

• Parâmetro

λ = E(X) = V (X) = 0.8 neutrinos (em intervalos de 12 segundos)

32Adaptado do Teste A de 22 de Abril de 2006.
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• F.p. de X

P (X = x) = e−0.8×0.8x

x! , x = 0, 1, 2, . . .

• Nova v.a.

Y = número de neutrinos registados em intervalos de 10 minutos

• Distribuição de Y

Y ∼ Poisson(λ′)

• Parâmetros

λ′ = 10×60
12 × 0.8 = 40 (em intervalos de 10 minutos)

• F.p. de Y

P (Y = y) = e−40×40y

y! , y = 0, 1, 2, . . .

• Valor exacto da probabilidade pedida

P (Y > 40) = 1− P (Y ≤ 40)

= 1− FPoisson(40)(40)
tabela= 1− 0.5419

= 0.4581

• Distribuição aproximada de Y

O Teorema 3.96 permite afirmar que

Dado que λ′ = 40 > 5 pode aproximar-se a f.d. da v.a. Y ∼ Poisson(λ′ = 40) pela

f.d. da v.a.

Y − λ′√
λ′

a∼ Normal(0, 1),

i.e.

FY (y) = P (Y ≤ y) 1 Φ

(
y − λ′√

λ′

)

(f.d. aproximada sem correcção de continuidade).
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• Valor aproximado da probabilidade pedida (com correcção de continuidade)

P (Y > 40) = 1− P (Y ≤ 40)

1 1− P (Ỹ ≤ 40 + 1/2)

= 1− Φ



40 + 1/2− E(Ỹ )
√

V (Ỹ )





1 1− Φ(0.08)
tabela= 1− 0.5319

= 0.4681,

valor este associado a um erro relativo igual a

|0.4681− 0.4581|
0.4581

× 100% = 2.18%.

Refira-se também que há vantagem em efectuar correcção de continuidade uma vez

que ao não efectuá-la o valor aproximado da probabilidade pedida é igual a 0.5 e o

erro relativo associado da ordem de 9.15%. •

Exerćıcio 3.98 — A aproximação normal da distribuição de Poisson (bis)

Seja Xi o número de meteoritos que colidem com um dado satélite durante a i−ésima

órbita.

Admite-se que as v.a. Xi são i.i.d. com valor esperado e variância iguais a 4.

(a) Indique uma distribuição que lhe pareça razoável para descrever o comportamento

das v.a. Xi.

(b) Calcule aproximadamente a probabilidade de o número de colisões em 100 órbitas

consecutivas exceder 440. •

Exerćıcio 3.99 — A aproximação normal da distribuição de Poisson (bis bis);

o TLC e a soma de v.a. com distribuição uniforme

(a) Mostre que

lim
n→∞

n∑

k=0

e−n nk

k!
=

1

2
, (3.103)

aplicando o TLC à soma de v.a. independentes com distribuição de Poisson(1).
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(b) Calcule um valor aproximado para

lim
n→+∞

P

{∣∣∣∣∣

n∑

i=1

Xi −
n

2

∣∣∣∣∣ <
n1/3

2
√

3

}

,

onde X1, X2, . . . são v.a. i.i.d. com distribuição Uniforme(0, 1). •

Exemplo/Exerćıcio 3.100 — Uma distribuição amostral (aproximada) da

média da a.a.33

Admita que o desvio absoluto de uma medição instrumental em relação a uma norma é

uma v.a. X com distribuição exponencial com parâmetro λ desconhecido.

(a) Calcule E(X̄) e V (X̄), onde X̄ representa, naturalmente, a média de uma amostra

aleatória de dimensão n proveniente da população X.

Tirando partido dos resultados anteriores mostre que, para n suficientemente grande,

se tem Z = (λX̄ − 1)
√

n
a∼ Normal(0, 1).

• V.a.

X = desvio absoluto de uma medição instrumental em relação a uma norma

• Distribuição

X ∼ Exponencial(λ)

• Parâmetro

λ desconhecido (λ > 0)

• Nova v.a.

Z = (λX̄ − 1)
√

n

• Distribuição aproximada de Z

Comece-se por notar que neste caso E(X) = 1/λ e V (X) = 1/λ2, pelo que

E(X̄) = E(X)

=
1

λ

V (X̄) =
V (X)

n

=
1

n λ2

< +∞.
33Adaptado do Exame de 18 de Janeiro de 2003.
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Então, de acordo com o TLC, pode afirmar-se que, para n suficientemente grande

(n = 40 > 30),

Z =
X̄ − E(X̄)

√
V (X̄)

=
X̄ − 1

λ√
1

n λ2

= (λX̄ − 1)
√

n
a∼ Normal(0, 1).

(b) Discuta a pertinência deste resultado. •

Exerćıcio 3.101 — Teorema do Limite Central e um processo de ramificação

O número de coelhos na i-ésima geração é uma v.a. Ni. O valor da v.a. Ni+1, para

além de depender de factores como os efeitos da luz, a temperatura, a água dispońıvel,

a alimentação e a população de predadores, depende do valor tomado por Ni de acordo

com a relação

Ni+1 = Ji ×Ni, (3.104)

onde Ji
i.i.d.∼ J, i = 1, 2, . . . e J uma v.a. com f.p.

P (J = j) =






0.2, j = 1

0.3, j = 2

0.5, j = 3

0, c.c.

(3.105)

Começando com um casal de coelhos, i.e. N1 = 2, determine aproximadamente a f.p.

do número de coelhos na décima geração.34 •

O TLC também se aplica no caso em que lidamos com somas de v.a. que não são i.i.d.,

nomeadamente quando elas são independentes. O teorema que se enuncia de seguida

deve-se a Lyapunov que o derivou antes de ter sido demonstrado o TLC na sua versão de

Lindberg-Levy (Murteira, 1979, p. 359).

34Note que para usar o TLC deverá obter uma expressão envolvendo uma soma de v.a. Ora, ln(Ni+1) =
ln(2) +

∑i
k=1 ln(Jk) já que Ni+1 =

(∏i
k=1 Jk

)
×N1 e N1 = 2.
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Teorema 3.102 — Teorema do Limite Central (Lyapunov) (Murteira, 1979, p.

359)

Considere-se uma sucessão de v.a. independentes {Xn, n ∈ IN} com valores esperados

µn = E(Xn) e variâncias finitas σ2
n = V (Xn). Então a sucessão de somas padronizadas

{Zn, n ∈ IN}, onde

Zn =

∑n
i=1 Xi −

∑n
i=1 E(Xi)√∑n

i=1 V (Xi)

=

∑n
i=1 Xi −

∑n
i=1 µi√∑n

i=1 σ2
i

, (3.106)

converge em distribuição para a Normal(0, 1) desde que se verifiquem as seguintes

condições:

∃δ > 0 : E(|Xn|2+δ) < +∞, n ∈ IN e (3.107)

lim
n→+∞

1

(
∑n

i=1 σ2
i )

2+δ

n∑

i=1

E
[
|Xi − µi|2+δ

]
= 0. (3.108)

•

Em Murteira (1979, p. 360) pode encontrar-se uma outra versão do TLC que se deve

a Lindberg e Feller.
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3.3.4 Outro caso notável de convergência em distribuição: o

Teorema de Slutsky

É interessante notar que a convergência em distribuição não goza das propriedades de

fecho da convergência em probabilidade. Contudo, ao considerarem-se duas sucessões de

v.a. — {Xn, n ∈ IN} que convirja em distribuição para uma v.a. X e {Yn, n ∈ IN} que

convirja em probabilidade para uma constante c — podemos adivinhar o comportamento

assintótico de sucessões resultantes de algumas operações algébricas sobre Xn e Yn.

Teorema 3.103 — Teorema de Slutsky (Rohatgi, 1976, p. 253; Karr, 1993, p. 148)

Sejam:

• {Xn, n ∈ IN} e {Yn, n ∈ IN} duas sucessões de v.a.;

• X uma v.a.

Então:

Xn
d→ X, Yn

P→ c, c ∈ IR ⇒ Xn ± Yn
d→ X ± c (3.109)

Xn × Yn
d→ X × c (3.110)

Xn
d→ X, Yn

P→ c, c ∈ IR\{0} ⇒ Xn

Yn

d→ X

c
; (3.111)

Xn
P→ X ⇒ g(Xn)

P→ g(X),

caso g seja uma função cont́ınua e Borel mensurável definida em IR. •

Exemplo/Exerćıcio 3.104 — Uma aplicação do Teorema de Slutsky

(a) Mostre que

X̄n − µ

Sn/
√

n
d→ Normal(0, 1), (3.112)

para qualquer população com quarto momento central finito.

• V.a.

Xi
i.i.d.∼ X, i ∈ IN

X : E(X) = µ

V (X) = σ2 = µ2

E
[
(X − µ)4

]
= µ4,
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momentos estes finitos já que se supôs que a população X possui quarto momento

central finito.

• Resultados auxiliares

A média e a variância corrigida da a.a. satisfazem

E(X̄n) = µ

V (X̄n) = σ2

n = µ2

n

E(S2
n) = σ2 = µ2

V (S2
n) =

(
n

n−1

)2 [
µ4−µ2

2
n − 2(µ4−2µ2

2)
n2 + 2(µ4−3µ2

2)
n3

]
(ver Murteira, 1980, p. 46).

• Distribuição amostral assintótica de X̄n−µ
Sn/

√
n

Para provar que X̄n−µ
Sn/

√
n

d→ Normal(0, 1) basta notar que

X̄n − µ

Sn/
√

n
=

X̄n−µ
σ/
√

n√
S2

n
σ2

, (3.113)

demonstrar que X̄n−µ
σ/
√

n
d→ Normal(0, 1) e que

√
S2

n
σ2

P→ 1 e, por fim, aplicar o

Teorema de Slutsky.

• Convergência em distribuição do numerador

Segue imediatamente da aplicação do TLC.

• Convergência em probabilidade do denominador

Fazendo uso da definição de convergência em probabilidade e recorrendo à

desigualdade de Chebychev, obtém-se, para qualquer ε > 0:

lim
n→+∞

P
(
|S2

n − σ2| > ε
)

= lim
n→+∞

P




∣∣∣S2

n − E(S2
n)

∣∣∣ ≥ ε
√

V (S2
n)

√
V (S2

n)





≤ lim
n→+∞

1
(

ε√
V (S2

n)

)2

=
1

ε2
lim

n→+∞
V (S2

n)

= 0, (3.114)

i.e. S2
n

P→ σ2.
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Por fim, note-se que graças ao fecho da convergência em probabilidade para

divisões e funções cont́ınuas como a raiz quadrada podemos afirmar que

S2
n

P→ σ2 ⇒
√

S2
n

σ2

P→
√

σ2

σ2
= 1. (3.115)

• Conclusão
X̄−µ
S/
√

n
d→ Normal(0, 1).

(b) Discuta a utilidade deste resultado. •

Exerćıcio 3.105 — Uma aplicação do Teorema de Slutsky

Seja {Xn, n ∈ IN} uma sucessão de v.a. i.i.d. a Normal(0, 1).

(a) Determine a distribuição limite de Wn = Un
Vn

, onde

Un =

∑n
i=1 Xi√

n
(3.116)

Vn =

∑n
i=1 X2

i

n
, (3.117)

provando que Un
d→ Normal(0, 1) e Vn

P→ 1 (Rohatgi, 1976, pp. 254, Example 12).

(b) Discuta a utilidade desta convergência em distribuição. •

Exerćıcio 3.106 — Uma aplicação do Teorema de Slutsky (bis)

Seja {Xn, n ∈ IN} uma sucessão de v.a. i.i.d. a Bernoulli(p) e X̄n = 1
n

∑n
i=1 Xi o estimador

de MV de p.

(a) Prove que

X̄n − p
√

X̄n(1−X̄n)
n

d→ Normal(0, 1). (3.118)

(b) Discuta a relevância desta convergência em distribuição. •

Exerćıcio 3.107 — Convergência de um quociente

Sejam:

• {Xn, n ∈ IN} uma sequência de v.a. tal que Xn
d→ X;

• {an, n ∈ IN} uma sequência de constantes positivas tais que an → +∞.

Mostre que Xn
an

P→ 0. •
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3.3.5 Ainda outro caso notável de convergência em distribuição:

o Teorema de Gnedenko

O teorema que se enunciará de seguida é uma espécie de TLC para o mı́nimo e o máximo

da a.a.

Teorema 3.108 — Teorema de Gnedenko

Sejam:

• {Xn, n ∈ IN} uma sucessão de v.a. i.i.d. com f.d. FX(x);

• X(n) = maxi=1,...,n Xi.

Caso existam

• uma f.d. não degenerada G(z) e

• uma sucessão de pares de reais {(an, bn), n ∈ IN} tais que an > 0 e

lim
n→∞

P

(
X(n) − bn

an
≤ z

)

= G(z) (3.119)

para todos os pontos de continuidade de G(z),

então G(z) é de um dos três tipos seguintes:

• Gumbel de máximos

G1(z) = e−e−z
, −∞ < z < +∞.

• Fréchet de máximos

G2(z) =





0, z ≤ 0

e−z−α
, z > 0 (α > 0)

• Weibull de máximos

G3(z) =





e−(−z)α

, z ≤ 0 (α > 0)

1, z > 0.
•

Analogamente, ao considerar-se

• X(1:n) = mini=1,...,n Xi,
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e atendendo a que X(1:n) = mini=1,...,n Xi = −maxi=1,...,n(−Xi), pode adiantar-se que,

caso existam

• uma f.d. não degenerada H(z) e

• uma sucessão de pares de reais {(an, bn), n ∈ IN} tais que an > 0 e

lim
n→∞

P

(
X(1:n) − bn

an
≤ z

)

= H(z) (3.120)

para todos os pontos de continuidade de H(z),

então H(z) = 1−G(−z) e é de um dos três tipos seguintes:

• Gumbel de mı́nimos

H1(z) = 1− e−ez
, −∞ < z < +∞.

• Fréchet de mı́nimos

H2(z) =





1− e−(−z)−α

, z ≤ 0 (α > 0)

1, z > 0

• Weibull de mı́nimos

H3(z) =





0, z ≤ 0

1− e−zα
, z > 0 (α > 0).

•

Notas 3.109 — Teorema de Gnedenko

• Note-se que o comportamento do máximo da a.a. X(n) = maxi=1,...,n Xi e do mı́nimo

da a.a. X(1:n) = mini=1,...,n Xi — quando não padronizados por constantes an e bn

— é desinteressante. Com efeito:

lim
n→+∞

FX(n)
(x) = lim

n→+∞
[FX(x)]n

=





0, se 0 ≤ FX(x) < 1

1, se FX(x) = 1;
(3.121)

lim
n→+∞

FX(1:n)
(x) = lim

n→+∞
{1− [1− FX(x)]n}

=





0, se FX(x) = 0

1, se 0 < FX(x) ≤ 1.
(3.122)
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• Uma vez enunciado o Teorema de Gnedenko, põe-se, naturalmente, uma questão:

conhecida a f.d. de X, como se poderá identificar o tipo da distribuição assintótica

associada a X(n) = maxi=1,...,n Xi ou X(1:n) = mini=1,...,n Xi?

Tendo em conta que é usual dizer que FX(x) pertence ao domı́nio de atracção de

G(x) sse existirem pares de constantes reais {(an, bn), n ∈ IN} nas condições do

Teorema de Gnedenko, essa mesma questão pode ser reescrita do seguinte modo:

conhecida a f.d. de X, como se poderá identificar o domı́nio de atracção a que

pertence?

A resposta pode encontrar-se no caṕıtulo 2 de Galambos (1978): áı figuram

conjuntos de condições conjuntamente necessárias e suficientes para que a f.d. de

X pertença ao domı́nio de atracção de cada uma das três distribuições assintóticas,

bem como expressões para {(an, bn), n ∈ IN}.

• Importa notar que há distribuições que não satisfazem as condições do Teorema de

Gnedenko. •

Exemplo 3.110 — Convergência em distribuição de uma transformação do

máximo da a.a.

Sejam:

• {Xn, n ∈ IN} uma sucessão de v.a. i.i.d. Exponencial(1);

• X(n) = maxi=1,...,n Xi;

• Yn = X(n) − ln(n).

Determine a distribuição limite de Yn.

• V.a./ f.d.

X ∼ Exponencial(1)

Xi
i.i.d.∼ X, i ∈ IN

FX(x) =





0, x ≤ 0

1− e−x, x > 0

• Nova v.a.

Yn = maxi=1,...,n Xi − ln(n)
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• F.d. de Yn

FYn(y) = P
(

max
i=1,...,n

Xi − ln(n) ≤ y
)

= {FX [y + ln(n)]n}

=
[
1− e−(y+ln(n))

]n

=

(

1− e−y

n

)n

, y + ln(n) > 0 (3.123)

• Distribuição limite de YN

lim
n→+∞

FYn(y) = lim
n→+∞

(

1 +
−e−y

n

)n

= e−e−y
, −∞ < y < +∞. (3.124)

• Conclusão

Yn
d→ GumbelMáximos(0, 1), i.e. a f.d. da Exponencial(1) pertence ao domı́nio de

atracção da Gumbel de Máximos. •

Exerćıcio 3.111 — Convergência em distribuição de uma transformação do

mı́nimo da a.a.

Sejam:

• {Xn, n ∈ IN} uma sucessão de v.a. i.i.d. Uniforme(0, θ);

• X(1:n) = mini=1,...,n Xi;

• Yn = nX(1:n).

Averigue se a sucessão de v.a. {Yn, n ∈ IN} converge em distribuição para alguma v.a.

Y . Em caso afirmativo, identifique a f.d. de Y . •

Exerćıcio 3.112 — Convergência em distribuição de uma transformação do

máximo da a.a.

Sejam:

• {Xn, n ∈ IN} uma sucessão de v.a. i.i.d. com f.d. absolutamente cont́ınua FX(x);
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• X(n) = maxi=1,...,n Xi;

• Yn = n(1− FX(X(n))).

Determine a f.d. limite de Yn. •

Nota 3.113 — Outros modos de convergência

Para mais modos de convergência sugere-se a leitura de Rohatgi (1976, pp. 240–275) ou

o Cap. 5 das notas de apoio da disciplina de Teoria da Probabilidade. •
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Caṕıtulo 4

Análise preliminar de dados

Definição informal 4.1 — Estat́ıstica

A Teoria das Probabilidades pode definir-se como o estudo dos modelos matemáticos que

descrevem o comportamento dos fenómenos aleatórios relativos a populações (Paulino,

1990).

A Estat́ıstica pode ser entendida como repositório de métodos adequados à recolha,

classificação, apresentação e interpretação de conjuntos de dados (Murteira e Black, 1983,

p. 2), bem como de métodos que nos auxiliem a tomar decisões. •

O estudo da Estat́ıstica assenta em alguns conceitos básicos que introduziremos

informalmente já de seguida.

Definição informal 4.2 — V.a. ou caracteŕıstica de interesse

Não passa de uma caracteŕıstica crucial para o conhecimento de um fenónemo aleatório

em estudo.

Exemplos:

• a resistência de certo tipo de mola;

• o tempo até falha de pá de certo motor a jacto;

• o número de colisões de detritos em satélite em MEO1 no espaço de um ano.

1Medium Earth Orbit, associada a altitudes entre 2.000Km e 34.786Km.
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Definição informal 4.3 — População e unidade estat́ıstica

Designa-se por população (ou universo) uma colecção de objectos/indiv́ıduos/etc. que

têm em comum pelo menos uma caracteŕıstica de interesse.

A cada elemento da população dá-se o nome de unidade estat́ıstica.

Exemplos:

• todas as molas produzidas do referido tipo;

• todas as pás de tais motores a jacto;

• todos os satélites em MEO.

Definição informal 4.4 — Amostra e dado estat́ıstico

Nem sempre é posśıvel analisar todos os elementos de uma população. Esta

impossibilidade pode dever-se ao facto de a população ser inifinita, de tal análise implicar a

destruição dos seus elementos, ou ainda da sua impraticabilidade por questões económicas,

de comodidade ou tempo. Portanto, o estudo das propriedades da população terá de ser

feito à custa de um seu subconjunto, que se pretende ser representativo — i.e., uma

imagem à escala da população — e denominado amostra.

A cada resultado observado — relativo à caracteŕıstica de interesse e respeitante a cada

unidade estat́ıstica pertencente à amostra — damos o nome de dado estat́ıstico.

Exemplos:

• recolher a 2a., 12a., 22a., 32a. e 42a.mola da produção diária;

• seleccionar completamente ao acaso 5 pás da produção semanal;

• seleccionar ao acaso um satélite chinês em MEO, um russo e três americanos.

Em qualquer dos casos anteriores as amostras possuem dimensão 5.

Definição informal 4.5 — Amostragem

Trata-se de um vasto conjunto de procedimentos estat́ısticos que encontra motivação na

necessidade de obtenção de amostras.2

2E justifica só por si disciplinas dedicadas ao seu estudo em licenciaturas como a LMAC do IST.
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Exemplos:

• amostragem sistemática;3

• amostragem aleatória simples;4

• amostragem estratificada.5

Definição informal 4.6 — Estat́ıstica Descritiva

Com a recolha da amostra obtém-se um conjunto de dados com um aspecto caótico cuja

mera leitura depressa se reconhece nada contribuir para a compreensão do fenónemo

aleatório em estudo. A Estat́ıstica Descritiva resolve (parcialmente) esta dificuldade ao

consistir numa bateria de métodos gráficos e numéricos que permitem patentear de forma

sumária a informação relevante contida nos dados.

Definição informal 4.7 — Análise preliminar de dados

Fazer uma análise preliminar de dados pressupõe recorrer a técnicas de Estat́ıstica

Descritiva, leia-se

• a organização e redução dos dados — descrição tabular dos dados,

• o cálculo de medidas descritivas (e.g. de localização, dispersão, assimetria e

achatamento),

• a descrição gráfica dos dados,

mas pressupõe também

3Uma amostra sistemática de tamanho n de uma população (numerada) de N unidades obtém-
se fixando (ou seleccionando aleatoriamente) um número k do conjunto {1, 2, . . . , N}, extraindo
aleatoriamente uma unidade das primeiras k, que designamos por jk, e tomando por sistema as unidades
jk + i k, i = 1, 2, 3, . . ., até se recolher um total de n elementos ou se percorrer toda a população. No
exemplo N = 50, k = 10, jk = 2.

4O termo aleatório significa que a selecção é aleatória, pelo que todos os elementos da população têm a
mesma probabilidade de serem escolhidos e de virem a fazer parte da amostra com dimensão previamente
fixada.

5Este tipo de amostragem passa pela divisão da população em classes mais homogéneas (estratos) de
cada uma das quais se extrai uma amostra aleatória de tamanho especificado.
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• pesquisar e avaliar o ajustamento de modelos ao conjunto de dados. •

Refira-se também que população e amostra são conceitos que ajudam a esclarecer a

divisão da Estat́ıstica em Estat́ıstica Descritiva e Estat́ıstica Indutiva (Murteira e Black,

1983). A Estat́ıstica Indutiva ou Inferência Estat́ıstica compreende um amplo conjunto de

métodos que têm por objectivo usar a amostra de modo a responder a questões espećıficas

sobre a população (e.g. qual o valor esperado da v.a. de interesse da população?). A

Estat́ıstica Indutiva parte, assim, do particular (amostra) para o geral (população).

Nota 4.8 — Interacção de conceitos

A forma como interagem aqueles conceitos e a Estat́ıstica Indutiva ou Inferência

Estat́ıstica pode ser representada no seguinte esquema:

Amostragem

↗ ↘

População

Caracteŕıstica de interesse

fX(x), µ, etc.

Amostra

Estat́ıstica descritiva

histograma, x̄, etc.

Análise preliminar de dados

↖ ↙

Estat́ıstica Indutiva

Estimação, testes, etc.

•
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4.1 Medidas descritivas e agrupamento de dados

Não nos alongaremos nesta secção pois já foi dado bastante ênfase à Estat́ıstica Descritiva

no ensino pré-universitário...

4.1.1 Agrupamento de dados

É fundamental ter bem presente que os métodos para sumariar, agrupar (ou não) e analisar

um conjunto de dados dependerão da quantidade e do carácter dos dados. Estes poderão

ser do tipo:

• quantitativo — discretos ou cont́ınuos;

• qualitativo ou categórico — ordinal ou não (dar exemplos).

Exemplo 4.9 — Gráfico de barras

O conjunto de dados abaixo dizem respeito a um ı́ndice de probreza em 6 regiões do

sudeste do estado da Georgia (EUA).6 Pela sua quantidade e pelas suas caracteŕısticas, o

agrupamento destes dados não faz qualquer sentido.

Pode obter-se um gráfico de barras por recurso ao Mathematica tirando partido do

seguinte conjunto de comandos:

data={{33.1, Candler}, {25.5, Chatham}, {31.0, Evans}, {34.5, Montgomery},

{28.0, Tattnall}, {32.3, Toombs}};

data//TableForm

BarChart[data]

Candler Chatham Evans MontgomeryTattnall Toombs

5

10

15

20

25

30

35

6Fonte: Abell et al. (1999, p. 55).
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Fica a sugestão de fazer mais averiguações ao package <<Statistics‘DataManipulation‘

do Mathematica onde poderá comandos para, por exemplo, seleccionar linhas (Part[],

Take[]) e colunas (Column[], ColumnTake[]) de um conjunto de dados. •

Nota 4.10 — Agrupamento de dados e a regra de Sturges

No tratamento inicial de um grande conjunto de dados cont́ınuos (ou discretos com uma

grande gama de valores distintos) é de todo o interesse agrupá-los. Para o fazer é necessário

decidir o número de classes, tendo sempre a consciência de que:

• um número muito elevado de classes pode não mostrar a regularidade do fenómeno;

• um número muito pequeno de classes reduz excessivamente a variabilidade do

fenómeno.

É frequente recorrer à regra de Sturges para obter o número de classes (k) à custa da

dimensão da amostra (n):

k = 71 + log2(n)8.

O recurso a esta regra, apesar de muito comum em diversos textos introdutórios e packages

estat́ısticos, tem sido contestado por alguns autores.7 •

Nota 4.11 — Regra de Sturges (Hyndman, 1995)

Herbert Sturges (1926)8 considered an idealised frequency histogram with k bins where the

ith bin count is the binomial coefficient (k−1)!
i! (k−1−i)! , i = 0, 1, . . . , k − 1. As k increases, this

ideal frequency histogram approaches the shape of a normal density. The total sample size

is

n =
k−1∑

i=0

(k − 1)!

i! (k − 1− i)!
= (1 + 1)k−1 = 2k−1

by the binomial expansion. So the number of classes to choose when constructing a

histogram from normal data is k = 1 + log2(n).

7Por exemplo, Hyndman, R.J. (1995). The problem with Sturges’ rule for constructing histograms.
(robjhyndman.com/papers/sturges.pdf)

8Sturges, H.A. (1926). The choice of a class interval. Journal of American Statistical Association 21,
65–66.
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The problem with the above argument is that any multiple of the binomial coefficients

could have been used and the frequency histogram would still approach the normal density.

So, any number of classes could be obtained, depending on the multiple used.

Alternative rules for constructing histograms include Scott’0s (1979)9 rule for the class

width h = 3.5 s n−1/3 and Freedman and Diaconis’s (1981) rule for the class width h =

2 (IQ) n−1/3 where s is the sample standard deviation and IQ is the sample interquartile

range. Either of these are just as simple to use as Sturges’ rule, but are well-founded in

statistical theory. •

Exemplo 4.12 — Frequências absolutas no Mathematica

A função RangeCounts[] do Mathematica permite que, após termos especificado o número

de classes e os limites superiores das mesmas, se obtenham um conjunto de frequências

absolutas.

Importa notar, no entanto, que a última das frequências absolutas obtidas diz respeito

ao número de observações superiores ou iguais ao máximo amostral já que o Mathematica

considera classes fechadas à esquerda e abertas à direita, como comprova a lista de

observações pertencentes às classes com estas caracteŕısticas, lista esta que se obtém por

recurso à função RangeLists[].

Assim, é preciso somar as duas últimas frequências obtidas e efectuar algumas

operações de manipulação de listas para obter a lista definitiva das frequências absolutas

das classes originalmente escolhidas, como se ilustra abaixo.

Os dados no código de Mathematica reportam-se à medida de consumo automóvel,

miles per gallon (MPG), em 50 estados dos EUA em 1992.10 Estes dados foram

organizados em 8 classes de igual amplitude.

mpg = {16.14, 12.45, 18.01, 13.22, 17.66, 16.02, 17.68, 16.97, 16.48, 16.83, 20.86, 16.61,

13.47, 16.19, 13.75, 15.29, 14.82, 17.39, 17.47, 17.47, 17.77, 17.33, 17.65, 16., 15.52,

15.54, 14.54, 13.46, 18.05, 15.94, 16.15, 16.01, 15.56, 14.66, 15.56, 16.28, 16.16, 15.76,

17.49, 15.7, 15.22, 15.43, 16.42, 16.64, 18.18, 17.28, 17.23, 15.32, 18.05, 12.71 };

minimum = Min[mpg];

maximum = Max[mpg];

classwidth = (maximum - minimum)/8;

9Scott, D.W. (1979). On optimal and data-based histograms. Biometrika 66, 605–610.
10Fonte: Abell et al. (1999, p. 152).
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upperlimits = Table[i, i, minimum + classwidth, maximum, classwidth]

{13.5012,14.5525,15.6037,16.655,17.7062,18.7575,19.8088,20.86}

counts = RangeCounts[mpg, upperlimits]

{5,2,10,15,12,5,0,0,1}

RangeLists[mpg, upperlimits]

{{12.45,13.22,13.47,13.46,12.71}, {13.75,14.54},

{15.29,14.82,15.52,15.54,15.56,14.66,15.56,15.22,15.43,15.32},

{16.14,16.02,16.48,16.61,16.19,16.,15.94,16.15,16.01,16.28,16.16,15.76,15.7,16.42, 16.64},

{17.66,17.68,16.97,16.83,17.39,17.47,17.47,17.33,17.65,17.49,17.28,17.23},

{18.01,17.77,18.05,18.18,18.05}, {}, {}, {20.86}}

frequencylist = Append[Drop[counts, -2], Apply[Plus, Take[counts, -2]]]

{5,2,10,15,12,5,0,1}

•
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4.1.2 Medidas descritivas

Refiram-se algumas medidas descritivas, que não passam das versões amostrais de alguns

parâmetros apresentados anteriormente:

1. Localização

• Médias (aritmética, aparadas, geométrica, harmónica, etc.)

• Mediana

• Moda

• Centro do intervalo de variação amostral

2. Dispersão

• Variância e desvio-padrão

• Coeficiente de variação

• Amplitude do intervalo amostral

• Amplitude inter-quart́ılica

3. Assimetria

• Coeficiente de assimetria

4. Achatamento

• Coeficiente de curtose.

Exemplo 4.13 — Medidas descritivas no Mathematica

As funções LocationReport[], DispersionReport[] e ShapeReport[] do package

DescriptiveStatistics do Mathematica permitem obter algumas medidas de localização,

dispersão e forma (assimetria e achatamento), como ilustra o exemplo seguinte, referente

ao conjunto de dados MPG.

LocationReport[mpg]

{Mean → 16.1678, HarmonicMean → 16.0078, Median → 16.155}

DispersionReport[mpg]
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{Variance → 2.54097, StandardDeviation → 1.59404, SampleRange → 8.41,

MeanDeviation → 1.19851, MedianDeviation → 1.005, QuartileDeviation → 0.98}

ShapeReport[mpg]

{Skewness → -0.137029, QuartileSkewness → 0.260204, KurtosisExcess → 0.691522}

Recomenda-se que sejam tecidos alguns comentários a estes resultados (e.g., o

coeficiente de curtose positivo sugere que a distribuição é leptocúrtica)11 e a consulta do

Help do referido package para a definição das medidas descritivas de localização, dispersão

e forma (assimetria e achatamento). •

Nota 4.14 — Comparação da média, da mediana e da moda

Relembre-se também que lidamos com:12

• distribuições simétricas se média = mediana = moda;

• assimétricas negativas se média < mediana < moda;

• assimétricas positivas se moda < mediana < média.

•
11Um coeficiente de curtose nulo (resp. negativo) sugere um distribuiç ao mesocúrtica (resp.

platicúrtica).
12Os dois cartoons encontram-se em Kranzler e Moursund (1995, p. 29).
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Nota 4.15 — Medidas descritivas e o erro de tabulagem

Note-se igualmente que muitas das medidas descritivas ainda podem ser calculadas caso

não disponhamos dos dados originais mas sim dos dados classificados e de uma tabela de

frequências. Tal cálculo assenta na hipótese básica de tabulagem (Murteira e Black, 1983,

p. 35) que consiste em admitir que todos os valores de uma classe são iguais ao respectivo

ponto médio. O erro associado designa-se por erro de tabulagem. •
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4.1.3 Métodos gráficos

A forma mais corrente de representação gráfica de distribuições de frequências de dados

cont́ınuos é um diagrama de áreas — o histograma — formado por uma sucessão de

rectângulos adjacentes, tendo cada um por base um intervalo de classe e por altura a

respectiva frequência absoluta (resp. relativa) dividida pela amplitude da classe. Deste

modo a área total dos rectângulos é igual à dimensão da amostra (resp. à unidade), caso

tenham sido empregues as frequências absolutas (resp. relativas).

Exemplo 4.16 — Histogramas no Mathematica

O Mathematica permite obter histogramas com as caracteŕısticas acima. Os histogramas

que se seguem reportam-se à medida de consumo automóvel, miles per gallon (MPG) e

foram obtidos por recurso aos comandos

Histogram[mpg]

Histogram[mpg, HistogramScale → 1]

14 16 18 20
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14

14 16 18 20
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0.1

0.15

0.2

0.25

À esquerda (resp. direita) encontra-se um histograma com as frequências absolutas (resp.

relativas) e 9 classes com amplitude unitária13 (resp. e área unitária graças ao comando

HistogramScale → 1 ). Estes dois histogramas deixam bem patente a ligeira assimetria

negativa do conjunto de dados.

Caso se pretenda definir as classes é necessário, tanto quanto se pôde apurar, adiantar

a lista com as frequências absolutas, bem como os limites das classes. Os comandos

limits = Table[i, {i, minimum, maximum, classwidth}];

Histogram[frequencylist, FrequencyData → True, HistogramCategories → limits, Ticks →
IntervalCenters, HistogramScale → 1]

13Convém referir que a regra de Sturges conduziria a 6 classes e não a 9.
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permitem obter o histograma acima onde estão assinalados (Ticks) os pontos médios

(IntervalCenters) de algumas das 8 classes consideradas. •

Outra forma de representação gráfica é conhecida por poĺıgonos de frequência e resulta

de unir sucessivamente, por segmentos de recta, os pontos médios dos lados superiores

dos rectângulos que constituem o histograma. Se a dimensão da amostra aumentar

indefinidamente e, simultaneamente, a amplitude das classes tender para zero, intui-se

uma curva limite do histograma designada de curva de frequências, como ilustram os dois

gráficos seguintes.14

4. Análise preliminar de dados

! Organização e redução dos dados – descrição tabular dos dados

" Cálculo de estatísticas sumárias

# Descrição gráfica dos dados

$ Pesquisa e avaliação de modelos probabilísticos capazes de justificar os dados
observados

4.1. Medidas descritivas e agrupamento de dados.

Agrupamento de dados

! Definição do número de classes (regra de Sturges e outras)

" Construção das classes (iguais ou diferentes amplitudes)

# Cálculo de frequências (absolutas, relativas, acumuladas, unitárias)

73

Medidas descritivas

! Localização

!% Médias!% Mediana!% Moda!% Centro do intervalo de variação amostral

" Dispersão

!% Variância e desvio padrão!% Coeficiente de variação!% Amplitude do intervalo de variação amostral!% Amplitude inter-quartílica

74

# Assimetria

!% Coeficiente de assimetria (versão amostral do que foi referido em 1.2)

$ Achatamento

!% Coeficiente de curtose (versão amostral do que foi referido em 1.2)

Métodos gráficos

! Histogramas e polígonos de frequências

" Diagramas de caixas (boxplots)

# . . . muitos outros
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Exemplo 4.17 — Diagrama extremos-e-quartis no Mathematica

A combinação dos extremos e dos quartis permite obter um gráfico muito sugestivo

designado de diagrama extremos-e-quartis (Murteira e Black, 1983, p. 90),15 que permite

que fiquemos com uma ideia quer da localização, quer da dispersão dos dados.

Trata-se, no entanto, de um dispositivo gráfico menos informativo que um histograma

em que sejam marcados os quartis e a mediana, afinal tal histograma diz-nos como se

distribuem as frequências nos intervalos [x(1), q1), [q1, me), [me, q3) e [q3, x(n)].

14Fonte: Soares (2007).
15Box plot, Box-and-whiskers plot, diagrama de caixa ou diagrama de caixa-e-bigodes são algumas

das designações frequentes deste diagrama. Para uma descrição detalhada da construção de diagramas
extremos-e-quartis, nomeadamente do modo como são tratados os outliers, sugere-se a leitura de Abell
et al. (1999, pp. 161–162).
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O comando

BoxWhiskerPlot[mpg]

permite obter o seguinte diagrama extremos-e-quartis para os dados MPG :

14

16

18

20

(Comentários: ausência de outliers, etc.) •

Importa notar que os diagramas extremos-e-quartis facilitam também a comparação

de diversos conjuntos de dados, como bem ilustra a figura seguinte:16

(Comente estes gráficos!)

16Fonte: Soares (2007).
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Quando os dados não são muito numerosos, a interpretação e visualização dos mesmos

pode ser facilitada usando o que designam por diagrama de caule-e-folhas. Este dispositivo

denominado stem-and-leaf na literatura anglo-saxónica permite uma observação mais

senśıvel do aspecto global dos dados, sem (grande ou qualquer) perda da informação

contida na colecção de dados inicial (Murteira e Black, 1983, p. 18).

Exemplo 4.18 — Diagrama de caule-e-folhas no Mathematica

Com os comandos

<<Statistics‘StatisticsPlots‘

StemLeafPlot[mpg, StemExponent → 0,

Leaves → {”Tallies”, ”TallySymbol” → •}, IncludeStemCounts → True]

StemLeafPlot[mpg, StemExponent → 0,

Leaves → {”Digits”, ”LeafDigits” → 2, ”LeafSpacing” → 1}]

StemLeafPlot[mpg, StemExponent → 0]

obtemos um diagrama de caule-e-folhas na forma convencional, um diagrama de caule-

e-folhas na forma digital e um diagrama de caule-e-folhas na forma digital com

arredondamentos às décimas dos dados da medida de consumo automóvel MPG :

Stem Leaves Counts

12 !! 2

13 !!!! 4

14 !!! 3

15 !!!!!!!!!!! 11

16 !!!!!!!!!!!!! 13

17 !!!!!!!!!!!! 12

18 !!!! 4

20 ! 1

Stem units: 1

Stem Leaves

12 45 71

13 22 46 47 75

14 54 66 82

15 22 29 32 43 52 54 56 56 70 76 94

16 00 01 02 14 15 16 19 28 42 48 61 64 83 97

17 23 28 33 39 47 47 49 65 66 68 77

18 01 05 05 18

20 86

Stem units: 1

Stem Leaves

12 47

13 2558

14 578

15 23345566789

16 0001222345668

17 023345556778

18 0002

20 9

Stem units: 1

•
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4.2 Função de distribuição emṕırica

Definição 4.19 — Função de distribuição emṕırica da a.a.

Seja X = (X1, . . . , Xn) uma a.a. de dimensão n associada a uma v.a. de interesse X com

f.d. FX(x). Então a função de distribuição emṕırica da a.a. é dada por

Fn(x, X) =
1

n

n∑

i=1

I(−∞,x](Xi) (4.1)

e corresponde à proporção de Xi’s inferiores ou iguais a x na a.a. X. •

Definição 4.20 — Função de distribuição emṕırica da amostra

Ao recolher-se uma amostra x = (x1, . . . , xn), obtém-se a função de distribuição emṕırica

da amostra

Fn(x, x) =
1

n

n∑

i=1

I(−∞,x](xi). (4.2)

e corresponde à proporção de xi’s inferiores ou iguais a x na amostra x.

Caso se admita que as observações de x = (x1, . . . , xn) são distintas, Fn(x, x) pode ser

entendida como a f.d. de uma v.a. discreta com distribuição Uniforme({x1, . . . , xn}). •

Exemplo 4.21 — Gráfico da função de distribuição emṕırica da amostra

O gráfico da função de distribuição emṕırica da amostra do Exemplo 4.12 obtém-se

recorrendo a 3 meras linhas de código no Mathematica:

n = Length[mpg];

F[x ] = 1
n ×

∑n
i=1 If[mpg[[i]] ≤ x, 1, 0];

Plot[F[x], {x, 10, 25}]

12 14 16 18 20 22 24

0.2

0.4

0.6

0.8

1.0

•
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Nota 4.22 — Caracterização da função de distribuição emṕırica da a.a.

A função de distribuição emṕırica da a.a. possui distribuição Binomial escalada de

parâmetros n e FX(x), i.e.,

P [Fn(x, X) = s] =
n!

(ns)! (n− ns)!
× [FX(x)]ns × [1− FX(x)]n−ns, (4.3)

para s = 0, 1
n , 2

n , . . . , n−1
n , 1, pelo que não surpreende que

E[Fn(x, X)] = FX(x) (4.4)

V [Fn(x, X)] =
FX(x) [1− FX(x)]

n
. (4.5)

•

A função de distribuição emṕırica da a.a. é um estimador da f.d. FX(x) que

caracterizamos a seguir.

Nota 4.23 — Caracteŕısticas do estimador Fn(x, X) de FX(x)

Uma vez que

• E[Fn(x, X)] = FX(x), i.e., Fn(x, X) é um estimador centrado de FX(x),

• V [Fn(x, X)] = FX(x) [1−FX(x)]
n → 0,

conclui-se que Fn(x, X)
P→ FX(x) — ou seja, Fn(x, X) é um estimador consistente de

FX(x). (Prove este resultado recorrendo à desigualdade de Chebychev!)

Esta propriedade está bem patente nos três gráficos abaixo em que se confrontam

as funções de distribuição emṕıricas de amostras de dados simulados, com distribuição

Normal(0, 1) e n = 10, 100, 10000 (da esquerda para a direita), e a f.d. Φ(x), tendo-se usado

para o efeito código do Mathematica que compreende 4 linhas. Eis as correspondentes a

n = 10:

data = RandomReal[NormalDistribution[0, 1], 10];

n = Length[data];

F[x ] = 1
n ×

∑n
i=1 If[data[[i]] ≤ x, 1, 0];

Plot[{F[x],CDF[NormalDistribution[0, 1], x]}, {x,−4, 4}]
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Se para n = 10 a função de distribuição emṕırica amostral é uma tosca aproximação de

Φ(x), para n = 10000 o caso muda radicalmente de figura já que Fn(x, x) se aproxima

bastante de Φ(x). •
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4.3 Ajustamento de distribuições e de modelos

paramétricos: métodos gráficos e anaĺıticos

Uma vez proposto um modelo, é fundamental verificar o seu ajustamento ao conjunto de

dados obtidos. Esta verificação pode passar pela aplicação de

• métodos gráficos ou de

• métodos anaĺıticos.

Nesta primeira classe de métodos pode incluir-se a comparação das formas do

histograma de frequências relativas (ou do poĺıgono de frequências) e do gráfico da f.d.p.

ou f.p. referente ao modelo proposto. Nesta classe inclui-se também

• o papel de probabilidade,

técnica subjectiva na medida em que a decisão sobre o ajustamento de um modelo cont́ınuo

a um conjunto de dados cont́ınuos é baseada numa inspecção visual. Este método permite

ainda obter estimativas grosseiras de parâmetros.

Na segunda classe de métodos incluem-se:

• o teste de ajustamento de Kolmogorov-Smirnov;

• e o já nosso conhecido teste de ajustamento do qui-quadrado de Pearson que

será apresentado com um pouco mais de rigor que na disciplina de Probabilidades e

Estat́ıstica.

4.3.1 Papel de probabilidade

Admita que se postulou o ajustamento de um modelo cont́ınuo de localização-escala ao

conjunto de dados referentes à v.a. de interesse X. Admita ainda que tal modelo possui

f.d. invert́ıvel

FX(x) = G

(
x− α

β

)

, (4.6)

onde

• G é uma f.d. que não depende de qualquer parâmetro desconhecido,
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• α ∈ IR e β ∈ IR+ representam os parâmetros de localização e escala respectivamente,

e que se adoptou para estimativas dos ploting points,

pi = FX(x(i)) = G

(
x(i) − α

β

)

, (4.7)

as estimativas propostas por Weibull

p̂i = E[FX(X(i))] = E[Beta(i, n− i + 1)] =
i

n + 1
. (4.8)

Nestas condições o papel de probabilidade mais não é que o conjunto de pontos com

abcissa e ordenada (Soares, 2007)
(
x(i), G

−1
(

i

n + 1

))
. (4.9)

ou, equivalentemente,
(
G−1

(
i

n + 1

)
, x(i)

)
. (4.10)

Escusado será dizer que esta troca de abcissa e ordenada em nada interferirá na

confirmação visual rápida do ajustamento do modelo conjecturado mas deverá ser tida

em conta na estimação grosseira de parâmetros.

Caso os dados sejam provenientes do modelo postulado, deverá verificar-se uma relação

aproximadamente linear entre as abcissas e as ordenadas.

Exemplo 4.24 — Papel de probabilidade normal

O modelo Normal pertence à famı́lia de modelos de localização-escala pelo que a definição

do respectivo papel de probabilidade não levanta qualquer tipo de problema.

• V.a. e modelo postulado

X ∼ Normal(µ, σ2)

• Parâmetros desconhecidos

µ = E(X), parâmetro de localização (µ ∈ IR)

σ = DP (X) =
√

V (X), parâmetro de escala (σ ∈ IR+)

• Papel de probabilidade

É sabido que para qualquer modelo cont́ınuo tem-se FX(X(i)) ∼ Beta(i, n− i + 1).

Então tomaremos como estimativa de pi = FX(x(i)) = Φ
(

x(i)−µ

σ

)
o valor esperado

p̂i = E[FX(X(i))] = E[Beta(i, n− i + 1)] = i
n+1 .
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No papel de probabilidade iremos confrontar (indirecta e) graficamente p̂i e FX(x(i)),

i.e.

i

n + 1
→ Φ

(x(i) − µ

σ

)

Φ−1
(

i

n + 1

)
→ x(i) − µ

σ

µ + σ × Φ−1
(

i

n + 1

)
→ x(i)

Assim, o papel de probabilidade normal será constitúıdo pelos pontos

(
Φ−1

(
i

n + 1

)
, x(i)

)
. (4.11)

Caso os dados sejam provenientes do modelo Normal(µ, σ2) deverá verificar-se

relação aproximadamente linear entre a abcissa Φ−1
(

i
n+1

)
e a ordenada x(i).

• Estimação grosseira dos parâmetros

Ao considerar-se Φ−1
(

i
n+1

)
a abcissa e x(i) a ordenada do papel de probabilidade,

as estimativas grosseiras de µ e σ, µ∗ e σ∗, obtêm-se tendo em conta que a ordenada

na origem e o declive são µ e σ, respectivamente.

Uma possibilidade muito grosseira de obter tais estimativas passa por utilizar o

mı́nimo e o máximo da amostra e respectivas ordenadas do seguinte modo:

(µ∗, σ∗) :





µ∗ + σ∗ × Φ−1

(
n

n+1

)
= x(n)

−µ∗ − σ∗ × Φ−1
(

1
n+1

)
= −x(1)






σ∗ =
x(n)−x(1)

Φ−1( n
n+1)−Φ−1( 1

n+1)

µ∗ = x(1) −
x(n)−x(1)

Φ−1( n
n+1)−Φ−1( 1

n+1)
× Φ−1

(
1

n+1

)






µ∗ =
x(1)×Φ−1( n

n+1)−x(n)×Φ−1( 1
n+1)

Φ−1( n
n+1)−Φ−1( 1

n+1)

σ∗ =
x(n)−x(1)

Φ−1( n
n+1)−Φ−1( 1

n+1)
.

A adopção dos pontos
(
G−1

(
i

n+1

)
, x(i)

)
revela-se muito mais conveniente na

estimação grosseira de parâmetros que a definição de papel de probabilidade feita
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à custa dos pontos
(
Φ−1

(
i

n+1

)
, x(i)

)
. Com efeito, a construção do papel de

probabilidade que resulta do confronto de FX(x(i)) e p̂i, i.e.

Φ
(x(i) − µ

σ

)
→ i

n + 1
x(i) − µ

σ
→ Φ−1

(
i

n + 1

)

−µ

σ
+

1

σ
× x(i) → Φ−1

(
i

n + 1

)
,

permite concluir que os parâmetros menos convenientes −µ
σ e 1

σ correspondem à

ordenada na origem e ao declive, respectivamente. As estimativas obtidas de um

modo ou de outro serão, naturalmente, as mesmas. •

Exemplo 4.25 — Papel de probabilidade exponencial

O modelo Exponencial deslocado também pertence à famı́lia de modelos de localização-

escala...

• V.a. e modelo postulado

X ∼ Exponencial(µ, λ)

• Parâmetros desconhecidos

µ, parâmetro de localização (µ ∈ IR)

λ−1, parâmetro de escala (λ ∈ IR+)

• F.d. de X

FX(x) = 1− e−λ (x−µ), x ≥ µ

• Papel de probabilidade

Para qualquer modelo cont́ınuo tem-se FX(X(i)) ∼ Beta(i, n − i + 1). Então ao

considerarmos como estimativa de pi = FX(x(i)) = 1 − e−λ [x(i)−µ] o valor esperado

p̂i = E[FX(X(i))] = E[Beta(i, n − i + 1)] = i
n+1 , iremos confrontar (indirecta e)

graficamente p̂i e FX(x(i)), ou seja

i

n + 1
→ 1− e−λ [x(i)−µ)]

ln
(
1− i

n + 1

)
→ −λ [x(i) − µ]

µ +
1

λ
ln

(
n + 1

n− i + 1

)
→ x(i).
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Assim, o papel de probabilidade exponencial é constitúıdo pelos pontos

(
ln

(
n + 1

n− i + 1

)
, x(i)

)
. (4.12)

Caso os dados sejam provenientes do modelo Exponencial(µ, λ) tais pontos devem

dispôr-se de forma aproximadamente linear.

• Estimação grosseira dos parâmetros

Importa ter presente que, ao definir o papel de probabilidade como fizemos acima,

a ordenada na origem e o declive são µ e 1
λ , respectivamente.

Sugestão: use novamente o mı́nimo e o máximo da amostra e respectivas ordenadas,

ou um outro par de pontos que entenda mais razoável. •

Exemplo 4.26 — Papéis de probabilidade normal e exponencial

Recorreu-se ao Mathematica para gerar dois conjuntos de 1000 observações com

distribuições Normal(0, 1) e Exponencial(1).

O primeiro dos três gráficos abaixo é um papel de probabilidade Normal associado a

1000 observações com distribuição Normal(0, 1). Uma vez que os dados são provenientes

do modelo Normal(µ, σ2) os pontos dispõe-se de forma linear, como não poderia deixar

de ser.

!3 !2 !1 1 2 3

!3

!2

!1

1

2

3

!3 !2 !1 1 2 3

1

2

3

4

1 2 3 4

1

2

3

4

O segundo dos três gráficos é um papel de probabilidade Normal associado a 1000

observações provenientes da distribuição Exponencial(1). Os pontos não se dispõe de

forma linear, ao contrário do que acontece no terceiro dos gráficos, que é um papel de

probabilidade Exponencial. •
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Exemplo/Exerćıcio 4.27 — Papéis de probabilidade Gumbel de máximos,

Normal e Lognormal

Pretende-se delinear um sistema de escoamento da água excedente de uma barragem num

determinado rio. Para tal é crucial dispor de um modelo que permita obter as previsões

mais fiáveis dos caudais anuais máximos futuros.

Os caudais anuais máximos para o peŕıodo 1902-1960 constam da tabela que se segue.

1902 41000 1914 122000 1926 55700 1938 185000 1950 46400
1903 102000 1915 81400 1927 94000 1939 3080 1951 92100
1904 118000 1916 42400 1928 185000 1940 152000 1952 13000
1905 81000 1917 80400 1929 14000 1941 84200 1953 113000
1906 128000 1918 28200 1930 80100 1942 110000 1954 54800
1907 230000 1919 65900 1931 11600 1943 108000 1955 59200
1908 16300 1920 23400 1932 22600 1944 24900 1956 203000
1909 140000 1921 62300 1933 8860 1945 60100 1957 83100
1910 31000 1922 36400 1934 20300 1946 54400 1958 102000
1911 75400 1923 22400 1935 58600 1947 45600 1959 34500
1912 16400 1924 42400 1936 85400 1948 36700 1960 135000
1913 16800 1925 64300 1937 19200 1949 16800

(a) Faça uma análise preliminar desses dados.

(b) Recorra à técnica do papel de probabilidade para averiguar o ajustamento dos modelos

Gumbel de máximos, Normal e Lognormal ao conjunto de dados.

Use os comandos do Mathematica que se seguem e tire partido (depois de ter provado!)

das seguintes abcissas e ordenadas para os três modelos:

Modelo Abcissa Ordenada

Gumbel de máximos − ln
[
ln

(
n+1

i

)]
x(i)

Normal Φ−1
(

i
n+1

)
x(i)

Lognormal Φ−1
(

i
n+1

)
ln[x(i)]

data = {41000, 122000, 55700, 185000, 46400, 102000, 81400, 94000, 3080, 92100,

118000, 42400, 185000, 152000, 13000, 81000, 80400, 14000, 84200, 113000, 128000,

28200, 80100, 110000, 54800, 230000, 65900, 11600, 108000, 59200, 16300, 23400,

22600, 24900, 203000, 140000, 62300, 8860, 60100, 83100, 31000, 36400, 20300,

54400, 102000, 75400, 22400, 58600, 45600, 34500, 16400, 42400, 85400, 36700,

135000, 16800, 64300, 19200, 16800};
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sorteddata = Sort[data];

n = Length[data];

abcordGum = Table[{-Log[Log[(n + 1)/i]], sorteddata[[i]]}, {i, 1, n}];

ListPlot[abcordGum, AxesOrigin → {0, 0}]

dist = NormalDistribution[0, 1];

abcordNorm = Table[{Quantile[dist, i/(n + 1)], sorteddata[[i]] }, {i, 1, n}];

ListPlot[abcordNorm, AxesOrigin → {0, 0}]

abcordLogNorm = Table[{Quantile[dist, i/(n + 1)], Log[sorteddata[[i]]]}, {i, 1, n}];

ListPlot[abcordLogNorm, AxesOrigin → {8, 0}]

!1 1 2 3 4

50000

100000

150000

200000

!2 !1 1 2

50000

100000

150000

200000

!2 !1 1 2

9

10

11

12

Comente estes gráficos!

(c) Estime grosseiramente os parâmetros destes três modelos de forma análoga à descrita

anteriormente para o papel de probabilidade normal. •

Nota 4.28 — Outras estimativas grosseiras dos parâmetros

Pode melhorar-se a estimação dos parâmetros considerando que a recta ajustada

visualmente passa por dois pontos associados a observações menos afastadas do centro

da amostra ordenada.

Podem considerar-se, por exemplo, x(20.1 n3) e x(20.9 n3), onde 7y8 representa a parte

inteira do real y, ao invés do mı́nimo e o máximo da amostra.

Ao considerar-se o papel de probabilidade para o modelo Gumbel de máximos

constitúıdo pelos pontos
(
− ln

[
ln

(
n+1

i

)]
, x(i)

)
, bem como os pontos x(20.1 n3) e x(20.9 n3),17

obtêm-se as seguintes estimativas grosseiras do parâmetro de localização, α, e de escala,

β, do modelo Gumbel de máximos:

17Ao invés do mı́nimo e o máximo da amostra.
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(α∗, β∗) :





α∗ + β∗ ×

{
− ln

[
ln

(
n+1
20.9 n3

)]}
= x(20.9 n3)

−α∗ − β∗ ×
{
− ln

[
ln

(
n+1
20.1 n3

)]}
= x(20.9 n3)






β∗ =
x('0.9 n()−x('0.1 n()

{− ln[ln( n+1
'0.9 n()]}−{− ln[ln( n+1

'0.1 n()]}
α∗ = x(20.1 n3) − β∗ ×

{
− ln

[
ln

(
n+1
20.1 n3

)]}






α∗ =
x('0.1 n()×{− ln[ln( n+1

'0.1 n()]}−x('0.9 n()×{− ln[ln( n+1
'0.9 n()]}

{− ln[ln( n+1
'0.9 n()]}−{− ln[ln( n+1

'0.1 n()]}
β∗ =

x('0.9 n()−x('0.1 n()

{− ln[ln( n+1
'0.9 n()]}−{− ln[ln( n+1

'0.1 n()]}
.

•

Nota 4.29 — Papel de probabilidade para outros tipos de modelos

Como se pôde ver no Exemplo/Exerćıcio 4.27 é posśıvel construir papel de probabilidade

para alguns modelos que não pertençam à famı́lia de modelos de localização-escala:

lidaremos, obviamente outras abcissas e ordenadas...

Importa nomear alguns modelos que requerem tratamento especial.

• Gama — Por tratar-se de um modelo que não pertence à famı́lia de modelos

localização-escala (nem se pode transformar em tal), só podem preparar-se papéis

de probabilidades para casos particulares do modelo Gama para alguns valores do

parâmetro de forma, por exemplo, o modelo exponencial e a distribuição do qui-

quadrado com número fixo de graus de liberdade.

• Beta — Não é posśıvel definir papel de probabilidade geral para este modelo porque

ambos os parâmetros são de forma. •
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Exemplo 4.30 — Identificação do modelo postulado através de um dado papel

de probabilidade18

A análise do funcionamento de uma componente em 20 equipamentos de comunicações

electrónicas do mesmo tipo seleccionados aleatoriamente conduziu aos valores {xi} para

o tempo de falha X, em unidades de 105, dados a seguir:

3.65 6.62 9.60 13.42 12.40

4.20 7.92 11.02 18.07 8.50

4.72 8.40 11.95 20.63 5.89

3.34 6.10 9.00 13.03 1.90

Um engenheiro electrotécnico resolveu ajustar vários modelos probabiĺısticos através de

métodos gráficos. Ao constatar que a marcação de ln
(

21
21−i

)
versus x(i), 1 ≤ i ≤ 20,

em papel log-log revelou uma disposição pronunciadamente linear dos pontos, resolveu

escolher um dado modelo extremal.

Com base neste resultado identifique o modelo escolhido pelo engenheiro.

• Identificação do modelo

O procedimento gráfico adoptado pelo engenheiro é análogo ao do papel de

probabilidade. Visto tratar-se de papel log-log, ele fez gráfico com

abcissa → ln(x(i))

ordenada → ln
[
ln

(
21

21−i

)]
= ln

[
− ln

(
1− i

20+1

)]
.

Por outro lado sabe-se que, para qualquer modelo cont́ınuo, FX(X(i)) ∼ Beta(i, n−
i + 1). Uma estimativa razoável de pi = FX(x(i)) é o valor esperado p̂i =

E[FX(X(i))] = E[Beta(i, n − i + 1)] = i
n+1 . Ora, o que temos em ordenada é

uma estimativa de

ln
{
− ln

[
1− FX(x(i))

]}

que se revelou ser função aproximadamente linear de ln(x(i)). Ou por outra

ln
{
− ln

[
1− FX(x(i))

]}
= A + B × ln(x(i))

ln
[
1− FX(x(i))

]
= − exp

[
A + B × ln(x(i))

]

18Adaptado do Exame de Estat́ıstica de 23 de Junho de 1992.
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FX(x(i)) = 1− exp

[

−
( x(i)

e−A/B

)B
]

FX(x(i)) = FWeibull(B, e−A/B)(x(i)).

• Conclusão

O modelo escolhido pelo engenheiro para o tempo de falha (em unidades de 105) é

o modelo Weibull (de mı́nimos), com parâmetro de forma e de escala iguais a B e

e−A/B, respectivamente. •

Para explicações mais aturadas sobre a técnica do papel de probabilidade, recomenda-

se a leitura de Paulino (1990), que serviu de fonte de inspiração para alguns dos textos

que constam deste caṕıtulo das notas de apoio.

329



4.3.2 Teste de Kolmogorov-Smirnov

A consistência de Fn(x, X) justifica o seu uso na estimação de FX(x), qualquer que seja

a distribuição em causa.

Esta convergência (em probabilidade) é pontual (leia-se para cada valor de x). Pode,

no entanto, provar-se que esta convergência é também uniforme:

∀ε > 0, lim
n→+∞

P [sup
x

|Fn(x, X)− FX(x)| < ε] = 1. (4.13)

Este resultado é conhecido como Teorema de Glivenko-Cantelli.

Não surpreende que se tire partido de uma estat́ıstica que envolve Fn(x, X),

supx |Fn(x, X)− F0(x)|, para averiguar a razoabilidade da hipótese de ajustamento

H0 : FX(x) = F0(x), x ∈ IR, naquele que se designa por teste de ajustamento de

Kolmogorov-Smirnov e data de 1933.

O teste de ajustamento de Kolmogorov-Smirnov será apresentado recorrendo ao

procedimento geral de testes de hipóteses que, recorde-se, compreende os seguintes passos:

• V.a. de interesse — Identificar a v.a. de interesse (X).

• Hipóteses — Especificar as hipóteses nula (H0) e alternativa (H1).

• Nı́vel de significância — Escolher o ńıvel de significância (α0).

• Estat́ıstica de teste — Escolher a estat́ıstica de teste adequada (T ) e identificar

a sua distribuição (exacta ou aproximada) sob a validade de H0.

• Região de rejeição de H0 (para valores da estat́ıstica de teste) — Obter a região

de rejeição de H0 para valores da estat́ıstica de teste (W ), tendo em conta o ńıvel

de significância e a hipótese alternativa.

• Decisão — Calcular o valor observado da estat́ıstica de teste (t) e decidir pela

rejeição ou não de H0 ao n.s.α0. •

Recomenda-se que o teste de Kolmogorov-Smirnov seja efectuado para averiguar

o ajustamento de uma distribuição cont́ınua completamente especificada (i.e. sem

quaisquer parâmetros desconhecidos) a um conjunto de dados também cont́ınuo.

Relembre-se também que a efectuação deste teste requer que disponhamos da amostra

ordenada.
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Definição 4.31 — Procedimento geral do teste de ajustamento de Kolmogorov-

Smirnov

• V.a. de interesse

X absolutamente cont́ınua com f.d. FX(x) e que se conjectura ser igual a uma dada

f.d. F0(x).

• Hipóteses

H0 : FX(x) = F0(x), x ∈ IR (hipótese simples!)

H1 :∼ H0 (leia-se a negação de H0)

• Nı́vel de significância

α0

• Estat́ıstica de teste

Tendo em conta que a f.d. emṕırica da amostra aleatória avaliada em x, Fn(x, X),

é um estimador consistente de FX(x), x ∈ IR,19 é razoável que a estat́ıstica de teste

meça a discrepância entre o observável, Fn(x, X), e o esperado sob H0, F0(x):

Dn = sup
x∈IR

|Fn(x, X)− F0(x)| (4.14)

= max
{
D+

n , D−
n

}
, (4.15)

onde

D+
n = max

{
max

i=1,...,n

[
i

n
− F0(X(i))

]
, 0

}
(4.16)

D−
n = max

{
max

i=1,...,n

[
F0(X(i))−

i− 1

n

]
, 0

}
. (4.17)

Importa notar o seguinte:

– a primeira das duas expressões da estat́ıstica de teste leva-nos a concluir que

Dn depende da amostra aleatória X por intermédio de Fn(x, X);

– a segunda das duas expressões da estat́ıstica de teste permite-nos afirmar que

Dn depende da amostra aleatória X por intermédio de F0(X(i)), i = 1, . . . , n;

19I.e. Fn(x,X) P→ FX(x), para qualquer x fixo.
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– Dn não depende de parâmetros desconhecidos já que se considerou que H0 é

uma hipótese simples.

Mais, Dn possui uma propriedade extraordinária:

– a sua distribuição, sob a validade de H0, não depende da distribuição

absolutamente cont́ınua que se esteja a conjecturar já que nesse caso

F0(X(i)) ∼H0 Beta(i, n− i + 1) por F0(x).

A expressão alternativa e deveras conveniente de D+
n obtém-se definindo X(0) = −∞

e X(n+1) = +∞ e atendendo a que

Fn(x, X) =
i

n
, X(i) ≤ x < X(i+1).

Senão vejamos:

D+
n = sup

x∈IR
[Fn(x, X)− F0(x)]

= max
i=0,...,n




 sup
X(i)≤x<X(i+1)

[
i

n
− F0(x)

]




= max
i=0,...,n

{
i

n
− inf

X(i)≤x<X(i+1)

[F0(x)]

}

= max
i=0,...,n

{
i

n
− F0

[
X(i)

]}

= max
{

max
i=1,...,n

[
i

n
− F0(X(i))

]
, 0

}
.

A expressão alternativa de D−
n = supx∈IR [F0(x)− Fn(x, X)] deduz-se de modo

análogo.

• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Quanto maior a discrepância entre o observável e o esperado sob H0, mais razões

temos para rejeitar H0. Não surpreende pois que a região de rejeição de H0 associada

ao n.s. α0 seja uma cauda à direita Wn, α0 = (cn, α0 , +∞), onde

cn, α0 = F−1
Dn|H0

(1− α0)
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é um quantil de probabilidade tabelado a seguir20 para valores de n = 1, . . . , 100 e

α0 = 0.05, 0.01. Por exemplo, c15, 0.05 = 0.3376.

Para n > 100 devemos fazer uso dos quantis assintóticos (QA) também tabelados

a seguir para α0 = 0.20, 0.10, 0.05, 0.02, 0.01, 0.002 devidamente divididos pela raiz

da dimensão da amostra, i.e.

cn, α0 =
QAα0√

n
, n > 100.

Por exemplo, c121, 0.01 = 1.6276√
121

1 0.1480.

• Decisão

O cálculo do valor observado da estat́ıstica de teste (dn) é moroso e pressupõe

organizar os dados e muito mais informação numa tabela. Tal cálculo será ilustrado

no exemplo que se segue.

Escusado será dizer que:

– se dn ∈ Wn, α0 devemos rejeitar H0 ao n.s. de α0 ou a qualquer outro n.s.

superior a α0;

– se dn )∈ Wn, α0 não devemos rejeitar H0 ao n.s. de α0 nem a qualquer outro n.s.

inferior a α0. •

20Fonte: Neave(1978).
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Tabela 4.1: Teste de ajustamento de Kolmogorov-Smirnov — Tabela de quantis de

probabilidade cn, α0 , para n = 1, . . . , 100 e α0 = 0.05, 0.01.

n 5% 1% n 5% 1% n 5% 1% n 5% 1% n 5% 1%
1 .9750 .9950 21 .2872 .3443 41 .2076 .2490 61 .1709 .2051 81 .1487 .1784
2 .8419 .9293 22 .2809 .3367 42 .2052 .2461 62 .1696 .2034 82 .1478 .1773
3 .7076 .8290 23 .2749 .3295 43 .2028 .2433 63 .1682 .2018 83 .1469 .1763
4 .6239 .7342 24 .2693 .3229 44 .2006 .2406 64 .1669 .2003 84 .1460 .1752
5 .5633 .6685 25 .2640 .3166 45 .1984 .2380 65 .1657 .1988 85 .1452 .1742
6 .5193 .6166 26 .2591 .3106 46 .1963 .2354 66 .1644 .1973 86 .1444 .1732
7 .4834 .5758 27 .2544 .3050 47 .1942 .2330 67 .1632 .1958 87 .1435 .1722
8 .4543 .5418 28 .2499 .2997 48 .1922 .2306 68 .1620 .1944 88 .1427 .1713
9 .4300 .5133 29 .2457 .2947 49 .1903 .2283 69 .1609 .1930 89 .1419 .1703

10 .4092 .4889 30 .2417 .2899 50 .1884 .2260 70 .1597 .1917 90 .1412 .1694
11 .3912 .4677 31 .2379 .2853 51 .1866 .2239 71 .1586 .1903 91 .1404 .1685
12 .3754 .4490 32 .2342 .2809 52 .1848 .2217 72 .1576 .1890 92 .1396 .1676
13 .3614 .4325 33 .2308 .2768 53 .1831 .2197 73 .1565 .1878 93 .1389 .1667
14 .3489 .4176 34 .2274 .2728 54 .1814 .2177 74 .1554 .1865 94 .1382 .1658
15 .3376 .4042 35 .2242 .2690 55 .1798 .2157 75 .1544 .1853 95 .1375 .1649
16 .3273 .3920 36 .2212 .2653 56 .1782 .2138 76 .1534 .1841 96 .1368 .1641
17 .3180 .3809 37 .2183 .2618 57 .1767 .2120 77 .1524 .1829 97 .1361 .1632
18 .3094 .3706 38 .2154 .2584 58 .1752 .2102 78 .1515 .1817 98 .1354 .1624
19 .3014 .3612 39 .2127 .2552 59 .1737 .2084 79 .1505 .1806 99 .1347 .1616
20 .2941 .3524 40 .2101 .2521 60 .1723 .2067 80 .1496 .1795 100 .1340 .1608

Tabela 4.2: Teste de ajustamento de Kolmogorov-Smirnov — Tabela de quantis

assintóticos QAα0 , para α0 = 0.20, 0.10, 0.05, 0.02, 0.01, 0.002.

α0 20% 10% 5% 2% 1% 0.2%
QAα0 1.0727 1.2238 1.3581 1.5174 1.6276 1.8585
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Exemplo 4.32 — Teste de ajustamento de Kolmogorov-Smirnov

Pretende estudar-se a distribuição da duração de vida de determinado microorganismo

(em minutos). Para o efeito, foram observados 10 desses microorganismos, tendo-se obtido

os seguintes resultados já ordenados:

1 2 3 4 5 6 7 8 9 10
3.303 14.928 18.670 44.446 90.342 103.870 108.879 172.527 195.682 261.130

Teste a adequação da distribuição Exponencial(0.01) recorrendo para isso ao teste de

Kolmogorov-Smirnov. Considere o ńıvel de significância de 10%.

• V.a. de interesse

X = duração de vida de determinado microorganismo (em minutos)

• Hipóteses

H0 : X ∼ Exponencial(0.01)

H1 :∼ H0

• Nı́vel de significância

α0 = 10%

• Estat́ıstica de teste

Dn = sup
x∈IR

|Fn(x, X)− F0(x)| = max
{
D+

n , D−
n

}
,

onde

D+
n = max

{
max

i=1,...,n

[
i

n
− F0(X(i))

]
, 0

}

D−
n = max

{
max

i=1,...,n

[
F0(X(i))−

i− 1

n

]
, 0

}

Dn ∼H0 K.− S.

• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Tal como se apontou anteriormente é uma cauda à direita Wn, α0 = (cn, α0 , +∞),

onde

cn, α0 = F−1
Dn|H0

(1− α0)
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não está tabelado para α0 = 0.1.

Pode adiantar-se, no entanto, que c10, 0.05 = 0.4092 e c10, 0.01 = 0.4089.

• Decisão

O cálculo do valor observado da estat́ıstica de teste (dn) foi efectuado recorrendo ao

seguinte código para o Mathematica

data = {3.303, 14.928, 18.670, 44.446, 90.342, 103.870, 108.879, 172.527, 195.682,

261.130};

n = Length[data];

fde = Table[i/n, i, 1, n];

fdeatras = Table[(i - 1)/n, i, 1, n];

fdconjecturada = Table[1 - Exp[-0.01×data[[i]]], i, 1, n];

fdemenosfdc = fde - fdconjecturada;

fdcmenosfdeatras = fdconjecturada - fdeatras;

values = TableForm[Transpose[{data, fde, fdeatras, fdconjecturada, fdemenosfdc,

fdcmenosfdeatras}], TableHeadings → {Automatic, {“x(i)”, “i/n”, “(i-1)/n”,

“F0(x(i))”, “i/n-F0(x(i))”, “F0(x(i))-(i-1)/n”}}]

dplus = Max[Max[fdemenosfdc], 0]

dminus = Max[Max[fdcmenosfdeatras], 0]

Max[dplus, dminus]

que permitiu obter o seguinte quadro:

i x(i)
i
n

i−1
n F0[x(i)] i

n − F0[x(i)] F0[x(i)]− i−1
n

1 3.30 1
10 0 0.032491 0.067510 0.032491

2 14.93 1
5

1
10 0.138672 0.061328 0.038672

3 18.67 3
10

1
5 0.170307 0.129693 -0.029693

4 44.43 2
5

3
10 0.358830 0.041170 0.058830

5 90.34 1
2

2
5 0.594818 -0.094818 0.194818

6 103.87 3
5

1
2 0.646086 -0.046086 0.146086

7 108.88 7
10

3
5 0.663376 0.036624 0.063376

8 172.53 4
5

7
10 0.821875 -0.021875 0.121875

9 195.68 9
10

4
5 0.858693 0.041307 0.058693

10 261.13 1 9
10 0.926561 0.073439 0.026561
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e concluir que

d+
n = max

{
max

i=1,...,n

[
i

n
− F0(X(i))

]
, 0

}

= max{0.129693, 0}

= 0.129693

d−n = max
{

max
i=1,...,n

[
F0(X(i))−

i− 1

n

]
, 0

}

= max{0.194818, 0}

= 0.194818

dn = max
{
d+

n , d−n
}

= max {0.129693, 0.194818}

= 0.194818

)∈ W10, 0.05 = (0.4092, +∞),

logo não devemos rejeitar H0 ao n.s. de 5% nem a qualquer outro n.s. inferior a 5%,

pelo que não se pode adiantar qual a decisão para o n.s. de 10%. •

Exerćıcio 4.33 — Papel de probabilidade; teste de ajustamento de

Kolmogorov-Smirnov

Pretende-se estudar a distribuição da duração de vida de determinado microorganismo

(em minutos). Para o efeito, foram observados 10 desses microorganismos, tendo-se obtido

os seguintes resultados já ordenados:

1 2 3 4 5 6 7 8 9 10
3.303 14.928 18.670 44.446 90.342 103.870 108.879 172.527 195.682 261.130

Recorra ao Mathematica para responder às seguintes questões:

(a) Averigue graficamente a adequação do modelo exponencial e estime grosseiramente a

duração esperada de vida.

(b) Teste a adequação da distribuição Exponencial(x̄−1) recorrendo para isso ao teste de

Kolmogorov-Smirnov. Considere o ńıvel de significância de 10%. •
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Exerćıcio 4.34 — Papel de probabilidade; teste de ajustamento de

Kolmogorov-Smirnov (bis)

Considere os seguintes dados de caudais anuais máximos do rio Ocmulgee, na estação

geológica de Hawkinsville, nos anos 1940 a 1984:

1940 28.8 1949 66.2 1958 64.4 1967 14.2 1976 31.0
1941 8.5 1950 37.0 1959 10.7 1968 7.3 1977 73.4
1942 44.8 1951 48.6 1960 19.6 1969 73.4 1978 33.9
1943 51.0 1952 28.3 1961 19.0 1970 44.8 1979 84.0
1944 4.8 1953 21.0 1962 16.9 1971 50.2 1980 17.0
1945 19.1 1954 72.5 1963 22.7 1972 40.4 1981 23.7
1946 47.8 1955 28.3 1964 65.3 1973 57.6 1982 74.7
1947 25.4 1956 7.9 1965 33.3 1974 32.6 1983 31.2
1948 14.3 1957 47.1 1966 31.0 1975 24.0 1984 33.1

Utilize o Mathematica para responder às duas questões seguintes:

(a) Recorrendo à técnica do papel de probabilidade averigue a adequação do modelo

Gumbel de máximos, e estime grosseiramente os parâmetros desconhecidos.

(b) Teste, ao ńıvel de significância de 5%, o ajustamento da distribuição Gumbel de

máximos cujos parâmetros coincidem com as estimativas calculadas em (a). •

Nota 4.35 — Execução gráfica do teste de Kolmogorov-Smirnov

Tendo em conta que não devemos rejeitar H0 ao n.s. de α0, caso se verifique

supx∈IR |Fn(x, X)− F0(x)| ≤ cn, α0 , ou seja,

F0(x)− cn, α0 ≤ Fn(x, x) ≤ F0(x) + cn, α0 , x ∈ IR,

podemos executar graficamente o teste de Kolmogorov-Smirnov:

• traçando a curva de F0(x) ladeada pelas duas curvas de F0(x)± cn, α0 ;

• traçando o gráfico da f.d. emṕırica Fn(x, x);

• não rejeitando a distribuição postulada ao n.s. de α0 se o gráfico de Fn(x, x) estiver

todo situado na faixa delimitada pelas curvas F0(x)± cn, α0 . •
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Exemplo 4.36 — Execução gráfica do teste de Kolmogorov-Smirnov

Retome o Exerćıcio 4.33 e efectue o teste de ajustamento de Kolmogorov-Smirnov

graficamente ao n.s. de 5%.

Para tal recorreu-se ao seguinte código para o Mathematica:

c = 0.4092;

F0[x ]] := If[x > 0, 1 - Exp[-0.01 × x], 0];

upperlimit[x ] := F0[x] + c;

lowerlimit[x ]] := F0[x] - c;

fempirica[x ], vectx ]] := Module[ {aux, i},

aux = 0; i = 1; While[i ≤ Length[vectx],

If[vectx[[i]] ≤ x,

aux = aux + 1];

i++];

aux/Length[vectx]];

data = {3.303, 14.928, 18.670, 44.446, 90.342, 103.870, 108.879, 172.527, 195.682,

261.130};

Plot[{F0[x], upperlimit[x], lowerlimit[x], fempirica[x, data]}, {x, 0, Max[data]}]

tendo-se obtido o seguinte gráfico

que confirma a decisão tomada anteriormente — não rejeitar H0 ao n.s. de 5% nem a

qualquer outro n.s. inferior a 5% — já que o gráfico da f.d. emṕırica da amostra, Fn(x, x),

está todo situado na faixa delimitada pelas curvas

F0(x)± c10, 0.05 =
(
1− e−0.01 x

)
± 0.4092. (4.18)

•
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Exemplo 4.37 — Papel de probabilidade; teste de ajustamento de

Kolmogorov-Smirnov; sua execução gráfica21

Um engenheiro ligado a problemas de tráfego registou n = 5 intervalos de tempo (em

segundos) entre passagens sucessivas de viaturas em determinado cruzamento de uma

auto-estrada.

(a) Faça uma descrição pormenorizada de um procedimento gráfico que permita o

engenheiro avaliar se o modelo exponencial se adequa à descrição do conjunto de

5 observações.

(b) Averigue a adequação da distribuição exponencial de valor esperado igual a 7.5

segundos ao ńıvel de significância de 1%, recorrendo ao procedimento geral de testes

de hipóteses e completando e tirando partido da tabela seguinte

i x(i)
i
n

i−1
n F0[x(i)] i

n − F0[x(i)] F0[x(i)]− i−1
n

1 0.220299 0.2 0 0.028946 0.171054 0.028946

2 0.357332 0.4 0.2 -0.153473

3 2.110933 0.6 0.4 0.245317 0.354683 -0.154683

4 8.808470 0.8 0.6 0.693982 0.106018 0.093983

5 10.469810 1 0.8 0.752408 0.247592 -0.047592

onde F0(x) representa a função de distribuição conjecturada em (b),

(c) Um engenheiro decidiu fazer um gráfico com as curvas F0(x)±0.6685, bem como com

a curva da função de distribuição emṕırica da amostra Fn(x, x).

À luz do resultado obtido em (b), a curva de Fn(x, x) é ou não delimitada pelas curvas

F0(x)± 0.6685? Justifique. •

21Exame de Época Especial de CPE de 11 de Setembro de 2009.

340



4.3.3 Teste de ajustamento do qui-quadrado de Pearson

O teste de ajustamento do qui-quadrado permite averiguar a adequação de

• uma distribuição com todos os parâmetros conhecidos (hipótese simples) ou de

• uma famı́lia de distribuições (hipótese composta com pelo menos um parâmetro

desconhecido

a um conjunto de dados referente a

• uma v.a. de interesse do tipo discreto ou cont́ınuo.

Este teste exige, no entanto,

• um grande número de observações (uma vez que se baseia num resultado assintótico)

e pressupõe que

• os dados estejam organizados em classes22 e disponhamos de uma tabela de

frequências observadas.

Teste de ajustamento do qui-quadrado de Pearson para uma

hipótese SIMPLES

Para averiguar o ajustamento de uma distribuição completamente especificada a um

conjunto de dados, deve adoptar-se o procedimento geral de teste descrito a seguir em

que H0 é uma hipótese simples.

Definição 4.38 — Procedimento geral do teste de ajustamento do qui-

quadrado de Pearson: hipótese SIMPLES

• V.a. de interesse

X discreta ou absolutamente cont́ınua com f.d. FX(x) que se conjectura ser igual a

uma dada f.d. F0(x) completamente especificada.

22De notar que estas classes devem não só ser disjuntas, como cobrir todo o contradomı́nio da v.a. de
interesse.
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• Hipóteses

H0 : FX(x) = F0(x), x ∈ IR (hipótese simples!)

H1 :∼ H0

• Nı́vel de significância

α0

• Estat́ıstica de teste

Lidaremos com a estat́ıstica de teste

T =
k∑

i=1

(Oi − Ei)2

Ei

a∼H0 χ2
(k−β−1), (4.19)

onde:

k = No. de classes

Oi = Frequência absoluta observável da classe i

Ei = Frequência absoluta esperada, sob H0, da classe i

β = No. de parâmetros a estimar = 0.23

Importa notar que a frequência observada da classe i é a concretização da v.a.

Oi ∼ Binomial(n, pi), (4.20)

onde n representa o total de observações e pi a probabilidade de uma observação

escolhida ao acaso pertencer à classe i. Uma vez que H0 é simples, somos capazes

de calcular o valor da probabilidade pi sob a validade de H0, valor esse que será

doravante representado por p0
i . Somos também capazes de calcular o valor esperado

de Oi sob H0, pelo que igualaremos a frequência esperada sob H0 da classe i, Ei, a

este valor esperado:

Ei = E(Oi|H0) = E[Binomial(n, p0
i )] = n× p0

i . (4.21)

O valor observado da estat́ıstica de teste reflecte as
23Já que H0 é uma hipótese simples.
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– discrepâncias (relativas)

entre

– as frequências absolutas observadas (oi) das classes da tabela de frequências e

– as frequências esperadas (Ei) dessas mesmas classes sob a validade de H0.

Esta estat́ıstica de teste possui distribuição assintótica do qui-quadrado, sob a

validade de H0. Acrescente-se também que o número de graus de liberdade desta

distribuição do qui-quadrado depende do:

– número de classes em que estão organizados os dados da tabela de frequências;

– número de parâmetros não especificados em H0 (β) e que, consequentemente,

é necessário estimar — neste caso β = 0 pois H0 é uma hipótese simples.

No que respeita a uma justificação para a distribuição assintótica, limitamo-nos ao

caso k = 2. Se atendermos ao facto de O2 = n − O1 e p0
2 = 1 − p0

1, para k = 2,

podemos concluir que

2∑

i=1

(Oi − Ei)2

Ei
=

(O1 − n p0
1)

2

n p0
1

+
[(n−O1)− n(1− p0

1)]
2

n(1− p0
1)

=
(O1 − n p0

1)
2

n p0
1

+
(−O1 + n p0

1)
2

n(1− p0
1)

=
(O1 − n p0

1)
2

n

(
1

p0
1

+
1

1− p0
1

)

=
(O1 − n p0

1)
2

n p0
1 (1− p0

1)

=



O1 − E(O1|H0)√
V (O1|H0)




2

. (4.22)

Ora, O1−E(O1|H0)√
V (O1|H0)

d→ Normal(0, 1) pelo TLC, logo
[

O1−E(O1|H0)√
V (O1|H0)

]2
d→ χ2

(1).
24

24Note-se que, ao lidarmos com uma sucessão de v.a. absolutamente cont́ınuas {Xn, n ∈ IN} e uma
v.a. X também ela absolutamente cont́ınua tais que Xn

d→ X, temos X2
n

d→ X2. Com efeito, FX2
n
(x) =

FXn(
√

x)−FXn(−
√

x) e caso Xn
d→ X, segue-se limn→+∞ FX2

n
(x) = limn→+∞ [FXn(

√
x)− FXn(−

√
x)] =

FX(
√

x) − FX(−
√

x)] = FX2(x), para todos os pontos de continuidade de FX , i.e. X2
n

d→ X2. Poderia
também invocar-se o fecho da convergência em distribuição para transformações cont́ınuas e Borel
mensuráveis em IR.
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• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Quanto maior a discrepância entre o observável e o esperado sob H0, mais razões

temos para rejeitar H0. Consequentemente a região de rejeição de H0 associada ao

n.s. α0 é a cauda à direita Wα0 = (cα0 , +∞), onde

cα0 = F−1
χ2

(k−0−1)
(1− α0). (4.23)

• Decisão

O cálculo do valor observado da estat́ıstica de teste t pressupõe a organização dos

dados agrupados, das frequências observadas e esperadas sob H0 numa tabela. Mais:

– se t ∈ Wα0 devemos rejeitar H0 ao n.s. de α0 ou a qualquer outro n.s. superior

a α0;

– se t )∈ Wα0 não devemos rejeitar H0 ao n.s. de α0 nem a qualquer outro n.s.

inferior a α0. •

Exemplo 4.39 — Teste de ajustamento do qui-quadrado de Pearson: hipótese

simples / distribuição discreta

Suponha que um departamento de defesa acredita que a distribuição de probabilidade do

número de avarias, durante uma dada missão, ocorridas numa determinada zona de um

submarino segue uma distribuição de Poisson, com um número esperado de avarias por

missão igual a 1. Os dados relativos a 500 destas missões são os seguintes:

No. de falhas por missão 0 1 2 3 ≥ 4

No. de missões (com tal no. de falhas) 190 180 90 30 10

Acha que a crença referida é consistente com estes dados?

• V.a. de interesse

X = número de falhas em uma missão do submarino

• Hipóteses

H0 : X ∼ Poisson(1) vs. H1 : X )∼ Poisson(1) 25

25A hipótese nula é simples já que em H0 se conjectura uma única distribuição e não uma famı́lia de
distribuições como seria o caso de H0 : X ∼ Poisson(λ) onde λ é desconhecido.
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• Nı́vel de significância

α0 = 5%

• Estat́ıstica de Teste

T =
k∑

i=1

(Oi − Ei)2

Ei

a∼H0 χ2
(k−β−1), (4.24)

onde:

k = No. de classes = 5

Oi = Frequência absoluta observável da classe i

Ei = Frequência absoluta esperada, sob H0, da classe i 26

β = No. de parâmetros a estimar = 0.27

• Região de rejeição de H0 (para valores de T )

Qunato maiores as discrepâncias entre o observado e o esperado sob H0 mais razões

temos para rejeitar esta hipótese. Logo a região de rejeição de H0 escrita para

valores de T é um intervalo à direita Wα0 = (cα0 , +∞), onde

cα0 = F−1
χ2

(k−β−1)
(1− α0) = F−1

χ2
(5−0−1)

(1− 0.05) = 9.488. (4.25)

• Decisão

O cálculo do valor observado da estat́ıstica de teste pressupõe, como anteriormente,

a construção de uma tabela auxiliar de frequências:

Classe i Freq. abs. obs. Freq. abs. esper. sob H0 Parcelas valor obs. estat. teste

i oi Ei = n× p0
i

(oi−Ei)
2

Ei

1 {0} 190 500× 0.3679 = 183.95 (190−183.95)2

183.95 = 0.195934

2 {1} 180 500× 0.3679 = 183.95 0.0848331

3 {2} 90 500× 0.1839 = 91.95 0.0420027

4 {3} 30 500× 0.0613 = 30.65 0.0142208

5 {4, 5, . . .} 10 500× 0.0190 = 9.50 0.0276855

∑k

i=1
oi = n

∑k

i=1
Ei = n t =

∑k

i=1
(oi−Ei)

2

Ei

= 500 = 500.00 = 0.364676

26Estas frequências serão igualadas a valores de fácil cálculo já que estamos a averiguar o ajustamento
da distribuição de Poisson com valor esperado igual a 1.

27Dado que a distribuição conjecturada em H0 está completamente especificada, i.e., H0 é uma hipótese
simples.
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Note-se que

Ei = n× p0
i

= n× P (X ∈ Classe i | H0)

= n× P [X ∈ Classe i | X ∼ Poisson(1)]

= n×





P [X = i− 1 | X ∼ Poisson(1)], i = 1, 2, 3, 4

P [X ≥ 4 | X ∼ Poisson(1)], i = 5

= n×






e−λ×λi−1

(i−1)! = e−1×1i−1

(i−1)! , i = 1, 2, 3, 4

1− (p0
1 + . . . p0

4), i = 5.
(4.26)

Assim, temos

t =
k∑

i=1

(oi − Ei)2

Ei

= 0.195934 + 0.0848331 + 0.0420027 + 0.0142208 + 0.0276855

= 0.364676

)∈ W5% = (9.488, +∞), (4.27)

pelo que não devemos rejeitar a hipótese de os dados serem provenientes de uma

população com distribuição de Poisson com parâmetro conhecido e igual a 1, a

qualquer ńıvel de significância menor ou igual que 5%. •

Exerćıcio 4.40 — Teste de ajustamento do qui-quadrado de Pearson: hipótese

simples / distribuição discreta

Uma empresa agŕıcola tem uma estação agronómica experimental onde produz novas

variedades de ervilhas.

A inspecção de um dado conjunto de ervilhas resultou em:

• 310 ervilhas amarelas de casca macia;

• 109 amarelas de casca dura;

• 100 verdes de casca macia;

• 37 verdes de casca dura.
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Numa experiência semelhante, Mendel através de um modelo matemático simples

previu que o resultado seria de:

• 56.25% de ervilhas amarelas de casca macia;

• 18.75% de ervilhas amarelas de casca dura;

• 18.75% de ervilhas verdes de casca macia;

• 6.25% de ervilhas verdes de casca dura.

Serão os resultados da estação agronómica compat́ıveis com os resultados de Mendel

para os ńıveis de significância de 5% e 1%, respectivamente? •

Para v.a. absolutamente cont́ınuas o procedimento de teste é análogo: as observações

devem ser previamente organizadas em classes, i.e., em intervalos disjuntos que cubram

todo o contradomı́nio da v.a. de interesse.

Por exemplo, caso estivéssemos a testar a adequação da distribuição Normal(0, 1) as

classes seriam do tipo:

• Classe 1 — (−∞, a1]

• Classe 2 — (a1, a2] . . .

• Classe k — (ak−1, +∞).

Exemplo 4.41 — Teste de ajustamento do qui-quadrado de Pearson: hipótese

simples / distribuição absolutamente cont́ınua

Um engenheiro admite que a duração de certa marca de lâmpadas eléctricas é uma v.a. com

distribuição Exponencial de parâmetro λ = 0.05.

Numa experiência laboratorial envolvendo 100 dessas lâmpadas obtiveram-se as

seguintes durações resumidas abaixo:

Classe [0, 10) [10, 20) [20, 30) [30,+∞)

Frequência 30 27 23 20

(a) Com base nos dados fornecidos teste a hipótese considerada pelo engenheiro ao ńıvel

de significância de 5%.
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• Hipóteses

H0 : X ∼ Exponencial(0.05) vs. H1 : X )∼ Exponencial(0.05)

• Nı́vel de significância

α0 = 5%

• Estat́ıstica de Teste

T =
k∑

i=1

(Oi − Ei)2

Ei

a∼H0 χ2
(k−β−1),

onde:

k = No. de classes = 4

Oi = Frequência absoluta observável da classe i

Ei = Frequência absoluta esperada, sob H0, da classe i

β = No. de parâmetros a estimar = 0.

• Região de rejeição de H0 (para valores de T )

É um intervalo à direita Wα0 = (cα0 , +∞), onde

cα0 = F−1
χ2

(k−β−1)
(1− α0) = F−1

χ2
(4−0−1)

(1− 0.05) = 7.815.

• Decisão

Tirando partido do facto de

FX|H0(x) = P [X ≤ x | exponencial(0.05)]

= 1− e−0.05x, x ≥ 0,

conclui-se que as frequências absolutas esperadas sob H0 são iguais a

p0
1 = P (0 ≤ X < 10|H0)

= FX|H0(10)− FX|H0(0) = 0.39347− 0 = 0.39347

p0
2 = P (10 ≤ X < 20|H0)

= FX|H0(20)− FX|H0(10) = 0.63212− 0.39347 = 0.23865

p0
3 = P (20 ≤ X < 30|H0)

= FX|H0(30)− FX|H0(20) = 0.77687− 0.63212 = 0.14475

p0
4 = P (X ≥ 30|H0)

= 1− FX|H0(30) = 1− 0.77687 = 0.22313
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Consequentemente, obtemos o seguinte quadro

Classe i Freq. abs. obs. Freq. abs. esper. sob H0 Parcelas valor obs. estat. teste

i oi Ei = n× p0
i

(oi−Ei)
2

Ei

1 [0, 10) 30 100× 0.39347 = 39.347 (30−39.347)2

39.347 = 2.2204

2 [10, 20) 27 100× 0.23865 = 23.865 0.4118

3 [20, 30) 23 100× 0.14475 = 14.475 5.0208

4 [30, +∞) 20 100× 0.22313 = 22.313 0.2398

∑k

i=1
oi = n

∑k

i=1
Ei = n t =

∑k

i=1
(oi−Ei)

2

Ei

= 100 = 100.00 = 7.8928

e o valor observado da estat́ıstica de teste é igual a

t = 7.8928

∈ W = (7.815, +∞),

pelo que devemos rejeitar a hipótese de ajustamento da distribuição de

exponencial com parâmetro 0.05 ao conjunto de dados, a qualquer ńıvel de

significância maior ou igual que 5%.

(b) Obtenha e discuta o intervalo aproximado para o valor–p associado à amostra

considerada.

• Intervalo aproximado para o p-value28

Uma vez que a região de rejeição de H0 é um intervalo à direita segue-se:

p− value = P (T > t | H0)

= 1− FT |H0(t)

1 1− Fχ2
(4−0−1)

(7.8928)

maq.calc.1 0.04828.

Ora, ao recorrer às tabelas de quantis da distribuição do qui-quadrado com três

graus de liberdade podemos obter um intervalo (aproximado) para o p-value

28Relembre-se que o p-value é o maior ńıvel de significância que leva à não rejeição de H0. Para além
disso, devemos agir do seguinte modo:

– não rejeitar H0 a qualquer ńıvel de significância α0 ≤ p− value;

– rejeitar H0 a qualquer ńıvel de significância α0 > p− value.
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deste teste enquadrando convenientemente t = 7.8928 por dois quantis:

F−1
χ2

(3)
(0.95) = 7.815 < t = 7.8928 < 9.348 = F−1

χ2
(3)

(0.975)

0.95 < Fχ2
(3)

(7.8928) < 0.975

0.025 = 1− 0.975 < 1− Fχ2
(3)

(7.8928) < 1− 0.95 = 0.050.

Deste modo conclui-se que o intervalo aproximado para o p-value é (0.025,0.05)

e que:

– não devemos rejeitar H0 a qualquer n.s. α0 ≤ 2.5%;

– rejeitar H0 a qualquer n.s. α0 ≥ 5%. •

Exerćıcio 4.42 — Teste de ajustamento do qui-quadrado de Pearson: hipótese

simples / distribuição absolutamente cont́ınua

A altura (em metros) dos indiv́ıduos de determinada população é uma v.a. X.

Escolhidos aleatoriamente 100 desses indiv́ıduos e medidas as suas alturas obtiveram-se

os seguintes resultados:

Classes Frequência Absoluta Observada
(1.595, 1.625] 5
(1.625, 1.655] 18
(1.655, 1.685] 42
(1.685, 1.715] 27
(1.715, 1.745] 8

Teste o ajustamento da distribuição Normal(1.675, 0.0292). •

350



Agrupamento de classes

Uma vez que o teste de ajustamento do qui-quadrado se baseia na convergência em

distribuição de Binomiais (Oi) para Normais afigura-se razoável exigir que as frequências

esperadas sob H0, Ei, não sejam demasiado pequenas, em particular exigir que sejam

superiores ou iguais a 5.29

Deste modo, se registarmos, para algum i,

• Ei < 5

devemos agrupar esta classe à classe adjacente com menor frequência absoluta esperada

sob H0.

Não há, contudo, uma base teórica para tal regra, havendo mesmo estudos que indicam

que pode registar-se uma ou duas frequências esperadas sob H0 inferiores a 5, sem que

seja violada a distribuição assintótica, como refere Paulino (1992, p. 52). Com efeito, há

autores que sugerem que não há a necessidade de qualquer agrupamento de classes se:

• em pelo menos 80% das classes se verificar Ei ≥ 5 e

• nas restantes classes Ei ≥ 1.

E será este o critério que usaremos doravante para não agrupar classes.

Convém ainda referir que no decurso do teste de ajustamento do qui-quadrado é por

vezes necessária o agrupamento de classes adjacentes e refazer parcialmente os cálculos.

Remetemos @ leitor@ para o Exemplo 2 nos slides 96–100 de Soares (2007) para uma

ilustração do agrupamento de classes no teste de ajustamento do Qui-quadrado.

Classes equiprováveis e ajustamento de (famı́lias de) distribuições

cont́ınuas

Ao lidarmos com dados (absolutamente) cont́ınuos, é costume tirar partido do

agrupamento efectuado na análise descritiva, usualmente com classes com a mesma

amplitude. Este procedimento pode conduzir ao agrupamento de classes adjacentes.

29Recorde-se que: é suposto aproximar a v.a.X ∼ Binomial(n, p) pela v.a. X̃ ∼ Normal(np, np(1− p))
quando np > 5 e n(1− p) > 5; o quadrado de uma normal-padrão tem distribuição do Qui-quadrado...
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Por forma a evitar este inconveniente e sistematizar a escolha de classes, deve adoptar-

se o que usualmente se designa por classes equiprováveis sob H0, i.e., os extremos das k

classes são escolhidos de forma que

p0
i = P (X ∈ Classe i | H0) = 1/k, i = 1, . . . , k, (4.28)

onde

k : n× p0
i = n/k ≥ 5. (4.29)

Para tal basta que se considere os seguintes extremos:

• a0 = limite inferior do contradomı́nio da distribuição conjecturada em H0 para a

v.a. X;

• ai = F−1
X|H0

(i/k) = quantil de probabilidade i/k da distribuição conjecturada em H0

para a v.a. de interesse X, i = 1, . . . , k − 1;

• ak = limite superior do contradomı́nio da distribuição conjecturada em H0 para a

v.a. X.

Este procedimento tem ainda a particularidade de simplificar o cálculo do valor

observado da estat́ıstica de teste dado que, neste caso, Ei = n/k e, consequentemente, a

estat́ıstica passa a escrever-se:

T =
k∑

i=1

(Oi − n/k)2

n/k

=
k

n

k∑

i=1

(

O2
i − 2 Oi

n

k
+

n2

k2

)

=
k

n

k∑

i=1

O2
i − 2

k

n

n

k

k∑

i=1

Oi + k
k

n

n2

k2

=
k

n

k∑

i=1

O2
i − 2 n + n (já que

k∑

i=1

Oi = n)

=
k

n

k∑

i=1

O2
i − n. (4.30)
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Exemplo 4.43 — Teste de ajustamento do qui-quadrado de Pearson: hipótese

simples / distribuição absolutamente cont́ınua / classes equiprováveis

Com o objectivo de estudar o tempo até falha de certo equipamento electrónico (em

milhares de horas), X, foram recolhidas e ordenadas 50 observações na tabela seguinte.

Dada a natureza dos dados e alguns estudos prévios, suspeita-se que as observações sejam

provenientes de uma população X com distribuição de Pareto com parâmetros 2.001 e

2.822, i.e., com f.d.

1− 2.0012.822

x2.822
, x ≥ 2.001.

2.001 2.007 2.017 2.026 2.036 2.075 2.077 2.082 2.101 2.137

2.156 2.161 2.181 2.196 2.214 2.227 2.320 2.367 2.424 2.443

2.444 2.449 2.478 2.520 2.579 2.581 2.598 2.637 2.691 2.715

2.720 2.825 2.863 2.867 3.016 3.176 3.360 3.413 3.567 3.721

3.727 3.769 3.803 4.329 4.420 4.795 6.009 6.281 6.784 8.305

(a) Prove que as classes [2.001, 2.1656], (2.1656, 2.3981], (2.3981, 2.7686],

(2.7686, 3.5394] e (3.5394, +∞) são equiprováveis sob a hipótese

H0 : X ∼ Pareto(2.001, 2.822). De facto, para i = 1, . . . , k e k = 5:

p0
1 = P (X ∈ [2.001, 2.1656] | H0)

= FX|H0(2.1656)− FX|H0(2.001)

=

(

1− 2.0012.822

2.16562.822

)

−
(

1− 2.0012.822

2.0012.822

)

= 0.2000 (4.31)

=
1

k
(4.32)

...

(b) Averigue a adequação da distribuição de Pareto com os referidos parâmetros ao

conjunto de dados, ao ńıvel de significância de 10%.

• Hipóteses

H0 : X ∼ Pareto(2.001, 2.822) vs. H1 : X )∼ Pareto(2.001, 2.822)
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• Nı́vel de significância

α0 = 10%

• Estat́ıstica de Teste

T =
k∑

i=1

(Oi − Ei)2

Ei

a∼H0 χ2
(k−β−1), (4.33)

onde:

k = No. de classes = 5

Oi = Frequência absoluta observável da classe i

Ei = Frequência absoluta esperada, sob H0, da classe i = n/k = 10

β = No. de parâmetros a estimar = 0.

• Região de rejeição de H0 (para valores de T )

É um intervalo à direita W = (c, +∞), onde

c = F−1
χ2

(k−β−1)
(1− α0) = F−1

χ2
(5−0−1)

(1− 0.1) = 7.779. (4.34)

• Decisão

Ao lidarmos com classes equiprováveis sob H0 basta recorrer a (4.30) para

obter o valor observado da estat́ıstica de teste. Assim sendo, há somente a

necessidade de determinar as frequências absolutas observadas das 5 classes.

Ora, da consulta da tabela com as n = 50 observações conclui-se que são iguais

a: 12, 6, 13, 7, 12. Logo

t =
k∑

i=1

(oi − n/k)2

n/k

=
k

n

k∑

i=1

o2
i − n

=
5

50
(122 + 62 + 132 + 72 + 122)− 50

= 4.2

)∈ W = (7.779, +∞), (4.35)

pelo que não devemos rejeitar a hipótese de os dados serem provenientes de

uma população com distribuição de Pareto com parâmetros 2.001 e 2.822, a

qualquer ńıvel de significância menor ou igual que 10%. •
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Exerćıcio 4.44 — Teste de ajustamento do qui-quadrado de Pearson: hipótese

simples / distribuição absolutamente cont́ınua / classes equiprováveis

Com o objectivo de estudar a distribuição do ńıvel mı́nimo mensal das águas de um

depósito natural importante na irrigação de uma extensa área de cultivo, foram cedidos,

a um engenheiro agrónomo, os registos referentes a 45 meses. Atente-se que o ńıvel em

questão foi sempre medido em relação a um ponto de referência, dáı os valores negativos

na tabela abaixo.

-1.04347 -0.61272 -0.51511 0.31325 0.64124 1.57939 1.58295

1.73368 1.73896 1.74871 1.77383 1.83432 1.84504 1.94722

2.00399 2.02477 2.03682 2.06258 2.12307 2.21977 2.31659

2.41791 2.42666 2.44010 2.46523 2.48203 2.51104 2.51719

2.51801 2.74763 2.77572 2.86247 2.88593 2.95082 2.96963

2.98484 3.01392 3.04005 3.14570 3.20435 3.31941 3.36566

3.59207 3.70945 3.76479

(a) O engenheiro agrónomo ordenou e agrupou os registos em 9 classes equiprováveis.

Determine os respectivos extremos e frequências absolutas observadas ao admitir que

a v.a. em estudo possui distribuição GumbelMı́nimos(2.5, 1.0).

(b) Averigue a adequação de tal distribuição ao ńıvel de significância de 10%. •

Exerćıcio 4.45 — Teste de ajustamento do qui-quadrado de Pearson: hipótese

simples / distribuição absolutamente cont́ınua

Um engenheiro electrotécnico pretende estudar o fluxo de sinais a uma determinada rede.

No relatório de um estudo efectuado por um seu colega, este afirma que pode considerar-se

que tais chegadas são regidas por um processo de Poisson com taxa λ = 1.

Na tabela abaixo encontram-se, já ordenados, os dados obtidos (em segundos) por

aquele engenheiro: o instante de chegada do décimo sinal; e 39 registos dos tempos entre

cada 10 chegadas consecutivas de sinais à rede.

7.013 8.849 9.108 9.936 11.670 12.205 13.835

14.444 14.474 14.939 14.963 16.300 16.970 17.167

17.894 17.916 18.791 19.689 19.972 20.205 20.373

20.380 20.593 20.778 20.793 21.355 21.462 22.056

22.330 22.459 22.640 23.892 24.546 25.245 26.079

28.019 28.527 29.732 30.172 31.468
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Acha que a taxa do processo em questão não sofreu nenhuma alteração de um estudo para

o outro? Considere o ńıvel de significância igual a 10%.30 •

Teste de ajustamento do qui-quadrado de Pearson para uma

hipótese COMPOSTA

É altura de considerar o caso em que se conjectura não uma distribuição espećıfica para

a nossa v.a. de interesse mas sim um modelo ou famı́lia de distribuições. Basta pensar,

por exemplo, no modelo de Poisson de parâmetro desconhecido λ .

Tratando-se H0 de uma hipótese composta, só podemos adiantar uma expressão para

n×p0
i , expressão essa que depende de β parâmetro(s) desconhecido(s). Assim sendo, n×p0

i

não pode figurar na expressão da estat́ıstica de teste,31 pelo que só nos resta considerar

que Ei passe a ser um estimador de n× p0
i .

Note-se que:

• caso as estimativas de máxima verosimilhança do(s) β parâmetros

desconhecidos seja(m) calculada(s) com base nos dados agrupados em classes,

a distribuição assintótica da estat́ıstica de teste, sob H0, é uma distribuição do

Qui-quadrado com k − β − 1 graus de liberdade.

Importa também referir que:

• caso as estimativas de de máxima verosimilhança do(s) β parâmetros

desconhecidos seja(m) calculada(s), como, aliás, é costume, com base nos dados

originais, temos que a cauda superior da f.d.p. assintótica da estat́ıstica de

teste, sob H0, está entre as caudas superiores das f.d.p. de duas v.a. com

distribuições do Qui-quadrado com k − β − 1 e k − 1 graus de liberdade

(esquema!).

Nesta situação lidaremos com

30Nota: Recorde que a veracidade da hipótese que se pretende testar implica que os tempos entre cada
10 chegadas possua distribuição Gama.

Sugestão: Obtenha os extremos de 8 classes, não necessariamente equiprováveis, à custa de uma tabela
de percentis de que dispõe.

31As estat́ısticas, por definição, não podem depender de quaisquer parâmetros desconhecidos.
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• região de não rejeição de H0, Aα0 = (0, cα0),

• região de dúvida, Dα = [cα0 , dα0 ],

• região de rejeição de H0, Wα0 = (dα0 , +∞),

onde

cα0 = F−1
χ2

(k−β−1)
(1− α0) (4.36)

dα0 = F−1
χ2

(k−1)
(1− α0). (4.37)

Retomaremos o Exemplo 4.39 por forma a deixar claras as diferenças entre os testes

de ajustamento do qui-quadrado com hipóteses nulas simples e composta.

Exemplo 4.46 — Teste de ajustamento do qui-quadrado de Pearson: hipótese

composta / famı́lia de distribuições discretas / estimativas de MV com base

na amostra agrupada

Considere de novo o problema da modelação do número de avarias, durante uma dada

missão, ocorridas numa determinada zona de um submarino (Exerćıcio 4.39). Os dados

relativos a 500 destas missões são, recorde-se, os seguintes:

No. de falhas por missão 0 1 2 3 ≥ 4

No. de missões (com tal no. de falhas) 190 180 90 30 10

A estimativa de máxima verosimilhança avaliada numericamente com base na amostra

agrupada acima é, ao postular-se o modelo de Poisson, igual a 0.984500.

Será o modelo de Poisson uma boa escolha para descrever o conjunto de dados ao ńıvel

de significância de 5%?

• Hipóteses

H0 : X ∼ Poisson(λ) vs. H1 : X )∼ Poisson(λ)

H0 é uma hipótese composta dado que λ é uma constante positiva desconhecida.

• Nı́vel de significância

α0 = 5%
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• Estat́ıstica de Teste

Uma vez que a estimativa de MV foi avaliada numericamente com base na amostra

agrupada lidar-se-á com

T =
k∑

i=1

(Oi − Ei)2

Ei

a∼H0 χ2
(k−β−1), (4.38)

onde o que distingue esta estat́ıstica daquela que figura em (4.24) é:

Ei = Estimador da frequência absoluta esperada, sob H0, da classe i

β = No. de parâmetros a estimar = 1.32

• Região de rejeição de H0 (para valores de T )

Desta feita lidamos com o intervalo à direita Wα0 = (cα0 , +∞), onde

cα0 = F−1
χ2

(k−β−1)
(1− α0) = F−1

χ2
(5−1−1)

(1− 0.05) = 7.815. (4.39)

• Decisão

Como λ é desconhecido o mesmo acontece com p0
i e com a frequência absoluta

esperada, sob H0, da classe i,

n× p0
i = n×






e−λ×λi−1

(i−1)! , i = 1, 2, 3, 4

1− (p0
1 + . . . p0

4), i = 5.
(4.40)

Mas uma vez que λ̂ = 0.984500 as estimativas das frequências absolutas esperadas

sob H0 são iguais a

ei = n× p̂0
i = n×






e−λ̂×λ̂i−1

(i−1)! = e−0.984500×0.984500i−1

(i−1)! , i = 1, 2, 3, 4

1− (p̂0
1 + . . . p̂0

4), i = 5.
(4.41)

Posto isto, obtemos o quadro

Classe i Freq. abs. obs. Estim. freq. abs. esp. sob H0 Parcelas valor obs. estat. teste

i oi ei = n× p̂0
i

(oi−ei)
2

ei

1 {0} 190 500× 0.37362 = 186.81 (190−186.81)2

186.81 = 0.054473

2 {1} 180 500× 0.36784 = 183.92 0.083549

3 {2} 90 500× 0.18106 = 90.53 0.003103

4 {3} 30 500× 0.05942 = 29.71 0.002831

5 {4, 5, . . .} 10 500× 0.01806 = 9.03 0.104197

∑k

i=1
oi = n

∑k

i=1
ei = n t =

∑k

i=1
(oi−ei)

2

ei

= 500 = 500.00 = 0.248153

32É necessário estimar λ para efectuar este teste.
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e o seguinte valor observado da estat́ıstica de teste

t =
k∑

i=1

(oi − ei)2

ei
= 0.248153 )∈ W5% = (7.815, +∞). (4.42)

Conclui-se então que a hipótese dos dados serem provenientes de uma população

com distribuição pertencente ao modelo de Poisson é razoável a qualquer ńıvel de

significância menor ou igual a 5%. •

Exemplo/Exerćıcio 4.47 — Papel de probabilidade. Teste de ajustamento

do qui-quadrado de Pearson: hipótese composta / famı́lia de distribuições

absolutamente cont́ınuas / estimativas de MV com base na amostra original

/ classes equiprováveis33

Num estudo prévio à instalação de uma central eólica em certa região foram colocadas

diversas questões acerca da velocidade mı́nima do vento nessa região (em Km/h). Um

metereologista suspeita que esta velocidade possua função de distribuição

FX(x) = 1− exp
[
− exp

(
x− η

δ

)]
, x ∈ IR, (4.43)

onde os parâmetros de localização e escala (η ∈ IR e δ > 0, respectivamente) são

desconhecidos.

(a) Descreva detalhadamente o procedimento gráfico que o metereologista poderia

utilizar para averiguar se este modelo se adequa à descrição de um conjunto de

n = 100 observações.

(b) O metereologista determinou, com base na amostra original, as seguintes estimativas

de máxima verosimilhança, η̂ = 30 e δ̂ = 4.1, e com base nestas estimativas os

extremos de 5 classes equiprováveis, tendo obtido a seguinte tabela de frequências

absolutas observadas:

Classe (−∞, 23.85] (23.85, 27.25] (27.25, 29.64] (29.64, 31.95] (31.95,+∞)

Frequência 23 24 19 20 14

Teste a adequação do modelo acima ao ńıvel de significância de 5%.

33Exame de 1a. Época de CPE de 04 de Julho de 2009.
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• Hipóteses

H0 : FX(x) = 1− exp
[
− exp

(
x−η

δ

)]
, x ∈ IR vs.

H1 : ∼ H0

H0 é uma hipótese composta dado que η e δ são constantes desconhecidas.

• Nı́vel de significância

α0 = 5%

• Estat́ıstica de Teste

T =
k∑

i=1

(Oi − Ei)2

Ei
, (4.44)

onde:

Ei = Estimador da frequência absoluta esperada, sob H0, da classe i,

estimador este definido à custa dos estimadores de MV de η e δ baseados

na a.a. original não agrupada;

β = No. de parâmetros a estimar = 2.

• Regiões de rejeição de H0, de não rejeição de H0 e de dúvida (para

valores de T )

Uma vez que H0 é composta e as estimativas de MV foram calculadas com base

na amostra original não agrupada, a estat́ıstica de teste possui f.d.p. assintótica

sob H0 com cauda superior entre as caudas superiores das f.d.p. de duas v.a.

com distribuições do Qui-quadrado com k − β − 1 e k − 1 graus de liberdade.

Assim, lidaremos com os quantis

cα0 = F−1
χ2

(k−β−1)
(1− α0) = F−1

χ2
(5−2−1)

(1− 0.05) = 5.991 (4.45)

dα0 = F−1
χ2

(k−1)
(1− α0) = F−1

χ2
(5−1)

(1− 0.05) = 9.488, (4.46)

e as regiões seguintes:

– região de rejeição de H0, Wα0 = (dα0 , +∞);

– região de não rejeição de H0, Aα0 = (0, cα0);

– região de dúvida, Dα = [cα0 , dα0 ].

• Decisão

Uma vez que considerámos k = 5 classes equiprováveis — sob a validade de

FX(x) = 1−exp
[
− exp

(
x−η̂

δ̂

)]
, x ∈ IR, onde η̂ = 30 e δ̂ = 4.1 — as estimativas
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de MV das frequências esperadas sob H0 são iguais a ei = n
k = 100

5 = 20 e o

valor observado da estat́ıstica de teste é dado por:

t =
k∑

i=1

(oi − ei)2

ei

=
k

n

k∑

i=1

o2
i − n

=
5

100
(232 + 242 + 192 + 202 + 142)− 100

= 3.1

)∈ A5% = (0, 5.991). (4.47)

Conclui-se então que H0 é razoável a qualquer ńıvel de significância menor ou

igual a 5%. •

Exerćıcio 4.48 — Teste de ajustamento do qui-quadrado de Pearson: hipótese

composta / famı́lia de distribuições discretas

As observações seguintes reportam-se ao número de part́ıculas−α emitidas pelo Bário-133

em peŕıodos de 1/10 segundo, e foram obtidas através do uso de um detector Geiger-

Muller:

7 4 3 6 4 4 5 3 5 3

5 5 3 2 5 4 3 3 7 6

6 4 3 11 9 6 7 4 5 4

7 3 2 8 6 7 4 1 9 8

4 8 9 3 9 7 7 9 3 10

Averigue se é razoável admitir que o fenómeno de desintegração radioactiva do Bário-

133 é modelado por um processo de Poisson. Para isso efectue, justificando, o teste de

ajustamento que achar mais adequado e considere o ńıvel de significância de 5%.34 •

34Nota: Caso necessite de uma estimativa de MV do parâmetro desconhecido, considere a média
amostral que é, neste caso, igual a 5.4.
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Exerćıcio 4.49 — Papel de probabilidade. Teste de ajustamento do qui-

quadrado de Pearson: hipótese composta / famı́lia de distribuições

absolutamente cont́ınuas / estimativa de MV com base na amostra original /

classes equiprováveis

No estudo da resistência à compressão de um certo material, um engenheiro civil recolheu

a seguinte amostra referente à observação do tempo de ruptura do material, em minutos.

4.00 4.13 4.32 4.42 4.77 5.23 5.76 6.33

4.04 4.15 4.33 4.45 4.88 5.26 5.84 6.74

4.05 4.19 4.34 4.52 4.94 5.35 5.86 7.46

4.06 4.22 4.36 4.63 4.94 5.35 5.99 8.26

4.12 4.30 4.38 4.73 5.02 5.39 6.12 9.25

(a) Um modelo usualmente empregue neste tipo de estudos é o modelo exponencial

deslocado cuja f.d.p. é dada por

fX(x) = e−(x−λ), x ≥ λ (λ > 0). (4.48)

Para testar o ajuste deste modelo aos dados observados o engenheiro marcou os pontos

(
ln

(
41

41− i

)
, x(i)

)
, i = 1, . . . , 40, (4.49)

e obteve o seguinte gráfico.

0.5 1.0 1.5 2.0 2.5 3.0 3.5

5

6

7

8

9

Justifique o procedimento adoptado pelo engenheiro.

(b) No sentido de aprofundar a análise estat́ıstica do problema agrupe os dados em 5

classes equiprováveis usando a estimativa de MV calculada com base na amostra

original, λ̂ = 4.00, e teste o ajustamento do modelo considerado. •
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Exerćıcio 4.50 — Teste de ajustamento do qui-quadrado de Pearson: hipótese

simples / hipótese composta / famı́lia de distribuições absolutamente

cont́ınuas / estimativa de MV com base na amostra original e na amostra

agrupada / classes equiprováveis

Um biólogo pretende modelar o tempo de sobrevivência (em segundos) de um determinado

insecto, após ter-lhe sido administrada uma pequena (mas constante) quantidade de certo

insecticida. Com esse objectivo recolheu 40 observações que ordenou na tabela seguinte:

0.133 4.606 6.986 10.188 11.616 16.699 19.734 22.962

25.421 30.606 32.398 35.871 41.358 43.738 52.684 54.329

58.455 63.784 65.320 67.688 67.971 70.585 78.226 81.019

91.075 92.440 97.339 124.246 125.876 143.597 165.449 177.899

183.678 184.769 193.996 225.371 241.086 260.923 292.261 525.807

Aquele investigador desconfia que a distribuição da v.a. em estudo pertença ao modelo

Exponencial uniparamétrico.

(a) Obtenha os extremos das 6 classes equiprováveis sob a hipótese do tempo em questão

possuir distribuição Exponencial com valor esperado igual a 125 segundos, e averigue

a adequação da distribuição referida.

(b) Sabendo que a estimativa de MV do parâmetro desconhecido, calculada com base na

amostra original λ̂ = 0.010, calcule agora os extremos das 7 classes equiprováveis sob

a hipótese da v.a. em estudo possuir distribuição Exponencial
(
λ̂

)
.

Será que o modelo Exponencial uniparamétrico se ajusta convenientemente ao dados?

Considere o ńıvel de significância de 5%.

Admita agora que o biólogo em vez de ter obtido os dados da tabela anterior só tinha

registado o número de insectos que morrerão ao fim 20, 35, 60, 90 e 150 segundos, sendo

as respectivas frequências absolutas observadas iguais a 7, 4, 6, 7, 6 insectos (10 insectos

ainda estavam vivos 2 minutos e 30 segundos após ter-lhes sido administrada a dose de

insecticida).

Considere que a estimativa de MV do parâmetro desconhecido, obtida numericamente

e com base na amostra agrupada nas 6 classes consideradas, λ̂ = 0.016559.
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(c) Obtenha os extremos das classes consideradas pelo biólogo, bem como as respectivas

frequências absolutas esperadas sob a hipótese da v.a. possuir distribuição

Exponencial
(
λ̂

)
.

(d) Acha que o modelo Exponencial uniparamétrico uma boa escolha para descrever

probabilisticamente a v.a. em estudo? •
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Caṕıtulo 5

Inferência em modelos paramétricos

5.1 Estimação pontual

Comece-se por uma revisão de alguns conceitos que nos são familiares...

Nota 5.1 — Parâmetro desconhecido

Um parâmetro desconhecido unidimensional (resp.multidimensional) será de um modo

geral representado por θ (resp. θ). •

Definição informal 5.2 — Espaço paramétrico

Corresponde ao conjunto de todos os valores posśıveis para o parâmetro desconhecido θ

e é frequentemente representado por Θ. •

Definição informal 5.3 — Modelo paramétrico

Trata-se de famı́lia de distribuições posśıveis para a v.a. de interesse X.1 Esta famı́lia

é usualmente representada por { : θ ∈ Θ} onde no espaço em branco se

colocará indistintamente a expressão geral da f.(d.)p. de X ou o nome da distribuição de

X, dependentes em todo o caso do parâmetro θ. •

Motivação 5.4 — Estimadores

É fundamental adiantar valores razoáveis para parâmetros desconhecidos que caracterizem

a distribuição da nossa v.a. de interesse. Para tal iremos recorrer a estat́ısticas com

caracteŕısticas especiais que denominaremos de estimadores. •
1Paulino (1990) define modelo paramétrico à custa de X.
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Definição 5.5 — Estimador

A estat́ıstica T = T (X) diz-se um estimador do parâmetro desconhecido θ, caso T = T (X)

tome valores exclusivamente no espaço paramétrico Θ. •

Definição 5.6 — Estimativa

Ao valor observado do estimador T = T (X) do parâmetro desconhecido θ, t = T (x),

damos o nome de estimativa de θ. Trata-se naturalmente de um valor razoável para θ já

que t = T (x) ∈ Θ. •

Exemplo 5.7 — Modelo e espaço paramétricos; estimador e estimativa

Admita que vai inquirir n condutor@s quanto à sua preferência (ou não) por motores a

gasóleo e que as respostas posśıveis (admisśıveis) neste inquérito são:

• Sim (1), prefiro motor a gasóleo;

• Não (0), prefiro motor a gasolina.

Procure identificar: a v.a. de interesse; a respectiva distribuição; o parâmetro

desconhecido; o modelo e o espaço paramétricos; uma estimativa e um estimador do

parâmetro desconhecido.

• V.a. de interesse

X = resposta de condutor@ inquirid@

=





1 (resposta afirmativa), com probabilidade θ

0 (resposta negativa), com probabilidade (1− θ)

X ∼ Bernoulli(θ)

• Parâmetro desconhecido

θ = P (X = 1) = P (resposta afirmativa)

• Espaço paramétrico

Θ = [0, 1]

• Modelo paramétrico

{Bernoulli(θ), θ ∈ Θ} ou alternativamente {θx(1− θ)1−x, θ ∈ Θ}
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• A.a.

X = (X1, . . . , Xn) a.a. de dimensão n proveniente da população X

• Amostra

x = (x1, . . . , xn) onde x ∈ {0, 1}n

• Estimativa de θ

Candidata: um valor razoável para θ é

T (x) =
1

n

n∑

i=1

xi

= x̄

= proporção observada de SIMs

• Estimador de θ

Candidato:

T (X) =
1

n

n∑

i=1

Xi

Verificações:

1. T (X) só depende de X

2. T (X) toma valores em {0, 1
n , 2

n , . . . , n−1
n , 1} ⊂ Θ = [0, 1]

Conclusão:

T (X) é estimador de θ. •

Como se deve calcular, a identificação de estimadores de parâmetros da maior parte

dos modelos requer um pouco mais do que intuição...
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5.1.1 Método dos momentos e da máxima verosimilhança

Iremos adiantar dois métodos de obtenção sistemática de estimadores de parâmetros

desconhecidos. Mais tarde será necessário averiguar se os estimadores obtidos por recurso

a estes métodos possuem boas propriedades.

Debruçar-nos-emos sobre um método que não foi abordado na disciplina de

Probabilidades e Estat́ıstica,

• o método dos momentos,

e com mais algum detalhe sobre a aplicação de um método de estimação já nosso

conhecido,

• o método da máxima verosimilhança,

nomeadamente em situação em que não se pode recorrer ao processo de maximização

usual ou é necessário fazer uso de métodos numéricos para resolução das equações de

verosimilhança.

Método dos momentos

Nota 5.8 — Método dos momentos (Casella e Berger, 2002, p. 312)

É provavelmente o mais antigo método de obtenção de estimadores pontuais: data do

final do século XIX e deve-se a Karl Pearson.

Permite, de um modo geral, obter estimativas de algum género. Contudo, em alguns

casos, estas estimativas podem ser melhoradas, pelo que não surpreende que constituam

estimativas iniciais em situações menos tratáveis que requerem, por exemplo, pesquisas

numéricas. •

Definição 5.9 — Método dos momentos (Casella e Berger, 2002, pp. 312–313)

Sejam:

• (θ1, . . . , θk) um vector com k parâmetros desconhecidos;

• X = (X1, . . . , Xn) uma a.a. de dimensão n proveniente da população X;

• x = (x1, . . . , xn) uma concretização daquela a.a.;
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• Mj = 1
n

∑n
i=1 Xj

i , j = 1, . . . , k, os primeiros k momentos da a.a.;

• mj = 1
n

∑n
i=1 xj

i , j = 1, . . . , k os correspondentes momentos amostrais;

• E(Xj), j = 1, . . . , k, os primeiros k momentos ordinários de X que são,

naturalmente, funções do vector de parâmetros (θ1, . . . , θk).

A estimativa de (θ1, . . . , θk) pelo método dos momentos (MM), (θ∗1, . . . , θ
∗
k), obtém-se

resolvendo o sistema de equações

mj = E(Xj)
∣∣∣
(θ1,...,θk)=(θ∗1 ,...,θ∗k)

, j = 1, . . . , k, (5.1)

em ordem a θ∗1, . . . , θ
∗
k. À solução deste sistema,

(θ∗1, . . . , θ
∗
k) = (hj(m1, . . . ,mj))j=1,...,k, (5.2)

damos o nome de estimativa de (θ1, . . . , θk) pelo MM, ao passo que

(hj(M1, . . . ,Mj))j=1,...,k, (5.3)

é designado de estimador de (θ1, . . . , θk) pelo MM. •

Exemplo 5.10 — Método dos momentos — modelo normal

A transmissão de um fax pode ser efectuada a uma velocidade (em b/s) que depende da

qualidade da ligação entre a máquina emissora de fax e a receptora do mesmo. Dada a

natureza dos dados e alguns estudos prévios, suspeita-se que a velocidade de transmissão

possua distribuição pertencente ao modelo biparamétrico {Normal(µ, σ2), (µ, σ2) ∈ IR+×
IR+},

Obtenha a estimativa e o estimador de (µ, σ2) pelo método dos momentos tendo em

conta os dados seguintes que se reportam à velocidade média de 10 transmissões de fax:

9635.8 9743.9 9361.7 9912.6 9250.7 8518.9 9421.7 9492.2 9306.28 9564.44
1
10

∑10
i=1 xi = 9420.82 1

10

∑10
i=1 x2

i = 8.88796× 107

• V.a.

X = velocidade de transmissão de fax

• Vector de parâmetros desconhecidos

(µ, σ2)
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• Espaço paramétrico

Dada a natureza não negativa de X tem-se IR+ × IR+.

• Modelo paramétrico

{Normal(µ, σ2), (µ, σ2) ∈ IR+ × IR+}

• Estimativa de (µ, σ2) pelo MM

(µ∗, (σ2)∗) :





m1 = E(X)|(µ,σ2)=(µ∗,(σ2)∗)

m2 = E(X2)|(µ,σ2)=(µ∗,(σ2)∗)





1
n

∑n
i=1 xi = µ∗

1
n

∑n
i=1 x2

i = (σ2)∗ + (µ∗)2





µ∗ = 1

n

∑n
i=1 xi = x̄ = 9420.82

(σ2)∗ = 1
n

∑n
i=1 x2

i − (x̄)2 = (s′)2 1 127718
(5.4)

• Estimador de (µ, σ2) pelo MM

EMM(µ) = X̄ = média da a.a.

EMM(σ2) = (S ′)2 = variância não corrigida da a.a. •

Exerćıcio 5.11 — Método dos momentos — modelo gama

Foram registados e posteriormente ordenados instantes de ocorrência de falha (em dias)

de 20 sistemas de controlo de tráfego aéreo:

2.55 5.95 10.86 19.17 23.85 25.83 33.46 34.56 46.24 48.51

55.56 64.82 77.93 97.39 132.03 155.68 241.60 253.91 260.53 273.05
∑20

i=1 xi = 1863.48
∑20

i=1 x2
i = 338356.3256

Admitindo que o instante de ocorrência de falha de tal equipamento possui distribuição

pertencente ao modelo biparamétrico {Gama(α, β), (α, β) ∈ IR+ × IR+}, obtenha a

estimativa e o estimador de (α, β) pelo método dos momentos. •
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Método da máxima verosimilhança

Motivação 5.12 — Método da máxima verosimilhança

(http://en.wikipedia.org/wiki/Maximum likelihood)

O método da máxima verosimilhança foi recomendado, analisado e popularizado por

Fisher entre 1912 e 1922. Curiosamente, foi previamente usado por matemáticos célebres

como Gauss, Laplace e F.Y. Edgeworth.

O método da máxima verosimilhança permite obter o valor mais plauśıvel/ verośımil

de um parâmetro desconhecido — de entre todos os valores posśıveis para esse mesmo

parâmetro —, tendo em conta a amostra x = (x1, . . . , xn) de que dispomos. •

Por forma a descrever o método da MV é necessário definir a função de verosimilhança.

Definição 5.13 — Função de verosimilhança

A função de verosimilhança2 é representada por L(θ|x), dá ideia de quão plauśıvel é o

valor θ para o parâmetro desconhecido, caso se tenha recolhido a amostra x, e define-se

do seguinte modo:

• Caso discreto

L(θ|x) = P (X = x|θ)

=
n∏

i=1

P (X = xi|θ), θ ∈ Θ, (5.5)

• Caso cont́ınuo

L(θ|x) = fX(x|θ)

=
n∏

i=1

fX(xi|θ), θ ∈ Θ, (5.6)

onde P (•|θ) e fX(•|θ) representam a f.p. e a f.d.p. (resp.) da v.a. de interesse X tendo

em conta que θ é o verdadeiro valor do parâmetro desconhecido. •

2Na literatura anglo-saxónica “likelihood function”.
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Nota 5.14 — Função de verosimilhança

1. Por tradição quer o parâmetro desconhecido, quer o valor que se lhe possa atribuir

são representados por θ.

2. L(θ|x) : Θ → IR, i.e., a função de verosimilhança tem como argumento (exclusivo)

θ, possui como domı́nio o espaço paramétrico Θ e toma valores em IR, para cada

valor fixo da amostra x.3 •

Definição 5.15 — Estimativa de máxima verosimilhança

Obtida a amostra x = (x1, . . . , xn), a estimativa de máxima verosimilhança (MV) do

parâmetro desconhecido corresponde ao ponto de máximo da função de verosimilhança

ou, equivalentemente, ao ponto de máximo do logaritmo da função de verosimilhança.4

Esta estimativa é representada por θ̂ e verifica

L(θ̂|x) = max
θ∈Θ

L(θ|x) (5.7)

ou, equivalentemente,

ln L(θ̂|x) = max
θ∈Θ

ln L(θ|x), (5.8)

onde a função ln L(θ̂|x) é usualmente designada de log-verosimilhança. •

Nota 5.16 — Estimativa de MV

1. É analiticamente mais conveniente obter o ponto de máximo da função log-

verosimilhança (uma soma de logaritmos) que o ponto de máximo da função de

verosimilhança (um produto).

2. Quando o espaço paramétrico é um conjunto discreto (Θ = {θ1, . . . , θm}) o ponto de

máximo da função de (log-)verosimilhança obtém-se por pesquisa ponto por ponto.

3. No caso em que o espaço paramétrico Θ é cont́ınuo recorre-se ao procedimento usual

de maximização — começa-se por obter o ponto de estacionaridade para de seguida

averiguar se tal ponto é efectivamente um ponto de máximo.

3De notar que L(θ|x) toma valores no intervalo [0, 1], no caso discreto, e em IR+, no caso cont́ınuo.
4Na verdade seria mais correcto definir a estimativa de MV como um ponto de supremo.
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Ao lidar-se com um único parâmetro desconhecido tem-se:5

θ̂ :






d ln L(θ|x)
dθ

∣∣∣
θ=θ̂

= 0 (ponto de estacionaridade)
d2 ln L(θ|x)

dθ2

∣∣∣
θ=θ̂

< 0 (ponto de máximo).
(5.9)

Ao lidar-se com um vector de p (p > 1) parâmetros desconhecidos, θ = (θ1, . . . , θp),

a estimativa de MV, θ̂ = (θ̂1, . . . , θ̂p) não só verifica

∂ ln L[(θ1, . . . , θp)|x]

∂θj

∣∣∣∣∣
θ=θ̂

= 0, j = 1, . . . , p (5.10)

como a matriz hessiana —

H(θ) = ∇2 ln L[(θ1, . . . , θp)|x] = [hij(θ)]i,j=1,...,p (5.11)

onde hij(θ) =
∂2 ln L[(θ1,...,θp)|x]

∂θi∂θj
, i, j = 1, . . . , p — seja definida negativa quando

avaliada em θ̂.

Caso p = 2, θ̂ = (θ̂1, θ̂2) satisfaz não só (5.10) mas também as duas seguintes

condições (Casella e Berger, 2002, p. 322):

(a)






∂2 ln L[(θ1,θ2)|x]
∂θ2

1

∣∣∣
θ=θ̂

< 0 ou

∂2 ln L[(θ1,θ2)|x]
∂θ2

2

∣∣∣
θ=θ̂

< 0;
(5.12)

(b) o determinante da matriz hessiana [hij(θ)]i,j=1,2 é positivo quando avaliado em

θ = θ̂, i.e.

h11(θ̂)× h22(θ̂)− h12(θ̂)× h21(θ̂) > 0. (5.13)

4. As equações (5.10) denominam-se equações de verosimilhança.

5. A estimativa de MV é, naturalmente, uma função da amostra, i.e.,

θ̂ = g(x). (5.14)

Para além disso não se trata de uma v.a. mas da concretização de uma v.a. com um

nome particular: estimador. •
5A satisfação da equação (5.9) é condição necessária mas não suficiente para que se obtenha um

ponto de máximo (eventualmente local). Para que tal aconteça é fundamental que se verifique também
a continuidade das segundas derivadas numa vizinhança do ponto de máximo e que a segunda derivada
seja negativa.
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Definição 5.17 — Estimador de máxima verosimilhança

O estimador de MV de θ obtém-se por substituição de x = (x1, . . . , xn) por X =

(X1, . . . , Xn) na expressão geral da estimativa de MV, θ̂ = g(x), obtendo-se

EMV(θ) = g(X). (5.15)

Trata-se de uma v.a. exclusivamente dependente da a.a. X, logo uma estat́ıstica. •

Exemplo 5.18 — Estimador e estimativa de MV (caso discreto)

Um inquérito recente feito a 1000 habitantes de uma região rural revelou que 448 pessoas

apoiam a aplicação de penas de prisão pesadas em crimes de fogo posto.

Deduza a estimativa de MV da probabilidade (p) de uma pessoa escolhida ao acaso na

tal região ser favorável à aplicação da referida pena. Verifique que o estimador associado

é centrado.

• V.a. de interesse

X = resposta ao inquérito

• Distribuição

X ∼ Bernoulli(p)

• Parâmetro desconhecido

p = P (X = 1), 0 ≤ p ≤ 1

• F.p.

P (X = x)
form
= px (1− p)1−x, x = 0, 1

• Amostra

x = (x1, . . . , xn) amostra de dimensão n proveniente da população X onde xi =

resposta da i− ésima pessoa

x : n = 1000

x̄ =
448

1000
= 0.448 = 44.8% respostas afirmativas
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• Obtenção da estimativa de MV de p

Passo 1 — Função de verosimilhança

L(p|x) =
n∏

i=1

P (X = xi)

=
n∏

i=1

[
pxi (1− p)1−xi

]

= p
∑n

i=1
xi (1− p)n−

∑n

i=1
xi

Passo 2 — Função de log-verosimilhança

ln L(p|x) = ln
[
p
∑n

i=1
xi (1− p)n−

∑n

i=1
xi

]

= ln(p)
n∑

i=1

xi + ln(1− p)

(

n−
n∑

i=1

xi

)

Passo 3 — Maximização

A estimativa de MV de p, p̂, obtém-se resolvendo

p̂ :






d ln L(p|x)
dp

∣∣∣
p=p̂

= 0 (ponto de estacionaridade)

d2 ln L(p|x)
dp2

∣∣∣
p=p̂

< 0 (ponto de máximo)

Tendo em conta a função log-verosimilhança e relembrando que 0 ≤ p ≤ 1,6 tem-se

sucessivamente

p̂ :






d[ln(p)
∑n

i=1
xi+ln(1−p) (n−

∑n

i=1
xi)]

dp

∣∣∣∣
p=p̂

= 0 (ponto de estacionaridade)

d2[ln(p)
∑n

i=1
xi+ln(1−p) (n−

∑n

i=1
xi)]

dp2

∣∣∣∣
p=p̂

< 0 (ponto de máximo)






(∑n

i=1
xi

p − n−
∑n

i=1
xi

1−p

)∣∣∣∣
p=p̂

= 0

−
∑n

i=1
xi

p2 − n−
∑n

i=1
xi

(1−p)2

∣∣∣∣
p=p̂

< 0






∑n

i=1
xi

p̂ − n−
∑n

i=1
xi

1−p̂ = 0

−
∑n

i=1
xi

p̂2 − n−
∑n

i=1
xi

(1−p̂)2 < 0

6Aqui e ali seré necessário admitir que p )= 0, 1.
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(1− p̂)
∑n

i=1 xi − p̂ (n−∑n
i=1 xi) = 0

−
∑n

i=1
xi

p̂2 − n−
∑n

i=1
xi

(1−p̂)2 < 0





p̂ = 1
n

∑n
i=1 xi

Proposição verdadeira já que 0 ≤ p ≤ 1 e 0 ≤ ∑n
i=1 xi ≤ n

Passo 4 — Concretização

Para este inquérito tem-se:

p̂ =
1

n

n∑

i=1

xi (p̂ = x̄ = média da amostra)

=
no. obs. de respostas afirmativas

no. pessoas inquiridas
= 0.448

• Estimador de MV de p

Será representado pela v.a. EMV(p) = 1
n

∑n
i=1 Xi = X̄ (i.e., pela média da a.a.)

e possui valor esperado igual a E(X̄) = E(X) = p. Deste modo conclui-se que o

estimador de MV de p é centrado. •

Exemplo 5.19 — Estimador e estimativa de MV (caso cont́ınuo)

Os tempos observados (em anos) até à primeira colisão de detritos espaciais com diâmetro

inferior a 1mm em 4 satélites em MEO foram de 1.2, 1.5, 1.8, 1.4.

Admita que tal tempo possui distribuição pertencente ao modelo Exponencial de

parâmetro λ. Obtenha a estimativa e o estimador de MV de λ.

• V.a. de interesse

X = tempo até primeira colisão de detritos espaciais (em anos)

• Distribuição

X ∼ Exponencial(λ)

• Parâmetro desconhecido

λ (λ ∈ IR+)
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• F.d.p.

fX(x)
form
=





λ e−λ x, x ≥ 0

0, c.c.,

• Amostra

x = (x1, . . . , xn) amostra de dimensão n proveniente da população X

x : n = 4

x̄ =
1

4
(1.2 + 1.5 + 1.8 + 1.4) = 1.475

• Obtenção da estimativa de MV de λ

Passo 1 — Função de verosimilhança

L(λ|x) =
n∏

i=1

fX(xi)

=
n∏

i=1

(
λ e−λ xi

)

= λn e−λ
∑n

i=1
xi

Passo 2 — Função de log-verosimilhança

ln L(λ|x) = ln
(
λn e−λ

∑n

i=1
xi

)

= n ln(λ)− λ
n∑

i=1

xi

Passo 3 — Maximização

A estimativa de MV de λ é aqui representada por λ̂ e

λ̂ :






d ln L(λ|x)
dλ

∣∣∣
λ=λ̂

= 0 (ponto de estacionaridade)

d2 ln L(λ|x)
dλ2

∣∣∣
λ=λ̂

< 0 (ponto de máximo)
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Substituindo a função log-verosimilhança nas expressões acima e tendo em conta

que λ > 0, obtém-se

λ̂ :






(
n
λ −

∑n
i=1 xi

)∣∣∣
λ=λ̂

= 0

− n
λ2

∣∣∣
λ=λ̂

< 0





n
λ̂
−∑n

i=1 xi = 0

− n
λ̂2 < 0






λ̂ = n∑n

i=1
xi

Proposição verdadeira já que λ > 0

Passo 4 — Concretização

Para esta amostra tem-se:

λ̂ = (x̄)−1

= inverso da média da amostra

= 1.475−1

1 0.678

• Estimador de MV de λ

Será representado pela v.a. EMV(λ) = (X̄)−1 (i.e, inverso da média da a.a.). •

Exerćıcio 5.20 — Estimação de MM e MV

Com base em a.a. de tamanho n, determine os estimadores dos parâmetros dos modelos

seguintes, usando o

• Método dos Momentos (MM) e o

• Método da Máxima Verosimilhança (MV):

(a) {Geométrica(p), p ∈ [0, 1]};

(b) {Gama(3, η−1), η ∈ IR+};

(c) {Beta(η−1, 2), η ∈ IR+}. •
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É frequente não dispor da amostra com o detalhe desejado. Este facto irá obrigar-

nos a lidar com funções de verosimilhança ligeiramente diferentes daqueles a que estamos

habituad@s, como, aliás, ilustra o exerćıcio seguinte.

Exerćıcio 5.21 — Estimação de MV

O número de andares vendidos diariamente por uma empresa imobiliária segue uma

distribuição de Poisson de parâmetro desconhecido λ.

(a) Sabendo que num total de 20 dias consecutivos foram vendidos 8 andares, calcule a

estimativa de MV de λ.

(b) Tendo em consideração que durante 15 dias consecutivos não foram vendidos andares

e que nos dois dias seguintes a empresa vendeu pelo menos um andar em cada dia,

calcule a estimativa de MV de λ.7 •

A estimativa de MV nem sempre se obtém por recurso à derivação.

Exemplo 5.22 — Estimação de MV e não recurso à derivação

Considere o modelo uniparamétrico {Uniforme(0, θ), θ ∈ IR+} e verifique que a estimativa

de MV de θ é x(n).

• V.a. de interesse / distribuição

X ∼ Uniforme(0, θ)

• Parâmetro desconhecido

θ (θ ∈ IR+)

• F.d.p.

fX(x) = θ−1 × I[0,θ](x)

• Amostra

x = (x1, . . . , xn) amostra de dimensão n proveniente da população X

7Sugestão: Argumente que a f. de verosimilhança é dada por
[∏15

i=1 P (Xi = 0)
]
×

[∏17
i=16 P (Xi ≥ 1)

]
.
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• Obtenção da estimativa de MV de θ

Passo 1 — Função de verosimilhança

L(θ|x) =
n∏

i=1

fX(xi)

=
n∏

i=1

[
θ−1 × I[0,θ](xi)

]

= θ−n × I[x(n),+∞)(θ)× I[0,+∞)(x(1)),

já que a f. de verosimilhança só não será nula sse 0 ≤ xi ≤ θ, i = 1, . . . , n, i.e. sse

x(n) = maxi=1,...,n xi ≤ θ e x(1) = mini=1,...,n xi ≥ 0.

Passos 2, 3 e 4 — Função de log-verosimilhança, maximização e

concretização

De nada nos adianta obter a função de log-verosimilhança e resolver a equação de

verosimilhança pois a derivada d ln L(θ|x)
dθ

∣∣∣
θ=θ̂

não se anula no espaço paramétrico.

Contudo, uma breve análise ao gráfico de L(θ|x) (esboce-o!) leva-nos a concluir que

esta função é decrescente no intervalo [x(n), +∞), logo

θ̂ = x(n). (5.16)

• Estimador de MV de θ

Será representado pela v.a. EMV(θ) = X(n) (i.e, máximo da a.a.). •

Exerćıcio 5.23 — Estimação de MV e não recurso à derivação

Considere o modelo biparamétrico {Exponencial(µ, λ), µ ∈ IR, λ ∈ IR+} e demonstre que

a estimativa de MV de (µ, λ) é dada por (x(1), [x̄− x(1)]−1). •

O estimador de MV nem sempre é único e nem sempre é centrado como se constatará

nos dois exerćıcios seguintes.

Exerćıcio 5.24 — Não unicidade do estimador de MV

Considere o modelo uniparamétrico
{
Uniforme

(
θ − 1

2 , θ + 1
2

)
, θ ∈ IR

}
e mostre que o

estimador de MV de θ não é único. •
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Exerćıcio 5.25 — Estimador de MV enviesado

Considere o modelo uniparamétrico {Uniforme(0, θ), θ ∈ IR+} e verifique que o estimador

de MV de θ, X(n) é enviesado. •

Por vezes a resolução das equações de verosimilhança que definem as estimativas de

MV requer o recurso a métodos numéricos.

Exerćıcio 5.26 — Estimação de MV e recurso a métodos numéricos

Retome o Exerćıcio 5.11.

(a) Demonstre que as estimativas de MV do modelo {Gama(α, β), (α, β) ∈ IR+ × IR+}
satisfazem as seguintes equações de verosimilhança:





ln (α̂)− ψ (α̂) = − ln

(
mg
x̄

)

β̂ = α̂
x̄ ,

(5.17)

onde ψ(α) = d ln[Γ(α)]
dα representa a função digama8 e mg = (

∏n
i=1 xi)

1
n a média

geométrica da amostra.

(b) Elabore um programa para Mathematica que permita resolver as equações de

verosimilhança. Use as estimativas de MM de α e β como estimativas iniciais no

procedimento de pesquisa das estimativas de MV. •

Exerćıcio 5.27 — Estimação de MV e recurso a métodos numéricos (bis)

Deduza que as estimativas de MV do modelo {Weibull(α, β), (α, β) ∈ IR+× IR+} e sugira

um método numérico para o seu cálculo. •

É usual lidar com amostras agrupadas em classes. Neste caso, a verosimilhança

passa a ser escrita em termos da f.p. conjunta de um vector de aleatório de frequências

absolutas observáveis com distribuição multinomial. Mais, é necessário recorrer à técnica

de maximização que faz uso dos multiplicadores de Lagrange.

8Para mais detalhes consulte-se http://en.wikipedia.org/wiki/Digamma function
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Exerćıcio 5.28 — Verosimilhança multinomial, estimação de MV e recurso a

métodos numéricos

Seja X = (X1, . . . , Xn) uma a.a. de dimensão n proveniente da população X. Considere

as n observações agrupadas em k intervalos {(ai−1, ai], i = 1, . . . , k}, que constituem uma

partição do contradomı́nio de X.

(a) Determine os estimadores de MV das probabilidades pi(θ) = P (X ∈ (ai−1, ai]|θ) de

cada intervalo com base no vector das frequências absolutas observáveis, (O1, . . . , Ok)

onde
∑k

i=1 Oi = n.

(b) Considere que os dados relativos ao número de falhas (X) ocorridas por missão

numa determinada zona de um submarino foram organizados na seguinte tabela de

frequências:

No. de falhas por missão 0 1 2 3 ≥ 4

No. de missões (com tal no. de falhas) 190 180 90 30 10

Elabore um programa no Mathematica por forma a confirmar que a estimativa de MV

avaliada com base na tabela de frequências acima é igual a 0.984500, sob a hipótese

de X possuir distribuição pertencente ao modelo de Poisson.

(c) Com o objectivo de modelar o tempo de sobrevivência (em segundos) de um

determinado insecto, após ter-lhe sido administrada uma pequena (mas constante)

quantidade de certo insecticida, foram recolhidas 40 observações ordenadas na tabela

seguinte:

Classe (0, 20] (20, 35] (35, 60] (60, 90] (90, 150] (150,+∞)

Freq. absol. obs. 7 4 6 7 6 10

Verifique que a estimativa de MV avaliada com base naquela tabela de frequências

absolutas observadas é igual a 0.009427, caso o tempo de sobrevivência possua

distribuição pertencente ao modelo Exponencial. Recorra a um programa no

Mathematica para responder a esta questão. •
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Exerćıcio 5.29 — Verosimilhança multinomial, estimação de MV e recurso a

métodos numéricos

O número de part́ıculas α emitidas por uma fonte radioactiva em 2612 unidades de tempo

(1/8min.) estão condensadas na seguinte tabela de frequências:

Part. emitidas (i) 0 1 2 3 4 5 6 7 8 9 10 > 10

Freq. Abs de i 57 203 383 525 532 408 273 139 49 27 10 6

Assuma que os números de part́ıculas emitidas por unidade de tempo são v.a.’s i.i.d.

Poisson(θ) para responder às questões seguintes.

(a) Obtenha a função de verosimilhança, L(θ|n) = L(θ|n0, . . . , nt, nc), bem como a função

de log-verosimilhança e verifique que

d ln L(θ|n)

dθ
=

y

θ
− (n− nc) +

ncpt

pc
(5.18)

d2 ln L(θ|n)

dθ2
= − y

θ2
+

nc

pc

(

pt−1 − pt −
p2

t

pc

)

(5.19)

onde: ni e nc representam as frequências absolutas do valor i (i = 0, . . . , t) e de valores

maiores que t (respectivamente); pi = P (X = i|θ), i = 0, . . . , t; pc = P (X > t|θ);
n =

∑t
i=0 ni + nc; e y =

∑t
i=0 i ni.

(b) Elabore um programa no Mathematica que permita obter a estimativa de MV de θ.

(c) Execute o programa considerando t = 10, 8, 6 e comente os resultados obtidos. •

Os estimadores de MV gozam, no entanto, de várias propriedades importantes, das

quais destacamos, para já, uma já nossa conhecida.

Nota 5.30 — Propriedade da invariância dos estimadores de MV

Sejam:

• θ̂ a estimativa de MV de θ

• EMV(θ) o estimador de MV de θ
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• h(θ) uma função bijectiva de θ.9

Então a estimativa de MV de h(θ) é dada por

ĥ(θ) = h(θ̂) (5.20)

e o estimador de MV de h(θ) dado por

EMV(h(θ)) = h[EMV(θ)]. (5.21)

•

Exemplo 5.31 — Propriedade da invariância dos estimadores de MV

Com o objectivo de estudar o tempo até falha de certo equipamento electrónico (em

dezenas de milhar de horas), uma engenheira recolheu um total de 50 observações que

conduziram à média geométrica amostral mg =
(∏50

i=1 ti
)1/50

= 4.2427.

Confirmada a adequação do modelo {Pareto(2.5, λ), λ > 0}, cuja f.d.p. é dada por

fX(x) =





λ 2.5λ x−(λ+1), x ≥ 2.5

0, c.c.,

aquela mesma engenheira passou para a fase de estimaçâo pontual do parâmetro

desconhecido e de uma sua função.10

(a) Prove que a estimativa de máxima verosimilhança de λ é igual a

λ̂ = [ln(mg)− ln(2.5)]−1.

• V.a. de interesse

X = tempo até falha de certo equipamento electrónico (em 104 horas)

• Distribuição

X ∼ Pareto(2.5, λ)

• Parâmetro desconhecido

λ (λ > 0)

9Exigir que h(θ) seja uma função bijectiva de θ pode parecer demasiado restritivo. Com efeito, trata-
se de uma condição suficiente mas não necessária para que seja satisfeita a invariância. De acordo com
Rohatgi e Saleh (2001, p. 418) basta que a função h(θ) : IRp → IRm (m ≤ p, p ∈ IN) transforme conjuntos
abertos de IRp em abertos de IRm.

10Adaptado do Exame de 4 de Fevereiro de 2003.
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• F.d.p.

fX(x) =





λ 2.5λ x−(λ+1), x ≥ 2.5

0, c.c.,

• Amostra

x = (x1, . . . , xn) amostra de dimensão n proveniente da população X

x : n = 50

mg =

(
50∏

i=1

xi

)1/50

= 4.2427

• Obtenção da estimativa de MV de λ

Passo 1 — Função de verosimilhança

L(λ|x) =
n∏

i=1

fX(xi)

=
n∏

i=1

[
λ 2.5λ x−(λ+1)

i

]

= λn × 2.5n λ

(
n∏

i=1

xi

)−(λ+1)

Passo 2 — Função de log-verosimilhança

ln L(λ|x) = ln



λn × 2.5n λ

(
n∏

i=1

xi

)−(λ+1)




= n ln(λ) + n λ ln(2.5)− (λ + 1)
n∑

i=1

ln(xi)

= n ln(λ) + n λ ln(2.5)− n (λ + 1) ln(mg)

Passo 3 — Maximização

Representar-se-á a estimativa de MV de λ por λ̂ e é sabido que

λ̂ :






d ln L(λ|x)
dλ

∣∣∣
λ=λ̂

= 0 (ponto de estacionaridade)

d2 ln L(λ|x)
dλ2

∣∣∣
λ=λ̂

< 0 (ponto de máximo)

Tirando partido da expressão da função log-verosimilhança e do facto de λ > 0,

segue-se

λ̂ :






n
λ̂

+ n ln(2.5)− n ln(mg) = 0

− n
λ̂2 < 0
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λ̂ = 1
ln(mg)−ln(2.5)

Proposição verdadeira já que λ > 0

Passo 4 — Concretização

Particularizando para a amostra recolhida obtém-se:

λ̂ = [ln(mg)− ln(2.5)]−1

= [ln(4.2427)− ln(2.5)]−1

1 1.8907.

(b) Obtenha a estimativa de MV da probabilidade de a duração do equipamento exceder

um peŕıodo de 35.000 horas.

• Outro parâmetro desconhecido

h(λ) = P (X > 3.5)

=
∫ +∞

3.5
λ 2.5λ x−(λ+1)dx

= λ 2.5λ x−(λ+1)+1

−(λ + 1) + 1

∣∣∣∣∣

+∞

3.5

=
(

2.5

3.5

)λ

• Estimativa de MV de h(λ)

Uma vez que h(λ) é uma função biuńıvoca de λ pode invocar-se a propriedade

da invariância dos estimadores de MV e concluir que a estimativa de MV de

h(λ) é

ĥ(λ) = h(λ̂) =
(

2.5

3.5

)λ̂

=
(

2.5

3.5

)1.8907

1 0.5293.

•

Exerćıcio 5.32 — Propriedade da invariância dos estimadores de MV

Certo tipo de pilhas tem uma duração (em horas) que se distribui exponencialmente com

valor esperado µ.

Qual a estimativa de MV da probabilidade de uma pilha durar mais de 200 horas,

sabendo que a duração total de 10 pilhas tomadas aleatoriamente foi de 1740 horas? •
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Exerćıcio 5.33 — Propriedade da invariância dos estimadores de MV (bis)

Suponha que a voltagem de que um cabo eléctrico com certo isolamento pode suportar

varia de acordo com uma distribuição Normal. Para uma amostra de 12 cabos as falhas

ocorreram nos seguintes ńıveis de voltagem: 52, 64, 38, 68, 66, 52, 60, 44, 48, 46, 70, 62.

Determine as estimativas de MV dos parâmetros valor esperado, variância e desvio

padrão, bem como da probabilidade de um cabo escolhido ao acaso suportar ńıveis

superiores à voltagem máxima registada na amostra acima. •
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5.1.2 Propriedades de estimadores pontuais: consistência e

suficiência

Para além de recordarmos algumas noções,11 falaremos de forma mais aturada sobre

duas propriedades desejáveis para qualquer estimador — consistência e suficiência — por

conduzirem a inferências/estimativas mais rigorosas.

Definição 5.34 — Estimador centrado (Murteira, 1980, p. 309)

O estimador T = T (X) diz-se um estimador centrado de θ 12 se

E[T (X)] = θ, ∀θ ∈ Θ, (5.22)

i.e., o centro de gravidade do estimador é igual a θ independentemente do valor que este

parâmetro desconhecido possa assumir. •

Definição 5.35 — Estimador enviesado

O estimador T = T (X) diz-se um estimador enviesado de θ 13 se

∃θ ∈ Θ : E[T (X)] )= θ. (5.23)

•

Definição 5.36 — Enviesamento de um estimador (Murteira, 1980, p. 309)

O estimador de θ, T = T (X), possui enviesamento14 dado por

biasθ[T (X)] = E[T (X)]− θ. (5.24)

Como seria de esperar um estimador centrado (enviesado, resp.) de θ possui enviesamento

nulo (não nulo, resp.). •

Nota 5.37 — Enviesamento

Como seria de esperar há a possibilidade de adiantar mais que um estimador para um

parâmetro desconhecido. Um estimador de θ será tanto melhor quanto menor for o seu

enviesamento. •
11Tais como a de estimador centrado, estimador enviesado, enviesamento, erro quadrático médio e

eficiência relativa.
12Ou um “estimador não enviesado”de θ.
13Ou um estimador não centrado de θ.
14O termo anglo-saxónico para enviesamento ou viés é “bias”.
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Nota 5.38 — Variância corrigida (não corrigida) da amostra

Desenvolvendo o quadrado e tirando partido do facto de
∑n

i=1 xi = nx̄, tem-se

sucessivamente:
n∑

i=1

(xi − x̄)2 =
n∑

i=1

(x2
i − 2xix̄ + x̄2)

=
n∑

i=1

x2
i − 2x̄

n∑

i=1

xi + n(x̄)2

=
n∑

i=1

x2
i − 2x̄× nx̄ + n(x̄)2

=

(
n∑

i=1

x2
i

)

− n(x̄)2.

A variância corrigida da amostra e a variância não corrigida da amostra podem escrever-se

do seguinte modo:

s2 =
1

n− 1

n∑

i=1

(xi − x̄)2

=
1

n− 1

(
n∑

i=1

x2
i

)

− n

n− 1
(x̄)2 (5.25)

(s′)2 =
1

n

n∑

i=1

(xi − x̄)2

=
1

n

(
n∑

i=1

x2
i

)

− (x̄)2 (5.26)

=
n− 1

n
s2,

respectivamente.

Escusado será dizer que estas fórmulas alternativas poupam operações aritméticas e

poupam-nos a alguns erros de arredondamento, para além de facilitarem o cálculo de

E(S2) e como tal a determinação do viés deste estimador de σ2. •

Exemplo 5.39 — Estimadores centrados de µ e σ2

Considere que X é uma v.a. de interesse com distribuição arbitrária, valor esperado µ e

variância σ2.

(a) Prove que

• a média da a.a.

X̄ = 1
n

∑n
i=1 Xi
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• e a variância corrigida da a.a.

S2 = 1
n−1

∑n
i=1(Xi − X̄)2 = 1

n−1

[∑n
i=1 X2

i − n (X̄)2
]

são estimadores centrados de µ e σ2, respectivamente.

• V.a.

Xi
i.i.d.∼ X, i = 1, . . . , n,

E(Xi) = E(X) = µ,

V (Xi) = V (X) = σ2, i = 1, . . . , n

• Estimador de µ

X̄ = 1
n

∑n
i=1 Xi

• Estimador centrado de µ ?

Trata-se de facto de um estimador centrado de µ já que

E(X̄) = E

(
1

n

n∑

i=1

Xi

)

=
1

n

n∑

i=1

E(Xi)

Xi∼X
=

1

n

n∑

i=1

E(X)

=
1

n
× nµ

= µ

• Estimador de σ2

S2 = 1
n−1

∑n
i=1(Xi − X̄)2 = 1

n−1

[
(
∑n

i=1 X2
i )− n (X̄)2

]

• Estimador centrado de σ2 ?

De facto, ao tirar-se partido da fórmula alternativa de S2 e ao notar que

E(Z2) = V (Z) + E2(Z), E(X̄) = µ e V (X̄) = σ2/n, segue-se

E(S2) = E

[
1

n− 1

n∑

i=1

(Xi − X̄)2

]

=
1

n− 1
E

[(
n∑

i=1

X2
i

)

− n(X̄)2

]

=
1

n− 1

[
n∑

i=1

E(X2
i )− nE[(X̄)2]

]
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=
1

n− 1

{
n∑

i=1

[V (Xi) + E2(Xi)]− n× [V (X̄) + E2(X̄)]

}

=
1

n− 1

[
n∑

i=1

(σ2 + µ2)− n× (σ2/n + µ2)

]

=
1

n− 1
(nσ2 + nµ2 − σ2 − nµ2)

=
1

n− 1
(n− 1) σ2

= σ2.

Assim, conclui-se que S2 é efectivamente um estimador centrado de σ2.

(b) Demonstre também que a

• a variância não corrigida da a.a.

(S ′)2 = 1
n

∑n
i=1(Xi − X̄)2 = 1

n (
∑n

i=1 X2
i )− n(X̄)2 = n−1

n S2

é um estimador enviesado de σ2 e calcule o respectivo enviesamento.

• Outro estimador de σ2

(S ′)2 = 1
n

∑n
i=1(Xi − X̄)2 = n−1

n S2

• Estimador centrado de σ2 ?

Tendo em conta que (S ′)2 = n−1
n S2 rapidamente se conclui que

E
[
(S ′)2

]
= E

(
n− 1

n
S2

)

=
n− 1

n
E

(
S2

)

=
n− 1

n
σ2

)= σ2,

pelo que (S ′)2 não é um estimador centrado de σ2.

• Enviesamento de (S ′)2

biasσ2 [(S ′)2] = E[(S ′)2]− σ2

=
n− 1

n
σ2 − σ2

= − 1

n
σ2

< 0,

donde se possa concluir que (S ′)2 subestima (em valor esperado) σ2. •
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Nota 5.40 — Variância (resp. não) corrigida

É pelo facto de S2 (resp. (S ′)2) ser um estimador centrado (resp. enviesado) de σ2 que se

denomina este estimador de “variância corrigida (resp. não corrigida) da a.a.”. •

Exerćıcio 5.41 — Estimador centrado

O raio (R) de um ćırculo é medido com um erro que tem distribuição Normal(0, σ2).

Dadas n medições independentes desse raio, obtenha um estimador centrado do valor

esperado da área do ćırculo, E(πR2). •

Exerćıcio 5.42 — Estimador enviesado (Murteira, 1980, p. 110)

Prove que o desvio-padrão S =
√

1
n−1

∑n
i=1(Xi − X̄)2 de uma a.a. de dimensão n

proveniente da de uma população Normal(µ, σ2) é um estimador enviesado de σ que

verifica

E(S) =

√
2

n− 1

Γ
(

n
2

)

Γ
(

n−1
2

) σ. (5.27)

•

Exerćıcio 5.43 — Estimadores pelo MM, de MV e centrados

Numa grande população de homens casados (que não inclui viúvos), uma fracção, p, já se

divorciou pelo menos uma vez. Adoptou-se o seguinte procedimento para estimar p.

• Uma caixa contém 100 envelopes dos quais x × 100% contém a pergunta Já se

divorciou alguma vez?, enquanto os restantes (1 − x) × 100% envelopes contêm a

pergunta É este o seu primeiro casamento? 15

• Seleccionam-se ao acaso N homens casados da população e cada um retira um

envelope da caixa, lê (só para si) o seu conteúdo e volta a colocá-lo na caixa.

• De seguida, cada um dos N homens casados seleccionados responde, em voz alta,

Sim ou Não à pergunta que leu (e que só ele sabe qual é!).

Seja Y o número total de respostas afirmativas. Admitindo que 0 < x < 1 é conhecido,

responda às questões seguintes:

15Note que uma resposta afirmativa a qualquer uma das perguntas implica uma resposta negativa outra
e assuma que neste estudo ninguém mente.
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(a) Determine a distribuição de Y .

(b) Obtenha o estimador pelo MM de p.

(c) Calcule o valor esperado e a variância do estimador anterior e comente acerca do valor

de x que deve ser usado.

(d) Determine o estimador de MV de p.

Discuta as vantagens ou desvantagens que este poder ter relativamente ao do MM. •

Definição 5.44 — Estimador assintoticamente centrado

Tn = T (Xn) diz-se um estimador assintoticamente centrado se limn→+∞E(Tn) = θ. •

Exerćıcio 5.45 — Estimador assintoticamente centrado

Verifique que (S ′)2 é um estimador (enviesado mas) assintoticamente centrado de σ2. •

Exemplo/Exerćıcio 5.46 — Inexistência de estimadores centrados16

Podem não existir estimadores centrados para determinados parâmetros. É o caso de p2,

onde p representa a probabilidade de sucesso de uma prova de Bernoulli.

(a) Prove este resultado curioso, considerando para o efeito uma a.a. com dimensão n = 1.

• V.a.

X ∼ Bernoulli(p),

• Estimador centrado de p2?

h(X)

E[h(X)] =
1∑

x=0

h(x)× P (X = x)

= h(0)× P (X = 0) + h(1)× P (X = 1)

= h(0)× (1− p) + h(1)× p

Uma vez que h(X) é um estimador de p só depende da a.a. de dimensão n = 1,

X, e nunca de p. Por consequência, E[h(X)] será uma função linear de p logo

diferente de p2, pelo que podemos concluir que p2 não admite estimador centrado

quando n = 1.

(b) Averigue se p2 admite um estimador centrado quando n = 2. Identifique-o. •

16Adaptado de Murteira (1980, p. 110).
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Exerćıcio 5.47 — Mais casos curiosos17

Suponha-se que o número de chamadas que afluem a uma central telefónica no peŕıodo

de 10 minutos é uma v.a. X com distribuição de Poisson com valor esperado θ.

(a) Prove que T = T (X) = (−1)x, x = 0, 1, 2, . . ., possui valor esperado igual a e−2θ,

a probabilidade de não se registarem chamadas no peŕıodo de 20 minutos, mas que

não é estimador de e−2θ.18

(b) Prove também que Tn = Tn(X) = αX̄ + (1 − α)S2, onde X̄ e S2 representam a

média e a variância corrigida de uma a.a. de dimensão n e α ∈ [0, 1], é um estimador

centrado de θ. Discuta a pertinência deste estimador de θ. •

Motivação 5.48 — Erro quadrático médio

Não basta que um estimador de θ seja centrado para garantir estimativas rigorosas. Estas

serão tanto mais rigorosas quanto menos o estimador se dispersar em torno do verdadeiro

valor do parâmetro desconhecido θ. •

Definição 5.49 — Erro quadrático médio (Casella e Berger, 2002, p. 330)

O erro quadrático médio (EQM)19 do estimador de θ, T = T (X), é dado por

EQMθ[T (X)] = E
{
[T (X)− θ]2

}

= V [T (X)] + {E[T (X)]− θ}2

= V [T (X)] + {biasθ[T (X)]}2 . (5.28)

•

Notas 5.50 — Erro quadrático médio

EQMθ[T (X)] quantifica a dispersão esperada do estimador T (X) em torno do verdadeiro

valor do parâmetro desconhecido θ e combina duas parcelas:

• V [T (X)] que diz respeito à variabilidade ou precisão (precision) do estimador;

• {biasθ[T (X)]}2 que mede a exactidão (accuracy) do estimador.20

17Adaptado de Murteira (1980, pp. 110–111).
18Importa notar que Murteira (1980, p. 111) refere-se a um estimador absurdo de e−2θ quando se

reporta a T (X).
19A designação anglo-saxónica é mean squared error (MSE).
20Ver Casella e Berger (2002, p. 330).
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Um estimador será tanto melhor quanto menor for o seu EQM. Assim, ao lidarmos

com dois estimadores de θ devemos optar por aquele que possuir o menor EQM, já que

conduzirá a estimativas mais rigorosas de θ. Deste modo estaremos a optar por um

estimador mais eficiente de θ. •

Exerćıcio 5.51 — Erro quadrático médio

Considere que T (X) é um estimador de θ, cuja variância e enviesamento são dados por

V [T (X)] e biasθ[T (X)] = E[T (X)]− θ, respectivamente.

(a) Demonstre o resultado (5.28).

(b) Mostre que se T (X) for um estimador centrado com variância positiva então [T (X)]2

não é um estimador centrado de θ2. •

Exerćıcio 5.52 — Prove que X̄ = 1
n

∑n
i=1 Xi é o estimador com menor EQM (i.e., mais

eficiente) na classe dos estimadores lineares e não enviesados do valor esperado µ de uma

distribuição, {∑n
i=1 ciXi : ci ≥ 0,

∑n
i=1 ci = 1}. •

Exerćıcio 5.53 — Prove que o estimador de σ2 pertencente da classe de variâncias

amostrais {c ∑n
i=1(Xi − X̄)2 : c > 0} com menor EQM é, para populações Normais,

dado por c = 1
n+1 .

21

Sugestão: Recorra a um dos dois seguintes resultados válidos para populações Normais:
(n−1)S2

σ2 ∼ χ2
(n−1); V (S2) = 2σ4

n−1 . •

Definição 5.54 — Eficiência relativa de estimadores

Sejam T1 = T1(X) e T2 = T2(X) dois estimadores do parâmetro desconhecido θ. Então a

eficiência de T1 — com respeito a T2 na estimação de θ — é dada por

eθ[T1(X), T2(X)] =
EQMθ[T2(X)]

EQMθ[T1(X)]
. (5.29)

Assim sendo, se

eθ[T1(X), T2(X)] > 1 ⇔ EQMθ[T2(X)] > EQMθ[T1(X)], (5.30)

diremos que o estimador T1(X) é mais eficiente que T2(X) na estimação de θ. •

21I.e., nem a variância corrigida da a.a., S2, nem o estimador de MV de σ2, (S′)2, minimizam o EQM.
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Exemplo 5.55 — Eficiência relativa de estimadores

Num estudo prévio ao lançamento no mercado de uma nova pilha de pacemaker foram

postas algumas questões acerca da sua duração (em milhares de dias) a um engenheiro.

Estudos anteriores (embora com outros tipos de pilhas) levam a crer que tal v.a. possui

distribuição Uniforme(0, θ), onde o parâmetro θ é positivo, desconhecido e representa a

idade máxima da pilha.

Calcule a eficiência relativa de X(n) com respeito a 2X̄ no que se refere à estimação

do parâmetro θ.22 Diga qual dos dois estimadores é mais eficiente.

• V.a.

Xi = duração da pilha i, i = 1, . . . , n

Xi
i.i.d.∼ X, i = 1, . . . , n

• Distribuição

X ∼ Uniforme(0, θ)

• Parâmetro

θ desconhecido (θ > 0)

• Estimador de θ

X(n) = maxi=1,...,n Xi

• Erro quadrático médio de X(n)

EQMθ[X(n)] = V [X(n)] +
{
biasθ[X(n)]

}2

= V [X(n)] +
{
E[X(n)]− θ

}2

=
n

(n + 2)(n + 1)2
θ2 +

(
n

n + 1
θ − θ

)2

=
2

(n + 2)(n + 1)
θ2

• Outro estimador de θ

2X̄
22Atente que E[X(n)] = n

n+1 θ e V [X(n)] = n
(n+2)(n+1)2 θ2.
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• Erro quadrático médio de 2X̄

Se se tiver em consideração que E(X̄) = E(X), V (X̄) = V (X)
n , E(X)

form.
= θ

2 e

V (X)
form.
= θ2

12 tem-se

EQMθ(2X̄) = V (2X̄) +
[
biasθ(2X̄)

]2

= V (2X̄) +
[
E(2X̄)− θ

]2

=
22

n
V (X) + [2E(X)− θ]2

=
22

n

θ2

12
+

(

2× θ

2
− θ

)2

=
1

3n
θ2

• Eficiência relativa de X(n) com respeito a 2X̄

eθ[X(n), 2X̄] =
EQMθ(2X̄)

EQMθ(X(n))

=
1
3n θ2

2
(n+2)(n+1) θ2

=
(n + 2)(n + 1)

6n

que constitui o termo geral de uma sucessão monótona não decrescente cujos dois

primeiros termos são iguais a 1.

• Comentário — Tendo em conta a expressão de eθ[X(n), 2X̄] pode afirmar-se que

• X(n) e 2X̄ são igualmente eficientes, para n = 1, 2,

• no entanto, X(n) é mais eficiente que 2X̄, para n > 2.

Curiosamente, X(n) não é estimador centrado de θ ao contrário de 2X̄, mas tem a

vantagem de ser o estimador de MV. •

Exerćıcio 5.56 — Eficiência relativa de estimadores

Considere uma população X com f.d.p. fµ(x) e mediana desconhecida ξ.

Tendo em conta que a mediana da a.a. X̃, é estimador assintoticamente centrado de

ξ e possui desvio padrão aproximado 1
2
√

nfµ(ξ) , calcule a eficiência relativa aproximada da

média da a.a. X̄ com respeito a X̃ na estimação do parâmetro desconhecido ξ nas duas

seguintes situações:
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(a) X ∼ Normal(µ, σ2);

(b) X possui f.d.p. dada por

fµ(x) =
1√
2σ

exp
(
−
√

2
∣∣∣∣
x− µ

σ

∣∣∣∣

)
, (5.31)

onde µ e σ2 representam respectivamente o valor esperado e a variância;

(c) O que pode concluir à luz dos resultados obtidos em (a) e (b)? •

Consistência de estimadores

Motivação 5.57 — Consistência de estimadores

É desejável que, à medida que aumentamos a dimensão da a.a. (n), o estimador do

parâmetro θ se disperse cada vez menos em torno do verdadeiro valor de θ, conduzindo

assim a inferências cada vez mais rigorosas. •

Definição 5.58 — Estimador consistente (Murteira, 1980, pp. 106–107)

Seja Tn = Tn(X) um estimador do parâmetro desconhecido θ. Se Tn
P→ θ então diz-se um

estimador (simplesmente/fracamente) consistente de θ. •

Notas 5.59 — Estimador consistente

1. Importa relembrar que a convergência em probabilidade Tn
P→ θ significa que

∀ε > 0, limn→+∞ P (|Tn − θ| < ε) = 1.23

2. Tn
P→ θ ⇔ Tn

d→ θ. •

Proposição 5.60 — Condições suficientes para a consistência de estimador

(Murteira, 1980, pp. 106–107)

As condições

lim
n→+∞

E(Tn) = θ

lim
n→+∞

V (Tn) = 0

são conjuntamente suficientes para que Tn seja um estimador consistente de θ.

23Equivalentemente, ∀ε > 0, limn→+∞ P (|Tn − θ| > ε) = 0
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I.e., caso o estimador Tn seja um estimador de θ assintoticamente centrado e possua

variância assintótica nula então Tn é um estimador consistente de θ. •

Exemplo 5.61 — Condições suficientes para a consistência de estimador

Demonstre a Proposição 5.60.

• Estimador de θ

Tn

• Caracteŕısticas do estimador de θ

limn→+∞E(Tn) = θ

limn→+∞ V (Tn) = 0

E(Tn) = h(n)×θ, onde h(n) é tal que limn→+∞ h(n) = 1 já que limn→+∞E(Tn) = θ.

• Um estimador centrado de θ

T ′n = Tn
h(n) (admita-se também que h(n) )= 0).

• Averiguação da consistência de T ′n

Recorrendo à noção de convergência em probabilidade e aplicando a desigualdade

de Chebychev, obtém-se, para qualquer ε > 0:

lim
n→+∞

P (|T ′n − θ| < ε) = 1− lim
n→+∞

P



|T ′n − E(T ′n)| ≥ ε
√

V (T ′n)

√
V (T ′n)





≥ 1− lim
n→+∞

1
(

ε√
V (T ′n)

)2

≥ 1− 1

ε
lim

n→+∞

V (Tn)

[h(n)]2

= 1, (5.32)

dado que limn→+∞ V (Tn) = 0 e limn→+∞ h(n) = 1.

• Conclusão

limn→+∞ P (|T ′n − θ| < ε) = 1, ou seja, T ′n
P→ θ.

Ora, pelas propriedades de fecho da convergência em probabilidade no que diz

respeito a operações algébricas e devido ao facto de limn→+∞ h(n) = 1, conclui-

se também que Tn = h(n)× T ′n
P→ θ.
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• Comentário

Murteira (1980, p. 108) recorre à desiguldade de Chebychev, na sua versão de

Markov,24 para demonstrar a Proposição 5.60. •

Exerćıcio 5.62 — Consistência como critério de selecção de estimadores

(Murteira, 1980, p. 108); consistência dos momentos de ordem k da a.a.

(a) A consistência é uma propriedade assintótica, pelo que não permite ir muito longe

na escolha de estimadores já que há muito estimadores consistentes para um dado

parâmetro. Prova disso é que se Tn for um estimador de θ assintoticamente centrado

e com variância assintótica nula então qualquer outro estimador T ′n definido por

T ′n =
n− i

n− j
× Tn,

onde i e j são constantes, é também um estimador consistente de θ.

Demonstre este resultado.

(b) Prove que os momentos de ordem k da amostra aleatória, Mk = 1
n

∑n
i=1 Xk

i , são

estimadores consistentes dos momentos de ordem k da v.a. X, E(Xk), k = 1, 2, . . . •

Teorema 5.63 — Consistência dos estimadores de MV (Casella e Berger, 2002, p.

470)

Sejam:

• X = (X1, . . . , Xn) uma a.a. de dimensão n proveniente da população X com f.d.p.

fX|θ(x) (resp. f.p. Pθ(X = x|θ)) dependente de θ;

• L(θ|x) a função de verosimilhança;

• h(θ) uma função cont́ınua de θ e EMV[h(θ)] = τ [EMV(θ)] o estimador de MV de

h(θ).

Caso sejam satisfeitas determinadas condições de regularidade (veja-se Casella e Berger,

2002, p. 516),25 EMV[h(θ)] é um estimador consistente de h(θ), i.e. EMV[h(θ)]
P→ h(θ). •

24Se X ∈ L1 e a > 0 então P (|X| ≥ a) ≤ E(|X|)
a .

25A saber: o parâmetro θ deve ser identificável, ou seja, se θ )= θ′ então fX|θ(x) )= fX|θ′(x) (resp.
Pθ(X = x|θ) )= Pθ(X = x|θ′)); as f.d.p. fX|θ(x) (resp. as f.p. Pθ(X = x|θ)) possuem todas o mesmo
suporte e são diferenciáveis em θ; o espaço de parâmetro contém um conjunto aberto A tal que o verdadeiro
valor do parâmetro θ pertence ao interior de A.
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Suficiência de estimadores

Motivação 5.64 — Suficiência

É natural investigar a existência de estat́ısticas cujas concretizações retirem da amostra

toda a informação relevante sobre o parâmetro desconhecido θ. •

Definição 5.65 — Suficiência (Murteira, 1980, p. 112)

T = T (X) diz-se uma estat́ıstica suficiente para θ caso a distribuição de X condicional a

{T = t} não dependa de θ, qualquer que seja o valor de t posśıvel para a estat́ıstica T ,

i.e., se a correspondente f.(d.)p. satisfizer

fX|T (X)=t,θ(x) = fX|T (X)=t(x), ∀t ∈ IRT . (5.33)

•

Nota 5.66 — Suficiência

Pode afirmar-se que, conhecido o valor observado da estat́ıstica suficiente para θ, os dados

da amostra passam a ser irrelevantes pois nada mais dizem sobre θ (Murteira, 1980, p.

113). Ou por outra, a perda dos dados originais, retendo no entanto o valor observado

da estat́ıstica suficiente para o parâmetro desconhecido θ, não resulta em redução de

informação sobre θ. •

Exerćıcio 5.67 — Averiguação da suficiência por recurso à definição

Considere o modelo uniparamétrico {Bernoulli(θ), θ ∈ [0, 1]} e mostre que o número de

sucessos em n destas provas de Bernoulli, T =
∑n

i=1 Xi, é uma estat́ıstica suficiente para

θ, recorrendo para o efeito à definição de estat́ıstica suficiente. •

Exerćıcio 5.68 — Averiguação da suficiência por recurso à definição

Prove, a partir da definição, que a a.a. ordenada é uma estat́ıstica suficiente para qualquer

modelo estat́ıstico, seja ele paramétrico ou não.

Nota 5.69 — Averiguação da suficiência

A definição de estat́ıstica suficiente que apresentámos não corresponde a uma definição

construtiva, pelo que não é de grande utilidade quando se pretende pesquisar estat́ısticas

suficientes.

Os critérios enunciados a seguir são instrumentos que nos auxiliarão nessa pesquisa

(Murteira, 1980, pp. 118-122). •
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Teorema 5.70 — Critério de Fisher–Neyman, caso uniparamétrico

Sejam:

• X = (X1, . . . , Xn) uma a.a. de dimensão n proveniente de uma população com

f.(d.)p. fX|θ(x) dependente de θ ∈ Θ;

• T = T (X) uma estat́ıstica com f.(d.)p. gT |θ(t) = gT |θ[T (x)], também ela dependente

de θ.

Então a estat́ıstica T diz-se uma estat́ıstica suficiente para θ sse a f.(d.)p. conjunta de X

verificar:

fX|θ(x) =
n∏

i=1

fX(xi)

= gT |θ[T (x)]× h(x), (5.34)

onde, para cada valor fixo de t = T (x), h(x) não depende de θ. •

Nota 5.71 — Critério de Fisher–Neyman

Apesar de mais conveniente que a definição de suficiência na averiguação desta

propriedade, o critério de Fisher–Neyman tem um inconveniente: requer que se conheça

a distribuição da estat́ıstica candidata a suficiente, distribuição esta nem sempre fácil de

determinar.

O critério enunciado de seguida não possui esta desvantagem. •

Teorema 5.72 — Critério de factorização, caso uniparamétrico (Murteira, 1980,

p. 119)

Seja X = (X1, . . . , Xn) uma a.a. de dimensão n proveniente de uma população com

f.(d.)p. fX|θ(x) dependente de θ ∈ Θ. Então a estat́ıstica T = T (X) é suficiente para θ

sse existirem duas funções não negativas g e h tais que, ∀x ∈ χ e θ ∈ Θ:

fX|θ(x) = g[T (x), θ]× h(x), (5.35)

onde, para cada valor fixo de t = T (x), h(x) não depende de θ. •

Nota 5.73 — Critério de factorização, caso uniparamétrico (Casella e Berger,

2002, p. 275)

O critério de factorização é também designado por alguns autores de critério de Halmos–

Savage(–Bahadur). •
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Exemplo 5.74 — Suficiência e critério de factorização

Obtenha uma estat́ıstica suficiente para o parâmetro da distribuição Uniforme(0, θ).

• V.a. / f.d.p.

X ∼ Uniforme(0, θ)

fX|θ(x) = 1
θ × I[0,θ](x)

• Critério de factorização

A f.d.p. conjunta da a.a. X = (X1, . . . , Xn) só será positiva para amostra x =

(x1, . . . , xn) tais que 0 ≤ xi ≤ θ, i = 1, . . . , n, ou seja, sse x(1) ≥ 0 e x(n) ≤ θ. Assim

sendo, pode afirmar-se que

fX|θ(x) =
n∏

i=1

fX|θ(xi)

= θ−n I[x(n),+∞)(θ)× I[0,+∞)(x(1)). (5.36)

• Conclusão

Ao considerarmos

g[T (x), θ] = θ−n I[x(n),+∞)(θ) (5.37)

h(x) = I[0,+∞)(x(1)), (5.38)

conclúımos que fX|θ(x) é factorizável, pelo que X(n) é uma estat́ıstica suficiente para

θ de acordo com o critério de factorização. •

Exerćıcio 5.75 — Suficiência e critério de factorização

Volte a considerar o modelo {Bernoulli(θ), θ ∈ [0, 1]} e demonstre que T =
∑n

i=1 Xi é

uma estat́ıstica suficiente para θ, recorrendo desta feita ao critério de factorização. •

Exerćıcio 5.76 — Suficiência e critério de factorização (bis)

Seja X uma a.a. de dimensão n proveniente do modelo {Poisson(λ), λ ∈ IR+}.
Prove a suficiência da estat́ıstica

∑n
i=1 Xi para λ. •
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Motivação 5.77 — Estimadores suficientes

Até ao momento limitámo-nos a falar de estat́ısticas suficientes. No entanto, no

contexto da estimação pontual, é importante lidar com estimadores que sejam estat́ısticas

suficientes.

Ora, obtém-se um estimador com tal caracteŕıstica caso se trate de uma função

bijectiva26 de uma estat́ıstica suficiente, como no resultado que se enunciará já de seguida

e que se demonstra recorrendo ao critério de factorização. •

Teorema 5.78 — Obtenção de estimadores suficientes (Murteira, 1980, p. 125)

Se T é uma estat́ıstica suficiente para o parâmetro desconhecido θ e U = U(T ) uma sua

função bijectiva. Então U = U(T ) é também uma estat́ıstica suficiente para θ. •

Exerćıcio 5.79 — Estat́ısticas e estimadores suficientes e critério de

factorização27

Com o objectivo de estudar o volume de depósitos mensais (em dezenas de milhar

de euros) efectuados por pequenas e médias empresas numa instituição bancária, uma

gestora recolheu um total de 50 observações. Confirmada a adequação do modelo

{Pareto(2.5, λ), λ > 0}, cuja f.d.p. é dada por

fX(x) =





λ 2.5λ x−(λ+1), x ≥ 2.5

0, c.c.,

a gestora deduziu a estimativa de máxima verosimilhança de λ, λ̂ = [ln(mg)− ln(2.5)]−1 =

1.8907, onde ln(mg) = 1
50

∑50
i=1 ln(xi) representa o logaritmo da média geométrica da

amostra.

Mostre que a média geométrica da amostra aleatória, Mg = (
∏50

i=1 Xi)1/50 e o estimador

de máxima verosimilhança de λ são estat́ısticas suficientes para o modelo. •

26Uma função de um conjunto A num conjunto B é toda a correspondência que associa a cada elemento
de A um único elemento de B. A é o domı́nio da função f , B o seu conjunto de chegada e o transformado
de A, f(A), o contradomı́nio da função f .

A função f : A → B diz-se sobrejectiva se o seu contradomı́nio f(A) concidir com o seu conjunto de
chegada B, i.e., ∀y ∈ B, ∃x ∈ A : y = f(x).

A função f : A → B diz-se injectiva se quaisquer dois elementos distintos do seu domı́nio A possuem
imagens distintas, i.e., ∀x1, x2 ∈ A, x1 )= x2 ⇒ f(x1) )= f(x2) ⇔ ∀x1, x2 ∈ A, f(x1) = f(x2) ⇒ x1 = x2.

A função f : A → B diz-se bijectiva se for simultaneamente injectiva e sobrejectiva, ou seja,
∀y ∈ B,∃1x ∈ A : y = f(x).

27Adaptado do Exame de 4 de Julho de 2009.
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Nota 5.80 — Obtenção de estimadores suficientes

Basta que um estimador de θ seja uma função bijectiva de uma estat́ıstica suficiente de θ

para que se trate de um estimador suficiente para θ. •

Exemplo 5.81 — Obtenção de estimadores suficientes

Volte a considerar o modelo {Bernoulli(θ), θ ∈ [0, 1]}.
Já vimos que T =

∑n
i=1 Xi é uma estat́ıstica suficiente para θ. Ora U = U(T ) = T/n

é não só o estimador de MV de θ como uma função bijectiva da estat́ıstica suficiente para

θ, pelo que se conclui que é um estimador suficiente para θ. •

Exerćıcio 5.82 — Estimadores centrados e suficientes

Seja (X1, . . . , Xn) uma a.a. proveniente de uma população com f.d.p. fX|θ(x) = θx−2 ×
I[θ,+∞)(x), θ > 0.

(a) Determine os estimadores pelo MM e de MV de θ.

(b) Averigue se os estimadores obtidos em (a) são centrados e suficientes •

Proposição 5.83 — Suficiência e estimação de MV (Murteira, 1980, p. 163)

Se T = T (X) é uma estat́ıstica suficiente para θ e se existe estimador de MV de θ,

EMV(θ), então EMV(θ) é função de T . •

Murteira (1980, p. 164) nota que a proposição acabada de enunciar não afirma que

os estimadores de MV são necessariamente estimadores suficientes, embora se verifique

que são estimadores suficientes com muita frequência. Mais, dá o exemplo do modelo

uniparamétrico
{
Uniforme

(
θ − 1

2
, θ +

1

2

)
, θ ∈ IR

}
,

para o qual pode provar-se (prove!) que:

• a estat́ıstica bivariada (X(1), X(n)) é uma estat́ıstica suficiente para θ;

• a expressão geral do estimador de MV de θ é

α×
(
X(1) −

1

2

)
+ (1− α)×

(
X(n) +

1

2

)
, α ∈ [0, 1].

Assim, o estimador de MV é uma v.a. univariada — por sinal função da estat́ıstica

suficiente (X(1), X(n)) — que nunca será uma estat́ıstica suficiente para θ.
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Exerćıcio 5.84 — Suficiência e estimação de MV28

Sejam Xi (i = 1, . . . , n) variáveis aleatórias independentes e identicamente distribúıdas

que dizem respeito a vários tempos de reparação de máquinas numa unidade fabril, tempos

estes com distribuição Lognormal com função de densidade de probabilidade comum

1√
2π x

exp

{

− [ln(x)− µ]2

2

}

, x > 0.

(a) Mostre que o estimador de máxima verosimilhança de µ, 1
n

∑n
i=1 ln(Xi) (logaritmo da

média geométrica da amostra aleatória), é uma estat́ıstica suficiente para µ.

(b) Averigue se o estimador de µ pelo método dos momentos coincide com o estimador

de máxima verosimilhança de µ. •

Motivação 5.85 — Suficiência, caso multiparamétrico

O conceito de suficiência é generalizável ao caso em que a f.d.p. da população depende de

k parâmetros θ1, . . . , θk, k > 1. •

Definição 5.86 — Suficiência, caso multiparamétrico (Murteira, 1980, p. 126)

Seja X = (X1, . . . , Xn), n ≥ k, uma a.a. de dimensão proveniente de uma população com

f.(d.)p. fX|θ(x) dependente de θ = (θ1, . . . , θk) ∈ Θ ⊂ IRk.

A estat́ıstica k−dimensional T = T (X) = (T1(X), . . . , Tk(X)) diz-se uma estat́ıstica

suficiente para θ 29 sse a distribuição de X condicional a {T = t} = {T1 = t1, . . . , Tk = tk}
não depender de θ, qualquer que seja o valor de t posśıvel para a estat́ıstica T , i.e.

fX|T (X)=t,θ(x) = fX|T (X)=t(x), ∀t ∈ IRT . (5.39)

•

Teorema 5.87 — Critério de factorização, caso multiparamétrico (Murteira,

1980, p. 126)

Seja X = (X1, . . . , Xn), n ≥ k, uma a.a. de dimensão proveniente de uma população com

f.(d.)p. fX|θ(x) dependente de θ = (θ1, . . . , θk) ∈ Θ ⊂ IRk. A estat́ıstica k−dimensional

T = T (X) = (T1(X), . . . , Tk(X)) diz-se uma estat́ıstica suficiente para θ sse existirem

duas funções não negativas g e h tais que, ∀x ∈ χ e θ ∈ Θ:

fX|θ(x) = g[T (x), θ]× h(x), (5.40)

onde, para cada valor fixo de t = T (x), h(x) não depende de θ. •

28Adaptado do Exame de 11 de Setembro de 2009.
29Ou as estat́ısticas unidimensionais T1, . . . , Tk dizem-se conjuntamente suficientes para θ.

406



Exerćıcio 5.88 — Critério de factorização, caso multiparamétrico (Murteira,

1980, p. 126)

Determine uma estat́ıstica suficiente para o modelo de Pareto {fX|xm,α(x) = α xα
m

xα+1 ×
I[xm,+∞(x), xm, α ∈ IR+}. •

Algumas distribuições que nos são familiares, como a Binomial, Normal, Gama,

etc. pertencem a uma famı́lia mais vasta de distribuições para cujos parâmetros é

extraordinariamente simples determinar estat́ısticas suficientes.

Definição 5.89 — Famı́lia Exponencial (Casella e Berger, 2002, p. 111)

Uma f.(d.)p. fX|θ diz-se pertencer à famı́lia Exponencial se

fX|θ(x) = c(θ)× exp




k∑

j=1

wj(θ) Tj(x)



× b(x), (5.41)

onde:

• θ = (θ1, . . . , θd), d ≤ k;

• c(θ) ≥ 0;

• w1(θ), . . . , wk(θ) são funções reais de θ que não podem depender de x;

• T1(x), . . . , Tk(x) são funções reais de x que não dependem de θ;

• b(x) ≥ 0. •

Teorema 5.90 — Critério de factorização e famı́lia Exponencial (Casella e Berger,

2002, p. 279)

Seja X = (X1, . . . , Xn) uma a.a. de dimensão n proveniente de uma população com

f.(d.)p. pertencente à famı́lia Exponencial k−paramétrica caracterizada por f.(d.)p. do

tipo fX|θ = c(θ)× exp
[∑k

j=1 wj(θ) Tj(x)
]
× b(x), onde θ = (θ1, . . . , θd), d ≤ k. Então

T (X) =

(
n∑

i=1

T1(Xi), . . . ,
n∑

i=1

Tk(Xi)

)

(5.42)

é uma estat́ıstica suficiente para θ. •
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Exerćıcio 5.91 — Critério de factorização e famı́lia Exponencial

multiparamétrica

Determine estat́ısticas suficientes para os modelos:

(a) {Normal(µ, σ2), µ ∈ IR, σ2 ∈ IR+};

(b) {Gama(α, β), α, β ∈ IR+}. •
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5.2 Testes de hipóteses

Motivação 5.92 — Testes de hipóteses

Até ao momento procurámos adiantar um valor razoável (ou um intervalo de valores

razoáveis) para um parâmetro desconhecido de interesse, tirando partido da informação

amostral de que dispomos.

É altura de tirarmos partido dessa mesma informação para nos pronunciarmos sobre

afirmações relativas a esse mesmo parâmetro desconhecido ou a outros aspectos da nossa

v.a. de interesse.

Não se trata de um mero exerćıcio académico mas sim de uma resposta

a uma necessidade decorrente da prática. Basta pensarmos na averiguação da

veracidade/razoabilidade de uma afirmação de:

• um fabricante de automóveis quanto ao valor esperado da quantidade de combust́ıvel

consumida por cada 100Km por certo modelo fabricado;

• uma produtora de um fármaco no que diz respeito à percentagem de pacientes

que consideram ter tido melhoras do seu estado de saúde após a administração do

mesmo. •

5.2.1 Conceitos básicos

Antes de prosseguirmos é crucial adiantarmos algumas noções fundamentais no âmbito

dos testes de hipóteses, muito em particular o que se entende por hipótese estat́ıstica.

Definição informal 5.93 — Hipótese estat́ıstica

Qualquer afirmação/conjectura acerca de

• um parâmetro desconhecido ou

• da distribuição da v.a. de interesse, etc.

será denominada de hipótese estat́ıstica. •

409



Definição 5.94 — Hipótese paramétrica

Trata-se de conjectura respeitante a um parâmetro desconhecido, assumindo que se

conhece a distribuição da v.a. de interesse (a menos de pelo menos um parâmetro

desconhecido). •

Exemplo 5.95 — Hipótese paramétrica

É usual que os fabricantes façam afirmações acerca dos seus produtos. Por exemplo, um

fabricante de baterias de 12V, para além de assumir que a duração das mesmas (v.a. de

interesse) possui distribuição normal, pretende convencer um seu grande cliente que o

valor esperado da duração das mesmas é de 1000 dias:

• V.a. de interesse

X = duração de bateria de 12V

• Situação

X ∼ Normal(µ, σ2)

µ = E(X) desconhecido

• Hipótese

µ = 1000 dias •

É essencialmente com este tipo de hipóteses que iremos lidar ao longo deste caṕıtulo,

pelo que omitiremos o adjectivo paramétrica sempre que nos parecer desnecessário.

Ao lidar com hipóteses paramétricas, assumir-se-á que o conjunto de valores

considerados posśıveis/razoáveis para o parâmetro desconhecido — i.e., o espaço de

parâmetro Θ — possui pelo menos dois valores.

Definição informal 5.96 — Hipótese nula/alternativa

De um modo geral confrontamos duas hipóteses paramétricas:

• a hipótese mais relevante, usualmente designada de hipótese nula e representada por

H0;

• uma hipótese dita alternativa, representada por H1.

Estas duas hipóteses paramétricas estão associadas a dois sub-espaços disjuntos de Θ: H0

atribui ao parâmetro valores em Θ0 ⊂ Θ e H1 em Θ1 = Θ\Θ0. •
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Exemplo 5.97 — Hipótese nula/alternativa

Há várias possibilidades de hipótese alternativa para a hipótese nula do Exemplo 5.95:

• H0 : µ = µ0 = 1000 dias (hipótese nula)

• H1 :=






µ = µ1 = 800 dias (ponto de vista do consumidor)

µ < µ0 = 1000 dias (ponto de vista do consumidor)

µ > µ0 = 1000 dias (ponto de vista do fabricante)

µ )= µ0 = 1000 dias (compromisso entre ambos)

Se assumirmos que a variância da duração das baterias de 12V é conhecida estaremos a

lidar com os seguintes espaços e sub-espaços de parâmetro:

Espaço de parâmetro Hip. Nula Θ0 Hip. Alternativa Θ1 = Θ\Θ0

Θ = {800, 1000} H0 : µ = 1000 Θ0 = {1000} H1 : µ = 800 Θ1 = {800}

Θ = (0, 1000] H0 : µ = 1000 Θ0 = {1000} H1 : µ < 1000 Θ1 = (0, 1000)

Θ = [1000, +∞) H0 : µ = 1000 Θ0 = {1000} H1 : µ > 1000 Θ1 = (1000, +∞)

Θ = (0, +∞) H0 : µ = 1000 Θ0 = {1000} H1 : µ += 1000 Θ1 = (0, +∞)\{1000}

Convém ainda referir que os valores especificados nas hipóteses nula e alternativa nada

têm a ver com valores observados na amostra, muito em particular com a estimativa (de

MV) do parâmetro desconhecido µ, x̄. •

Há várias possibilidades de classificar as hipóteses nula e alternativa, nomeadamente

no que diz respeito à cardinalidade do sub-espaço de parâmetro a elas associado...

Definição 5.98 — Hipótese simples/composta

Uma hipótese paramétrica Hi (i = 0, 1) diz-se:

• simples, caso especifique um único valor para o parâmetro desconhecido

correspondendo a um único ponto no espaço paramétrico, i.e., caso #Θi = 1

(i = 0, 1);

• composta, caso contrário. •

Exemplo 5.99 — Hipótese simples/composta

Retome-se o Exemplo 5.95. Ao assumir-se que a v.a. de interesse possui distribuição

normal com valor esperado desconhecido e variância conhecida tem-se:
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• H0 : µ = µ0 = 1000 dias — hipótese simples (Θ0 = {1000});

• H1 : µ < µ0 = 1000 dias — hipótese composta (Θ1 = (0, 1000)).

Note-se, no entanto, que caso se assuma que a variância é igualmente desconhecida, não

só passamos a lidar com um espaço de parâmetro ligeiramente diferente, como H0 passa

a ser também uma hipótese composta. Com efeito, Θ = {(µ, σ2) : µ, σ2 > 0} = IR+× IR+

e a hipótese H0 : µ = µ0 = 1000 dias está associada ao sub-espaço Θ0 = {1000} × IR+

que por sinal não é um conjunto singular. •

Definição informal 5.100 — Hipótese alternativa unilateral/bilateral

É costume ir além na classificação da hipótese alternativa. Esta classificacão depende

também da hipótese nula com que estejamos a lidar. H1 é, em geral, de um dos três

seguintes tipos:

• unilateral inferior, caso possua um sinal de menor (e.g., H0 : µ = 1000 dias e

H1 : µ < 1000 dias);30

• unilateral superior, se possuir um sinal de maior (e.g., H0 : µ = 1000 dias e H1 :

µ > 1000 dias);31

• bilateral, caso H1 tenha um sinal de diferente (e.g., H0 : µ = 1000 dias e H1 : µ )=
1000 dias). •

Definição informal 5.101 — Teste de hipóteses

Um teste de hipóteses não passa de um procedimento estat́ıstico que conduz a uma decisão

acerca das hipótese nula e alternativa, tendo em conta a informação recolhida. •

Nota 5.102 — Decisões em testes de hipóteses

De acordo com a informação amostral recolhida tomamos (de um modo geral) uma de

duas decisões:

• rejeitar H0;

• não rejeitar H0. •
30Ou atribua um valor inferior ao conjecturado em H0, e.g., H1 : µ = 800 dias.
31Ou atribua um valor superior ao conjecturado em H0, e.g., H1 : µ = 1200 dias.
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Definição 5.103 — Erros de 1a. e 2a. espécie e respectivas probabilidades

As decisões em testes de hipóteses podem ou não ser correctas. Senão vejamos:

Situação real

Decisão H0 Verdadeira H0 Falsa

Rejeitar H0 Erro de 1a. Espécie Decisão Correcta

Não rejeitar H0 Decisão Correcta Erro de 2a. Espécie

É habitual delinear o teste de hipóteses de modo a minimizar as probabilidades de

ocorrência de erros de 1a. e 2a. espécie:

α1 = P (Erro de 1a. espécie) = P (Rejeitar H0 | H0 é Verdadeira) (5.43)

α2 = P (Erro de 2a. espécie) = P (Não rejeitar H0 | H0 é Falsa). (5.44)

Qualquer destas probabilidades dependerá, como veremos mais tarde, do verdadeiro valor

do parâmetro: α1 = α1(θ), θ ∈ Θ0; α2 = α2(θ), θ ∈ Θ1. •

Definição 5.104 — Tamanho (ou dimensão) do teste

No esforço de minimização da probabilidade de cometer erro de 1a. espécie, α1(θ), é

comum determinar-se

sup
θ∈Θ0

α1(θ), (5.45)

que designaremos doravante de tamanho (ou dimensão) do teste. •

Exemplo 5.105 — Probabilidades de erros de 1a. e 2a. espécie; tamanho de

teste

Admita que a duração (em milhares de horas) de um circuito em série é uma v.a. X

distribuição de Weibull com parâmetro de escala desconhecido θ > 0 e parâmetro de

forma α = 2.

Pretende confrontar-se

• H0 : θ ≤ θ0 = 1 vs.

• H1 : θ > θ0 = 1,
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com base em uma única observação de X e estipulou-se que H0 será rejeitada se X >

1.7308.

Obtenha as probabilidades de cometer erros de 1a. e 2a. espécie, bem como o tamanho

de teste.

• V.a. de interesse

X = duração (em milhares de horas) de um circuito

• Situação

X ∼ Weibull(θ−1, 2), i.e., FX(x) = 1− exp
[
− (x/θ)2

]
, x ≥ 0

θ desconhecido

θ ∈ Θ = (0, +∞)

• Hipóteses

H0 : θ ≤ θ0 = 1 (i.e. θ ∈ Θ0 = (0, 1]) vs.

H1 : θ > θ0 = 1 (i.e. θ ∈ Θ1 = (1, +∞))

• Probabilidade de cometer erro de 1a. espécie

α1(θ) = P (Rejeitar H0 | H0 é Verdadeira)

= P (X > 1.7308 | H0)

= 1− FWeibull(θ−1,2)(1.7308)

= exp
[
− (1.7308/θ)2

]
, θ ∈ Θ0 = (0, 1]

• Probabilidade de cometer erro de 2a. espécie

α2(θ) = P (Não rejeitar H0 | H0 é Falsa)

= P (X ≤ 1.7308 | H1)

= FWeibull(θ−1,2)(1.7308)

= 1− exp
[
− (1.7308/θ)2

]
, θ ∈ Θ1 = (1, +∞)
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• Tamanho do teste

sup
θ∈Θ0

α1(θ) = sup
θ∈Θ0

exp
[
− (1.7308/θ)2

]
(gráfico!)

= exp
[
− (1.7308/θ0)

2
]

θ0=11 0.05.

•

Exerćıcio 5.106 — Probabilidades de erros de 1a. e 2a. espécie

Para controlar a qualidade do peso de embalagens que vão sendo produzidas decidiu-se

usar o seguinte esquema de amostragem:

• recolher uma amostra de dimenso n;

• calcular a média amostral, x̄;

• declarar o processo de fabrico como estando fora de controlo, se x̄ ≤ c; considerar o

processo sob controlo, caso contrário.

Acordou-se ainda que:

• se o peso esperado das embalagens fosse inferior ou igual a 5.3, a probabilidade de

considerar o processo fora de controlo deveria ser de pelo menos 99%;

• se o valor esperado do peso das embalagens fosse superior ou igual a 5.5, a

probabilidade de declarar o processo sob controlo devia ser de pelo menos 90%.

Admitindo que o peso em estudo distribui-se normalmente e o respectivo desvio-padrão

igual a 0.2 (quer o processo esteja sob ou fora de controlo), calcule o valor da constante

c e o menor valor da dimensão n requeridos por este esquema de amostragem. •

Exerćıcio 5.107 — Probabilidades de erros de 1a. e 2a. espécie; tamanho de

teste

Seja p a probabilidade de sáıda de Cara. Para testar a hipótese nula H0 : p = 1/2 contra

a hipótese alternativa H1 : p > 1/2, decidiu-se rejeitar H0 se o número de caras for igual

a 3 ou a 4, em 4 lançamentos independentes dessa moeda.
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(a) Calcule a probabilidade de erro de 1a. espécie e a probabilidade de erro de 2a. espécie

quando p = 3/4.

(b) Determine o tamanho do teste. •

Definição 5.108 — Nı́vel de significância

É habitual estabelecer um limite superior para a probabilidade de ocorrência de erro de

1a. espécie. Este limite é usualmente designado de ńıvel de significância (n.s.) do teste e

representado doravante por α0 (α0 ∈ (0, 1)). O teste de hipóteses será delineado de modo

que

α1(θ) = P (Rejeitar H0 | H0 é Verdadeira) ≤ α0. (5.46)

De um modo geral considera-se

α0 = sup
θ∈Θ0

α1(θ), (5.47)

garantindo deste modo que o erro de 1a. espécie nunca é cometido com probabilidades

superiores a α0.

Em alternativa fixa-se α0 nos valores seus mais comuns — 10%, 5% e 1% — e define-se

o teste (em particular aquilo a que chamaremos de região de rejeição de H0) de modo a

que se verifique α1(θ) ≤ α0. •

Qualquer decisão pela rejeição ou não de H0 deverá basear-se na informação recolhida,

preferencialmente em mais do que uma observação. Com efeito tal decisão dependenderá

muito em particular do

• valor observado daquilo que chamaremos de uma estat́ıstica de teste e designaremos

por T .

Definição informal 5.109 — Estat́ıstica de teste

Uma estat́ıstica de teste — a utilizar no confronto de um par de hipóteses que digam

respeito ao parâmetro desconhecido θ — possui as seguintes caracteŕısticas:

• reflecte a discrepância entre o estimador de θ e o valor conjecturado para θ em H0

(θ0);
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• obtém-se à custa da v.a. fulcral Z — que usaŕıamos na construção de um intervalo

de confiança para θ —, substituindo θ por θ0 na expressão de Z;

• tem distribuição (exacta ou aproximada) conhecida, sob a validade de H0. •

Exemplo 5.110 — Estat́ıstica de teste

Retomemos o Exemplo 5.95 e consideremos:

• V.a. de interesse

X = duração de bateria de 12V

• Situação

X ∼ Normal(µ, σ2)

µ = E(X) desconhecido

σ2 = V (X) conhecida

• Hipóteses

H0 : µ = µ0 = 1000 dias vs. H1 : µ )= µ0

• Nı́vel de significância

α0 = 5%

Note-se que, caso pretendêssemos construir um IC para µ, deveŕıamos utilizar a seguinte

• V.a. fulcral para µ

Z = X̄−µ
σ/
√

n ∼ Normal(0, 1).

E é substituindo µ por µ0 na expressão de Z que obtemos a...

• Estat́ıstica de teste

T = X̄−µ0

σ/
√

n ∼H0 Normal(0, 1),

onde “∼H0 . . .”deve ler-se “tem distribuição . . . sob a validade de H0”. •

Decidir pela rejeição ou não de H0 pressupõe também que se identifique:

• o conjunto de valores considerados cŕıticos para a estat́ıstica de teste T que deverão

conduzir à rejeição de H0.
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Este conjunto é, por isso mesmo, denominado de região cŕıtica ou de rejeição de H0 (para

valores da estat́ıstica de teste).

Definição informal 5.111 — Região de rejeição de H0 (para valores da

estat́ıstica de teste)

Representamo-la por W e escolhemo-la de modo que:

• P (Rejeitar H0 | H0 é Verdadeira) = α0 (≤ α0).

• seja um intervalo real (ou uma reunião de intervalos reais) que depende de quantil(is)

de probabilidade relacionada com α0 e respeitantes à distribuição (exacta ou

aproximada) da estat́ıstica de teste sob H0;

• o seu aspecto dependa da hipótese alternativa H1 e do que “significa”obter valores

inconsistentes com H0.

Exemplo 5.112 — Região de rejeição de H0 (para valores da estat́ıstica de

teste)

No Exemplo 5.110 conclúımos rapidamente que quanto mais se distingue a estimativa de µ,

x̄, do valor conjecturado para µ, µ0 = 1000 dias, menos consistente é H0 : µ = µ0 = 1000

dias com os dados e mais consistente é H1 : µ )= µ0 com os mesmos.

Efectivamente, quando, por exemplo, x̄ = 750 dias (x̄ = 1300 dias, resp.) de-

vemos, em prinćıpio, rejeitar H0. Ora, nestes casos temos x̄ << µ0 (x̄ >> µ0, resp.).

Equivalentemente,

• t = x̄−µ0

σ/
√

n << 0 (t = x̄−µ0

σ/
√

n >> 0, resp.).

Assim, a região de rejeição de H0 (para valores da estat́ıstica de teste) é uma reunião de

intervalos — um à esquerda (t << 0) e outro à direita (t >> 0) — ou seja

• W = (−∞,−c) ∪ (c, +∞),

onde o valor cŕıtico c é escolhido de modo que

• P (Rejeitar H0 | H0 é Verdadeira) = α0 ⇔ P (T < −c ou T > c | H0) = α0.

Assim, à semelhança do que acontecia com os intervalos de confiança lidaremos com o

seguinte quantil de probabilidade, para α0 = 5%:

• c = Φ−1(1− α0/2) = Φ−1(1− 0.05/2) =tabela 1.9600. •
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Uma vez escolhida a estat́ıstica de teste e identificada a região de rejeição de H0 para

a mesma, estamos em condições de poder tomar uma decisão.

Proposição 5.113 — Decisão

Para decidir pela rejeição ou não de H0 é necessário calcular

• t = valor observado da estat́ıstica de teste.

Deve tomar-se uma de duas decisões:

• Rejeitar H0 ao n.s. α0, se t ∈ W ;

• Não rejeitar H0 ao n.s. α0, se t )∈ W . •

Nota 5.114 — Decisão

• Afirmar que

– H0 não foi rejeitada ao n.s. α0

não significa que

– H0 seja verdadeira.

• Analogamente, concluir que

– H0 foi rejeitada ao n.s. α0

não significa que

– H0 seja falsa.

Significa sim que

– H0 não é consistente com os dados ao n.s. α0.

• Podemos rejeitar H0 ao n.s. α0 e não rejeitar esta hipótese a outro n.s. e vice-versa.

Em suma, a decisão de rejeitar ou não H0 depende crucialmente do ńıvel de

significância considerado. •

Apresentadas que foram as noções fundamentais em testes de hipóteses é altura de

apresentar o seu procedimento geral.
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Definição informal 5.115 — Procedimento geral de testes de hipóteses

A efectuação de um teste de hipóteses compreende os seguintes passos:

1. V.a. de interesse

Identificar a v.a. de interesse (X).

2. Situação

Identificar a distribuição da v.a. de interesse, o parâmetro desconhecido que está a

ser testado, bem como averiguar se a distribuição de X depende de mais parâmetros

e se estes são conhecidos ou desconhecidos.

3. Hipóteses

Especificar as hipóteses nula (H0) e alternativa (H1).

4. Nı́vel de significância

Escolher o ńıvel de significância (α0).

5. Estat́ıstica de teste

Escolher a estat́ıstica de teste adequada (T ) e identificar a sua distribuição (exacta

ou aproximada) sob a validade de H0.

6. Região de rejeição de H0 (para valores da estat́ıstica de teste)

Obter a região de rejeição de H0 para valores da estat́ıstica de teste (W ), tendo em

conta o ńıvel de significância e a hipótese alternativa.

7. Decisão

Calcular o valor observado da estat́ıstica de teste (t) e decidir pela rejeição ou não

de H0 ao n.s. α0. •

As secções que se seguem consistem essencialmente na apresentação de um ou dois

exemplos ilustrativos de um teste que dá por t́ıtulo a sub-secção.

Note-se, no entanto, que, de um modo geral, em qualquer das secções será introduzido

um conceito novo no âmbito dos testes de hipóteses pelo que se recomenda a leitura

integral de todas elas.
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5.2.2 Testes de hipóteses para o valor esperado, variância

conhecida

Tal como na obtenção de IC para o valor esperado de uma população com variância

conhecida, distinguiremos dois casos:

1. População normal

2. População com distribuição arbitrária e dimensão da amostra suficientemente

grande.

Ilustraremos a efectuação destes dois testes com exemplos.

Exemplo 5.116 (caso 1) — Teste sobre valor esperado de população normal,

variância conhecida

Um fabricante de baterias de 12V — para além de assumir que a duração das mesmas

(v.a. de interesse) possui distribuição normal com desvio-padrão conhecido e igual a 50

dias —, pretende convencer um seu grande cliente que o valor esperado da duração das

mesmas é de 1000 dias.

Averigue a razoabilidade desta afirmação do fabricante de baterias ao ńıvel de

significância de 5% e tendo em conta que a média da duração de 4 baterias testadas

foi de 930 dias.

• V.a. de interesse

X = duração de bateria de 12V

• Situação

X ∼ normal(µ, σ2)

µ desconhecido

σ2 = 502 dias2 conhecido

• Hipóteses

H0 : µ = µ0 = 1000 dias vs. H1 : µ )= µ0 = 1000 dias

• Nı́vel de significância

α0 = 5%
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• Estat́ıstica de teste

T =
X̄ − µ0

σ/
√

n
∼H0 Normal(0, 1) (5.48)

pois estamos a efectuar um teste sobre o valor esperado de uma população normal

com variância conhecida.

• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Por estarmos a lidar com teste bilateral a região de rejeição de H0, escrita para

valores da estat́ıstica de teste, é uma reunião de intervalos do tipo

W = (−∞,−c) ∪ (c, +∞), (5.49)

onde c : P (Rejeitar H0|H0) = α0, i.e.,

c = Φ−1(1− α0/2) = Φ−1(1− 0.05/2) =tabela 1.9600. (5.50)

• Decisão

Uma vez que o valor observado da estat́ıstica de teste é igual a

t =
x̄− µ0

σ/
√

n

=
930− 1000

50/
√

4
= −2.8

∈ W = (−∞,−1.9600) ∪ (1.9600, +∞), (5.51)

conclui-se que devemos rejeitar H0 ao n.s. de 5%, pelo que o cliente tem razões para

desconfiar do fabricante. •
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Exerćıcio 5.117 (caso 1) — Teste sobre valor esperado de população normal,

variância conhecida

Da produção diária de determinado fertilizante tiraram-se seis pequenas porções que

se analisaram para calcular a percentagem de nitrogénio, tendo-se obtido os resultados

seguintes:

6.2 5.7 5.8 5.8 6.1 5.9

Sabe-se, por experiência, que o processo de análise fornece valores com distribuição que

se pode considerar normal com σ2 = 0.25.

Suportam as observações a hipótese de a percentagem esperada de nitrogénio, µ, ser

igual a 6% ao ńıvel de significância de 5%? •

Exemplo 5.118 (caso 2) — Teste sobre valor esperado de população com

distribuição arbitrária e dimensão da amostra suficientemente grande,

variância conhecida32

Ao estudar-se a densidade de construção (X) num projecto de urbanização foi recolhida

uma amostra de 50 lotes desse projecto, tendo-se obtido
∑50

i=1 xi = 227.2.

Até que ponto é razoável afirmar que valor esperado da densidade de construção é

igual a 5, assumindo que o desvio-padrão de X é igual a 4 e um n.s. de 10%?

• V.a. de interesse

X = densidade de construção em projecto de urbanização

• Situação

X com distribuição arbitrária (não normal): E(X) = µ, V (X) = σ2

µ desconhecido

σ2 conhecido

n suficientemente grande (n = 50 > 30)

• Hipóteses

H0 : µ = µ0 = 5 vs. H1 : µ )= µ0

32Adaptado do Exame de 19 de Janeiro de 2002.
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• Nı́vel de significância

α0 = 10%

• V.a. fulcral para µ e estat́ıstica de teste

De acordo com o TLC, pode afirmar-se que:

Z =
X̄ − E(X̄)

√
V (X̄)

=
X̄ − µ

σ/
√

n
a∼ Normal(0, 1).

Substituindo µ por µ0 na expressão desta v.a. fulcral, obtemos a seguinte estat́ıstica

de teste com distribuição aproximada conhecida sob H0:

T =
X̄ − µ0

σ/
√

n
a∼H0 Normal(0, 1). (5.52)

• Região de rejeição de H0 (para valores da estat́ıstica de teste)

O teste é bilateral, logo a região de rejeição de H0 (para valores da estat́ıstica

de teste) é uma reunião de intervalos do tipo W = (−∞,−c) ∪ (c, +∞), onde

c : P (Rejeitar H0|H0) 1 α0, i.e.,

c = Φ−1(1− α0/2) = Φ−1(1− 0.10/2) =tabela 1.6449. (5.53)

• Decisão

Como o valor observado da estat́ıstica de teste é igual a

t =
x̄− µ0

σ/
√

n

=
227.2/50− 5

4/
√

50
= −0.81

)∈ W = (−∞,−1.6449) ∪ (1.6449, +∞), (5.54)

deve afirmar-se que não devemos rejeitar H0 ao n.s. de 10%. •
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5.2.3 Testes de hipóteses sobre a igualdade de dois valores

esperados, variâncias conhecidas

Motivação 5.119 — Testes de hipóteses sobre a igualdade de dois valores

esperados

Ao confrontar duas populações independentes — representando, por exemplo, os

desempenhos de dois tipos de artigos (resistência, duração, etc.) — é usual testar a

igualdade dos seus valores esperados, sejam eles µ1 e µ2. E importa notar que a hipótese

de igualdade de valores esperados,

H ′
0 : µ1 = µ2 (5.55)

é equivalente a

H0 : µ1 − µ2 = µ0 = 0. (5.56)

•

Distinguiremos dois casos, desta feita:

1. Duas populações independentes, com distribuições normais

2. Duas populações independentes, com distribuições arbitrárias e dimensões das duas

amostras suficientemente grandes.

Exemplo 5.120 (caso 1) — Teste sobre a igualdade de valores esperados de

duas populações normais, variâncias conhecidas

Um fabricante produz dois tipos de plástico e pretende saber se as suas resistências

possuem valores esperados iguais. Com objectivo de esclarecer esta dúvida, recolheu

duas amostras, tendo registado as seguintes observações:

• Tipo 1 — x1 = (26, 24, 22, 30)

• Tipo 2 — x2 = (25, 31, 33, 29).

Assumindo que as resistências de Tipo 1 e 2 são v.a. independentes com distribuição

normal e desvios-padrão iguais a σ1 = 7 e σ2 = 3, respectivamente, teste

• a hipótese de igualdade dos valores esperados das resistências
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contra

• a hipótese do valor esperado da resistência do plástico de Tipo 1 ser inferior à do

Tipo 2.

Considere para o efeito o n.s. de 5%.

• V.a. de interesse

X1 = resistência do plástico de Tipo 1

X2 = resistência do plástico de Tipo 2

• Situação

X1 ∼ Normal(µ1, σ2
1) ⊥⊥ X2 ∼ Normal(µ2, σ2

2)

(µ1 − µ2) desconhecido

σ2
1 = 72 e σ2

2 = 32 (conhecidos)

• Hipóteses

H0 : µ1 − µ2 = µ0 = 0 (µ1 = µ2) vs. H1 : µ1 − µ2 < µ0 = 0 (µ1 < µ2)

• Nı́vel de significância

α0 = 5%

• Estat́ıstica de teste

T =
(X̄1 − X̄2)− µ0√

σ2
1

n1
+ σ2

2
n2

∼H0 Normal(0, 1) (5.57)

uma vez que pretendemos efectuar teste sobre a igualdade de valores esperados de

duas populações independentes com distribuição normal e variâncias conhecidas.

• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Tratando-se de

– um teste unilateral inferior (H1 : µ1 − µ2 < µ0 = 0),
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conclúımos que, quanto menor for a estimativa de MV de (µ1−µ2), (x̄1− x̄2), mais

razões temos para rejeitar H0. Assim, a região de rejeição de H0 (para valores da

estat́ıstica de teste) é um intervalo à esquerda

W = (−∞, c), (5.58)

onde

c = Φ−1(α0) = −Φ−1(1− α0) = −Φ−1(1− 0.05) =tabela −1.6449. (5.59)

• Decisão

Uma vez que n1 = n2 = 4 e as médias das duas amostras são iguais a x̄1 = 25.5 e

x̄2 = 29.5, o valor observado da estat́ıstica de teste é dado por

t =
(x̄1 − x̄2)− µ0√

σ2
1

n1
+ σ2

2
n2

=
(25.5− 29.5)− 0

√
72

4 + 32

4

= −1.05

)∈ W = (−∞,−1.6449). (5.60)

Deste modo, conclúımos que não devemos rejeitar a hipótese de igualdade dos valores

esperados das resistências dos dois tipos de plástico (H0) ao n.s. de 5%. •

Nota 5.121 — Decisão a diversos ńıveis de significância

É curioso notar que no Exemplo 5.120 não se rejeita H0 a qualquer ńıvel de significância

menor ou igual a 5% pois

−1.05 )∈






W5% = (−∞,−1.6449)

W2.5% = (−∞,−1.9600)

W1% = (−∞,−2.3263)

(5.61)

sugerindo que enunciemos os seguintes resultados. •
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Proposição 5.122 — Decisão a diversos ńıveis de significância

É crucial ter presente os seguintes resultados:

• Não rejeitar H0 ao n.s. α0 ⇒ Não rejeitar H0 a qualquer n.s. α′0 ≤ α0;

• Rejeitar H0 ao n.s. α0 ⇒ Rejeitar H0 a qualquer n.s. α′0 ≥ α0.

(Justifique elaborando esquema!) •

Exerćıcio 5.123 (caso 1) — Teste sobre a igualdade de valores esperados de

duas populações normais, variâncias conhecidas

Para confrontar dois tipos de máquinas de ceifar (segadeiras) um trigal foi dividido em

secções longitudinais e cada duas secções adjacentes tratadas por cada uma das máquinas,

sendo a indicação da máquina obtida lançando uma moeda ao ar. As produtividades

alcançadas foram as seguintes:

Máquina 1 8.0 8.4 8.0 6.4 8.6 7.7 7.7 5.6 6.2

Máquina 2 5.6 7.4 7.3 6.4 7.5 6.1 6.6 6.0 5.5 5.5

Ao agricultor que experimenta as segadeiras interessa averiguar se a produtividade

esperada das duas máquinas se pode considerar igual ou se existe diferença significativa

que o leve a preferir uma delas.

Responda a esta questão, considerando um ńıvel de significância de 5% e admitindo

que as produtividades possuem distribuição Normal(µ, σ2
i ), i = 1, 2, onde as variâncias

são conhecidas e iguais a 1.13 e 0.62, respectivamente. •

Exerćıcio 5.124 (caso 2) — Teste sobre a igualdade de valores esperados de

populações independentes com distribuição arbitrária e dimensão da amostra

suficientemente grande, variâncias conhecidas33

Um mesmo tipo de material, para o qual é relevante a temperatura de fusão, pode ser

adquirido a dois fabricantes (A e B).

Uma amostra de 41 medições da temperatura de fusão do material de cada fabricante

produziu os seguintes valores:

• Fabricante A — x̄A = 420oC;

• Fabricante B — x̄B = 426oC.

33Adaptado do Exame de PE de 29 de Janeiro de 2000.

428



É sabido que o desvio-padrão das temperaturas de fusão do material fornecido pelos

dois fabricantes é de 4oC.

(a) Acha que o valor esperado da temperatura de fusão do material fornecido pelos dois

fabricantes pode ser considerado igual?

Use um teste de hipóteses conveniente e um ńıvel de significância de 1%, não se

esquecendo de indicar alguma hipótese de trabalho que entenda necessária.

(b) Determine a probabilidade de o teste da aĺınea anterior detectar diferença entre os

valores esperados das temperaturas de fusão do material produzido pelos fabricantes

B e A quando existe uma diferença de +3oC entre esses valores esperados. •
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5.2.4 Função potência de um teste

Motivação 5.125 — Função potência de um teste

Ao efectuar-se um teste é usual saber qual a probabilidade de rejeitar H0 quando esta

hipótese é verdadeira. É igualmente importante determinar a probabilidade de tomar a

seguinte decisão acertada: rejeitar H0 quando H0 é falsa. •

Comecemos por relembrar que, ao definirmos as hipóteses nula (H0) e alternativa

(H1) sobre o parâmetro desconhecido θ, subdividimos o espaço de parâmetro em dois

sub-espaços Θ0 e Θ1, respectivamente. Para além disso, recorde-se que a probabilidade

de cometer erros de 1a. e 2a. espécie são funções de θ definidas por:

α1 = α1(θ)

= P (Rejeitar H0 | H0 é verdadeira)

= P (T ∈ W | θ), θ ∈ Θ0; (5.62)

α2 = α2(θ)

= P (Não rejeitar H0 | H0 é falsa)

= P (T )∈ W | θ), θ ∈ Θ1. (5.63)

Definição 5.126 — Função potência de um teste

A função potência de um teste corresponde à probabilidade de rejeição da hipótese nula

(quer esta seja verdadeira, quer seja falsa):

β(θ) = P (Rejeitar H0 | θ)

= P (T ∈ W | θ), θ ∈ Θ

=





α1(θ), θ ∈ Θ0

1− α2(θ), θ ∈ Θ1.
(5.64)

Caso H0 seja uma hipótese nula simples, o sub-espaço Θ0 é singular e temos

β(θ) =





α1(θ0), θ ∈ Θ0 = {θ0}
1− α2(θ), θ ∈ Θ1.

(5.65)

•
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Exemplo 5.127 — Função potência de um teste

Para definir a função potência do teste descrito no Exemplo 5.116, é necessário relembrar

o seguinte:

• V.a. de interesse

X = duração de bateria de 12V

• Situação

X ∼ Normal(µ, σ2)

µ desconhecido

σ2 = 502 dias conhecido

n = 4

• Hipóteses

H0 : µ = µ0 = 1000 dias vs. H1 : µ )= µ0 dias

• Nı́vel de significância

α0 = 5%

• Estat́ıstica de teste

T =
X̄ − µ0

σ/
√

n
∼H0 Normal(0, 1) (5.66)

• Região de rejeição de H0 (para valores da estat́ıstica de teste)

W = (−∞,−1.9600) ∪ (1.9600, +∞)

Assim sendo, segue-se:

• Espaço e sub-espaços de parâmetro

Θ = (0, +∞)

Θ0 = {µ0}

Θ1 = Θ\{µ0}
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• Função potência do teste

β(µ) = P (Rejeitar H0 | µ)

= P (T ∈ W | µ)

= P

(
X̄ − µ0

σ/
√

n
< −1.9600 ou

X̄ − µ0

σ/
√

n
> 1.9600 | µ

)

= P

(
X̄ − µ + µ− µ0

σ/
√

n
< −1.9600 | µ

)

+P

(
X̄ − µ + µ− µ0

σ/
√

n
> 1.9600 | µ

)

= P

(
X̄ − µ

σ/
√

n
< −1.9600 +

µ0 − µ

σ/
√

n
| µ

)

+P

(
X̄ − µ

σ/
√

n
> 1.9600 +

µ0 − µ

σ/
√

n
| µ

)

= Φ

(

−1.9600 +
µ0 − µ

σ/
√

n

)

+ 1− Φ

(

1.9600 +
µ0 − µ

σ/
√

n

)

, µ ∈ Θ. (5.67)

• Concretizações

Note-se, por exemplo, que:

µ = µ0 = 1000 dias →

β(µ0) = Φ(−1.9600) + 1− Φ(1.9600) = 2× [1− Φ(1.9600)] = 0.05 = α0;

µ = µ1 = 1025 dias →

β(µ1) = Φ(−1.9600 − 1) + 1 − Φ(1.9600 − 1) = [1 − Φ(2.9600)] + [1 −
Φ(0.9600)] =tabela (1− 0.9985) + (1− 0.8315) = 0.1700.

A interpretação do último destes resultados passa por afirmar que, caso o verdadeiro

valor esperado da duração das baterias de 12V seja igual a µ = µ1 = 1025 dias, o

teste é capaz de rejeitar H0 em 17% das vezes. •

Exerćıcio 5.128 — Função potência de um teste

(a) Recorra ao Mathematica para elaborar o gráfico da função potência do teste descrito

no Exemplo 5.127. Comente.
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(b) Elabore também o gráfico da função potência de teste quando se confrontam as

hipóteses H0 : µ = µ0 e H1 : µ )= µ0 mas se utiliza a região de rejeição W =

(−∞,−1.96).

Comente o gráfico e compare-o com o que obteve na aĺınea anterior. •

Exerćıcio 5.129 — Função potência e tamanho de um teste (bis)

Suponha que a emissão de sinais por uma fonte é regida por um processo de Poisson de

taxa λ, isto é, o tempo entre duas emissões consecutivas é uma v.a. X ∼ Exponencial(λ).

Um engenheiro qúımico munido de um sensor sustenta que tal taxa não é superior a 1

enquanto que um engenheiro electrotécnico desconfia que ela seja superior a 1. Decidem

então fazer uma aposta: ganha o engenheiro cuja opinião for sustentada por uma única

observação de X.

Considerando que o teste proposto, H0 : λ ≤ 1 contra H1 : λ > 1, está associado à

região de rejeição W = {x : x < 0.5}:

(a) determine a probabilidade do engenheiro qúımico perder injustamente a aposta, bem

como a tamanho do teste;

(b) obtenha a probabilidade do engenheiro qúımico ganhar injustamente a aposta;

(c) defina a função potência do teste e represente graficamente esta função. •

Exerćıcio 5.130 — Função potência e tamanho de um teste (bis)

Considere-se que a v.a. X possui distribuição pertencente ao modelo {Normal(µ, 4), µ ∈
{1, 2}}.

Para testar H0 : µ = 1 contra H1 : µ = 2 usa-se a região de rejeição: X̄ > c.

(a) Para uma amostra de dimensão 25 determine c de modo que a probabilidade de erro

de 1a. espécie seja igual a 0.1.

(b) Determine a dimensão da amostra n e a constante c de forma a que as probabilidades

de erro de 1a. e 2a. espécie sejam iguais a 0.05 e 0.1, respectivamente.

(c) Suponha que, para amostras de dimensão 2 dessa população, se rejeita H0 se X̄ > 1.5.

Calcule as probabilidades de erro de 1a. e 2a. espécie, a função potência e tamanho

do teste. •
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5.2.5 Testes de hipóteses para o valor esperado, variância

desconhecida

É de longe mais realista efectuar um teste sobre µ assumindo que σ2 é igualmente

desconhecido. Mais, tal como na secção 8.2, será necessário fazer a destrinça entre os

dois casos seguintes:

1. População normal

2. População com distribuição arbitrária e dimensão da amostra suficientemente

grande.

Exemplo 5.131 (caso 1) — Teste sobre o valor esperado de população normal,

variância desconhecida

A duração (em horas de uso) de certa marca de pilha para máquinas fotográficas

digitais possui distribuição que se admite normal com valor esperado µ e variância

σ2 desconhecidos. Um revendedor dessas baterias adquiriu recentemente um grande

lote e seleccionou uma amostra de 10 baterias, tendo obtido as seguintes durações

x = (251, 238, 236, 229, 252, 253, 245, 242, 235, 230). De notar que a esta amostra estão

associados
∑10

i=1 xi = 2411 e
∑10

i=1 x2
i = 582009.

O revendedor pretende averiguar se o valor esperado da duração é de 250 horas. Teste

esta hipótese ao ńıvel de significância de 10%, contra a hipótese alternativa defendida pelo

produtor que defende que tal valor esperado é superior a 250 horas.

• V.a. de interesse

X = duração (em horas de uso) de certa marca de pilha

• Situação

X ∼ Normal(µ, σ2)

µ desconhecido

σ2 desconhecido

• Hipóteses

H0 : µ = µ0 = 250 horas vs. H1 : µ > µ0 = 250 horas
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• Nı́vel de significância

α0 = 10%

• Estat́ıstica de teste

T =
X̄ − µ0

S/
√

n
∼H0 t(n−1) (5.68)

dado que pretendemos efectuar teste sobre o valor esperado de uma população

normal com variância desconhecida.

• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Estamos a lidar com

– um teste unilateral superior (H1 : µ > µ0),

pelo que, quanto maior for a estimativa de MV de µ, x̄, mais nos devemos inclinar

para a rejeição H0. Assim sendo, a região de rejeição de H0 (para valores da

estat́ıstica de teste) é um intervalo à direita

W = (c, +∞), (5.69)

onde c : P (RejeitarH0|H0) = α0, i.e.,

c = F−1
t(n−1)

(1− α0) = F−1
t(10−1)

(1− 0.10) =tabela 1.383. (5.70)

• Decisão

Tendo em conta que n = 10 e a média e a variância corrigida da amostra são iguais

a

x̄ =
1

n

n∑

i=1

xi =
2411

10
= 241.1 (5.71)

s2 =
1

n− 1

[(
n∑

i=1

x2
i

)

− n (x̄)2

]

=
1

10− 1
[582009− 10× (241.1)2]

= 79.66 (5.72)

435



(respectivamente), o valor observado da estat́ıstica de teste é dado por

t =
x̄− µ0

s/
√

n

=
241.1− 250
√

79.66/10

= −3.15

)∈ W = (1.383, +∞). (5.73)

Deste modo, conclúımos que não devemos rejeitar H0 ao n.s. de 10% nem a qualquer

outro n.s. menor que 10%.34 •

Exerćıcio 5.132 (caso 1) — Teste sobre o valor esperado de população normal,

variância desconhecida

Retome o Exemplo 5.131 e confronte as hipóteses H0 : µ ≤ µ0 = 250 horas e H1 : µ >

µ0 = 250 horas, tendo o cuidado de justificar na medida do posśıvel que a região de

rejeição de H0 se mantém. •

Exerćıcio 5.133 (caso 1) — Teste sobre o valor esperado de população normal,

variância desconhecida (bis)

Uma máquina de ensacar açúcar está regulada para encher sacos com 16 quilos. Para

controlar o funcionamento escolheram-se ao acaso 15 sacos da produção de determinado

peŕıodo, tendo-se obtido os pesos seguintes:

16.1 15.8 15.9 16.1 15.8 16.2 16.0 15.9

16.0 15.7 15.8 15.7 16.0 16.0 15.8

(a) Admitindo que o peso de cada saco possui distribuição pertencente ao modelo

{Normal(µ, σ2), µ ∈ IR, σ2 ∈ IR+}, que conclusão pode tirar sobre a regulação da

máquina, ao ńıvel de significância de 5%?

(b) Defina a função potência deste teste atendendo ao facto de a estat́ıstica de teste

T = X̄−µ0

S/
√

n =
X̄−µ
σ/
√

n
+

µ−µ0
σ/
√

n√
(n−1)S2

σ2
n−1

e como tal possuir distribuição t-Student não central35 com

n− 1 graus de liberdade e parâmetro de não centralidade ξ = µ−µ0

σ/
√

n .36 •

34É curioso notar que caso estivéssemos a testar H0 : µ = µ0 = 250 horas vs. H1 : µ < µ0 rejeitaŕıamos
H0 ao referido n.s. (Justique...)

35Sugere-se a leitura de http://en.wikipedia.org/wiki/Noncentral t-distribution
36Trata-se, infelizmente, de uma função que depende do parâmetro desconhecido σ2.
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Exemplo 5.134 (caso 2) — Teste sobre o valor esperado de população

arbitrária e dimensão da amostra suficientemente grande, variância

desconhecida

Retome o Exemplo 5.131 e desta feita assuma que o revendedor dessas baterias adquiriu

um grande lote e seleccionou uma amostra não de 10 mas sim de 50 baterias, tendo obtido

x̄ = 241.1 e s2 = 398.3.

Volte a testar as hipóteses nula e alternativa consideradas anteriormente ao n.s. de

10%.

• V.a. de interesse

X = duração (em horas de uso) de certa marca de pilha

• Situação

X com distribuição arbitrária

µ desconhecido

σ2 desconhecido

n suficientemente grande (n = 50 > 30)

• Hipóteses

H0 : µ = µ0 = 250 horas vs. H1 : µ > µ0 = 250 horas

• Nı́vel de significância

α0 = 10%

• Estat́ıstica de teste

T =
X̄ − µ0

S/
√

n
a∼H0 Normal(0, 1) (5.74)

porque pretendemos efectuar teste sobre o valor esperado de uma população normal

com variância desconhecida e a dimensão da amostra é suficientemente grande que

justifique o recurso a um resultado limite.

• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Tratando-se de um teste unilateral superior (H1 : µ > µ0), a região de rejeição de

H0 (para valores da estat́ıstica de teste) é à mesma um intervalo à direita
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W = (c, +∞),

onde agora c : P (RejeitarH0|H0) 1 α0, pelo que

c = Φ−1(1− α0) = Φ−1(1− 0.10) =tabela 1.6449.

• Decisão

Uma vez que n = 50, x̄ = 241.1 e s2 = 398.3 tem-se:

t =
x̄− µ0

s/
√

n

=
241.1− 250
√

398.3/50

= −3.15

)∈ W = (1.6449, +∞). (5.75)

Pode então afirmar-se que não devemos rejeitar H0 a qualquer outro n.s. menor ou

igual a 10%. •

Terminamos esta sub-secção apresentando um teste sobre o valor esperado de uma

v.a. de interesse X cuja distribuição depende de um único parâmetro desconhecido e que,

embora o valor esperado E(X) e a variância V (X) dependam desse mesmo parâmetro,

o TLC só por si basta para obter uma v.a. fulcral (logo uma estat́ıstica de teste para o

valor esperado sem que seja necessário estimar V (X).

Exemplo 5.135 — Teste sobre valor esperado de população com distribuição

arbitrária e dimensão da amostra suficientemente grande, variância

desconhecida mas que não carece de estimação...

Admita que o desvio absoluto de uma medição instrumental em relação a uma norma é

uma v.a. X com distribuição exponencial com parâmetro λ desconhecido.37

(a) Calcule E(X̄) e V (X̄), onde X̄ representa, naturalmente, a média de uma amostra

aleatória de dimensão n proveniente da população X. Tirando partido dos resultados

anteriores mostre que, para n suficientemente grande, se tem

Z = (λX̄ − 1)
√

n
a∼ Normal(0, 1).

37Adaptado do Exame de 18 de Janeiro de 2003.
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(b) Tendo em conta a v.a. fulcral Z, teste a hipótese H0 : λ = λ0 = 1 contra a alternativa

bilateral H1 : λ )= λ0, ao ńıvel de significância de α0 = 10% e à luz do facto da soma

dos desvios absolutos da amostra x = (x1, . . . , x40) ser igual a
∑40

i=1 xi = 47.5408.

• V.a. de interesse

X =desvio absoluto de uma medição instrumental em relação a uma norma

• Situação

X ∼ exponencial(λ)

λ desconhecido

n suficientemente grande (n = 40 > 30)

• Hipóteses

H0 : λ = λ0 = 1 vs. H1 : λ )= λ0

• Nı́vel de significância

α0 = 10%

• V.a. fulcral para λ e estat́ıstica de teste

Comece-se por notar que:

E(X̄) = E(X) =
1

λ

V (X̄) =
V (X)

n
=

1

n λ2
< +∞.

Então, de acordo com o TLC, pode afirmar-se que

Z =
X̄ − E(X̄)

√
V (X̄)

=
X̄ − 1

λ√
1

n λ2

= (λX̄ − 1)
√

n
a∼ Normal(0, 1). (5.76)

439



Substituindo λ por λ0 na expressão desta v.a. fulcral, obtemos a seguinte estat́ıstica

de teste com distribuição aproximada conhecida sob H0:

T = (λ0X̄ − 1)
√

n
a∼H0 Normal(0, 1). (5.77)

• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Tratando-se de um teste bilateral, a região de rejeição de H0 (para valores da

estat́ıstica de teste) é uma reunião de intervalos do tipo W = (−∞,−c) ∪ (c, +∞),

onde c : P (Rejeitar H0|H0) 1 α0, i.e.,

c = Φ−1(1− α0/2) = Φ−1(1− 0.10/2) =tabela 1.6449.

• Decisão

Dado que o valor observado da estat́ıstica de teste é igual a

t = (λ0x̄− 1)
√

n

= (1× 47.5408/40− 1)
√

40

= 1.192

)∈ W = (−∞,−1.6449) ∪ (1.6449, +∞),

conclui-se que não devemos rejeitar H0 ao n.s. de 10%. •
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5.2.6 Um método alternativo de decisão em testes de hipóteses:

cálculo do p-value

Motivação 5.136 — Cálculo do p-value

A decisão pela rejeição ou não de H0 depende crucialmente do ńıvel de significância α0

que tenhamos considerado.

Ora, em vez de fixarmos o n.s. do teste, de identificarmos a região de rejeição de H0

e de verificarmos se o valor observado da estat́ıstica de teste (t) pertence ou não a tal

região, podemos proceder do seguinte modo:

• tomar o valor de t

e averiguar

• para que ńıveis de significância se decide pela rejeição de H0 e

• para que ńıveis de significância se decide pela não rejeição de H0. •

Passemos agora a um exemplo por forma a continuar a motivar o cálculo do que

designaremos por p-value.

Exemplo 5.137 — Cálculo do p-value

Retomemos o problema do fabricante de baterias de 12V, descrito no Exemplo 5.116.

Recordemos que temos:

• V.a. de interesse

X = duração de bateria de 12V

• Situação

X ∼ Normal(µ, σ2)

µ desconhecido

σ2 = 502 dias2 conhecido.

• Hipóteses

H0 : µ = µ0 = 1000 dias vs. H1 : µ )= µ0 = 1000 dias
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• Nı́vel de significância

Desta feita consideremos um n.s. arbitrário α0.

• Estat́ıstica de teste

T =
X̄ − µ0

σ/
√

n
∼H0 Normal(0, 1) (5.78)

• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Sabemos que se trata de uma reunião de intervalos do tipo W = (−∞,−c)∪(c, +∞),

onde

c = Φ−1(1− α0/2). (5.79)

• Decisão

Ora, já vimos que o valor observado da estat́ıstica de teste é igual a t = −2.8. Logo,

consultando a tabela de quantis da distribuição Normal(0, 1) conclui-se que:

– por um lado,

t = −2.8 ∈ Wα0 =






(−∞,−1.6449) ∪ (1.6449,+∞), para α0 = 10%

(−∞,−1.9600) ∪ (1.9600,+∞), para α0 = 5%

(−∞,−2.5758) ∪ (2.5758,+∞), para α0 = 1%

(−∞,−2.7478) ∪ (2.7478,+∞), para α0 = 0.6%,

(5.80)

devendo rejeitar-se H0 a qualquer n.s. α0 ≥ 0.6%;

– por outro lado,

t = −2.8 )∈ Wα0 =






(−∞,−2.8782) ∪ (2.8782,+∞), para α0 = 0.4%

(−∞,−3.0902) ∪ (3.0902,+∞), para α0 = 0.2%

. . . %,

(5.81)

e neste caso não se deve rejeitar H0 a qualquer n.s. α0 ≤ 0.4%.

Importa ainda notar que, caso o ponto cŕıtico que define a região de rejeição de H0

fosse

c = |t|, (5.82)
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teŕıamos a seguinte região de rejeição de H0

W = (−∞,−|t|) ∪ (|t|, +∞), (5.83)

com ńıvel de significância associado igual a (Esquema...)

P (T < −|t| ou T > |t| | H0) = 2× [1− Φ(|t|)]

= 2× [1− Φ(2.8)]

= 2× [1− 0.9974]

= 0.0052

= 0.52%. (5.84)

Para além disso,

t = −2.8 )∈ W0.52% = (−∞,−2.8) ∪ (2.8, +∞) (5.85)

donde

– não rejeitaŕıamos H0 ao n.s. de 0.52% nem a qualquer n.s. menor que 0.52%;

– rejeitaŕıamos H0 a qualquer n.s. maior que 0.52%.

0.52% é, neste exemplo, o ponto de viragem da nossa decisão pela rejeição ou não

de H0. Este ponto é genericamente designado de... •

Definição informal 5.138 — P-value

Dado o valor observado da estat́ıstica de teste

• o p-value é o maior ńıvel de significância que leva à não rejeição de H0.

Para além disso, devemos agir do seguinte modo:

• não rejeitar H0 a qualquer ńıvel de significância α0 ≤ p− value;

• rejeitar H0 a qualquer ńıvel de significância α0 > p− value.38

E quanto menor for o p-value, maior é a evidência contra H0. •

38Posto isto, podemos acrescentar que o p-value é o “menor” (aqui com as devidas aspas) ńıvel de
significância que leva à rejeição de H0.
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Nota 5.139 — P-value

O cálculo do p-value depende do aspecto da região de rejeição de H0 (para valores da

estat́ıstica de teste:

W Teste P-value Esquema...

(−∞, c) unilateral inferior p− = P (T < t | H0) = FT |H0 (t)

(c, +∞) unilateral superior p+ = P (T > t | H0) = 1− FT |H0 (t)

(−∞,−c) ∪ (c, +∞) bilateral e caudas com igual peso (α0/2) P (T < −|t| ou T > |t| | H0)

e dist. de T |H0 simétrica em relação à origem = 2× [1− FT |H0 (|t|)]

(0, c) ∪ (d, +∞) bilateral e caudas com igual peso (α0/2) 2×min{p−, p+}
e dist. de T |H0 com suporte em IR+

•

Exerćıcio 5.140 — P-value

Retome o Exerćıcio 5.117, obtenha o p-value e adiante para que ńıveis de significância

não rejeitaria H0. •
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5.2.7 Testes de hipóteses sobre a igualdade de valores esperados

de duas populações, variâncias desconhecidas

No âmbito desta disciplina, caso pretendamos confrontar os valores esperados de duas

populações normais independentes com variâncias desconhecidas e estejamos a lidar com

amostras de dimensões que não são suficientemente grandes que justifiquem o recurso a

um resultado assintótico, teremos que assumir que as variâncias são iguais.

Exemplo 5.141 (caso 1) — Teste sobre a igualdade de valores esperados de

populações normais, variâncias desconhecidas

Foram efectuados estudos em Los Angeles e New York com o objectivo de determinar a

concentração de monóxido de carbono (CO) perto de vias rápidas. Para isso recolheram-

se amostras de ar para as quais se determinou a respectiva concentração de CO (usando

para isso um espectómetro). Os resultados das medições em ppm (partes por milhão)

foram no peŕıodo de uma semana:

• Los Angeles — x1 = (112.2, 118.4, 114.1)

• New York — x2 = (101.1, 102.2, 100.4, 98.6, 88.2).

Posteriormente, num programa televisivo em que se debatiam questões ambientais, o

presidente da câmara de New York afirmou que “A média da concentração de CO em Los

Angeles é igual à de New York”, ao passo que o da câmara de Los Angeles afirmou que

“A média da concentração de CO em Los Angeles é inferior à de New York em 5ppm”.

Diga se esta afirmação é consistente com os dados, determinando para o efeito um

intervalo para o p-value.

• V.a. de interesse

X1 = concentração de CO em Los Angeles

X2 = concentração de CO em New York

• Situação

X1 ∼ normal(µ1, σ2
1) ⊥⊥ X2 ∼ normal(µ2, σ2

2)

(µ1 − µ2) desconhecido

σ2
1 e σ2

2 desconhecidos, no entanto, assume-se que são IGUAIS: σ2
1 = σ2

2 = σ2

n1 ≤ 30 ou n2 ≤ 30
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• Hipóteses

H0 : µ1 − µ2 = µ0 = 0 vs. H1 : µ1 − µ2 = µ1 = −5

• Nı́vel de significância

α0 com valor arbitrário

• Estat́ıstica de teste

T =
(X̄1 − X̄2)− µ0√

(n1−1)S2
1+(n2−1)S2

2
n1+n2−2 × ( 1

n1
+ 1

n2
)
∼H0 t(n1+n2−2) (5.86)

pois estamos a efectuar teste sobre a igualdade dos valores esperados de duas

populações independentes com distribuições normais, cujas variâncias, embora

desconhecidas, se assume serem iguais.

• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Tratando-se de

– um teste unilateral inferior (H1 : µ1 − µ2 = µ1 = −5 < µ0 = 0),

conclúımos que a região de rejeição de H0 (para valores da estat́ıstica de teste) é

um intervalo à esquerda do tipo W = (−∞, c), onde c : P (Rejeitar H0|µ1 − µ2 =

µ0) = α0, ou seja,

c = F−1
t(n1+n2−2)

(α0) = −F−1
t(n1+n2−2)

(1− α0). (5.87)

• Decisão

Ora,

n1 = 3, x̄1 = 114.9 e s2
1 = 10.09

n2 = 5, x̄2 = 98.1 e s2
2 = 32.34,

logo o valor observado da estat́ıstica de teste é igual a

t =
(x̄1 − x̄2)− µ0√

(n1−1)s2
1+(n2−1)s2

2
n1+n2−2 × ( 1

n1
+ 1

n2
)

=
(114.9− 98.1)− 0

√
(3−1)10.09+(5−1)32.34

3+5−2 × (1
3 + 1

5)

= 3.237. (5.88)
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Uma vez que este teste está associado a uma região de rejeição de H0 que é um

intervalo à esquerda temos:

p− value = P (T < t | µ1 − µ2 = µ0)

= FT |µ1−µ2=µ0(t)

= Ft(3+5−2)
(3.237). (5.89)

Recorrendo às tabelas de quantis da distribuição de t-student com 6 graus de

liberdade podemos adiantar um intervalo para o p-value deste teste. Com efeito, ao

enquadrarmos convenientemente t = 3.237 por dois quantis, obtemos sucessivamente

F−1
t(3+5−2)

(0.99) = 3.143 < t = 3.237 < 3.707 = F−1
t(3+5−2)

(0.995)

0.99 < p− value = Ft(3+5−2)
(3.237) < 0.995. (5.90)

Deste modo, o intervalo aproximado para o p-value é (0.99,0.995), pelo que

– não devemos rejeitar H0 a qualquer n.s. α0 ≤ 99%;

– rejeitar H0 a qualquer n.s. α0 ≥ 99.5%.

Mais, pela ordem de grandeza do p-value, a hipótese defendida pelo presidente da

câmara de New York (H0) afigura-se altamente consistente com os dados obtidos. •

Ainda a propósito do exemplo anterior, note-se que, pelo facto das amostras possuirem

dimensão 3 e 5, não seria ĺıcito recorrer a qualquer resultado assintótico, pelo que a

solução satisfatória no âmbito desta disciplina passa por assumir que as variâncias, embora

desconhecidas, são iguais. Acrescente-se, no entanto, que um teste prévio de igualdade

das mesmas permite-nos concluir que esta hipótese não deve ser rejeitada a qualquer dos

ńıveis usuais de significância.

Mas nem sempre é razoável admitir que σ2
1 = σ2

2 = σ2, muito em particular quando

as estimativas de σ2
1 e σ2

2 são bem distintas. Recorde-se que, caso n1 > 30 e n2 > 30,

podemos invocar dois resultados assintóticos, nomeadamente, o TLC e o Teorema de

Slutsky, e deixa de ser necessário assumir que as duas populações são normais e que as

variâncias, embora desconhecidas, são iguais.
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Exerćıcio 5.142 — Teste sobre a igualdade de valores esperados, variâncias

desconhecidas

Dois grupos de 20 estudantes foram seleccionados ao acaso para participarem numa

experiência que consiste em aprender o significado de palavras numa ĺıngua que

desconhecem.

Durante 20 minutos os estudantes tentaram aprender o maior número de palavras. No

grupo I os estudantes trabalharam isoladamente. No grupo II os estudantes trabalharam

aos pares procurando certificar-se mutuamente que iam aprendendo as palavras. De

seguida foi efectuado um teste para determinar o número de palavras aprendidas por

cada aluno, tendo-se obtido os seguintes resultados:

Grupo I 24 14 16 17 18 23 14 15 15 17

18 16 17 19 20 21 20 19 19 18

Grupo II 21 22 25 21 20 18 20 17 16 14

17 15 18 23 17 19 15 23 19 20

Acha que o segundo método de aprendizagem pode considerar-se significativamente

superior ao primeiro? A que ńıveis de significância? •

Exemplo 5.143 (caso 2) — Teste sobre a igualdade de valores esperados

de populações independentes com distribuição arbitrária e amostras

suficientemente grandes, variâncias desconhecidas39

Para comparar a resistência ao uso de dois tipos de materiais cerâmicos usados em

pavimentos, foram instalados 81 mosaicos do primeiro tipo e 121 do segundo tipo num

corredor movimentado de uma superf́ıcie comercial. Após um ano o seu desgaste foi

medido numa escala conveniente. Para os mosaicos do primeiro tipo obteve-se x̄1 = 290

e s1 = 12, enquanto que para os do segundo tipo os resultados foram x̄2 = 321 e s2 = 14.

O fabricante do primeiro tipo de material afirma que o valor esperado do desgaste dos

seus mosaicos é inferior ao dos mosaicos do segundo tipo de material. Efectue um teste

de hipóteses que entender razoável, assumindo que os desgastes em mosaicos diferentes

são v.a. independentes e um ńıvel de significância de 1%.

• V.a. de interesse

X1 = desgaste dos mosaicos do primeiro tipo de material

X2 = desgaste dos mosaicos do segundo tipo de material

39Adaptado do Exame de PE de 7 de Fevereiro de 2004.
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• Situação

X1 ⊥⊥ X2, com distribuições arbitrárias (possivelmente normais):

E(Xi) = µi, V (Xi) = σ2
i , i = 1, 2

(µ1 − µ2) desconhecido

σ2
1 e σ2

2 desconhecidos mas não necessariamente iguais

n1 > 30 e n2 > 30, i.e., ambas as amostras são suficientemente grandes

• Hipóteses

H0 : µ1 − µ2 = µ0 = 0 vs. H1 : µ1 − µ2 < µ0 = 0 (pretensão do fabricante do

primeiro tipo de material)

• Nı́vel de significância

α0 = 1%

• Estat́ıstica de teste

T =
(X̄1 − X̄2)− µ0√

S2
1

n1
+ S2

2
n2

a∼H0 Normal(0, 1) (5.91)

por tratar-se de teste sobre a igualdade dos valores esperados de duas populações

independentes com distribuição arbitrária com variâncias desconhecidas e estarmos

a lidar com amostras suficientemente grandes.

• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Lidamos novamente com um teste unilateral inferior (H1 : µ1 − µ2 < µ0 = 0), logo

a região de rejeição de H0 (para valores da estat́ıstica de teste) é um intervalo à

esquerda W = (−∞, c), onde c : P (Rejeitar H0|H0) 1 α0, i.e.,

c = Φ−1(α0) = −Φ−1(1− α0) = −Φ−1(0.99) = −2.3263. (5.92)

• Decisão

Uma vez que

n1 = 81, x̄1 = 290 e s1 = 12

n2 = 121, x̄2 = 321 e s2 = 14,
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o valor observado da estat́ıstica de teste é igual a

t =
(x̄1 − x̄2)− µ0√

s2
1

n1
+ s2

2
n2

=
(290− 321)− 0

√
122

81 + 142

121

= −16.82

∈ W = (−∞,−2.3263). (5.93)

Assim sendo, devemos rejeitar H0 a qualquer n.s. α′0 ≥ 1%. Posto isto podemos

afirmar que a pretensão do fabricante do primeiro tipo de material (desgaste

esperado menor) é consistente com os dados aos ńıveis usuais de significância. •
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5.2.8 Testes de hipóteses para a variância de uma população

normal

É também costume especular sobre a variância de uma v.a. de interesse. Caso esta v.a.

possua distribuição normal, podemos adiantar uma estat́ıstica de teste com distribuição

exacta do qui-quadrado sob a validade de H0.

Exemplo 5.144 — Teste de hipóteses sobre a variância de uma população

normal

Admita que a resistência à tensão de uma fibra têxtil (em psi) possui distribuição normal,

com valor esperado µ desconhecido, e averigue se a variância é igual a σ2
0 = 50 psi2 ou se

pelo contrário é superior a este valor, à luz da amostra x = (1018, 982, 1007, 1015, 978) e

ao n.s. de 5%.

• V.a. de interesse

X = resistência à tensão de uma fibra têxtil (em psi)

• Situação

X ∼ Normal(µ, σ2)

µ desconhecido

σ2 desconhecido.

• Hipóteses

H0 : σ2 = σ2
0 = 50 psi2 vs. H1 : σ2 > σ2

0

• Nı́vel de significância

α0 = 5%

• Estat́ıstica de teste

T =
(n− 1) S2

σ2
0

∼H0 χ2
(n−1) (5.94)

pois pretendemos efectuar um teste sobre a variância de uma população normal com

valor esperado desconhecido.
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• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Tratando-se de um teste unilateral superior (H1 : σ2 > σ2
0), a região de rejeição de H0

(para valores da estat́ıstica de teste) é um intervalo à direita do tipo W = (c, +∞),

onde c : P (Rejeitar H0|H0) = α0, ou seja,

c = F−1
χ(n−1)

(1− α0) = F−1
χ(5−1)

(1− 0.05) =tabela 9.488. (5.95)

• Decisão

O valor observado da estat́ıstica é igual a

t =
(n− 1) s2

σ2
0

=
(5− 1)× 351.5

50
= 28.12

∈ W = (9.488, +∞). (5.96)

Deste modo devemos rejeitar H0 ao n.s. de 5% ou a qualquer outro n.s. maior que

5%. •

Exerćıcio 5.145 — Teste de hipóteses sobre a variância de uma população

normal

Retome o Exerćıcio 5.133 e responda à questão seguinte.

Que evidência fornece a estimativa de σ2, s2, sobre a hipótese H0 : σ2 = σ2
0 = 0.01?

A que ńıveis de significância? •
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5.2.9 Testes de hipóteses sobre a igualdade de variâncias de duas

populações normais independentes

À semelhança do que acontece com os valores esperados é usual testar a igualdade das

variâncias de duas populações normais independentes, teste este que, por vezes, precede o

de igualdade dos respectivos valores esperados quando lidamos com amostras de dimensão

reduzida.

De seguida apresenta-se exemplo que ilustra um teste sobre a igualdade de variâncias.

Mais, lida-se pela primeira vez com hipótese nula com um sinal de desigualdade/igualdade,

facto que nos obriga a ter cuidados adicionais. Por exemplo, leva-nos também a averiguar

o comportamento monótono da probabilidade de cometer erro de 1a. espécie, a calcular

o tamanho do teste e a igualá-lo ao ńıvel de significância de modo a definir a região de

rejeição da hipótese nula.

Exemplo 5.146 — Teste sobre a igualdade de variâncias de populações normais

independentes, hipótese nula composta e tamanho do teste

Um fabricante produz dois tipos de plástico (tipos 1 e 2) e pretende saber se as respectivas

resistências a compressão (X1 e X2) possuem variâncias verificando σ2
1 ≤ σ2

2.

Com o objectivo de esclarecer esta dúvida recolheu as seguintes observações:

• Tipo 1 — x1 = (25, 31, 33, 28), x̄1 = 29.25, s2
1 = 1

n1−1

∑n1
i=1(xi1 − x̄1)2 = 11.666

• Tipo 2 — x2 = (26, 24, 22, 30), x̄2 = 25.5, s2
2 = 1

n2−1

∑n2
i=1(xi2 − x̄2)2 = 12.25

Assumindo que as resistências à compressão são v.a. normais independentes, efectue

um teste de hipóteses que lhe pareça adequado ao ńıvel de significância de 5%.

• V.a. de interesse

X1 = resistência do plástico de tipo 1

X2 = resistência do plástico de tipo 2

• Situação

X1 ∼ Normal(µ1, σ2
1) ⊥⊥ X2 ∼ Normal(µ2, σ2

2)

µ1 e µ2 desconhecidos

σ2
1 e σ2

2 desconhecidos
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• Hipóteses

H0 : ∆ = σ2
1

σ2
2
≤ ∆0 = 1 vs. H1 : ∆ > ∆0 = 1

• Nı́vel de significância

α0 = 5%

• Estat́ıstica de teste

Importa notar que a v.a. fulcral para ∆ é

S2
1/σ

2
1

S2
2/σ

2
2

=
1

∆
× S2

1

S2
2

∼ F(n1−1; n2−1) (5.97)

pois estamos a lidar com duas populações independentes com distribuições normais,

cujos valores esperado se assume serem desconhecidos.

Ao substituir-se ∆ pelo maior dos valores conjecturados em H0, ∆0, obtém-se

T =
1

∆0
× S2

1

S2
2

∼∆=∆0 F(n1−1; n2−1). (5.98)

Acrescente-se também que a estat́ıstica de teste possui distribuição F(n1−1; n2−1)

somente quando ∆ = ∆0, pelo que incorreŕıamos numa incorrecção se escrevêssemos

T ∼H0 F(n1−1; n2−1).

• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Já que S2
1/S

2
2 é um estimador de ∆ = σ2

1/σ
2
2, quanto maior for S2

1/S
2
2 mais razões

temos para rejeitar H0. Posto isto a região de rejeição de H0 (para valores da

estat́ıstica de teste) é do tipo W = (c, +∞).

Uma vez que H0 atribui mais do que um valor a ∆ = σ2
1/σ

2
2 é preciso garantir que

o valor cŕıtico c seja definido de forma a que a probabilidade de cometer erro de 1a.

espécie não exceda o ńıvel de significância α0. Uma possibilidade será escolher

c : sup
∆∈Θ0=(0,1]

α1(∆) = α0. (5.99)

Ora,

α1(∆) = P (T ∈ W |H0)
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= P

(
1

∆0
× S2

1

S2
2

> c | H0

)

= P

(
1

∆
× S2

1

S2
2

>
∆0

∆
× c|H0

)

= 1− FF(n1−1; n2−1)

(
∆0

∆
× c

)
(5.100)

é uma função crescente de ∆ (∆ ∈ Θ0 = (0, 1]), pelo que

sup
∆∈Θ0=(0,1]

α1(∆) = α1(∆0). (5.101)

Assim, escolher c : α1(∆0) = α0 significa

c = F−1
F(n1−1; n2−1)

(1− α0) = F−1
F(4−1; 4−1)

(1− 0.05) =tabela 9.28. (5.102)

• Decisão

Uma vez que

n1 = 4, x̄1 = 29.25, s2
1 = 11.666

n2 = 4, x̄2 = 25.5, s2
2 = 12.25

o valor observado da estat́ıstica de teste é igual a

t =
1

∆0
× s2

1

s2
2

=
1

1
× 11.666

12.25
= 0.952

)∈ W = (9.28, +∞). (5.103)

Logo não devemos rejeitar H0 a qualquer n.s. α0 ≤ 5%. •

Nota 5.147 — Quantis de probabilidade da F-Snedecor

Nas tabelas disponibilizadas podem encontra-se quantis de ordem 90%, 95% e 99%

referentes à distribuição F-Snedecor. Por exemplo: F−1
F(4; 5)

(1− 0.05) =tabela 9.28.

Ao pretender-se quantis de ordem 10%, 5% e 1% deverá ter-se em conta que ao

considerar-se X ∼ F(ν1; ν2) se tem 1/X ∼ F(ν2; ν1), ou seja,

F−1
F(ν1; ν2)

(p) =
1

F−1
F(ν2; ν1)

(1− p)
. (5.104)
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(Prove este resultado!) Assim sendo, obtemos a t́ıtulo de exemplo

F−1
F(4; 5)

(0.05) =
1

F−1
F(5;4)

(1− 0.05)
=

1

6.26
. (5.105)

•

Exerćıcio 5.148 — Teste sobre a igualdade de variâncias de populações normais

independentes

Uma unidade industrial recebe carvão proveniente de duas minas e indicam-se abaixo os

resultados de análises efectuadas para determinar a percentagem de cinzas:

Mina A 5.6 13.2 12.5 4.6 13.7 5.5 13.5

Mina B 8.3 7.6 4.7 10.2 9.1 7.5

Admitindo a normalidade e independência das duas populações, pretende-se comparar os

carvões fornecidos pelas duas minas quanto à variabilidade da percentagem de cinzas.

Que evidência fornecem os dados sobre esta hipótese? •

Exerćıcio 5.149 — Teste sobre a igualdade de variâncias de populações normais

independentes e não só

Um fabricante de pneus pretende comparar, através de ensaios-piloto, dois métodos de

produção dos pneus.

Admita que seleccionados 10 e 8 pneus produzidos, respectivamente segundo o 1o.

e 2o. métodos, estes foram testados em condições idênticas. Os resultados obtidos (em

centenas de quilómetros) encontram-se na tabela seguinte:

Pneus do 1o. Tipo 61.1 58.2 62.3 64.0 59.7 66.2 57.8 61.1

62.0 63.6

Pneus do 2o. Tipo 62.2 56.6 66.4 56.2 57.4 58.4 57.6 65.4

Sabe-se de estudos anteriores que a duração de um pneu varia segundo uma

distribuição normal cujo valor esperado varia com o método de produção e cujo desvio-

padrão depende somente das caracteŕısticas da zona onde se procede à rodagem.

(a) Será que se pode admitir que a duração esperada de um pneu do 1o. tipo no exceda

60000Km? Calcule o valor-p do teste efectuado.

(b) Acha que a hipótese do desvio-padrão da duração esperada de um pneu do 1o. tipo ser

igual a 400Km é consistente com os dados obtidos? Considere o ńıvel de significância

de 5%.
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(c) Admitindo que os desvios-padrão são idênticos, calcule o valor-p do teste da hipótese

de não haver diferença significativa nos dois processos de produção.

Admita agora que o fabricante veio a descobrir que, contrariamente s suas recomendações,

a rodagem dos dois tipos de pneus foi efectuada em duas regiões distintas: zonas A e B

para os pneus do 1o. e 2o. tipos.

(d) Teste a hipótese das duas zonas de rodagem no diferirem significativamente ao ńıvel

de significância de 5%. •

Exerćıcio 5.150 — Teste sobre o quociente de variâncias de populações

normais independentes40

No ińıcio dos anos 90, um grupo de três finalistas da LMAC estudou o comportamento

de dois algoritmos na obtenção do corte de moldes utilizados na indústria do calçado —

o da redefinição de eixos (RE) e o do ângulo interno (AI).

Os tempos (em milisegundos) de obtenção do corte de cinco moldes pelos dois

algoritmos estão resumidos a seguir:

i 1 2 3 4 5

xi (RE) 8.68 8.74 8.75 8.68 8.84

yi (AI) 3.58 3.66 3.63 3.59 3.63

x̄ = 8.738,
∑5

i=1 x2
i = 381.7805, ȳ = 3.618,

∑5
i=1 y2

i = 65.4539.

(a) @ porta-voz deste grupo de finalistas afirmou que o tempo de obtenção do corte

ao utilizar o algoritmo RE possui variância exactamente quatro vezes superior à do

tempo de obtenção do corte ao utilizar o algoritmo AI, ao passo que o orientador

deste grupo de finalistas é da opinião que tais variâncias são iguais.

Após ter indicado as hipóteses de trabalho que entender mais convenientes, teste a

razoabilidade da afirmação d@ porta-voz do grupo ao ńıvel de significância de 1%.

(b) Obtenha um intervalo para a probabilidade de se rejeitar a afirmação d@ porta-voz

sabendo que ela é falsa.

(c) Com o objectivo de efectuar teste sobre a igualdade dos valores esperados dos tempos

de obtenção do corte (µ1 − µ2) um matemático propôs aos finalistas que tirassem

partido da v.a.:

40Adaptado do Exame de CPE de 20 de Julho de 2009.

457



(
X̄ − Ȳ

)
− (µX − µY )

√
(nX−1

c )S2
X+(nY −1)S2

Y

nX+nX−2

(
c

nX
+ 1

nY

) ∼ t(nX+nY −2). (5.106)

Efectue o referido teste sobre (µX − µY ) quando σ2
X = c × σ2

Y , considerando c = 4 e

um ńıvel de significância de 5%.

Obtenha um intervalo para o p-value do teste e decida à luz desta informação. •
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5.2.10 Outro método alternativo de decisão em testes de

hipóteses: relação entre intervalos de confiança e testes

bilaterais

Existe ainda uma outra alternativa de efectuação de testes de hipóteses que passa por

invocar uma analogia entre intervalos de confiança e testes, nomeadamente bilaterais,

como se pode ver na proposição que se segue.

Proposição 5.151 — Relação entre intervalos de confiança e testes de hipóteses

bilaterais

Seja

• IC(1−α0)×100%(θ) = [l, u]

um intervalo de confiança para θ. Então este IC leva à

• rejeição de H0 : θ = θ0 ao ńıvel de significância α0
41

a favor da hipótese alternativa bilateral H1 : θ )= θ0, caso

• θ0 )∈ IC(1−α0)×100%(θ). •

Este resultado faz todo o sentido uma vez que, caso o valor conjecturado para θ, θ0,

não pertença ao conjunto de valores razoáveis para θ associados ao grau de confiança

(1− α0)× 100%, faz todo o sentido rejeitar H0 ao n.s. de α0.

Nota 5.152 — Relação entre intervalos de confiança e testes bilaterais

Para invocar esta analogia, é necessário que a estat́ıstica de teste tenha sido obtida à

custa da v.a. fulcral para θ que usada na construção de IC(1−α0)×100%(θ). •

Exemplo 5.153 — Relação entre intervalos de confiança e testes bilaterais

Retomemos o Exemplo 5.144, construamos um IC a 95% para σ2 e averiguemos a

razoabilidade de H0 : σ2 = σ2
0 = 50psi2 contra a hipótese alternativa bilateral H1 : σ2 )= σ2

0

ao ńıvel de significância de α0 = 5%.

41Ou a qualquer outro n.s. superior a α0.

459



• Passo 1 — Selecção da v.a. fulcral para σ2

Z =
(n− 1)S2

σ2
∼ χ2

(n−1) (5.107)

já que estamos a obter um IC para a variância de uma população normal com valor

esperado desconhecido.

• Passo 2 — Obtenção dos quantis de probabilidade






aα0 = F−1
χ2

(n−1)
(α0/2) = F−1

χ2
(4)

(0.025) =tabela 0.484

bα0 = F−1
χ2

(n−1)
(1− α0/2) = F−1

χ2
(4)

(0.975) =tabela 11.14.
(5.108)

• Passo 3 — Inversão da desigualdade aα0 ≤ Z ≤ bα0

[TPC]

• Passo 4 — Concretização

IC(1−α0)×100%(σ2) =




(n− 1)s2

F−1
χ2

(n−1)
(1− α0/2)

,
(n− 1)s2

F−1
χ2

(n−1)
(α0/2)





=

[
(5− 1)351.5

11.14
,

(5− 1)351.5

0.484

]

= [126.212, 2904.959]. (5.109)

• Hipóteses

H0 : σ2 = σ2
0 = 50psi2 vs. H1 : σ2 )= σ2

0

• Decisão

Invocando a relação entre intervalos de confiança e testes de hipóteses, pode concluir-

se que, pelo facto de

σ2
0 = 50 )∈ IC95%(σ2) = [126.212, 2904.959], (5.110)

devemos rejeitar H0 ao n.s. de 5% (a favor de H1 : σ2 )= σ2
0) ou a qualquer outro

n.s. maior que 5%. •
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5.2.11 Testes assintóticos sobre uma probabilidade de sucesso

No âmbito desta disciplina aprenderemos, por exemplo, a efectuar testes assintóticos sobre

uma probabilidade de sucesso desconhecida. Vejamos um exemplo.

Exemplo 5.154 — Teste assintótico sobre uma probabilidade de sucesso42

Um fabricante de cerveja afirma que a sua bebida tem a preferência de 40% dos

apreciadores de cerveja.

Recolhida uma amostra, constatou-se que 54 de 150 apreciadores preferem tal marca.

Averigue a razoabilidade da afirmação do fabricante ao ńıvel de significância de 4%.

• V.a. de interesse

Neste caso estamos a lidar com a seguinte v.a. de interesse:

X =





1 se o indiv́ıduo prefere a marca de cerveja

0 c.c.
(5.111)

• Situação

X ∼ Bernoulli(p)

p desconhecido

n suficientemente grande (n = 150 >> 30)

• Hipóteses

H0 : p = p0 = 0.40 vs. H1 : p )= p0

• Nı́vel de significância

α0 = 4%

• Estat́ıstica de teste

Sabe-se que o estimador de MV de p é

X̄ =
1

n

n∑

i=1

Xi, (5.112)

onde Xi ∼i.i.d. X.

42Adaptado do Exame de 4 de Fevereiro de 2003.
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Para além disso,

E(X̄) = E(X) = p (5.113)

V (X̄) =
V (X)

n
=

p(1− p)

n
< +∞. (5.114)

Então pelo TLC pode afirmar-se que

Z ′ =
X̄ − E(X̄)

√
V (X̄)

=
X̄ − p

√
p(1−p)

n

a∼ Normal(0, 1), (5.115)

pelo que a estat́ıstica de teste é

T =
X̄ − p0√

p0(1−p0)
n

a∼H0 Normal(0, 1). (5.116)

De notar que esta estat́ıstica de teste, ao contrário das que usámos até ao momento,

não foi obtida à custa da v.a. fulcral

Z =
X̄ − p

√
X̄(1−X̄)

n

a∼ Normal(0, 1), (5.117)

que teŕıamos utilizado para obter um IC assintótico para o parâmetro p. Esta

decisão prende-se essencialmente com o facto de não ser necessária qualquer inversão

de duplas desigualdades do tipo −c ≤ Z ≤ c no âmbito dos testes de hipóteses.43

• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Tratando-se de um teste bilateral, a região de rejeição de H0, escrita para

valores da estat́ıstica de teste, é do tipo W = (−∞,−c) ∪ (c, +∞), onde c :

P (Rejeitar H0|H0) 1 α0, ou seja,

c = Φ−1(1− α0/2) = Φ−1(1− 0.04/2) =tabela 2.0537. (5.118)

43Relembre-se que a utilização da v.a. fulcral para p, Z ′, foi evitada pois tornava a inversão da
desigualdade do Passo 3 da obtenção de ICs extraordinariamente dif́ıcil uma vez que p figura em
numerador e em denominador (neste último caso sob o sinal de uma ráız).
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• Decisão

Dado que o valor observado da estat́ıstica de teste é igual a

t =
x̄− p0√
p0(1−p0)

n

=
54
150 − 0.4

√
0.4(1−0.4)

150

= −1.0

)∈ W = (−∞,−2.0537) ∪ (2.0537, +∞), (5.119)

conclui-se que não devemos rejeitar H0 ao n.s. de 4%. Deste modo, pode dizer-se

que a afirmação do fabricante é consistente com os dados ao n.s. de 4%, bem como

a qualquer outro n.s. menor que 4%. •

Exerćıcio 5.155 — P-value de teste assintótico sobre uma probabilidade de

sucesso

Prove que o valor aproximado para o p-value do teste assintótico efectuado no

Exemplo 5.154 é igual a 2× [1− Φ(|− 1|)] = 0.3174. •

Exerćıcio 5.156 — Teste assintótico sobre uma probabilidade de sucesso

Um laboratório lançou no mercado um novo medicamento para o tratamento de uma

alergia, afirmando a sua eficácia, num peŕıodo de 8 horas, em pelo menos 90% dos casos.

A sua aplicação a uma amostra de 200 indiv́ıduos sofrendo de tal alergia, revelou-se

eficaz em 160 casos. A que ńıveis de significância a afirmação do fabricante é consistente

com os dados obtidos? •

Exerćıcio 5.157 — Teste assintótico sobre uma probabilidade de sucesso (bis)

Dois dados (com cores diferentes) foram lançados 150 vezes tendo-se obtido por 20 vezes,

uma soma de pontos igual a 4.

Acha que os dados são perfeitos (não viciados)? A que ńıveis de significância? •
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Exerćıcio 5.158 — Teste assintótico sobre uma probabilidade de sucesso e não

só

Numa fábrica foram recolhidas duas amostras relativas à produo de energia eléctrica (em

Kw/h) de dois tipos de geradores.

Admita que a produção de energia possui distribuição normal, em qualquer dos dois

casos.

Gerador do Tipo I 15.01 3.81 2.74 16.82 14.30 13.45 8.75

17.21 2.74 4.91 5.05 9.72 9.02 12.31

10.21 10.34 9.04 5.02 10.59 11.91 9.44

7.21 11.07 9.40 16.84 14.10 9.64

Gerador do Tipo II 10.87 8.07 10.31 11.08 10.84 6.34 10.05

8.78 15.01 6.93 15.91 13.45 6.84 9.37

2.04 16.89 14.04 4.32 10.71 9.37 8.94

10.04 10.94

(a) O fabricante afirma que o desvio-padrão da produção de energia eléctrica do gerador

do Tipo II no superior a 4Kw/h. A que ńıveis de significância fará sentido esta

afirmação?

(b) Teste se a produção de energia eléctrica do gerador do Tipo I possui variância não

superior à do gerador do Tipo II.

(c) Acha plauśıvel afirmar que, no que diz respeito à produção esperada de energia

eléctrica, os geradores são idênticos? A que ńıveis de significância?

(d) Um gerador, independentemente do seu tipo, é considerado defeituoso caso a

respectiva produção de energia eléctrica se situe abaixo dos 5Kw/h.

Teste a hipótese da proporção de geradores defeituosos produzidos pela fábrica ser

inferior ou igual a 10% ao ńıvel de significãncia de 5%. •
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5.2.12 Testes sobre a igualdade de duas probabilidades de

sucesso

É posśıvel efectuar testes assintóticos sobre a igualdade de duas probabilidades de sucesso

desconhecidas. Senão apresente-se um exerćıcio resolvido.

Exemplo 5.159 — Testes sobre a igualdade de duas probabilidades de sucesso

Um inquérito entre 300 eleitores do distrito A e 200 eleitores do distrito B, indicou que

56% e 48%, respectivamente, eram a favor de determinado candidato.

Teste ao ńıvel de significância de 5% se a diferença entre os distritos é significativa.

• V.a. de interesse

Xi = indicador de intenção de voto no referido candidato no distrito i = A, B

• Situação

XA ∼ Bernoulli(pA) ⊥⊥ XB ∼ Bernoulli(pB)

pA e pB desconhecidos

nA = 300 >> 30 ou nB = 200 >> 30

• Hipóteses

H0 : pA − pB = p0 = 0 vs. H1 : pA − pB )= p0 = 0

• Nı́vel de significância

α0 = 5%

• Estat́ıstica de teste

Começaŕıamos por notar que pelo TLC

(X̄A − X̄B)− (pA − pB)
√

pA(1−pA)
nA

+ pB(1−pB)
nB

a∼ Normal(0, 1), (5.120)

onde pA e pB são desconhecidos.

Uma possibilidade para a estat́ıstica de teste obtém-se substituindo pA e pB pelos

respectivos estimadores de MV e aplicando o teorema de Slutsky, um pouco à

semelhança do que se fez no teste sobre uma probabilidade de sucesso:

(X̄A − X̄B)− p0√
X̄A(1−X̄A)

nA
+ X̄B(1−X̄B)

nB

a∼H0 Normal(0, 1). (5.121)
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Outra estat́ıstica de teste que se afigura mais razoável tira partido do facto de, sob

a hipótese de igualdade pA = pB = p, (5.120) se poder escrever

(X̄A − X̄B)− p0√
p(1− p)

(
1

nA
+ 1

nB

)
a∼H0 Normal(0, 1), (5.122)

e de o estimador de MV da probabilidade comum ser igual a

P̂ = EMV(p) =
nAX̄A + nBX̄B

nA + nB
. (5.123)

Posto isto, devemos usar a seguinte estat́ıstica de teste que também decorre do

teorema de Slutsky:

(X̄A − X̄B)− p0√
P̂ (1− P̂ )

(
1

nA
+ 1

nB

)
a∼H0 Normal(0, 1). (5.124)

• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Tratando-se de um teste bilateral a região de rejeição de H0 (para valores

da estat́ıstica de teste) é do tipo W = (−∞,−c) ∪ (c, +∞) onde c :

P (Rejeitar H0|H0) 1 α0, ou seja,

c = Φ−1(1− α0/2) = Φ−1(1− 0.05/2) =tabela 1.96. (5.125)

• Decisão

Dado que

nA = 300, x̄A = 0.56

nB = 200, x̄A = 0.48

p̂ = nAx̄A+nB x̄B
na+nB

= 300×0.56+200×0.48
300+200 = 0.528,

o valor observado da estat́ıstica de teste é igual a

t =
(x̄A − x̄B)− p0√

p̂ (1− p̂)
(

1
nA

+ 1
nB

)

=
(0.56− 0.48)− 0

√
0.528 (1− 0.528)

(
1

300 + 1
200

)

= 1.756

)∈ W = (−∞,−1.96) ∪ (1.96, +∞). (5.126)
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Logo não devemos rejeitar H0 a qualquer n.s. α0 ≤ 5%. •

Exerćıcio 5.160 — Testes sobre a igualdade de duas probabilidades de sucesso

Numa prova cega envolvendo 100 apreciador@s de cerveja do distrito A e outr@s tant@s do

distrito B, indicou que 55% e 45%, respectivamente, foram capazes de distinguir a cerveja

Bâde-uaiser da cerveja SuperRock. Teste se @s apreciador@s de cerveja do distrito A

têm uma degustação mais apurada que @s do distrito B, obtendo para o efeito um valor

aproximado do p-value. •

Refira-se que a seguir podem encontrar-se dois quadros-resumo que sistematizam os

testes de hipóteses paramétricas aqui leccionados considerando em qualquer dos casos um

ńıvel de significância de α0. Nas suas cinco colunas constam:

• as circunstâncias em que estamos a efectuar o teste de hipóteses;

• a hipótese nula (H0);

• a estat́ıstica de teste a utilizar nesta situação (T );

• a hipótese alternativa (H1);

• a região de rejeição de H0 escrita para valores da estat́ıstica de teste (W ).
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ó
t
e
s
e

n
u
la

E
s
t
a
t́
ıs

t
ic

a
d
e

t
e
s
t
e

H
ip

ó
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5.2.13 Testes mais potentes e uniformemente mais potentes.

Teorema de Neyman-Pearson

Motivação 5.161 — Testes (uniformemente) mais potentes

Como seleccionar a melhor região de rejeição de H0 de entre todas as regiões com o mesmo

tamanho de teste α0? •

Antes de responder a esta questão apresentamos um exemplo em que se procurará

seleccionar a melhor de três propostas de região de rejeição de H0 (escritas para valores

de uma estat́ıstica de teste).

Exemplo 5.162 — Testes mais potentes

Retomemos o Exemplo 5.116 com ligeiras variações e determinemos as funções potência

associadas a três propostas de região de rejeição de H0.

• V.a. de interesse

X = duração de bateria de 12V

• Situação

X ∼ Normal(µ, σ2)

µ desconhecido

σ2 = 502 dias2 conhecido

n = 4

• Hipóteses

H0 : µ = µ0 = 1000 dias vs. H1 : µ > µ0 = 1000 dias

• Nı́vel de significância

α0 = 5%

• Estat́ıstica de teste

T =
X̄ − µ0

σ/
√

n
∼H0 Normal(0, 1) (5.127)
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• Três propostas de regiões de rejeição de H0 (para valores da estat́ıstica de

teste)

W (1)
5% = (1.6449, +∞) (cauda à direita)

W (2)
5% = (−∞,−1.9600) ∪ (1.9600, +∞) (reunião de caudas simétricas)

W (3)
5% = (−∞,−1.6449) (cauda à esquerda)

Estas regiões de rejeição de H0 estão associadas a um n.s. de 5%. Com efeito,

P (Rejeitar H0|H0) = P (T ∈ W (1)
5% |H0) = 1− Φ(1.6449)

= P (T ∈ W (2)
5% |H0) = 2× [1− Φ(1.9600)]

= P (T ∈ W (3)
5% |H0) = Φ(−1.6449)]

= 0.05. (5.128)

• Funções potência

Atendendo aos cálculos no Exemplo 5.127, as funções potência são, para i = 1, 2, 3

e µ ∈ Θ = [µ0, +∞), definidas por

β(i)(µ) = P (Rejeitar H0 | µ)

= P (T ∈ W (i)
5% | µ)

=






1− Φ
(
1.6449 + µ0−µ

σ/
√

n

)
, i = 1

Φ
(
−1.9600 + µ0−µ

σ/
√

n

)
+ 1− Φ

(
1.9600 + µ0−µ

σ/
√

n

)
, i = 2

Φ
(
−1.6449 + µ0−µ

σ/
√

n

)
, i = 3.

(5.129)

• Gráficos e comentários
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A cauda direita (1.6449, +∞) é, sem sombra de dúvida, a melhor das três regiões

de rejeição de H0 (para valores da estat́ıstica de teste), afinal a ela estão associadas
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as maiores probabilidades de tomar a decisão correcta de rejeitar H0 quando H0 é

falsa, uma vez fixo o n.s. em 5%.

A região W (3)
5% = (−∞,−1.6449) de rejeição de H0 é manifestamente disparatada,

basta notar que a probabilidade de erro de 1a. espécie (5%) é superior à

probabilidade de rejeitar H0 quando H0 é falsa, como se pode constatar na tabela

seguinte:

µ β(1)(µ) β(2)(µ) β(3)(µ)

µ0 = 1000 0.050 0.050 0.050

1025 0.260 0.170 0.004

1050 0.639 0.516 0.000

1075 0.912 0.851 0.000

1100 0.991 0.979 0.000

•

O Lema de Neyman-Pearson permitirá identificar a melhor região de rejeição em

diversas situações e será enunciado depois de revermos as noção de n.s. e de tamanho do

teste e de definirmos região de rejeição mais potente e região de rejeição uniformemente

mais potente.

Ao considerar-se um teste sobre o parâmetro desconhecido θ e Θ0 o sub-espaço

paramétrico associado a H0, relembre-se que:

• supθ∈Θ0
β(θ) diz-se o tamanho do teste;

• n.s. α0 não passa de um valor em (0, 1) superior ou igual ao tamanho do teste e é

costume igualar-se o n.s. e o tamanho do teste.

Definição 5.163 — Região de rejeição mais potente

Considere-se:

• θ o único parâmetro desconhecido;

• o confronto de duas hipóteses simples H0 : θ = θ0 e H1 : θ = θ1;

• a famı́lia de todas as regiões de rejeição de H0 associadas a um tamanho de teste

igual a α0, Wα0 = {Wα0};
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• βWα0
(θ) a função potência de teste associada à região Wα0 de rejeição de H0.

Então a região W ∗
α0

diz-se a região mais potente de tamanho α0 se

βW ∗
α0

(θ1) ≥ βWα0
(θ1), ∀Wα0 ∈Wα0 . (5.130)

Passar-se-á a representar esta região por RRMPα0(θ = θ0, θ = θ1). •

Nota 5.164 — Região de rejeição mais potente

Importa salientar que, ao utilizar-se W ∗
α0

= RRMPα0(θ = θ0, θ = θ1), a probabilidade de

rejeitar H0 sabendo que H0 é falsa nunca é inferior à probabilidade de rejeitar H0 quando

esta mesma hipótese é falsa ao fazer-se uso de qualquer outra região de rejeição de H0

com tamanho α0. •

Definição 5.165 — Região de rejeição uniformemente mais potente

Considere-se agora:

• o confronto das hipóteses H0 : θ = θ0 e H1 : θ ∈ Θ1, em que a hipótese alternativa

H1 está associada à atribuição de mais de um valor a θ.

Então a região W ∗
α0

diz-se a região uniformemente mais potente de tamanho α0 se

βW ∗
α0

(θ1) ≥ βWα0
(θ1), ∀ θ ∈ Θ1, Wα0 ∈Wα0 . (5.131)

Representar-se-á esta região doravante por RRUMPα0(θ = θ0, θ ∈ Θ1). •

Lema 5.166 — Lema de Neyman-Pearson

Sejam:

• X uma a.a. de dimensão n proveniente de um modelo uniparamétrico com f.p. ou

f.d.p. f(x|θ) dependente do parâmetro desconhecido θ e x a amostra correspondente;

• α0 ∈ (0, 1).

Então a região mais potente de tamanho α0 para confrontar as hipóteses simples H0 : θ =

θ0 e H1 : θ = θ1 é definida por:

(i) RRMPα0(θ = θ0, θ = θ1) =
{
x : f(x|θ1)

f(x|θ0) ≥ c
}
;

(ii) c ∈ IR+ : P [X ∈ RRMPα0(θ = θ0, θ = θ1)|θ = θ0] = α0. •
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Nota 5.167 — Lema de Neyman-Pearson

A primeira das duas condições do lema define o aspecto da região de rejeição; à custa da

segunda condição define-se o ponto cŕıtico da região de rejeição de H0.

A primeira condição deve interpretar-se do seguinte modo: devemos rejeitar H0 sempre

que lidarmos com uma amostra x que é c mais plauśıvel sob a validade de H1 : θ = θ1 que

sob a validade de H0 : θ = θ0.

A segunda condição deve ler-se: o tamanho do teste é igual a α0. Note-se, no entanto,

que, ao lidar-se com um modelo discreto, tal condição deverá escrever-se

(ii) c ∈ IR+ : P [X ∈ RRMPα0(θ = θ0, θ = θ1)|θ = θ0] ≤ α0,

já que dificilmente se satisfará a igualdade e a probabilidade de erro de 1a. espécie deverá

ser limitada superiormente por α0. •

Motivação 5.168 — Reescrita da região de rejeição mais potente

É conveniente reescrever RRMPα0(θ = θ0, θ = θ1) à custa de uma condição que diga

respeito à concretização de uma estat́ıstica (ou estimador) suficiente para θ. •

Corolário 5.169 — Reescrita da região de rejeição mais potente

Seja U = U(X) uma estat́ıstica suficiente para θ. Então a RRMPα0(θ = θ0, θ = θ1) pode

exprimir-se à custa de concretizações de U :

RRMP∗α0
(θ = θ0, θ = θ1) =

{

u(x) :
g[u(x), θ1]× h(x)

g[u(x), θ0]× h(x)
=

g[u(x), θ1]

g[u(x), θ0]
≥ c

}

, (5.132)

onde a constante c é dada por

c ∈ IR+ : P
[
U(X) ∈ RRMP∗α0

(θ = θ0, θ = θ1)|θ = θ0

]
= α0 (5.133)

(ou ≤ α0 no caso discreto). •

Nota 5.170 — Reescrita da região de rejeição mais potente

Com efeito, ao aplicar-se o critério da factorização obtém-se:

RRMPα0(θ = θ0, θ = θ1) =

{

x :
g[u(x), θ1]

g[u(x), θ0]
≥ c

}

. (5.134)
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Assim, pode lidar-se com a região de rejeição de H0 escrita para valores de uma estat́ıstica

(ou de um estimador) suficiente para θ, RRMP∗α0
(θ = θ0, θ = θ1), definida pelo Corolário

5.169.

Mais, como a estat́ıstica de teste se escreve, de um modo geral, à custa de uma

estat́ıstica (ou de um estimador) suficiente para θ, a RRMPα0 acaba por poder escrever-

se convenientemente em termos de concretizações de uma estat́ıstica de teste. •

Exemplo 5.171 — Região de rejeição mais potente (caso discreto)

Suponha que o número anual de sinistros por apólice do ramo automóvel (X) tem

distribuição Poisson(λ) onde λ é uma constante desconhecida. Um perito sustenta que

o número esperado de sinistros por apólice é λ = 0.4, enquanto outro defende um valor

superior, λ = 1.

Uma empresa seguradora obteve uma amostra de 20 apólices, tendo registado a

seguinte sequência de sinistros por apólice:

1 0 0 3 1 0 0 0 0 2 0 0 1 1 0 0 1 1 0 1

Determine a região rejeição mais potente de tamanho α0 = 0.10 para testar as hipóteses

referidas. É a opinião do primeiro dos peritos consistente com os dados?

• V.a. de interesse

X = número anual de sinistros por apólice

• Situação

X ∼ Poisson(λ)

λ desconhecido

n = 20

• Hipóteses

H0 : λ = λ0 = 0.4 vs. H1 : λ = λ1 = 1 (λ1 > λ0)

• Tamanho do teste

α0 = 10%
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• Estat́ıstica suficiente

U(X) =
∑n

i=1 Xi = nX̄

• RRMP — Lema de Neyman Pearson (para valores da estat́ıstica suficiente)

(i) RRMPα0(λ = λ0, λ = λ1) =
{
x : f(x|λ1)

f(x|λ0) ≥ c
}

Esta primeira condição define o aspecto da RRMP e pode ser reescrita à custa

da concretização de nX̄, bastando que se tenha em conta que, para j = 0, 1,

P (X = x|λ = λj) = e−λj
λx

j

x!
, x = 0, 1, 2, . . . , (5.135)

e que a f.p. conjunta é dada por

f(x|λj) =
n∏

i=1

P (X = xi|λ = λj)

= e−nλj
(λj)nx̄

∏n
i=1 xi!

. (5.136)

Se se atender também ao facto de λ1 > λ0, conclui-se que

f(x|λ1)

f(x|λ0)
≥ c

e−n(λ1−λ0)

(
λ1

λ0

)nx̄

≥ c

nx̄× [ln(λ1)− ln(λ0)] ≥ ln(c) + n(λ1 − λ0)

nx̄ ≥ ln(c) + n(λ1 − λ0)

ln(λ1)− ln(λ0)

= c′. (5.137)

Conclusão (i): a RRMPα0 (escrita para valores nX̄),

RRMP∗α0
(λ = λ0, λ = λ1) = {nx̄ : nx̄ ≥ c′} , (5.138)

é uma cauda à direita — grandes valores de nX̄ (i.e. grandes valores de

EMV(λ) = X̄) apoiam H1 : λ1 = 1 e levam à rejeição de H0 : λ : λ0 = 0.4.

(ii) c ∈ IR+ : P [X ∈ RRMPα0(λ = λ0, λ = λ1)|λ = λ0] ≤ α0.44

Resta definir o ponto cŕıtico c ou, equivalentemente, c′, tendo em consideração

que nX̄ =
∑n

i=1 Xi ∼λ=λ0 Poisson(nλ0).

44Recorde-se que a desigualdade deve-se ao facto de lidarmos com uma estat́ıstica suficiente com
distribuição discreta.
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Dado o carácter discreto e não negativo da estat́ıstica suficiente e por forma

a obter uma probabilidade de erro de 1a. espécie o mais próxima de α0 (mas

nunca superior a α0), deverá optar-se pelo menor inteiro não negativo que

satisfaça:

c′ ∈ IN0 : P
[
nX̄ ∈ RRMP∗α0

(λ = λ0, λ = λ1)|λ = λ0

]
≤ α0

P
(
nX̄ ≥ c′|λ = λ0

)
≤ α0

1− FPoisson(nλ0)

[
(c′)−

]
≤ α0

FPoisson(nλ0)

[
(c′)−

]
≥ 1− 0.1. (5.139)

Ao consultar-se as tabelas da f.d. das v.a. de Poisson conclui-se que

FPoisson(20×0.4=8)(11) = 0.8881 ≤ 0.90

FPoisson(20×0.4=8)(12) = 0.9362 ≥ 0.90, (5.140)

pelo que c′ será o menor inteiro superior a 12, por exemplo, c′ = 13, por sinal

associado a uma probabilidade de erro de 1a. espécie igual a

1− FPoisson(8)(13−) = 1− FPoisson(8)(12) = 1− 0.9362 = 0.0638. (5.141)

Conclusão (ii):

RRMP∗10%(λ = λ0 = 0.4, λ = λ1 = 1) = {nx̄ : nx̄ ≥ c′ = 13} . (5.142)

• Decisão

Dado que

nx̄ =
20∑

i=1

xi = 12 < c′ = 13 (5.143)

ou, equivalentemente, λ̂ = x̄ = 12
20 = 0.6 < c′

n = 0.65, não devemos rejeitar H0 : λ =

λ0 = 0.4 a qualquer n.s. α0 ≤ 6.38% e já agora a qualquer n.s. α0 ≤ 10%.

• Importante

É curioso notar que o aspecto da região de rejeição (escrita para valores de nX̄) e

o seu ponto cŕıtico não se alteram com o valor de λ1, desde que λ1 > λ0, pelo que

pode concluir-se que a região de rejeição uniformemente mais potente de tamanho

α0 = 0.10 para testar H0 : λ = λ0 contra H1 : λ > λ0 é, para este exemplo:

RRUMP∗10%(λ = λ0, λ > λ0) = {nx̄ : nx̄ ≥ c′ = 13} . (5.144)
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•

Exerćıcio 5.172 — Região de rejeição mais potente (caso discreto)

Um lote contém peças perfeitas e peças defeituosas na proporção 3 : 1, desconhecendo-se

o tipo dominante.

Designando por θ a proporção de peças defeituosas no lote, determine a região rejeição

mais potente de tamanho α = 0.20 para testar H0 : θ = 1/4 contra H1 : θ = 3/4 com

base numa amostra de n peças. •

Exemplo 5.173 — Região de rejeição (uniformemente) mais potente (caso

cont́ınuo)

Seja X = (X1, . . . , Xn) uma amostra aleatória do modelo uniparamétrico Normal(µ, σ2),

com σ2 conhecido.

Determine a região de rejeição mais potente de tamanho α0 para confrontar as

hipóteses simples H0 : µ = µ0 e H1 : µ = µ1 com µ1 > µ0.

• V.a. de interesse

X

• Situação

X ∼ Normal(µ, σ2)

µ desconhecido

σ2 conhecido

• Hipóteses

H0 : µ = µ0 vs. H1 : µ = µ1 (µ1 > µ0)

• Tamanho do teste

α0

• Estat́ıstica de teste

T = X̄−µ0

σ/
√

n ∼H0 Normal(0, 1)
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• RRMP — Lema de Neyman Pearson (para valores da estat́ıstica de teste)

(i) RRMPα0(µ = µ0, µ = µ1) =
{
x : f(x|µ1)

f(x|µ0) ≥ c
}

Esta condição, que define o aspecto da RRMP, pode ser reescrita à custa de

concretizações da estat́ıstica de teste T = X̄−µ0

σ/
√

n . Com efeito, tem-se, para

j = 0, 1,

f(x|µ = µj) =
1√

2πσ2
e−

(x−µj)2

2σ2 , x ∈ IR, (5.145)

e como tal

f(x|µj) =
n∏

i=1

f(xi|µ = µj)

= (2πσ2)−
n
2 exp

[

− 1

2σ2

n∑

i=1

(xi − µj)
2

]

. (5.146)

Mais, se atendermos ao facto de µ1 > µ0 concluimos que

f(x|µ1)

f(x|µ0)
≥ c

exp

{

− 1

2σ2

[
n∑

i=1

(xi − µ1)
2 −

n∑

i=1

(xi − µ0)
2

]}

≥ c

(µ1 − µ0)× x̄ ≥ 2σ2 ln(c) + (µ2
0 − µ2

1)

2n
= c′

x̄ ≥ 2σ2 ln(c) + (µ2
0 − µ2

1)

2n(µ1 − µ0)
= c′′

x̄− µ0

σ/
√

n
≥ c′′ − µ0

σ/
√

n

= c′′′. (5.147)

Conclusão (i): a RRMPα0 (escrita para valores da estat́ıstica de teste T =
X̄−µ0

σ/
√

n )

RRMP∗α0
(µ = µ0, µ = µ1) =

{

t : t =
x̄− µ0

σ/
√

n
≥ c′′′

}

, (5.148)

é uma cauda à direita, pois afinal o teste é unilateral superior (µ1 > µ0).

(ii) c ∈ IR+ : P [X ∈ RRMPα0(µ = µ0, µ = µ1)|µ = µ0] = α0

É ainda necessário definir o ponto cŕıtico c ou, equivalentemente, c′′′, tendo em

consideração que T = X̄−µ0

σ/
√

n ∼µ=µ0 Normal(0, 1):

c′′′ : P
[
T ∈ RRMP∗α0

(µ = µ0, µ = µ1)|µ = µ0

]
= α0
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P (T ≥ c′′′|µ = µ0) = α0

1− Φ(c′′′) = α0

c′′′ = Φ−1(1− α0). (5.149)

Conclusão (ii):

RRMP∗α0
(µ = µ0, µ = µ1) =

{

t : t =
x̄− µ0

σ/
√

n
≥ c′′′ = Φ−1(1− α0)

}

. (5.150)

• Importante

Convém notar que o aspecto da região de rejeição de H0 (escrita para valores da

estat́ıstica de teste) e o seu ponto cŕıtico não se alteram com o valor de µ1, desde

que µ1 > µ0. Logo

RRUMP∗α0
(µ = µ0, µ > µ0) =

{

t : t =
x̄− µ0

σ/
√

n
≥ c′′′ = Φ−1(1− α0)

}

. (5.151)

Acrescente-se também que, ao confrontar H0 : µ ≤ µ0 e H1 : µ > µ0, a cauda à

direita (Φ−1(1−α0), +∞) 45 continua a ser a região de rejeição uniformemente mais

potente de tamanho α0 ou não fosse a probabilidade de cometer erro de 1a. espécie

uma função crescente de µ ∈ Θ0 = (−∞, µ0] tal que:

sup
µ≤µ0

P (Rejeitar H0 | µ) = sup
µ≤µ0

P

(

T =
X̄ − µ0

σ/
√

n
≥ Φ−1(1− α0) | µ

)

= sup
µ≤µ0

P

(
X̄ − µ

σ/
√

n
≥ Φ−1(1− α0)−

µ− µ0

σ/
√

n
| µ

)

= sup
µ≤µ0

{

1− Φ

[

Φ−1(1− α0)−
µ− µ0

σ/
√

n

]}

= α0. (5.152)

De um modo geral podem obter-se as RRMP e RRUMP de tamanho α0 para o

confronto das hipóteses nulas e alternativas seguintes quando σ2 é conhecido:

45Na verdade deveŕıamos escrever [Φ−1(1− α0),+∞), mas tratando-se de v.a. cont́ınua...
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H0 H1 Cauda direita (Φ−1(1− α0),+∞) é a...

µ = µ0 µ = µ1 (µ1 > µ0) RRMP∗

µ = µ0 µ > µ0 RRUMP∗

µ ≤ µ0 µ > µ0 RRUMP∗

H0 H1 Cauda esquerda (−∞,−Φ−1(1− α0)) é a...

µ = µ0 µ = µ1 (µ1 < µ0) RRMP∗

µ = µ0 µ < µ0 RRUMP∗

µ ≥ µ0 µ < µ0 RRUMP∗

•

Exerćıcio 5.174 — Região de rejeição mais potente (caso cont́ınuo)

Admita que o tempo de sobrevivência (em segundos) de um determinado insecto, após

ter-lhe sido administrada uma pequena dose de certo insecticida, possui distribuição

pertencente ao modelo Exponencial uniparamétrico.

Um biólogo é da opinião que o valor esperado do tempo de sobrevivência é igual a 100

segundos, enquanto que outro biólogo acredita que seja igual a 60 segundos. De forma a

saber qual deles tinha razão foram recolhidas 40 observações, tendo-se obtido:

0.133 4.606 6.986 10.188 11.616 16.699 19.734 22.962

25.421 30.606 32.398 35.871 41.358 43.738 52.684 54.329

58.455 63.784 65.320 67.688 67.971 70.585 78.226 81.019

91.075 92.440 97.339 124.246 125.876 143.597 165.449 177.899

83.678 184.769 193.996 225.371 241.086 260.923 292.261 525.807

∑40
i=1 xi = 4523.5230

(a) Formule o teste de hipóteses mais potente de tamanho 0.05 que permite confrontar

estas duas conjecturas.

(b) Será a hipótese formulada pelo primeiro dos dois biólogos consistente com os dados

recolhidos? •
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Exerćıcio 5.175 — Região de rejeição (uniformemente) mais potente (caso

cont́ınuo)46

Com o objectivo de estudar o volume de depósitos mensais (em dezenas de milhar

de euros) efectuados por pequenas e médias empresas numa instituição bancária, uma

gestora recolheu um total de 50 observações. Confirmada a adequação do modelo

{Pareto(2.5, λ), λ > 0}, cuja f.d.p. é dada por

fX(x) =





λ 2.5λ x−(λ+1), x ≥ 2.5

0, c.c.,

a gestora deduziu a estimativa de máxima verosimilhança de λ, λ̂ = [ln(mg)− ln(2.5)]−1 =

1.8907, onde ln(mg) = 1
50

∑50
i=1 ln(xi) representa o logaritmo da média geométrica da

amostra.

(a) No confronto das hipóteses H0 : λ = λ0 = 1 e H1 : λ = λ1 = 2 a gestora decidiu usar

a estat́ıstica de teste 100 λ0 [ln(Mg)− ln(2.5)] ∼H0 χ2
(100).

Demonstre que a cauda à esquerda W = (0, 82.36) é a região de rejeição de H0 mais

potente de tamanho 10% escrita para valores da estat́ıstica de teste.

Será H0 consistente com os dados ao ńıvel de significância de 10%?

(b) Identifique a região de rejeição uniformemente mais potente de tamanho 10% para

confrontar H0 : λ = λ0 = 1 e H1 : λ > λ0. •

Exerćıcio 5.176 — Região de rejeição (uniformemente) mais potente (caso

discreto)

Seja (X1, . . . , Xn) uma a.a. de dimensão n de duma população X ∼ Bernoulli(θ) onde θ

é uma constante desconhecida pertencente ao intervalo [0, 1].

Determine a região de rejeição mais potente de tamanho α0 para testar:

(a) H0 : θ = θ0 vs. H1 : θ = θ1 < θ0;

(b) H0 : θ = θ0 vs. H1 : θ = θ1 > θ0.

Determine a região de rejeição uniformemente mais potente de tamanho α0 para testar:

(c) H0 : θ = θ0 vs. H1 : θ < θ0;

46Adaptado do Exame de CPE de 4 de Julho de 2009.
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(d) H0 : θ = θ0 vs. H1 : θ > θ0;

(e) H0 : θ ≤ θ0 vs. H1 : θ > θ0;

(f) H0 : θ ≥ θ0 vs. H1 : θ < θ0. •

Exerćıcio 5.177 — Região de rejeição (uniformemente) mais potente (caso

cont́ınuo)

Seja X a v.a. que representa o diâmetro de uma componente mecânica de uma cassete

áudio. Admita-se que tal v.a., sob a hipótese do processo de fabrico estar sob controlo, é

normalmente distribúıda com valor esperado µ = 2.0 e desvio-padrão σ = 1.71. Considere-

se também que, quando o processo de fabrico está fora de controlo, a v.a., embora não

veja alterados a sua forma distribucional e o respectivo desvio-padrão, apresenta um valor

esperado superior.

Após ter sido efectuado uma reparação na linha de produção, o supervisor da mesma

decidiu recolher aleatoriamente 30 dessas componentes de modo a averiguar se, após

a reparação, o processo de fabrico voltou a estar sob controlo. Os resultados obtidos

conduziram a
∑30

i=1 xi = 64.0.

(a) Calcule a região de rejeição uniformemente mais potente de tamanho 1% para

confrontar as hipóteses referidas e deste modo dar o seu parecer acerca do estado

do processo de fabrico?

(b) Admita agora que o desvio-padrão é desconhecido e que o mesmo conjunto de dados

conduziu a
∑30

i=1 (xi − x̄)2 = 84.8.

Em que estado lhe parece estar o processo de fabrico? Considere o ńıvel de

significância de 1%. •

483



Motivação 5.178 — Região de rejeição não enviesada

É pertinente interrogarmo-nos sobre

• se existe RRUMP para testes bilaterais em que se confrontam, por exemplo, H0 :

µ = µ0 e H1 : µ )= µ0 ?

A resposta é negativa!

Com efeito, da condição (i), que define o aspecto da RRMP no Exemplo 5.173, segue-se

(µ1 − µ0)× x̄ ≥ c′. (5.153)

Ora, ao saber-se somente que µ = µ1 )= µ0, desconhecendo-se se µ1 > µ0 ou se µ1 < µ0,

não nos podemos decidir nem pela cauda direita nem pela esquerda.

• Solução de compromisso

É costume optar por uma região de rejeição de H0 (para valores da estat́ıstica de

teste) resultante de uma reunião de duas caudas simétricas,

Wα0 = (−∞,−c′′′) ∪ (c′′′, +∞). (5.154)

onde

c′′′ : sup
µ∈Θ0={µ0}

P (Rejeitar H0 | H0) = α0

P (T ∈ Wα0 | µ = µ0) = α0

c′′′ = Φ−1(1− α0/2). (5.155)

Considere-se novamente α0 = 5% e confrontem-se as funções potência de teste

consideradas no Exemplo 5.162

β(i)(µ) = P (Rejeitar H0 | µ)

= P (T ∈ W (i)
5% | µ)

=






1− Φ
(
1.6449 + µ0−µ

σ/
√

n

)
, i = 1

Φ
(
−1.9600 + µ0−µ

σ/
√

n

)
+ 1− Φ

(
1.9600 + µ0−µ

σ/
√

n

)
, i = 2

Φ
(
−1.6449 + µ0−µ

σ/
√

n

)
, i = 3.

(5.156)

associadas às regiões W (1)
5% = (1.6449, +∞), W (2)

5% = (−∞,−1.9600) ∪ (1.9600, +∞)

e W (3)
5% = (−∞,−1.6449), regiões estas de rejeição de H0 : µ = µ0 a favor da

alternativa H1 : µ )= µ0 que possuem tamanho 5%.
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Como se pode constatar pelo gráfico abaixo
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a função potência associada à região de rejeição W (2)
5% é aquela com o melhor

comportamento global, quanto mais não seja, porque possui uma caracteŕıstica

important́ıssima que não partilha com as duas outras regiões de rejeição de H0:

– a probabilidade de erro de 1a. espécie não é superior à probabilidade de tomar

a decisão correcta de rejeitar H0 quando H0 é falsa.

A uma região de rejeição de H0 com esta caracteŕıstica dá-se o nome de região de

rejeição não enviesada. •

Definição 5.179 — Região de rejeição não enviesada

Ao confrontarem-se as hipóteses H0 : θ ∈ Θ0 e H1 : θ ∈ Θ1, a região de rejeição de H0 de

tamanho α0, Wα0 ,
47 diz-se uma região de rejeição não enviesada se

βWα0
(θ) ≥ α0, θ ∈ Θ1. (5.157)

•

Definição 5.180 — Região de rejeição uniformemente mais potente não

enviesada

Uma região de rejeição que é uma RRUMP no seio da classe das regiões de rejeição

não enviesadas diz-se uma região de rejeição uniformemente mais potente não enviesada,

escrevendo-se RRUMPU (uniformly most powerful unbiased). •

47Recorde-se que o facto de Wα0 ter tamanho α0 significa que a função potência associada, βWα0
(θ),

satisfaz βWα0
(θ) ≤ α0, θ ∈ Θ0.
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Motivação 5.181 — Teste/critério da razão de verosimilhanças

Há, em algumas situações, dificuldade em determinar regiões de rejeição UMP recorrendo

ao Lema de Neyman-Pearson, nomeadamente quando o teste é bilateral ou lidamos com

um vector de parâmetros desconhecidos. Faz portanto sentido que se estude um método

alternativo de obtenção de regiões de rejeição.

O critério que se descreve de seguida está de certo modo relacionado com o método

da Máxima Verosimilhança. •

Proposição 5.182 — Teste/critério da razão de verosimilhanças

Sejam:

• θ = (θ1, . . . , θp) um vector de p (p ∈ IN) parâmetros desconhecidos;

• Θ ⊂ IRp o espaço paramétrico;

• X uma a.a. de dimensão n proveniente de um modelo p− paramétrico com f.p. ou

f.d.p. f(x|θ) e x uma sua concretização;

• L(θ|x) =
∏n

i=1 f(xi|θ) a função de verosimilhança dada a amostra x;

• α0 ∈ (0, 1).

Então a região de rejeição de tamanho α0 para testar as hipóteses H0 : θ ∈ Θ0 e H1 : θ ∈
Θ1 é, de acordo com o critério da razão de verosimilhanças, dada por:

(i) RRRVα0(θ ∈ Θ0, θ ∈ Θ1) =
{
x : Λ(x) =

supθ∈Θ0
L(θ|x)

supθ∈Θ L(θ|x) ≤ c
}
;

(ii) c ∈ IR+ : supθ∈Θ0
P [X ∈ RRRVα0(θ ∈ Θ0, θ ∈ Θ1)|θ] = α0. •

Nota 5.183 — Teste/critério da razão de verosimilhanças

À semelhança do que aconteceu com a região de rejeição definida pelo Lema de Neyman-

Pearson:

• a primeira das duas condições do critério da razão de verosimilhanças define o

aspecto da região de rejeição;

• a segunda condição permite identificar o ponto cŕıtico da região de rejeição de H0,

lê-se mais uma vez “o tamanho do teste é igual a α0” e escusado será dizer que o

sinal de igualdade deve ser substitúıdo por um de ≤, caso se lide com um modelo

discreto.
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Se atendermos que

Λ(x) =
supθ∈Θ0

L(θ|x)

supθ∈Θ L(θ|x)
≤ c ⇔ L(θ̂|x) ≥ 1

c
× L(θ̂0|x), (5.158)

onde θ̂ denota a estimativa de MV de θ irrestrita e θ̂0 a estimativa de MV de θ restrita

a Θ0, a primeira condição deve interpretar-se da seguinte forma: devemos rejeitar H0

sempre que θ̂ seja 1
c vezes mais plauśıvel que θ̂0 dada a amostra recolhida x.

Adiante-se também que c deverá ser uma constante positiva inferior a um ou não fosse

o numerador de Λ(x) nunca superior ao respectivo denominador. •

Nota 5.184 — Reescrita região de rejeição obtida pelo critério da razão de

verosimilhanças

É perfeitamente natural que se tente reescrever a região de rejeição obtida pelo critério

da razão de verosimilhanças à custa de uma estat́ıstica suficiente cuja distribuição seja

conhecida sob a validade de H0. •

Exemplo 5.185 — Teste/critério da razão de verosimilhanças (caso discreto)

Seja X = (X1, . . . , Xn) uma a.a. de dimensão n proveniente do modelo uniparamétrico

Bernoulli(θ).

Determine a região de rejeição a utilizar no confronto das hipóteses H0 : θ ≤ θ0 e

H1 : θ > θ0, recorrendo ao critério da razão de verosimilhança. Considere o tamanho do

teste igual a α0.

• V.a. de interesse

X

• Situação

X ∼ Bernoulli(θ)

θ desconhecido (Θ = [0, 1])

• Hipóteses

H0 : θ ≤ θ0 (Θ0 = [0, θ0]) vs. H0 : θ > θ0 (Θ1 = (θ0, 1])

• Tamanho do teste

α0
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• Estat́ıstica suficiente

U(X) =
∑n

i=1 Xi = nX̄

• RRRV — Critério da razão de verosimilhanças (para valores da estat́ıstica

suficiente)

(i) RRRVα0(θ ∈ Θ0, θ ∈ Θ1) =
{
x : Λ(x) =

supθ∈Θ0=[0,θ0] L(θ|x)

supθ∈Θ=[0,1] L(θ|x) ≤ c
}

Esta primeira condição define o aspecto da RRRV e pode ser reescrita à custa

da concretização de nX̄ como se verá a seguir.

Para já, tenha-se em conta que:

P (X = x|θ) = θx × (1− θ)1−x, x = 0, 1, (5.159)

L(θ|x) =
n∏

i=1

P (X = xi|θ)

= θnx̄ × (1− θ)n(1−x̄)

sup
θ∈Θ

L(θ|x) = L(θ̂|x)

= L(x̄|x)

= x̄nx̄ × (1− x̄)n(1−x̄). (5.160)

Mais, se se atender não só ao facto de L(θ|x) possuir ponto de máximo x̄, mas

também à posição de θ0 relativamente a este ponto de máximo, conclui-se que

o supremo restrito a Θ0 toma uma de duas expressões (gráficos!):

sup
θ∈Θ0

L(θ|x) =





L(θ0|x), θ0 < x̄

L(x̄|x), θ0 ≥ x̄.
(5.161)

Consequentemente

Λ(x) =
supθ∈Θ0

L(θ|x)

supθ∈Θ L(θ|x)

=






L(θ0|x)
L(x̄|x) =

(
θ0
x̄

)nx̄ (
1−θ0
1−x̄

)n(1−x̄)
, θ0 < x̄

L(x̄|x)
L(x̄|x) = 1, θ0 ≥ x̄.

(5.162)

Ora, ao elaborarmos o gráfico da razão de verosimilhanças enquanto função

de x̄, Λ∗(x̄) (e considerando, sem perda de generalidade θ0 = 0.2 e n = 20)

rapidamente se chega à conclusão que

Λ(x) ≤ c ⇔ Λ∗(x̄) ≤ c ⇔ x̄ ≥ c′ (5.163)
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onde c′ = (Λ∗)−1 (c) (identifique este ponto no gráfico acima!).

Conclusão (i): a RRRVα0 (escrita para valores nX̄),

RRRV∗α0
(θ ≤ θ0, θ > θ0) = {nx̄ : nx̄ ≥ c′′ = nc′} , (5.164)

é uma cauda à direita como seria de esperar uma vez que o teste é unilateral

superior (H1 : θ > θ0).

(ii) c ∈ IR+ : supθ∈Θ0
P [X ∈ RRRVα0(θ ∈ Θ0, θ ∈ Θ1)|θ] ≤ α0

Define-se de seguida o ponto cŕıtico c ou, equivalentemente, c′′, tendo em conta

que nX̄ =
∑n

i=1 Xi ∼ Binomial(n, θ).

Tal como no Exemplo 5.171, de modo a obter uma probabilidade de erro de

1a. espécie o mais próxima de α0 (mas nunca superior a α0), deverá optar-se

pelo menor inteiro não negativo que satisfaça:

c′′ ∈ IN0 : sup
θ∈Θ0

P
[
nX̄ ∈ RRRV∗α0

(θ ≤ θ0, θ > θ0)|θ
]
≤ α0

sup
θ∈Θ0

P
(
nX̄ ≥ c′′|θ

)
≤ α0.

(5.165)

Mas uma vez que tal probabilidade é uma função crescente de θ ∈ Θ0, tem-se

c′′ ∈ IN0 : FBinomial(n,θ0) (c′′ − 1) ≥ 1− α0, (5.166)

pelo que c′′ será o menor inteiro superior ao quantil F−1
Binomial(n,θ0)(1− α0).

Conclusão (ii):

RRRV∗α0
(θ ≤ θ0, θ > θ0) =

{
nx̄ : nx̄ ≥ c′′ = F−1

Binomial(n,θ0)(1− α0) + 1
}

.(5.167)

•
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Exerćıcio 5.186 — Teste/critério da razão de verosimilhanças (caso discreto)

Retome o Exerćıcio 5.156 e determine a região de rejeição do teste da razão de

verosimilhanças em que se confrontam as hipóteses H0 : θ ≥ θ0 = 0.90 e H1 : θ < θ0.

Considere o tamanho do teste igual a α0 = 5%. •

Exemplo 5.187 — Teste/critério da razão de verosimilhanças (caso cont́ınuo)

Seja X = (X1, . . . , Xn) uma a.a. de dimensão n proveniente do modelo biparamétrico

normal(µ, σ2).

Recorra ao critério da razão de verosimilhança por forma a determinar a região de

rejeição de tamanho α0 a utilizar no confronto das hipóteses H0 : µ = µ0 e H1 : µ )= µ0.

Procure escrever a região de rejeição de H0 à custa de uma estat́ıstica de teste que entenda

conveniente.

• V.a. de interesse

X

• Situação

X ∼ Normal(µ, σ2)

µ desconhecido

σ2 desconhecido

θ = (µ, σ2) (Θ = IR× IR+)

• Hipóteses

H0 : µ = µ0 (Θ0 = {µ0}× IR+) vs. H1 : µ )= µ0 (Θ1 = Θ\Θ0)

• Tamanho do teste

α0

• Estat́ıstica de teste

T = X̄−µ0

S/
√

n ∼H0 t(n−1)

onde S2 = 1
n−1

∑n
i=1(Xi − X̄)2 = n

n−1(S
′)2 representa a variância corrigida da a.a..

Importa notar que nestas circunstâncias a região de rejeição de H0 que temos usado

para valores desta estat́ıstica de teste é uma reunião de caudas simétricas. Por
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sinal, será esta a região de rejeição pelo critério da razão de verosimilhanças, como

veremos de seguida.

• RRRV — Critério da razão de verosimilhanças (para valores da estat́ıstica

de teste)

(i) RRRVα0((µ, σ2) ∈ Θ0, (µ, σ2) ∈ Θ1) =
{
x :

sup(µ,σ2)∈Θ0={µ0}×IR+ L(µ,σ2|x)

sup(µ,σ2)∈Θ=IR×IR+ L(µ,σ2|x) ≤ c
}

A condição, que define o aspecto da RRRV, reescreve-se em termos da

concretização de T = X̄−µ0

S/
√

n .

Tendo em consideração que

f(x|µ, σ2) =
1√

2πσ2
× e−

(x−µ)2

2σ2 , x ∈ IR (5.168)

L(µ, σ2|x) =
n∏

i=1

f(xi|µ, σ2)

= (2πσ2)−
n
2 × exp

[

− 1

2σ2

n∑

i=1

(xi − µ)2

]

(5.169)

e que as estimativas de MV (irrestritas) de µ e σ2 são x̄ e (s′)2 = 1
n

∑n
i=1(xi−x̄)2

(respectivamente), pode adiantar-se que

sup
(µ,σ2)∈Θ

L(µ, σ2|x) = L(x̄, (s′)2|x)

=
[
2π(s′)2

]−n
2 × exp

[

−
∑n

i=1(xi − x̄)2

2(s′)2

]

=
[
2π(s′)2

]−n
2 × e−

n
2 . (5.170)

Ao considerar-se que o valor de µ conhecido e igual a µ0, a estimativa de MV

de σ2 é 1
n

∑n
i=1(xi − µ0)2, pelo que se conclui que o supremo da função de

verosimilhança restrito a Θ0 é dado por

sup
θ∈Θ0

L(µ, σ2 |x) = L

(

µ0,
1

n

n∑

i=1

(xi − µ0)
2

∣∣∣∣∣ x

)

=

[

2π × 1

n

n∑

i=1

(xi − µ0)
2

]−n
2

× exp

[

−
∑n

i=1(xi − µ0)2

2
n

∑n
i=1(xi − µ0)2

]

=

[

2π × 1

n

n∑

i=1

(xi − µ0)
2

]−n
2

× e−
n
2 . (5.171)

Assim sendo,

Λ(x) ≤ c
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sup(µ,σ2)∈Θ0
L(µ, σ2|x)

sup(µ,σ2)∈Θ L(µ, σ2|x)
≤ c

[ ∑n
i=1(xi − x̄)2

∑n
i=1(xi − µ0)2

]−n
2

≤ c

[ ∑n
i=1(xi − x̄)2

∑n
i=1(xi − x̄)2 + n(x̄− µ0)2

]−n
2

≤ c



1 +
1

n− 1

(
x̄− µ0

s/
√

n

)2



−n

2

≤ c

(
x̄− µ0

s/
√

n

)2

≥ (n− 1)×
(
c−

2
n − 1

)

∣∣∣∣∣
x̄− µ0

s/
√

n

∣∣∣∣∣ ≥
√

(n− 1)×
(
c−

2
n − 1

)
= c′.(5.172)

Conclusão (i): a RRRVα0 (escrita para valores T = X̄−µ0

S/
√

n ) é dada por

RRRV∗α0
(µ = µ0, µ )= µ0) =

{

t : |t| =

∣∣∣∣∣
x̄− µ0

s/
√

n

∣∣∣∣∣ ≥ c′
}

, (5.173)

uma reunião de caudas simétricas ou não estivéssemos a efectuar um teste

bilateral (H1 : µ )= µ0).

(ii) c ∈ IR+ : sup(µ,σ2)∈Θ0
P [X ∈ RRRVα0((µ, σ2) ∈ Θ0, (µ, σ2) ∈ Θ1)|(µ, σ2)] = α0

O ponto cŕıtico desta região é escrito à custa de

c′ = F−1
t(n−1)

(1− α0/2), (5.174)

se tivermos em conta que T = X̄−µ0

S/
√

n ∼H0 t(n−1).

Conclusão (ii):

RRRV∗α0
(µ = µ0, µ )= µ0)

=

{

t : |t| =

∣∣∣∣∣
x̄− µ0

s/
√

n

∣∣∣∣∣ ≥ F−1
t(n−1)

(1− α0/2)

}

. (5.175)

•
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Exerćıcio 5.188 — Teste/critério da razão de verosimilhanças (caso cont́ınuo)

Considere (X1, . . . , Xn) uma a.a. de dimensão n proveniente do modelo

{Normal(µ, σ2), µ ∈ IR, σ2 ∈ IR+}.
Especifique a região de rejeição associada ao teste da razão de verosimilhança de

tamanho α0 utilizado para testar:

(a) H0 : σ2 = σ2
0 vs. H1 : σ2 )= σ2

0;

(b) H0 : σ2 = σ2
0 vs. H1 : σ2 )= σ2

0, supondo o valor esperado conhecido? •

Motivação 5.189 — Estat́ıstica de teste de Wilks

Caso não seja posśıvel reescrever a região de rejeição obtida pelo critério da razão de

verosimilhanças à custa de uma estat́ıstica suficiente cuja distribuição seja conhecida sob

a validade de H0 e a dimensão da amostra seja suficientemente grande, deverá recorrer-se

à estat́ıstica de teste seguinte. •

Proposição 5.190 — Estat́ıstica de teste de Wilks (Murteira, 1980, p. 268; Casella

e Berger, 2002, p. 490)

A razão de verosimilhanças Λ(X), que se obtém-se substituindo x por X na expressão da

razão de verosimilhanças, satisfaz:

T = −2 ln[Λ(X)]
a∼H0 χ2

(p−r), (5.176)

onde p e r representam o número de dimensões do espaço de parâmetro Θ 48 e o número

de dimensões do sub-espaço Θ0,49 respectivamente.

Já que se rejeita H0 quando Λ(x) ≤ c, pode afirmar-se que a região de rejeição de H0

pode reescrever-se do seguinte modo para valores da estat́ıstica de teste de Wilks:

RRRV∗α0
(θ ∈ Θ0, θ ∈ Θ1) = {T (x) : T (x) = −2 ln[Λ(x)] ≥ c′} , (5.177)

onde c′ = F−1
χ2

(p−r)
(1− α0).

Nunca será de mais realçar que se trata de um teste assintótico. •

48Leia-se, p (p ≥ 2) corresponde, grosso modo, ao número de parâmetros livres especificados por θ ∈ Θ.
49r (r < p) é mais coisa menos coisa o número de parâmetros livres especificados por θ ∈ Θ0.
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Convinha referir que:

• os testes de razão de verosimilhança são por vezes não enviesados mas a tendência

é para o enviesamento e para serem assintoticamente não enviesados;

• o Cap. 6 ilustraremos a utilização do critério da razão de verosimilhanças no âmbito

de testes de independência e de homogeneidade em tabelas de contingência.

Referências

• Casella, G. e Berger, R.L. (2002). Statistical inference. Duxbury – Thomson

Learning. (QA276.7-.8.CAS.62672)

• Murteira, B.J.F. (1980). Probabilidades e Estat́ıstica, Vol. 2. Editora McGraw-Hill

de Portugal, Lda. (QA273-280/3.MUR.6132)

• Paulino, C.D.M. (1990). Notas de Análise Preliminar de Dados Univariados.

Reprografia do IST, Lisboa.
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Caṕıtulo 6

Análise de modelos multivariados

6.1 Inferências em tabelas de contingência

bidimensionais

6.1.1 Modelo multinomial

Motivação 6.1 — Modelo multinomial

Num estudo cĺınico seleccionaram-se aleatoriamente 1000 indiv́ıduos que foram

classificados segundo a presença ou ausência de daltonismo e o sexo, tendo-se obtido

os seguintes resultados:

Masculino Feminino

Daltónic@s 39 6

Não Daltónic@s 461 494

Este exemplo ilustra uma situação em que as unidades estat́ısticas/indiv́ıduos são

classificadas de acordo com duas v.a. discretas, por sinal qualitativas e cujos valores

posśıveis traduzem (ńıveis ou) categorias. Dáı ser comum designá-las de variáveis

categorizadas.

Saber se estas duas v.a. são independentes é uma questão deveras pertinente. Para

responder a esta questão apresentaremos um modelo probabiĺıstico, que depende do

processo de amostragem adoptado e diz respeito ao vector de frequências absolutas

em cada par de categorias, frequências essas organizadas naquilo que normalmente se

denomina de tabela de contingência (bidimensional).1 •
1O termo contingency table foi utilizado pela primeira vez por Karl Pearson, num trabalho intitulado
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Definição 6.2 — Modelo multinomial em tabelas de contingência

Considerem-se duas v.a. categorizadas:

• X, com r categorias (v.a. linha);

• Y , com s categorias (v.a. coluna).

Considere-se, para i = 1, . . . , r e j = 1, . . . , s:

• Nij, o número de registos tais que X = i e Y = j, i.e., a frequência absoluta

(observável) da célula (i, j) da tabela de contingência (bidimensional), cuja forma

geral é

Y

1 . . . j . . . s

1 N11 . . . N1j . . . N1s

...
...

...
...

...
...

X i Ni1 . . . Nij . . . Nis

...
...

...
...

...
...

r Nr1 . . . Nrj . . . Nrs

• N = (N11, . . . , N1s, . . . , Nr1, . . . , Nrs), o vector de frequências absolutas

(observáveis);

• θij = P (X = i, Y = j), a probabilidade de uma unidade estat́ıstica seleccionada ao

acaso pertencer à célula (i, j);

• θ = (θ11, . . . , θ1s, . . . , θr1, . . . , θrs), o vector de probabilidades de pertença aos rs

pares de categorias (probabilidades estas que satisfazem
∑r

i=1

∑s
j=1 θij = 1).

Admita-se ainda que o total de frequências absolutas (observáveis) em cada par de

categorias,
∑r

i=1

∑s
j=1 Nij, é fixado a priori e igual a n.2 Então

N ∼ Multinomialrs−1(n, θ), (6.1)

On the Theory of Contingency and Its Relation to Association and Normal Correlation e publicado em
1904 (http://en.wikipedia.org/wiki/Contingency table).

2Admita-se ainda que estas n unidades estat́ısticas foram seleccionadas de forma casual com reposição
de uma população finita.
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pelo que a f.p. conjunta de N é dada por

P (N = n) = P (N11 = n11, . . . , N1s = n1s, . . . , Nr1 = nr1, . . . , Nrs = nrs)

=
n!

∏r
i=1

∏s
j=1 nij!

×
r∏

i=1

s∏

j=1

θ
nij

ij . (6.2)

•

Nota 6.3 — Modelo multinomial em tabelas de contingência

Importa notar que, no contexto do modelo multinomial,

Nij ∼ Binomial(n, θij). (6.3)

Mais, considere-se novamente i = 1, . . . , r e j = 1, . . . , s e definam-se as seguintes

quantidades:

• Ni• =
∑s

j=1 Nij, a frequência absoluta (observável) da categoria i de X;

• θi• = P (X = i) =
∑s

j=1 θij, a probabilidade de uma unidade estat́ıstica seleccionada

ao acaso pertencer à categoria i de X;

• N•j =
∑r

i=1 Nij, a frequência absoluta (observável) da categoria j de Y ,

• θ•j = P (Y = j) =
∑r

i=1 θij, a probabilidade de uma unidade estat́ıstica seleccionada

ao acaso pertencer à categoria j de Y .

Então ao tomar-se a tabela

Y

1 . . . j . . . s

1 N11 . . . N1j . . . N1s N1•
...

...
...

...
...

...
...

X i Ni1 . . . Nij . . . Nis Ni•
...

...
...

...
...

...
...

r Nr1 . . . Nrj . . . Nrs Nr•

N•1 . . . N•j . . . N•s n

os totais das linhas (Ni• =
∑s

j=1 Nij, i = 1, . . . , r) e das colunas (N•j =
∑r

i=1 Nij, j =

1, . . . , s) são v.a. Com efeito, caso N ∼ Multinomialrs−1(n, θ), pode concluir-se que:
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Ni• ∼ Binomial(n, θi•); (6.4)

(N1•, . . . , Nr•) ∼ Multinomialr−1(n, (θ1•, . . . , θr•)); (6.5)

N•j ∼ Binomial(n, θ•j); (6.6)

(N•1, . . . , N•s) ∼ Multinomials−1(n, (θ•1, . . . , θ•s)). (6.7)

•

6.1.2 Estimação de MV no modelo multinomial

A estimação de MV do vector de parâmetros do modelo multinomial, θ, requer o recurso a

multiplicadores de Lagrange dado que a maximização da log-verosimilhança deve efectuar-

se à luz da restrição
∑r

i=1

∑s
j=1 θij = 1, como se ilustra no exemplo seguinte.

Este exemplo vem confirmar a suspeita de que a estimativa de θij coincide com a

frequência relativa do par de categorias (i, j), i.e., nij

n .

Exemplo 6.4 — Estimação de MV no modelo multinomial

Obtenha as estimativas e os estimadores de MV de θij, para i = 1, . . . , r e j = 1, . . . , s.

• V.a. de interesse

X, com r categorias (v.a. linha), e

Y , com s categorias (v.a. coluna)

• Vector de parâmetros desconhecidos

θ = (θ11, . . . , θ1s, . . . , θr1, . . . , θrs)

onde θij = P (X = i, Y = j), para i = 1, . . . , r e j = 1, . . . , s

• Amostra

n = (n11, . . . , n1s, . . . , nr1, . . . , nrs), vector de frequências absolutas observadas

• Amostra aleatória

N = (N11, . . . , N1s, . . . , Nr1, . . . , Nrs), vector de frequências absolutas observáveis

N ∼ Multinomialrs−1(n, θ)
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• Obtenção da estimativa de MV de θij

Passo 1 — Função de verosimilhança

L(θ|n) = P (N = n)

= P (N11 = n11, . . . , N1s = n1s, . . . , Nr1 = nr1, . . . , Nrs = nrs)

=
n!

∏r
i=1

∏s
j=1 nij!

×
r∏

i=1

s∏

j=1

θ
nij

ij

Passo 2 — Função de log-verosimilhança

ln L(θ|n) = ln(n!)−
r∑

i=1

s∑

j=1

ln(nij!) +
r∑

i=1

s∑

j=1

nij ln(θij)

Passo 3 — Maximização sujeita a restrição
∑r

i=1

∑s
j=1 θij = 1 (recurso a

multiplicadores de Lagrange)

A estimativa de MV de θij, θ̂ij,3 obtém-se maximizando a função

ψ(θ, λ|n) = ln L(θ|n) + λ×



r∑

i=1

s∑

j=1

θij − 1



 ,

que depende de um multiplicador de Lagrange, λ. Assim,

θ̂ij :






∂ψ(θ,λ|n)
∂θij

∣∣∣
θ=θ̂

= 0, i = 1, . . . , r, j = 1, . . . , s (ponto de estacionaridade)

∂ψ(θ,λ|n)
∂λ

∣∣∣
θ=θ̂

= 0

matriz hessiana def. negativa quando avaliada em θ̂ (ponto de máximo).

Tendo em conta a função log-verosimilhança,4 o facto de
∑r

i=1

∑s
j=1 nij = n e de

∑r
i=1

∑s
j=1 θ̂ij =

∑r
i=1

∑s
j=1 θij = 1, tem-se sucessivamente

θ̂ij :






nij

θ̂ij
+ λ = 0 ⇔ θ̂ij = −nij

λ , i = 1, . . . , r, j = 1, . . . , s

∑r
i=1

∑s
j=1 θ̂ij − 1 = 0






∑r
i=1

∑s
j=1

nij

λ = −∑r
i=1

∑s
j=1 θ̂ij, i = 1, . . . , r, j = 1, . . . , s

∑r
i=1

∑s
j=1 θ̂ij = 1






n
λ = −1 ⇔ λ = −n, i = 1, . . . , r, j = 1, . . . , s

θ̂ij = −nij

λ = nij

n .

3E naturalmente a de θ, θ̂ = (θ̂11, . . . , θ̂1s, . . . , θ̂r1, . . . , θ̂rs).
4E ignorando a condição que diz respeito à matriz hessiana.

499



Conclui-se que

θ̂ij =
nij

n

=
no. obs. de registos na célula (i, j)

dimensão da amostra
, i = 1, . . . , r, j = 1, . . . , s,

tal como se suspeitava.

• Estimador de MV de θ

Será representado pelo vector aleatório EMV(θ) que possui entradas EMV(θij) =
Nij

n . •

Exerćıcio 6.5 — Estimação de MV no modelo multinomial

Prove que as estimativas de MV de θi• = P (X = i) =
∑s

j=1 θij e de θ•j = P (Y = j) =
∑r

i=1 θij são dadas por ni•
n e n•j

n , respectivamente:

(a) invocando a propriedade de invariância dos estimadores de MV;

(b) tirando partido do facto de (N1•, . . . , Nr•) ∼ Multinomialr−1(n, (θ1•, . . . , θr•)) e

(N•1, . . . , N•s) ∼ Multinomials−1(n, (θ•1, . . . , θ•s)). •

6.1.3 Teste de independência do qui-quadrado de Pearson em

tabelas de contingência

No contexto do modelo multinomial, a hipótese de independência traduz-se, para as

duas v.a. categorizadas, em

P (X = i, Y = j) = P (X = i)× P (Y = j), i = 1, . . . , r, j = 1, . . . , s, (6.8)

afinal X e Y só serão independentes caso a f.p. conjunta de (X, Y ) se escreva à custa do

produtos das f.p. marginais de X e de Y . Com efeito, irá considerar-se a hipótese nula

H0 : θij = θi• × θ•j, i = 1, . . . , r, j = 1, . . . , s (6.9)

que se confrontará com a hipótese alternativa H1 : ∃(i, j) : θij )= θi• × θ•j.

Para tal é vulgar recorrer à estat́ıstica de teste do qui-quadrado de Pearson que se

sabe de antemão estar associada a um teste assintótico e como tal requer um número

suficientemente grande de observações.
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Proposição 6.6 — Teste assintótico de independência do qui-quadrado de

Pearson em tabelas de contingência

Para averiguar-se a independência entre duas v.a. categorizadas

• X, com r categorias (v.a. linha), e

• Y , com s categorias (v.a. coluna),

deve recorrer-se à estat́ıstica de teste

T =
r∑

i=1

s∑

j=1

(
Nij − Êij

)2

Êij

=
r∑

i=1

s∑

j=1

(
Nij − Ni•×N•j

n

)2

Ni•×N•j

n

a∼H0 χ2
(r−1)(s−1), (6.10)

que define um teste assintótico de independência e que sumariza o confronto entre as

frequências absolutas (observáveis) das células (i, j), Nij, e os estimadores das frequências

absolutas observadas sob H0 dessas mesmas células,

Êij = EMV[E(Nij|H0)] = EMV(n× θi• × θ•j) =
Ni• ×N•j

n
. (6.11)

Posto isto, a região de rejeição de H0 (para valores da estat́ıstica de teste) é uma cauda

à direita W = (c, +∞), onde c = F−1
χ2

(r−1)(s−1)
(1− α0). •

Nota 6.7 — Teste assintótico de independência do qui-quadrado de Pearson

em tabelas de contingência

É importante notar que o número de graus de liberdade da estat́ıstica de teste encontra

“justificação” no seguinte:

(r − 1)(s− 1) = rs− 1 Dimensão de N sob a restrição
r∑

i=1

s∑

j=1

Nij = n

−(r − 1) No. de θi• a estimar sob a restrição
r∑

i=1

θi• = 1 e H0

−(s− 1) No. de θ•j a estimar sob a restrição
s∑

j=1

θ•j = 1 e H0.

•
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Exemplo 6.8 — Teste assintótico de independência do qui-quadrado de

Pearson em tabelas de contingência

Num estudo cĺınico para investigar a relação entre o uso da ṕılula e a ocorrência de

ataques card́ıacos foram averiguados 224 casos que diziam respeito a mulheres com idades

inferiores a 50 anos, tendo-se obtido a seguinte tabela de contingência:

Ataque card́ıaco

Não Sim

Uso da ṕılula Não 132 35

Sim 34 23

Suportarão estes dados a hipótese de a ocorrência de ataque card́ıaco não ser influenciada

pelo uso da ṕılula ao n.s. 5%?

• V.a. de interesse

Neste exemplo estamos a lidar com uma tabela de contingência e duas v.a. de

categorizadas. A saber:

X =





1, se a mulher não toma a ṕılula

2, c.c.

Y =





1, se a mulher já teve ataques card́ıacos

2, c.c.

• Situação

Considere-se modelo multinomial e, para i = 1, . . . , r e j = 1, . . . , s (r, s = 2):

θij = P (X = i, Y = j) desconhecido;

θi• = P (X = i) =
∑s

j=1 θij desconhecido;

θ•j = P (Y = j) =
∑r

i=1 θij desconhecido.

• Hipóteses

H0 : θij = θi• × θ•j, i = 1, . . . , r e j = 1, . . . , s vs.

H1 : ∃(i, j) : θij )= θi• × θ•j

• Nı́vel de significância

α0 = 5%
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• Estat́ıstica de teste

T =
r∑

i=1

s∑

j=1

(
Nij − Ni•×N•j

n

)2

Ni•×N•j

n

a∼H0 χ2
(r−1)(s−1).

• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Quanto maior for a discrepância entre a frequência absoluta da célula (i, j) da tabela

de frequências, nij, e a estimativa da frequência absoluta esperada dessa mesma

célula sob a validade da hipótese de independência, ni•×n•j

n , mais inconsistente será

H0 com os dados. Assim sendo, a região de rejeição de H0 (para valores da estat́ıstica

de teste) é uma cauda à direita W = (c, +∞), onde

c = F−1
χ2

(r−1)(s−1)
(1− α0) = F−1

χ2
(2−1)(2−1)

(1− 0.05) = 3.841.

• Decisão

Tendo em consideração que

Ataque card́ıaco (Y )

nij Não (1) Sim (2) ni•

Uso da ṕılula (X) Não (1) 132 35 167

Sim (2) 34 23 57

n•j 166 58 n = 224

o valor observado da estat́ıstica de teste é igual a

t =
r∑

i=1

s∑

j=1

(
nij − ni•×n•j

n

)2

ni•×n•j

n

=

(
132− 167×166

224

)2

167×166
224

+

(
35− 167×58

224

)2

167×58
224

+

(
34− 57×166

224

)2

57×166
224

+

(
23− 57×58

224

)2

57×58
224

=
(132− 123.759)2

123.759
+

(35− 43.241)2

43.241
+

(34− 42.241)2

42.241
+

(23− 14.759)2

14.759

= 8.329

∈ W = (3.841, +∞).

Deve rejeitar-se a hipótese de independência entre o uso da ṕılula e ocorrência de

ataques card́ıacos, a qualquer n.s. superior ou igual a 5%. •
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Exerćıcio 6.9 — Estimação de MV no modelo multinomial sob hipótese de

independência

Prove que a estimativa de MV de θij, sob a validade de H0 : θij = θi•×θ•j (i = 1, . . . , r, j =

1, . . . , s), é dada por ni•
n × n•j

n . •

Exerćıcio 6.10 — Teste assintótico de independência do qui-quadrado de

Pearson em tabelas de contingência

Retome o exemplo da Motivação 6.1 e averigue se a hipótese de independência entre o

género e a presença ou ausência de daltonismo é consistente com o conjunto de dados ao

n.s. de 10%. •

Exerćıcio 6.11 — Teste assintótico de independência do qui-quadrado de

Pearson em tabelas de contingência e não só

Na tabela abaixo foram reunidos dados referentes a um estudo sobre os efeitos da vacinação

na incidência da vaŕıola em Londres no ano de 1901.

Recuperaram Morreram

Vacinados 847 153

Não Vacinados 126 158

(a) Permitirão os dados afirmar que não existe associação entre a vacinação contra a

vaŕıola e a mortalidade devido a essa doença? Considere o ńıvel de significância de

10%.

(b) Construa um intervalo de confiança a 95% para a diferença entre as proporções de

mortes nos dois grupos de pacientes que contráıram vaŕıola: 1000 vacinados e 284 não

vacinados. •

Exerćıcio 6.12 — Testes assintóticos e estimação de MV em tabelas de

contingência 2× 2

Suponha uma tabela de contingência 2 × 2, gerada por um modelo

Multinomial3 (n, (θij)i,j=1,2)

Admita a seguinte hipótese nula H0: as v.a. binárias X e Y , de ńıveis 1 e 2, que

definem a tabela são independentes e têm distribuições marginais idênticas.
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(a) Prove que H0 é equivalente a

θ11 = β2, θ12 = θ21 = β(1− β), θ22 = (1− β)2

para algum β ∈ (0, 1) desconhecido.

(b) Mostre que sob H0 o estimador de MV de β é β̂ = N1•+N•1
2n e defina a sua distribuição

exacta sob H0.

(c) Descreva dois métodos que permitam testar H0, caso a dimensão da amostra seja

suficientemente grande. •

6.1.4 Teste de independência por recurso à razão de

verosimilhanças de Wilks em tabelas de contingência

É posśıvel recorrer a um teste de razão de verosimilhanças para averiguar se a hipótese

de independência entre duas v.a. categorizadas é ou não consistente com um conjunto de

dados condensados numa tabela de contingência.

Proposição 6.13 — Teste assintótico de independência por recurso à razão de

verosimilhanças de Wilks em tabelas de contingência

Ao recorrer ao critério da razão de verosimilhanças para averiguar-se a independência

entre duas v.a. categorizadas

• X, com r categorias (v.a. linha), e

• Y , com s categorias (v.a. coluna),

a estat́ıstica de teste que se deverá usar é

T = −2 ln Λ(N)

= −2 ln

(
supθ∈Θ0

L(θ|N)

supθ∈Θ L(θ|N)

)

= −2
r∑

i=1

s∑

j=1

Nij × ln




Ni•×N•j

n

Nij



 a∼H0 χ2
(r−1)(s−1), (6.12)

que também define um teste assintótico de independência.
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Uma vez que lidamos com a mesma distribuição assintótica sob H0, a região de rejeição

de H0 para valores desta estat́ıstica de teste coincide com a do teste do qui-quadrado de

Pearson definida na Proposição 6.6: W = (c, +∞), onde c = F−1
χ2

(r−1)(s−1)
(1− α0). •

Exerćıcio 6.14 — Teste assintótico de independência por recurso à razão de

verosimilhanças de Wilks em tabelas de contingência

Depois de ter deduzido a razão de verosimilhanças de Wilks associada ao teste assintótico

de independência, retome o Exemplo 6.8 e averigue se a hipótese de a ocorrência de ataque

card́ıaco não ser influenciada pelo uso da ṕılula é apoiada pelo conjunto de dados ao n.s.

de 5%. •

Exerćıcio 6.15 — Teste assintótico de independência do qui-quadrado de

Pearson em tabelas de contingência (bis)

Numa quinta americana, em 1932, foram efectuadas experiências com o objectivo de

estudar as alterações de côr da galinha vermelha de Rhode Island. 556 pintainhos foram

classificados de acordo com a côr da plumagem do peito (́ındice fiável da plumagem

definitiva) e de acordo com o tipo de progenitores.

Côr Peito

Branco Colorido

Tipo de Progenitores A 236 58

B 159 59

C 35 9

(a) Escolha e descreva, justificando, um modelo probabiĺıstico para a geração dos dados.

(b) No âmbito desse modelo, formule a conjectura H0 da côr do peito dos pintainhos ser

independente do tipo de progenitores.

(c) Determine o valor-p dos testes da razão de verosimilhanças de Wilks e do qui-quadrado

de Pearson para a hipótese H0 e diga que conclusão pode tirar.

(d) Qual é a estimativa de MV da probabilidade de um pintainho vir a possuir plumagem

branca quando adulto? E sabendo que os progenitores são do tipo B? •
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6.1.5 Avaliação da associação entre as v.a. categorizadas no

modelo multinomial

A par da averiguação da independência entre as v.a. categorizadas é também pertinente

avaliar a associação entre estas v.a. É costume estimar o que se designa por risco

relativo5 bem como a razão das chances6 e que ilustraremos separadamente a seguir.

Exemplo 6.16 — Risco relativo: medida de associação entre v.a. categorizadas

no modelo multinomial

Para avaliarmos a associação entre as v.a. categorizadas do Exemplo 6.8 que se conclui

serem dependentes à luz dos dados da tabela de contingência podemos comparar o risco

Ataque card́ıaco (Y )

nij Não (1) Sim (2) ni•

Uso da ṕılula (X) Não (1) 132 35 167

Sim (2) 34 23 57

n•j 166 58 n = 224

de ataque card́ıaco entre a população que usa a ṕılula e a população que não recorre a

este contraceptivo.

Para tal devemos estimar o seguinte quociente

P (ataque|usa ṕılula)

P (ataque|não usa ṕılula)
=

P (Y = 2|X = 2)

P (Y = 2|X = 1)

=
θ22
θ2•
θ12
θ1•

, (6.13)

o risco relativo neste exemplo. Ora, a estimativa do risco relativo é

P̂ (Y = 2|X = 2)

P̂ (Y = 2|X = 1)
=

θ̂22

θ̂2•
θ̂12

θ̂1•

=

n22/n
n2•/n

n12/n
n1•/n

=
n22
n2•
n12
n1•

5A designação em inglês é relative risk. Para mais detalhes, consulte-se
http://en.wikipedia.org/wiki/Relative risk

6Em inglês odds ratio como se refere em http://en.wikipedia.org/wiki/Odds ratio
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=
23
57
35
167

= 1.86767,

valor este que nos permite afirmar que é cerca de 1.86 vezes mais provável a ocorrência

de ataque card́ıaco numa mulher que tome ṕılula que numa mulher que não a tome. •

Exerćıcio 6.17 — Risco relativo e independência

Retome o Exemplo 6.16 e prove que o risco relativo

P (ataque|usa ṕılula)

P (ataque|não usa ṕılula)
=

P (Y = 2|X = 2)

P (Y = 2|X = 1)
(6.14)

seria igual a um caso as v.a. X e Y fossem independentes. •

Exerćıcio 6.18 — Risco relativo: medida de associação entre v.a. categorizadas

no modelo multinomial7

Num ensaio cĺınico sobre a asma foram inquiridas n = 570 pessoas acerca da presença

desta doença e do hábito de fumar, tendo-se obtido a seguinte tabela de frequências:

Hábito de fumar (Y )

nij Fumador (1) Fumador ocasional (2) Não Fumador (3) ni•

Doença (X) Com asma (1) 26 15 8 49

Sem asma (2) 202 107 212 521

n•j 228 122 220 n = 570

(a) Após ter identificado e descrito o modelo que lhe parece mais conveniente para

caracterizar estes dados, formule e teste a hipótese de inexistência de associação entre

a doença e o hábito de fumar, recorrendo à razão de verosimilhanças de Wilks e a um

ńıvel de significância de 5%.

(b) Adiante e interprete uma estimativa razoável do risco de asma no grupo de fumadores

relativamente ao grupo de não fumadores, P (X=1|Y =1)
P (X=1|Y =3) . •

7Exame de 11 de Setembro de 2009.
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Exemplo 6.19 — Razão das chances: outra medida de associação entre v.a.

categorizadas no modelo multinomial

Ao considerar-se o conjunto de dados do Exemplo 6.16

Ataque card́ıaco (Y )

nij Não (1) Sim (2) ni•

Uso da ṕılula (X) Não (1) 132 35 167

Sim (2) 34 23 57

n•j 166 58 n = 224

pode estimar-se:

• a chance de ataque card́ıaco para o grupo que não toma ṕılula

P (ataque|não usa ṕılula)

P (não ataque|não usa ṕılula)
=

P (Y = 2|X = 1)

P (Y = 1|X = 1)

=
θ12
θ1•
θ11
θ1•

=
θ12

θ11
; (6.15)

• a chance de ataque card́ıaco para o grupo que toma ṕılula

P (ataque|usa ṕılula)

P (não ataque|usa ṕılula)
=

P (Y = 2|X = 2)

P (Y = 1|X = 2)

=
θ22
θ2•
θ21
θ2•

=
θ22

θ21
. (6.16)

O quociente entre estas duas quantidades denomina-se razão das chances, é igual a

P (ataque|não usa ṕılula)

P (não ataque|não usa ṕılula)

P (ataque|usa ṕılula)

P (não ataque|usa ṕılula)

=
θ12
θ11

θ22
θ21

=
θ12 θ21

θ11 θ22
(6.17)

e possui estimativa dada por

n12 n21

n11 n22
=

35× 34

132× 23
= 0.39. (6.18)
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Pode afirmar-se que a chance estimada de ataque card́ıaco para o grupo que não toma a

ṕılula é aproximadamente 0.39 vezes a correspondente chance estimada para o grupo que

toma a ṕılula. •

Exerćıcio 6.20 — Razão das chances e independência

Retome o Exemplo 6.19 e prove que a razão das chances

P (ataque|não usa ṕılula)

P (não ataque|não usa ṕılula)

P (ataque|usa ṕılula)

P (não ataque|usa ṕılula)

=
θ12 θ21

θ11 θ22
(6.19)

seria igual a um caso as v.a. X e Y fossem independentes. •

Exerćıcio 6.21 — Risco relativo e razão das chances: medidas de associação

entre v.a. categorizadas no modelo multinomial

Os resultados da tabela abaixo foram obtidos num estudo cĺınico visando averiguar se a

aspirina tomada regularmente reduzia a mortalidade por causas card́ıacas.

Os médicos envolvidos no estudo foram divididos, sem o saberem, em 2 grupos, um

ao qual foi administrado diariamente um comprimido de aspirina e o outro que recebeu

um placebo.

Enfarte do miocárdio

Ataque fatal Ataque não fatal Ausência de ataque

Tratamento Placebo 18 171 10845

Aspirina 5 99 10933

(a) Justifique e comente as seguintes afirmações:

• O risco estimado de ataque card́ıaco para um elemento que toma um placebo

relativamente a um que tome aspirina é de 1.82.

• A chance estimada de ataque card́ıaco para o grupo do placebo é 1.83 vezes a

correspondente chance estimada para o grupo da aspirina.

(b) Que sugerem os dados obtidos face ao objectivo referido? •

É posśıvel adiantar-se outras medidas de associação entre duas v.a.

categorizadas, sendo que a mais simples é o coeficiente de associação de

Cramér (Murteira, 1990, p. 427), calculado para tabelas de contingência 2 × 2

(http://en.wikipedia.org/wiki/Phi coefficient).
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A fórmula desta medida de associação baseia-se num resultado apresentado à laia de

exerćıcio.

Exerćıcio 6.22 — Fórmula alternativa da estat́ıstica do teste de independência

em tabelas 2× 2

Prove que, ao representarmos n11, n12, n21, n22 por A, B, C, D, respectivamente, a

estat́ıstica do teste de independência em tabelas 2× 2 simplifica-se e é dada por:

2∑

i=1

2∑

j=1

(
nij − ni•×n•j

n

)2

ni•×n•j

n

=
n(AD −BC)2

(A + B)× (A + C)× (B + D)× (C + D)
, (6.20)

onde n = A + B + C + D. •

Definição 6.23 — Coeficiente de associação de Cramér, tabelas

de contingência 2 × 2 (http://en.wikipedia.org/wiki/Contingency table;

http://en.wikipedia.org/wiki/Phi coefficient)

A associação entre duas v.a. categorizadas com dois ńıveis cada pode ser quantificada à

custa da raiz quadrada do quociente entre o valor observado da estat́ıstica do teste de

independência do qui-quadrado de Pearson e a dimensão da amostra:

φ =
AD −BC

√
(A + B)× (A + C)× (B + D)× (C + D)

. (6.21)

Este quociente é denominado de coeficiente de associação de Cramér.8 •

Nota 6.24 — Interpretação do coeficiente de associação de Cramér

(http://en.wikipedia.org/wiki/Phi coefficient)

Este coeficiente toma valores em [−1, 1]:

• φ = 0 sugere que não existe associação entre X e Y (justifique!);

• φ = +1 sugere que existe uma associação perfeita entre X e Y ;

• φ = −1 sugere que existe uma associação inversa perfeita entre X e Y . •

8Este coeficiente está também definido para tabelas r × s.
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Exerćıcio 6.25 — Coeficiente de associação de Cramér

A tabela abaixo resultou de estudo envolvendo adolescentes americanos de 15-16 anos.

Pretende-se saber se há ind́ıcios de uma associação entre a ińıcio da vida sexual e:

• a etnia, para cada sexo;

• o sexo, para cada etnia.

Relações sexuais

Etnia Sexo Sim Não

Afro-americana Feminino 22 36

Masculino 29 23

Caucasiana Feminino 26 149

Masculino 43 134

(a) Analise os dados face às questões colocadas, efectuando testes de independência

convenientes.

(b) Calcule e interprete o coeficiente de associação de Cramér. •

Para mais medidas de associação no contexto de tabelas de contingência r × s,

sugere-se a leitura de Murteira (1990, pp. 426–430), onde se encontram os coeficientes

de contingência de Pearson, o coeficiente de Tschuprow e as medidas de associação de

Goodman–Kruskal, para além do coeficiente de Cramér.

Os coeficientes acima têm a particularidade de envolver a estat́ıstica do qui-quadrado

de Pearson, devidamente ajustada por forma a não reflectir a dimensão da tabela

(Murteira, 1990, p. 426).
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6.1.6 Modelo multinomial multiplicativo e estimação de MV

Nesta subsecção debruçamo-nos sobre um teste aplicado a uma única variável categorizada

que diz respeito a duas ou mais populações distintas. É utilizado para determinar até que

ponto as frequências absolutas se distribuem do mesmo modo nas várias populações. Não

surpreende pois que o teste seja designado de teste de homogeneidade e pressuponha o

recurso a um modelo probabiĺıstico (ligeiramente) distinto do multinomial.

Motivação 6.26 — Modelo multinomial multiplicativo

Num inquérito acerca da legalização da IVG foram seleccionadas aleatoriamente 100

pessoas de cada uma de 3 cidades. Estes indiv́ıduos expressaram-se ou contra ou a favor

da legalização da IVG, tendo-se obtido a seguinte tabela de contingência:

Contra Favor

Porto 24 76 100
Lisboa 18 82 100
Beja 57 43 100

Face a este novo processo de amostragem a questão pertinente passa a ser a de

homogeneidade de opiniões nas três cidades consideradas. Para responder a esta questão

apresentaremos um outro modelo probabiĺıstico associado a situações em que um dos

vectores das frequências absolutas marginais é fixado à partida.9 •

Definição 6.27 — Modelo multinomial multiplicativo em tabelas de

contingência

Considerem-se duas v.a. categorizadas, tipicamente:

• X, com r categorias (v.a. linha/estrato);

• Y , com s categorias (v.a. coluna).

Considere-se, para i = 1, . . . , r e j = 1, . . . , s:

• Nij, o número de registos do estrato i que pertencem à categoria j de Y ,

i.e., a frequência absoluta (observável) da célula (i, j) da tabela de contingência

(bidimensional), cuja forma geral é

9I.e. são fixadas as dimensões das amostras seleccionadas em cada estrato; no exemplo os estratos
correspondem a cidades.
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Y

1 . . . j . . . s fixos

1 N11 . . . N1j . . . N1s n1•
...

...
...

...
...

...
...

X i Ni1 . . . Nij . . . Nis ni•
...

...
...

...
...

...
...

r Nr1 . . . Nrj . . . Nrs nr•

N•1 . . . N•j . . . N•s n

onde os totais das linhas (
∑s

j=1 Nij = ni•, i = 1, . . . , r) são fixos e os das colunas

(N•j, j = 1, . . . , s) são v.a.

Considere-se agora:

• N i = (Ni1, . . . , Nij), i = 1, . . . , r, o vector de frequências absolutas (observáveis)

associadas ao estrato i (i.e. à categoria i de X);

• N = (N1, . . . , N r), o vector de frequências absolutas (observáveis) da tabela de

contingência;

• θ(i)j = P (Y = j|X = i), a probabilidade de uma unidade estat́ıstica seleccionada ao

acaso do estrato i pertencer à categoria j de Y ;10

• θi = (θ(i)1, . . . , θ(i)s), o vector de probabilidades de pertença às s categorias de Y

para o estrato i (probabilidades estas que satisfazem
∑s

j=1 θ(i)j = 1, i = 1, . . . , r).

Ao admitir-se que as a.a. dos r estratos são independentes e que

N i ∼indep Multinomials−1(ni•, θi), i = 1, . . . , r, (6.22)

a f.p. conjunta de N é dada por um produtos de f.p. marginais de vectores multinomiais:

P (N = n) = P (N1 = n1, . . . , N s = nr)

=
r∏

i=1



 ni•!∏s
j=1 nij!

×
s∏

j=1

θ
nij

(i)j



 . (6.23)

Não surpreende pois que este modelo seja denominado de multinomial multiplicativo (ou

produto de multinomiais). •
10No modelo multinomial esta probabildade é igual a θij

θi•
.
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Nota 6.28 — Modelo multinomial multiplicativo em tabelas de contingência

Importa notar que, no contexto do modelo multinomial multiplicativo,

Nij ∼ Binomial(ni•, θ(i)j). (6.24)

Convém referir também que há uma diferença substancial entre θij, uma probabilidade

conjunta, e θ(i)j, uma probabilidade condicional.

Por um lado, no modelo multinomial, tem-se
∑r

i=1

∑s
j=1 θij = 1. Por outro lado, no

modelo multinomial multiplicativo, tem-se
∑s

j=1 θ(i)j = 1, i = 1, . . . , r. Com efeito,

Modelo multinomial

Y

1 . . . j . . . s

1 θ11 . . . θ1j . . . θ1s θ1•
...

...
...

...
...

...
...

X i θi1 . . . θij . . . θis θi•
...

...
...

...
...

...
...

r θr1 . . . θrj . . . θrs θr•

r θ•1 . . . θ•j . . . θ•s
∑r

i=1 θi• =
∑s

j=1 θ•j = 1

Modelo multinomial multiplicativo

Y

1 . . . j . . . s
∑s

j=1 θ(i)j

1 θ(1)1 . . . θ(1)j . . . θ(1)s 1
...

...
...

...
...

...
...

X i θ(i)1 . . . θ(i)j . . . θ(i)s 1
...

...
...

...
...

...
...

r θ(r)1 . . . θ(r)j . . . θ(r)s 1

•

Exerćıcio 6.29 — Estimação de MV no modelo multinomial multiplicativo

Prove que a estimativa de MV de θ(i)j = P (Y = j|X = i) é θ̂(i)j = nij

ni•
. •
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6.1.7 Testes assintóticos de homogeneidade em tabelas de

contingência

No contexto do modelo multinomial multiplicativo, a hipótese de homogeneidade traduz-

se em

P (Y = j|X = i) = P (Y = j), i = 1, . . . , r, j = 1, . . . , s. (6.25)

Irá confrontar-se a hipótese nula

H0 : θ(1)j = . . . = θ(r)j = P (Y = j), j = 1, . . . , s

com a hipótese alternativa H1 : ∃(i, j) : θ(i)j )= P (Y = j), recorrendo ou ao teste do

qui-quadrado de Pearson ou ao teste da razão de verosimilhanças de Wilks.

Proposição 6.30 — Teste assintótico de homogeneidade do qui-quadrado de

Pearson em tabelas de contingência

Para averiguar-se a homogeneidade, ao lidar-se com duas v.a. categorizadas

• X, com r categorias (v.a. linha/estrato), e

• Y , com s categorias (v.a. coluna),

deve recorrer-se à estat́ıstica de teste

T =
r∑

i=1

s∑

j=1

(
Nij − ni•×N•j

n

)2

ni•×N•j

n

a∼H0 χ2
(r−1)(s−1). (6.26)

•

Nota 6.31 — Teste assintótico de homogeneidade do qui-quadrado de Pearson

em tabelas de contingência

Há uma diferença subtiĺıssima entre a estat́ıstica do teste assintótico de homogeneidade

e a do teste assintótico de independência:

• o estimador da frequência absoluta esperada sob H0 da célula (i, j) é ni•×N•j

n e não
Ni•×N•j

n

já que os totais das linhas foram fixos.
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O número de graus de liberdade da estat́ıstica de teste encontra justificação no

seguinte:

(r − 1)(s− 1) = r(s− 1) total das dimensões dos vectores N i

sob a restrição
s∑

j=1

Nij = ni•

−(s− 1) número de P (Y = j) a estimar

sob a restrição
s∑

j=1

P (Y = j) = 1 e H0.

Escusado será dizer que a região de rejeição de H0 (para valores da estat́ıstica de teste)

é a cauda à direita W = (c, +∞), onde c = F−1
χ2

(r−1)(s−1)
(1− α0). •

Exemplo 6.32 — Teste assintótico de homogeneidade do qui-quadrado de

Pearson em tabelas de contingência

Num inquérito acerca da legalização da IVG foram seleccionadas aleatoriamente 100

pessoas de cada uma de 3 cidades. Estes indiv́ıduos expressaram-se ou a desfavor ou

a favor da legalização da IVG, tendo-se obtido a seguinte tabela de contingência:

Opinião
Contra Favor

Cidade Porto 24 76 100
Lisboa 18 82 100
Beja 57 43 100

Acha que os dados apontam para a homogeneidade de opiniões nas três cidades

consideradas, ao n.s. de 1%?

• V.a. de interesse

Estamos a lidar com uma tabela de contingência e duas v.a. de categorizadas, cidade

de origem (X) e opinião (Y ):

X =






1, se a pessoa for do Porto

2, se a pessoa for de Lisboa

3, se a pessoa for de Beja

Y =





1, se a pessoa se expressar contra

2, se a pessoa se expressar a favor
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• Situação

Considere-se modelo multinomial multiplicativo e, para i = 1, . . . , r e j =

1, . . . , s (r, s = 2):

θ(i)j = P (Y = j|X = i) desconhecido.

• Hipóteses

H0 : θ(1)j = θ(2)j = θ(3)j = P (Y = j), j = 1, 2 vs.

H1 : ∃(i, j) : θ(i)j )= P (Y = j),

• Nı́vel de significância

α0 = 1%

• Estat́ıstica de teste

T =
r∑

i=1

s∑

j=1

(
Nij − ni•×N•j

n

)2

ni•×N•j

n

a∼H0 χ2
(r−1)(s−1).

• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Trata-se de uma cauda à direita W = (c, +∞), onde

c = F−1
χ2

(r−1)(s−1)
(1− α0) = F−1

χ2
(3−1)(2−1)

(1− 0.01) = 9.210.

• Decisão

Tendo em conta que

Opinião (Y )

nij Contra (1) Favor (2) ni•

Cidade (X) Porto (1) 24 76 100

Lisboa (2) 18 82 100

Beja (3) 57 43 100

n•j 99 201 n = 300

o valor observado da estat́ıstica de teste é igual a

t =
r∑

i=1

s∑

j=1

(
nij − ni•×n•j

n

)2

ni•×n•j

n
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=

(
24− 100×99

300

)2

100×99
300

+

(
76− 100×201

300

)2

100×201
300

+

(
18− 100×99

300

)2

100×99
300

+

(
82− 100×201

300

)2

100×201
300

+

(
57− 100×99

300

)2

100×99
300

+

(
43− 100×201

300

)2

100×201
300

=
(24− 33)2

33
+

(76− 67)2

67

+
(18− 33)2

33
+

(82− 67)2

67

+
(57− 33)2

33
+

(43− 67)2

67

= 38.812

∈ W = (9.210, +∞).

Deve rejeitar-se a hipótese de homogeneidade de opiniões nas três cidades a qualquer

n.s. superior ou igual a 1%, algo que era de esperar uma vez que era patente nos dados

que os habitantes de Beja são mais conservadores no que diz respeito à legalização

da IVG que os das outras três cidades. •

Exerćıcio 6.33 — Teste assintótico de homogeneidade do qui-quadrado de

Pearson em tabelas de contingência

A tabela seguinte contém resultados de um estudo visando comparar a radioterapia com

a cirurgia no tratamento do cancro da laringe.

Resultado

Cancro Controlado Cancro Não Controlado

Tratamento Cirurgia 21 2

Radioterapia 15 3

Através do valor-p de um teste à sua escolha, diga se há evidência de homogeneidade dos

dois tratamentos no controlo do cancro da laringe. •
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Exerćıcio 6.34 — Teste assintótico de homogeneidade do qui-quadrado de

Pearson em tabelas de contingência e não só

Os dados seguintes reportam-se ao número de aprovações em provas prestadas a disciplinas

cient́ıfico-técnicas (CT), provas essas elaboradas por 8 comités de exames do Reino Unido

no Verão de 1965.

Resultado

Aprovações Reprovações No. de Candidat@s

Disciplina Matemática 41894 16917 58811

F́ısica 29948 13448 43396

Qúımica 21810 10207 32017

Biologia 17802 8512 26314

Outras CT 3836 1734 5570

(a) Analise os dados de forma a testar a inexistência de diferenças entre as taxas de

sucesso nas várias disciplinas. Calcule o valor-p do teste.

(b) Teste também a hipótese da taxa de aprovações em Matemática não diferir da taxa

de aprovações nas restantes disciplinas consideradas como um todo. Considere o ńıvel

de significância de 10% e comente os resultados.

(c) Determine um intervalo de confiança a 90% para a verdadeira taxa de insucesso em

exames da disciplina de Matemática.

(d) Obtenha um outro intervalo de confiança, desta feita a 95% e para a diferença entre

as proporções desconhecidas de reprovações nas disciplinas de F́ısica e Qúımica.

Comente a estimativa intervalar obtida. •

Exerćıcio 6.35 — Teste assintótico de homogeneidade do qui-quadrado de

Pearson em tabelas de contingência e não só (bis)

Da tabela seguinte constam os números de pacientes submetidos a tratamentos de gastro-

enterologia numa enfermaria de um hospital inglês nos anos 1893-1914, classificados por

sexo e ocupação.
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Doença Gastro-Enterológica

Sexo Ocupação Apendicite Hérnia Úlcera Outras

Feminino Empregada 51 13 28 12

Não empregada 49 56 17 34

Masculino Metalúrgico 42 71 7 18

Transportes e Comunicações 13 29 2 6

Mineiro (Carvão) 29 8 2 7

(a) Teste, calculando o valor-p, a hipótese de não existir diferença na distribuição das

doenças gastro-enterológicas:

(i) nos dois grupos de pacientes do sexo feminino;

(ii) nos diversos grupos de ocupações do sexo masculino;

(iii) nos dois sexos.

(b) Obtenha um intervalo de confiança a 95% para a diferença entre as proporções de

pacientes dos dois sexos com apendicite.

Será que tais proporções não diferem ao ńıvel de significância de 5%? •

Exerćıcio 6.36 — Teste assintótico de homogeneidade do qui-quadrado de

Pearson em tabelas de contingência e não só (bis, bis)

No triénio 1952-4, 700 rapazes e 371 raparigas (com idades na faixa etária 0-15 anos)

pacientes de um hospital londrino foram classificados segundo a religião

• Anglicanismo (A)

• Catolicismo-Romano (CR)

• Não Conformismo (NC)

• Judáısmo (J)

• Outra (O)

tendo-se obtido o seguinte conjunto de resultados:
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Religião

A CR NC J O

Sexo Masculino 553 86 26 16 19

Feminino 295 39 21 7 9

(a) Apoiarão estes dados a hipótese de existirem diferenças entre os sexos no que diz

respeito à religião? Comente.

(b) Num relatório enviado para o Vaticano afirmava-se que a percentagem de católico-

romanos em Inglaterra era de 7%.

Diferirão, significativamente, a proporção de católico-romanos entre @s pacientes

considerad@s e a proporção dest@s na população geral? Comente os resultados. •

Exerćıcio 6.37 — Teste assintótico de homogeneidade por recurso à razão de

verosimilhanças de Wilks em tabelas de contingência

Depois de ter deduzido a seguinte razão de verosimilhanças de Wilks no contexto do

modelo multinomial multiplicativo,

T = −2 ln Λ(N)

= −2 ln Λ(N1, . . . , N r)

= −2 ln

(
supθ∈Θ0

L(θ|N1, . . . , N r)

supθ∈Θ L(θ|N1, . . . , N r)

)

= −2
r∑

i=1

s∑

j=1

Nij × ln




ni•×N•j

n

Nij



 a∼H0 χ2
(r−1)(s−1), (6.27)

associada ao teste assintótico de homogeneidade em tabelas de contingência, retome o

Exemplo 6.32 e repita o teste de homogeneidade ao n.s. de 1%. •

Exerćıcio 6.38 — Teste assintótico de homogeneidade por recurso à razão de

verosimilhanças de Wilks em tabelas de contingência bidimensionais11

A escritora Jane Austen (1775–1817) não chegou a concluir a novela Sanditon. A novela

foi completada por diversos autores, também denominados continuadores, entre eles Anna

Austen Lefroy, sobrinha de Austen.

11Exame de 4 de Julho de 2009.
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De modo a apurar até que ponto um destes continuadores emulou de forma bem

sucedida o estilo de Austen, foram registadas as frequências de três palavras (this, that

e with) em alguns excertos de obras de Austen e no texto escrito por este continuador,

tendo-se obtido a seguinte tabela:

Palavra

this that with

Autor Austen 86 236 161

Continuador 15 22 43

(a) Identifique e descreva o modelo que lhe parece mais conveniente para caracterizar

estes dados e para responder à questão da aĺınea seguinte.

(b) Acha que este continuador foi capaz de emular de forma bem sucedida o estilo de

Austen?

Recorra a um teste que faça uso da razão de verosimilhanças de Wilks e ao cálculo

de um intervalo para o p-value para responder à questão. •

Exerćıcio 6.39 — Teste assintótico de homogeneidade por recurso à razão de

verosimilhanças de Wilks em tabelas de contingência bidimensionais (bis)

O uso experimental de 5 máquinas A, B, C, D e E no fabrico de instrumentos de

precisão conduziu aos seguintes resultados sobre a frequência de instrumentos defeituosos

e perfeitos:

Instrumentos

Defeituosos Perfeitos

Máquina A 12 8

B 16 2

C 10 6

D 14 10

E 18 4

(a) Descreva, justificando, um modelo probabiĺıstico para a geração dos dados.

(b) No âmbito desse modelo, formule a conjectura H0 de não haver diferença no

desempenho das máquinas.

(c) Determine de modo aproximado o valor-p do teste da razão de verosimilhanças de

Wilks para a hipótese H0 e diga que conclusão pode tirar. •
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6.2 Inferências no modelo normal bivariado

Motivação 6.40 — Inferências no modelo normal bivariado

Vimos por um lado no Cap. 2 que os modelos multivariados — como são o caso do modelo

multinomial e do normal bivariado — são pertinentes na descrição do comportamento

conjunto, marginal e condicional de vectores aleatórios.

Por outro lado, no Cap. 4 volta a confirmar-se quão tratável é o modelo normal no

que diz respeito à efectuação de inferências sobre os seus parâmetros.

Não surpreende pois que nos debrucemos nesta secção não só sobre

• a predição de uma componente de um vector normal bivariado (em particular ao

observar-se a sua outra componente) e

• a estimação do vector de valores esperados (µ) e a matriz de covariâncias (Σ),

mas também sobre testes (resp. intervalos de confiança) sobre (resp. para) alguns dos

parâmetros do modelo normal bivariado como

• o coeficiente de correlação (ρ) e

• a diferença de valores esperados (µ1 − µ2). •

6.2.1 Predição no modelo normal bivariado

Considere-se:

• (X1, X2), um par aleatório;

• µ = (E(X1), E(X2)) = (µ1, µ2), o seu vector de valores esperados;

• ρ = corr(X1, X2) = cov(X1,X2)√
V (X1) V (X2)

, o coeficiente de correlação entre X1 e X2;

• Σ =



 V (X1) cov(X1, X2)

cov(X1, X2) V (X2)



 =



 σ2
1 ρ σ1 σ2

ρ σ1 σ2 σ2
2



, a sua matriz de

covariâncias;

• 1

2π σ1 σ2

√
1−ρ2

exp
{
− 1

2(1−ρ2) ×
[(

x1−µ1

σ1

)2
− 2ρ

(
x1−µ1

σ1

) (
x2−µ2

σ2

)
+

(
x2−µ2

σ2

)2
]}

,

−∞ < x1, x2 < +∞, a expressão da f.d.p. conjunta de (X1, X2), fX1,X2(x1, x2).

I.e. (X1, X2) possui distribuição normal bivariada com vector de valores esperados e matriz

de covariâncias, µ e Σ, respectivamente.
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Doravante trataremos da predição da componente X2

• quer por uma constante k, o que se afigura razoável caso não se possua informação

sobre X1,

• quer por uma função de X1, k(X1), caso se tenha observado X1 e esta v.a. esteja

correlacionada com X2.

Predição de X2 por uma constante k

Para já é necessário definir aquilo que designaremos de erro de predição e erro de predição

quadrático médio.

Definição 6.41 — Erro de predição; erro de predição quadrático médio

associado ao preditor k

Ao predizermos o valor da v.a. X2 por uma constante k cometemos um erro denominado

de erro de predição

X2 − k, (6.28)

e o correspondente valor esperado,

EPQMX2(k) = E[(X2 − k)2]

= V (X2) + [E(X2)− k]2, (6.29)

é designado de erro de predição quadrático médio (EPQM). •

Proposição 6.42 — Minimização do erro de predição quadrático médio

associado ao preditor k

O erro de predição quadrático médio acima é minimizado quando

k = E(X2) (6.30)

e o respectivo EPQM é dado por

EPQMX2(k) = V (X2) = σ2
2. (6.31)

•
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Predição de X2 por uma função de X1, k(X1)

É sabido que, caso X2 esteja correlacionada com X1, a distribuição de X2 é influenciada

pelo conhecimento de X1, caso ρ )= 0. Aliás,

X2|X1 = x1 ∼ Normal(µ2 + ρ
σ2

σ1
(x1 − µ1), σ

2
2(1− ρ2)). (6.32)

Assim, é de esperar que, ao tirar-se partido de X1, se possa melhorar a predição de X1

com base no critério do EPQM mı́nimo.

Definição 6.43 — Erro de predição; erro de predição quadrático médio

associado ao preditor k(X1)

Ao predizermos o valor da v.a. X2 pela função k(X1) cometemos o erro de predição

X2 − k(X1) (6.33)

e o erro de predição quadrático médio associado é igual a

EPQMX2(k(X1)) = E{[X2 − k(X1)]
2}

= E(E{[X2 − k(X1)]
2|X1})

= E{V (X2|X1) + [E(X2|X1)− k(X1)]
2}. (6.34)

•

Proposição 6.44 — Minimização do EPQM associado ao preditor k(X1)

O erro de predição quadrático médio em (6.34) é minimizado quando

k(X1) = E(X2|X1)

= µ2 + ρ
σ2

σ1
(X1 − µ1) (6.35)

e o respectivo EPQM é dado por

EPQMX2(k(X1)) = E[V (X2|X1)]

= σ2
2(1− ρ2). (6.36)

•

526



Nota 6.45 — Minimização do EPQM associado ao preditor k(X1)

Importa notar que, pelo facto de −1 ≤ ρ ≤ 1,

EPQMX2(k(X1)) = σ2
2(1− ρ2)

≤ σ2
2 = EPQMX2(E(X2)), (6.37)

pelo que, ao observar-se X1, melhorar-se-á a predição de X2. Acrescente-se ainda que,

quanto mais correlacionadas estiverem estas duas v.a., mais se minimizará o erro de

predição quadrático médio. •

Definição 6.46 — Valor predito de X2

A

k(x1) = E(X2|X1 = x1)

= µ2 + ρ
σ2

σ1
(x1 − µ1), (6.38)

concretização do preditor de X2, k(X1) = E(X2|X1) = µ2 + ρ σ2
σ1

(X1 − µ1),12 dar-se-á o

nome de valor predito de X2 (ou função de regressão de X2 em x1). •

Será pois necessário estimar E(X2|X1 = x1) por forma a adiantar o valor predito de

X2. Debruçarmo-nos já de seguida sobre a estimação de (µ1, µ2, σ2
1, σ

2
2, ρ) no contexto do

modelo normal bivariado.

12Relembre-se que se trata do melhor preditor de X2 de acordo com o critério do EPQM mı́nimo.
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6.2.2 Estimação no modelo normal bivariado

Sejam:

• (X1, . . . , Xn) = ((X11, X21), . . . , (X1n, X2n)) uma a.a. de dimensão n proveniente

de população normal bivariada com vector de valores esperados µ e matriz de

covariâncias Σ;

• X̄1 = 1
n

∑n
t=1 X1t, a média das primeiras componentes dos n vectores normais

bivariados;

• X̄2 = 1
n

∑n
t=1 X2t, a média das segundas componentes dos n vectores normais

bivariados;

• (S ′1)
2 = 1

n

∑n
t=1(X1t − X̄1)2 = 1

n (
∑n

t=1 X2
1t) − (X̄1)2, a variância não corrigida das

primeiras componentes dos n vectores normais bivariados;

• (S ′2)
2 = 1

n

∑n
t=1(X2t − X̄2)2 = 1

n (
∑n

t=1 X2
2t) − (X̄2)2, a variância não corrigida das

segundas componentes dos n vectores normais bivariados;

• R =
∑n

t=1
(X1t−X̄1) (X2t−X̄2)√∑n

t=1
(X1t−X̄1)2×

∑n

t=1
(X2t−X̄2)2

=
(
∑n

t=1
X1tX2t)−n X̄1X̄2√

[(
∑n

t=1
X2

1t)−n(X̄1)2]×[(
∑n

t=1
X2

2t)−n(X̄2)2]
, o

coeficiente de correlação da a.a.

Proposição 6.47 — Distribuição das médias; estat́ıstica suficiente e EMV de

(µ1, µ2, σ2
1, σ

2
2, ρ)

O vector de médias da a.a., (X̄1, X̄2), é independente do vector de variâncias e correlação

da a.a., ((S ′1)
2, (S ′2)

2, R). Mais, (X̄1, X̄2) possui distribuição normal bivariada com vector

de valores esperados (µ1, µ2) e matriz de covariâncias



σ2
1

n ρ σ1√
n

σ2√
n

ρ σ1√
n

σ2√
n

σ2
2

n



 . (6.39)

(X̄1, X̄2, (S ′1)
2, (S ′2)

2, R) é estat́ıstica suficiente para (µ1, µ2, σ2
1, σ

2
2, ρ), bem como estimador

de MV deste vector de parâmetros desconhecidos. •
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Exerćıcio 6.48 — Distribuição das médias; estat́ıstica suficiente e EMV de

(µ1, µ2, σ2
1, σ

2
2, ρ)

(a) Demonstre que ρ é o coeficiente de correlação entre X̄1 e X̄2.

(b) Prove que (X̄1, X̄2, (S ′1)
2, (S ′2)

2, R) é não só estat́ıstica suficiente para (µ1, µ2, σ2
1, σ

2
2, ρ)

mas também estimador de MV deste vector de parâmetros desconhecidos. •

Exerćıcio 6.49 — Predição de X2

Os dados apresentados na tabela abaixo dizem respeito ao conteúdo percentual de

protéınas e de glúten em 9 amostras de uma mesma farinha.

Conteúdo Protéınas (%) 11.00 10.66 11.69 12.31 11.46 9.69 11.23 10.92 8.66

Conteúdo Glúten (%) 4.67 4.46 5.06 5.47 5.11 4.73 4.30 4.20 3.39

Admita que o modelo normal bivariado se adequa à descrição do conjunto de dados.

Tendo em consideração que a medição do conteúdo de glúten é, ao contrário da medição

do de protéınas, dif́ıcil, tem interesse predizer aquele conteúdo depois de observado o de

protéınas.

Prediga o conteúdo de glúten de uma amostra dessa farinha que revelou 15% de

protéınas. •
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6.2.3 Teste de independência

Motivação 6.50 — Teste de independência

Uma das questões mais pertinentes no contexto no modelo normal bivariado é sem sombra

de dúvida saber se o par aleatório (X1, X2) é constitúıdo por duas v.a. independentes.

Se notarmos que no contexto do modelo normal bivariado se tem X1⊥⊥X2 ⇔ ρ = 0

e que o estimador de MV de ρ é R, não surpreende que venhamos a testar a hipótese

H0 : ρ = 0 e se venha a fazer uso de uma estat́ıstica de teste que dependa daquele

estimador de ρ. Ora, isto vai requerer que se conheça a distribuição amostral do estimador

R ou a distribuição exacta ou assintótica de uma v.a. fulcral para ρ. •

Proposição 6.51 — Distribuição amostral de R

De acordo com Murteira (1980, p. 90),13 se se trabalhar a f.d.p. conjunta de (S2
1 , S

2
2 , R)

pode obter-se a f.d.p. marginal de R, para −1 < r < 1 e n ≥ 4:

gR(r) =
2n−3

π (n− 3)!
(1− ρ2)(n−1)/2(1− r2)(n−4)/2 ×

+∞∑

i=0

Γ2[(n + i− 1)/2]
(2ρr)i

i!

=
n− 2

π
(1− ρ2)(n−1)/2(1− r2)(n−4)/2 ×

∫ 1

0

wn−2

(1− ρrw)
√

1− w2
dw. (6.40)

Apesar da complexidade desta f.d.p. (afinal envolve uma série) não se pode deixar de

referir que Murteira (1980, p. 90) aponta também uma propriedade notável desta f.d.p.

marginal: só depende do coeficiente de correlação (ρ) e da dimensão da a.a. (n). •

Proposição 6.52 — Estat́ıstica do teste de independência

De acordo com Tong (1990, pp. 16–17), a f.d.p. marginal de R é, sob a validade de

H0 : ρ = 0, dada por:

gR(r) =H0

Γ
(

n−1
2

)

√
π Γ

(
n−2

2

)(1− r2)(n−4)/2 (6.41)

para −1 < r < 1 e n ≥ 4.14 Equivalentemente,

T =
√

n− 2
R√

1−R2
∼H0 t(n−2), (6.42)

que servirá de estat́ıstica para um teste exacto de independência. •
13Onde se lê Γ2[(n − i − 1)/2], que nos parece ser uma gralha, deve ler-se Γ2[(n + i − 1)/2], a julgar

pela leitura de Tong (1990, pp. 16–17).
14Prove este resultado tirando partido da duplication formula da função gama: Γ(α) Γ

(
α + 1

2

)
=

21−2α√π Γ(2α), α > 0. Prove também o resultado distribucional em (6.42).
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Exemplo 6.53 — Teste de independência

Com o objectivo de averiguar a existência de associação entre as v.a.

• X1 = densidade populacional (número de habitantes/ área total)

• X2 = taxa de roubos (número de roubos/ 100000 habitantes)

foram recolhidos os seguintes resultados que se admite terem sido gerados por uma

população normal bivariada:

t 1 2 3 4 5 6 7 8

x1t 59 49 75 54 78 56 60 82

x2t 209 180 195 192 215 197 208 189

Um criminologista é da opinião que tais v.a. são independentes enquanto que um

sociólogo discorda daquele.

Acha que os dados defendem a hipótese do criminologista ao n.s. de 10%?

• Par aleatório de interesse

X1 = densidade populacional (número de habitantes/ área total)

X2 = taxa de roubos (número de roubos/ 100000 habitantes)

• Situação

(X1, X2) com distribuição normal bivariada com parâmetros (µ1, µ2, σ2
1, σ

2
2, ρ)

desconhecidos

• Hipóteses

H0 : ρ = 0 vs. H1 : ρ )= 0

• Nı́vel de significância

α0 = 10%

• Estat́ıstica de teste

T =
√

n− 2 R√
1−R2 ∼H0 t(n−2)
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• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Quanto maior for a estimativa de MV de ρ em valor absoluto, |r|, mais inconsistente

será H0 com os dados. Logo a região de rejeição de H0 (para valores da estat́ıstica

de teste) é uma reunião de caudas, i.e., W = (−∞,−c) ∪ (c, +∞), onde

c = F−1
t(n−2)

(1− α0/2) = F−1
t(6)

(0.95) tabela= 1.943.

• Decisão

Tendo em consideração que

n = 8

x̄1 = 1
n

∑n
t=1 x1t = 1

8 × (59 + . . . + 82) = 64.125
∑n

t=1 x2
1t = 592 + . . . + 822 = 33967

x̄2 = 1
n

∑n
t=1 x2t = 1

8 × (209 + . . . + 189) = 198.125
∑n

t=1 x2
2t = 2092 + . . . + 1892 = 314989

∑n
t=1 x1t x2t = 59× 209 + . . . + 82× 189 = 101924

a estimativa de ρ é igual a

r =
(
∑n

t=1 x1tx2t)− n x̄1x̄2√
[(

∑n
t=1 x2

1t)− n(x̄1)2]× [(
∑n

t=1 x2
2t)− n(x̄2)2]

=
101924− 8× 64.125× 198.125

√
(33967− 8× 64.1252)× (314989− 8× 198.1252)

= 0.0179

e o valor observado da estat́ıstica de teste é igual a

t =
√

n− 2
r√

1− r2

= 0.0439

)∈ W = (−∞,−1.943) ∪ (1.943, +∞).

Logo pode afirmar-se que os dados defendem a hipótese do criminologista (H0 : ρ =

0) a qualquer n.s. inferior ou igual a 10%. •
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Exerćıcio 6.54 — Teste de independência15

Num estudo dos hábitos predatórios da espécie de caranguejo cancer productus foram

medidas as variáveis X e Y , que representam os logaritmos da altura do própodo/pinça e

da força adutora do própodo. Os resultados observados para n = 14 caranguejos daquela

espécie foram:

∑14
i=1 xi = 28.565,

∑14
i=1 x2

i = 59.074415,
∑14

i=1 yi = 18.932,
∑14

i=1 y2
i =

28.525903,
∑14

i=1 xiyi = 38.950308.

Para que ńıveis de significância não se deverá rejeitar a hipótese de X e Y serem

independentes? •

Exerćıcio 6.55 — Teste de independência (bis)

O peso e o conteúdo proteico são as caracteŕısticas mais importantes do trigo:

• o peso, pelo efeito directo que tem sobre o rendimento do produtor;

• o conteúdo proteico, por deste depender a qualidade da cozedura.

Em Alberta (Canadá), no ano de 1930, foi efectuada uma experiência com vista a estudar

a relação entre essas duas caracteŕısticas. Após ter sido seleccionada uma área de cultivo,

esta foi dividida em 10 pequenas parcelas, idênticas em tamanho e no que diz respeito à

qualidade do solo, e no cultivo das mesmas utilizou-se um único tipo de semente. Colhido

o trigo de cada parcela este foi debulhado, pesado e avaliado quanto ao respectivo conteúdo

proteico tendo-se obtido o seguinte conjunto de resultados:

Peso (em gramas) 243 424 305 322 413 323 235 182 137 255

Conteúdo proteico (%) 14.1 14.4 14.8 14.4 14.3 14.7 15.5 15.3 16.2 12.9

(a) Escolha, justificando convenientemente, um modelo capaz de descrever o conjunto de

dados acima.

(b) Será a hipótese de independência entre o peso do grão de trigo e o respectivo conteúdo

proteico consistente com os dados? Considere o ńıvel de significância de 5%. •

15Exame de 11 de Setembro de 2009.
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Exerćıcio 6.56 — Teste de independência (bis, bis)

Retome o Exerćıcio 6.49. Serão o conteúdo de protéınas e o conteúdo de glúten duas

v.a. independentes, ou estarão eles correlacionados positivamente? Considere o ńıvel de

significância de 10%. •

Exerćıcio 6.57 — Teste de independência; predição de X2

Num estudo visando saber se a nota média obtida no 1o. ano pelos estudantes de

uma Faculdade poderia ser predita pela respectiva nota de ingresso na Universidade,

seleccionaram-se aleatoriamente 20 estudantes, tendo-se obtido os seguintes resultados:

Nota de Ingresso 5.5 4.8 4.7 3.9 4.5 6.2 6.0 5.2 4.7 4.3

Nota Média no 1o. ano 3.1 2.3 3.0 1.9 2.5 3.7 3.4 2.6 2.8 1.6

Nota de Ingresso 4.9 5.4 5.0 6.3 4.6 4.3 5.0 5.9 4.1 4.7

Nota Média no 1o. ano 2.0 2.9 2.3 3.2 1.8 1.4 2.0 3.8 2.2 1.5

(a) Faz sentido admitir que os dados foram gerados pelo modelo normal bivariado?

Justifique.

(b) Teste a hipótese das notas em estudo serem independentes ao ńıvel de significância

de 1%.

(c) Sabendo que um outro estudante não seleccionado obteve uma nota de ingresso de

4.7, prediga a sua nota média no 1o. ano. •
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6.2.4 Intervalos e testes assintóticos sobre ρ

Motivação 6.58 — Inferências assintóticas sobre ρ

Face à complexidade da distribuição amostral de R quando ρ )= 0 e à necessidade de

obter intervalos de confiança para ρ e de efectuar testes sobre ρ em que se conjecturam

valores para este parâmetro que não 0, ocorre estandardizar R e aplicar o TLC. Contudo

a convergência de R−E(R)√
V (R)

para a distribuição Normal(0, 1) é lenta.

Em 1915, Fisher propôs uma transformada de R e com base nesta uma outra v.a. que

converge mais rapidamente para a distribuição Normal(0, 1). •

Proposição 6.59 — Transformada Z de Fisher (Murteira, 1980, pp. 90–91)

A transformada Z de Fisher é dada por

Z(R) =
1

2
× ln

(
1 + R

1−R

)
(6.43)

= tanh−1(R)

(i.e. não passa da inversa da tangente hiperbólica, pelo que uma função crescente),16

possui valor esperado e variância iguais a

E[Z(R)] = Z(ρ) +
ρ

2(n− 1)
(6.44)

V [Z(R)] =
1

n− 3
(6.45)

e é uma transformada simétrica, i.e.,

Z(−R) = −Z(R). (6.46)

•

Proposição 6.60 — V.a. fulcral para ρ; inversa da transformada Z de Fisher;

intervalos assintóticos de confiança para ρ

Tirando partido das propriedades da transformada Z de Fisher conclui-se que

√
n− 3× [Z(R)− Z(ρ)]

a∼ Normal(0, 1) (6.47)

é uma v.a. fulcral para ρ.

16Para mais detalhes sobre a tangente hiperbólica e a sua inversa recomenda-se a consulta de
http://en.wikipedia.org/wiki/Hyperbolic function
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Tendo em conta esta v.a. fulcral para ρ e a inversa da transformada Z de Fisher,

Z−1[Z(R)] = tanh[Z(R)]

=
eZ(R) − e−Z(R)

eZ(R) + e−Z(R)
(6.48)

(por sinal também simétrica), pode adiantar-se uma expressão para um intervalo

assintótico de confiança a (1− α0)× 100%:
[

Z−1

[

Z(r)− Φ−1(1− α0/2)√
n− 3

]

; Z−1

[

Z(r) +
Φ−1(1− α0/2)√

n− 3

]]

. (6.49)

•

Exerćıcio 6.61 — Intervalo assintótico de confiança para ρ

Admita que o modelo normal bivariado descreve razoavelmente 147 observações da

velocidade do fluxo de água em 2 secções A e B de um dado rio, para os quais se obteve

r = 0.83.

Obtenha intervalos de confiança aproximados a 99% para ρ e ρ2. •

Proposição 6.62 — Testes assintóticos sobre ρ

Ao pretender-se testar H0 : ρ = ρ0, onde ρ0 )= 0, e dispondo de uma amostra

suficientemente grande, deve recorrer-se à estat́ıstica de teste

T =
√

n− 3× [Z(R)− Z(ρ0)]
a∼H0 Normal(0, 1). (6.50)

•

Exemplo 6.63 — Testes assintóticos sobre ρ

Com o objectivo de averiguar a relação entre

• X1 = percentagem do orçamento familiar gasto em carnes brancas

• X2 = percentagem do orçamento familiar gasto em vestuário,

foram recolhidas observações referentes a 200 lares que conduziram a um coeficiente de

correlação amostral igual a r = −0.61.

O economista responsável pelo estudo suspeita que a correlação entre as variáveis que

a correlação entre X1 e X2 não seja superior a ρ0 = −0.7.

Acha que os dados apoiam esta suspeita? Calcule aproximadamente o p-value

associado ao teste.
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• Par aleatório de interesse

X1 = percentagem do orçamento familiar gasto em carnes brancas

X2 = percentagem do orçamento familiar gasto em vestuário

• Situação

(X1, X2) com distribuição normal bivariada com parâmetros (µ1, µ2, σ2
1, σ

2
2, ρ)

desconhecidos

• Hipóteses

H0 : ρ ≤ ρ0 = −0.7 vs. H1 : ρ > ρ0 = −0.7

• Nı́vel de significância

α0

• Estat́ıstica de teste

T =
√

n− 3× [Z(R)− Z(ρ0)]
a∼ρ=ρ0 Normal(0, 1)

uma vez que dispomos de um número suficientemente grande de observações e ρ0 é

distinto de 0.

• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Quanto maior for a estimativa de MV de ρ, r, mais inconsistente será H0 com os

dados. Logo a região de rejeição de H0 (para valores da estat́ıstica de teste) é uma

cauda à direita, W = (c, +∞), onde c = Φ−1(1− α0).

• Decisão

Tendo em conta que o valor observado da estat́ıstica de teste é igual a

t =
√

n− 3× [Z(r)− Z(ρ0)]

=
√

200− 3× [Z(−0.61)− Z(−0.7)]

=
√

n− 3× [−0.7089− (−0.8673)]

1 2.22,

que se atribui mais de um valor a ρ em H0, que a região de rejeição é uma cauda

direita, que o valor-p é o maior n.s. que leva à não rejeição de H0 e que Z(ρ) é uma
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função crescente de ρ, pode adiantar-se que

p− value = p− value(ρ)

= sup
ρ≤ρ0

P (T > t | ρ)

= sup
ρ≤ρ0

{
P

[√
n− 3× [Z(r)− Z(ρ)]

> 2.22 +
√

n− 3× [Z(ρ0)− Z(ρ)]
]}

.

Ora, tratando-se de uma função crescente de ρ, conclui-se que

p− value = 1− P (T ≤ t | ρ = ρ0)

1 1− Φ(2.22)
tabela= 0.0139

e pode afirmar-se que deve rejeitar-se H0 : ρ ≤ ρ0 = −0.7 a qualquer n.s. superior a

1.39%, nomeadamente a 5%. •

Exerćıcio 6.64 — Teste assintótico sobre ρ 17

Seja X (resp. Y ) a tensão arterial em cmHg de uma pessoa antes (resp. depois) de ter

sido submetida a um programa de treino f́ısico. Os resultados observados destas duas

variáveis, que se supõe possúırem distribuição conjunta normal bivariada com vector de

valores esperados µ e matriz de covariâncias Σ desconhecidos, foram, para 40 pessoas:
∑40

i=1 xi = 663.40,
∑40

i=1 x2
i = 11145.6679,

∑40
i=1 yi = 620.31,

∑40
i=1 y2

i = 9699.6707,
∑40

i=1 xiyi =

10388.4407.

O médico responsável pelo estudo suspeita que a correlação entre as variáveis (ρ) seja

igual a ρ0 = 0.9. Acha que os dados apoiam esta suspeita ao ńıvel de significância de

10%? •

Exerćıcio 6.65 — Inferências (assintóticas) sobre ρ; predição de X2

A determinação da rigidez da borracha sintética é simples mas a da perda por abrasão

requer experimentação muito elaborada. Consequentemente seria vantajoso predizer esta

com base na medição da rigidez.

Os resultados da investigação das propriedades da borracha sintética encontram-se na

tabela abaixo.
17Exame de 20 de Julho de 2009.
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Rigidez (graus Shore) 45 55 61 66 71 71 81 86

Perda por Abrasão (g/cv hora) 372 206 175 154 136 112 55 45

Rigidez (graus Shore) 64 68 79 81 56 68 75 83

Perda por Abrasão (g/cv hora) 164 113 82 32 228 196 128 97

Rigidez (graus Shore) 71 80 82 89 51 59 65 74

Perda por Abrasão (g/cv hora) 219 186 155 114 341 340 283 267

Rigidez (graus Shore) 53 60 88 59 81 86

Perda por Abrasão (g/cv hora) 221 166 64 249 215 148

Admitindo a adequação do modelo normal bivariado responda às questões seguintes.

(a) Prediga a perda por abrasão de duas peças de borracha com 70 e 110 graus Shore

respectivamente. Comente os resultados.

(b) Teste, ao ńıvel de significância de 5%, a hipótese dessas duas caracteŕısticas serem

independentes, tendo em conta que quanto mais rija for a borracha sintética menor

será a perda por abrasão.

(c) Construa um intervalo de confiança aproximado a 95% para o coeficiente de correlação.

(d) Calcule aproximadamente o valor-p do teste da hipótese H0 : ρ = −0.8. Comente. •

Exerćıcio 6.66 — Inferências (assintóticas) sobre ρ; predição de X2 (bis)

Efectuaram-se duas medições em 13 crânios de indiv́ıduos do género Genetta, medições

estas respeitantes a:

• comprimento do maxilar superior (em cm);

• comprimento condiobasal (em ccb).

Comp. Max. Sup. 35.3 33.6 33.4 34.0 34.4 33.1 33.0 36.1 34.1

Comp. Cond. 95.5 90.7 90.1 91.5 89.4 88.3 87.9 95.0 90.6

Comp. Max. Sup. 36.1 33.0 34.2 34.0

Comp. Cond. 93.2 88.8 91.0 91.2

(a) Refira razões que tenham levado o biólogo, que efectuou as medições acima, a admitir

que os dados são provenientes do modelo normal bivariado.

(b) Obtenha uma estimativa para a covariância entre as duas v.a.
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(c) Determine uma estimativa intervalar a 90% para o coeficiente de correlação. Comente.

(d) Prediga o comprimento condiobasal de um crânio cujo maxilar supeiror possua 35 cm

de comprimento.

(e) Serão as duas v.a. independentes, ou pelo contrário, o comprimento do maxilar

superior correlaciona-se positivamente com o comprimento condiobasal? Calcule o

valor-p do teste que efectuou. •

Nota 6.67 — Testes assintóticos de comparação de dois coeficientes de

correlação

Caso se lide com duas amostras independentes, com dimensões suficientemente grandes, e

se pretenda testar a igualdade dos coeficientes de correlação associados (H0 : ρ1−ρ2 = 0),

deve fazer-se uso da estat́ıstica de teste

Z(R1)− Z(R2)√
1

n1−3 + 1
n2−3

a∼H0 Normal(0, 1). (6.51)

(Justifique!) •
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6.2.5 Testes de comparação de valores esperados

Motivação 6.68 — Testes de comparação de valores esperados

No Cap. 5 foram apresentados testes (exactos ou assintóticos) sobre a diferença de valores

esperados de duas populações.

Vimos por exemplo que para se efectuar tal teste era necessário exigir que as duas

populações (e já agora as a.a. correspondentes) fossem independentes. Mais, quando se

desconheciam as variâncias a par dos valores esperados, a efectuação de um teste exacto

requeria que se assumisse que as variâncias fossem iguais (apesar de desconhecidas). Ora,

estas duas assunções nem sempre se afiguram razoáveis.

A seguir apresenta-se um teste exacto sobre a diferença de valores esperados de duas

v.a. de interesse não necessariamente independentes e que por sinal podem dizer respeito

à mesma unidade estat́ıstica. •

Antes de identificar a estat́ıstica do referido teste é importante enunciar o seguinte

resultado.

Proposição 6.69 — Distribuição amostral do estimador de µ1 − µ2

Sejam:

• (X1, . . . , Xn) = ((X11, X21), . . . , (X1n, X2n)) uma a.a. de dimensão n proveniente

de população normal bivariada com vector de valores esperados µ e matriz de

covariâncias Σ;

• Wt = X1t −X2t, t = 1, . . . , n;

• W̄ = 1
n

∑n
t=1 Wt = 1

n

∑n
t=1(X1t −X2t) = X̄1 − X̄2;

• S2
W = 1

n−1

[
(
∑n

t=1 W 2
t )− n W̄ 2

]
= 1

n−1

{
[
∑n

t=1(X1t −X2t)2]− n (X̄1 − X̄2)2
}
.

Então

Wt ∼i.i.d. Normal(µW , σ2
W ), t = 1, . . . , n, (6.52)

onde

µW = µ1 − µ2 (6.53)

σ2
W = σ2

1 − 2ρσ1σ2 + σ2
2. (6.54)
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Para além disso,

W̄ − µW

σW /
√

n
∼ Normal(0, 1). (6.55)

•

Proposição 6.70 — Testes de comparação de valores esperados

Na averiguação da validade de H0 : µ1 − µ2 = µ0, deve recorrer-se à estat́ıstica de teste

T =
W̄ − µ0

SW /
√

n
∼H0 t(n−1). (6.56)

•

Exemplo 6.71 — Testes de comparação de valores esperados

Um programa de segurança foi recentemente implementado numa série de fábricas com

o objectivo de evitar um aumento do valor esperado do número de horas perdidas

semanalmente em acidentes de trabalho. Os resultados em 10 fábricas foram:

Fábrica (t) 1 2 3 4 5 6 7 8 9 10

Antes (x1t) 30.5 18.5 24.5 32 16 15 23.5 25.5 28 18

Depois (x2t) 23 21 22 28.5 14.5 15.5 24.5 21 23.5 16.5

Acha que os dados apoiam a hipótese de o programa de segurança ser eficaz ao n.s. de

5%?

• Par aleatório de interesse

X1 = número de horas perdidas semanalmente em acidentes de trabalho antes de

implementar o programa de segurança

X2 = número de horas perdidas semanalmente em acidentes de trabalho depois de

implementar o referido programa

• Situação

(X1, X2) com distribuição normal bivariada com parâmetros (µ1, µ2, σ2
1, σ

2
2, ρ)

desconhecidos

• V.a. auxiliar

W = X1 −X2 ∼ Normal(µ1 − µ2, σ2
1 − 2ρσ1σ2 + σ2

2)
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• Hipóteses

H0 : µ1 ≤ µ2 ⇔ µ1 − µ2 ≤ µ0 = 0 vs.

H1 : µ1 − µ2 > µ0 = 0 (programa de segurança eficaz)

• Nı́vel de significância

α0 = 5%

• Estat́ıstica de teste

T = W̄−µ0

SW /
√

n ∼µ1−µ2=µ0 t(n−1)

onde W̄ = X̄1 − X̄2 e S2
W = 1

n−1

[
(
∑n

t=1 W 2
t )− n W̄ 2

]

• Região de rejeição de H0 (para valores da estat́ıstica de teste)

Quanto maior for a estimativa de MV de mu1 − µ2, w̄, mais inconsistente será H0

com as observações recolhidas. Dáı que a região de rejeição de H0 (para valores da

estat́ıstica de teste) seja uma cauda à direita, (c, +∞), onde

c : sup
µ1−µ2≤µ0

P (Rejeitar H0 | µ1 − µ2) = α0.

Equivalentemente (prove!) c : P (T > c | µ1 − µ2 = µ0) = α0, i.e.

c = F−1
t(n−1)

(1− α0)

= F−1
t(10−1)

(1− 0.95)

= 1.833.

• Decisão

Atendendo a que

n = 10

w̄ = 1
n

∑n
t=1 wt = 1

n

∑n
t=1(x1t−x2t) = 1

10× [(30.5−23)+ . . .+(18−16.5)] = 2.15

∑n
t=1 w2

t =
∑n

t=1(x1t − x2t)2 = (30.5− 23)2 + . . . + (18− 16.5)2 = 127.25

s2
W = 1

n−1 [(
∑n

t=1 w2
t )− n w̄2] = 1

10−1 × (127.25− 10× 2.152) = 9.00278
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o valor observado da estat́ıstica de teste é igual a

t =
w̄ − µ0

sW /
√

n

=
2.15− 0√

9.00278/
√

10
= 2.299659

∈ W = (1.833, +∞).

Logo devemos rejeitar H0 : µ1 ≤ µ2 (programa de segurança ineficaz) a qualquer

n.s. maior ou igual a 5%. •

Exerćıcio 6.72 — Testes de comparação de valores esperados18

Determinada companhia pretende comercializar um suplemento protéıco. Por forma a

averiguar a eficácia do mesmo anotaram-se os pesos iniciais (X) de 8 indiv́ıduos, bem

como os pesos após o consumo do suplemento durante um mês (Y ):

xi 73 88 87 88 68 64 66 83

yi 75 91 88 90 70 65 68 85
∑8

i=1 xi = 617,
∑8

i=1 yi = 632,
∑8

i=1(xi − yi)2 = 31.

Um representante da companhia afirmou em conferência de imprensa que a ingestão do

suplemento protéıco resulta num aumento no valor esperado do peso inicial de pelo menos

2Kg.

Será esta afirmação consistente com os dados ao ńıvel de significância de 5%, admitindo

que o par aleatório (X, Y ) possui com distribuição normal bivariada com vector de valores

esperados µ e matriz de covariâncias Σ ? •

Exerćıcio 6.73 — Testes de comparação de valores esperados e não só

O crescimento dos ratos foi objecto de estudo numa investigação biológica. Os ratos foram

colocados em pequenas jaulas e água que bebiam foi acrescentada tiroxina durante uma

semana. Na tabela abaixo encontram-se os resultados da experiência.

Peso inicial (g) 59 54 56 59 57 52 52

Peso após uma semana (g) 85 71 75 85 72 73 70

18Exame de 4 de Julho de 2009.
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(a) Escolheria o modelo normal bivariado para descrever estes dados? Justifique.

(b) Um dos biólogos que efectuaram o estudo afirmou que a utilização da tiroxina nunca

poderia provocar uma diminuição no valor esperado do peso dos ratos.

Será tal afirmação consistente com os dados ao ńıvel de significância de 5%?

(c) Prediga pontualmente o peso de um rato que pesava inicialmente 60 gramas e que

tenha sido submetido ao tratamento de tiroxina. •

Exerćıcio 6.74 — Testes de comparação de valores esperados e não só (bis)

Os dados que se seguem reportam-se ao valor avaliado para efeitos fiscais (X1) e o preço

de venda (X2), ambos em milhares de unidades monetárias, de 15 parcelas de terreno

para a construção de projectos industriais:

Valor avaliado 13.9 16.0 10.3 11.8 16.7 12.5 10.0 11.4 13.9 12.2

Preç de venda 28.6 34.7 21.0 25.5 36.8 24.0 19.1 22.5 28.3 25.0

Valor avaliado 15.4 14.8 14.9 12.9 15.8

Preç de venda 31.1 29.6 35.1 30.0 36.2

(a) Estime a função de regressão de X2 em x1.

(b) Teste a independência entre X1 e X2, calculando o valor-p.

(c) Teste a significância de H0 : ρ = ρ0 = 0.6

(d) Diga se os dados são consistentes com a hipótese do valor esperado de X2 ser superior

ao valor esperado de X1 acrescido de 10 unidades. •

545



Referências

• Murteira, B.J.F. (1980). Probabilidades e Estat́ıstica, Vol. 2. Editora McGraw-Hill

de Portugal, Lda. (QA273-280/3.MUR.37602)

• Murteira, B.J.F. (1990). Probabilidades e Estat́ıstica, Vol. 2 (2a. edição). Editora

McGraw-Hill de Portugal, Lda. (QA273-280/3.MUR.6132)
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